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LOGROS	Y	CUMPLIMIENTO	DE	OBJETIVOS	

La minería  de  datos  es  una  disciplina  que  tiene  una  amplia  presencia  en  los  estudios  de 

posgrado,  tanto  en  másteres  y  doctorados  oficiales  como  en  títulos  propios  de  las 

Universidades.  En  el  mercado  existe  una  buena  oferta  de  herramientas  que  podrían  ser 

utilizadas en la enseñanza de dicha materia, sin embargo, la mayoría tienen un coste elevado y 

no permiten examinar la implementación de los algoritmos. Aunque existen algunas de código 

abierto, la comprensión del mismo es difícil y se requieren conocimientos elevados para que el 

usuario pueda incorporar nuevos algoritmos. El propósito de este proyecto ha  sido desarrollar 

una  herramienta  con  fines  docentes,  la  cual  implemente  diversos  algoritmos  de minería  y 

visualización de datos, permitiendo a su vez una fácil  incorporación de nuevos algoritmos. La 

herramienta se ha desarrollado en el marco de un proyecto fin de carrera de  la titulación de 

Ingeniería Informática siendo su autor Javier Verde Velasco. 

1.	Beneficios	esperados	

Se ha desarrollado una herramienta a  la que hemos denominado Pickaxe que se espera que 

repercuta de una manera muy positiva sobre la docencia de las asignaturas implicadas debido 

a que los contenidos teóricos se verán reforzados en los siguientes aspectos: 

 Los estudiantes podrán analizar la implementación de los algoritmos en un lenguaje de 
programación sencillo y con un código bien estructurado. 

 Se mejorará la comprensión del comportamiento de los algoritmos y de los resultados 
producidos  mediante  la  adecuada  presentación  de  los  mismos  haciendo  uso  de 
diferentes opciones de visualización de resultados. 

 Las posibilidades de visualización de los datos de entrada permitirán a su vez un mejor 
análisis  de  la  distribución  de  valores  y  otras  características  de  los  datos,  lo  que 
repercutirá en la mejora del preprocesamiento de los mismos. 

 Los  estudiantes  participarán  de  forma  activa  en  su  aprendizaje  mediante  la 
implementación  propia  de  algoritmos  estudiados  en  las  clases  teóricas  y  la 
incorporación de los mismos a la herramienta. 

 Las utilidades de exportación de gráficos, almacenamiento de resultados y generación 
de  informes  facilitarán  a  los  estudiantes  la  tarea  de  elaboración  de  los  trabajos 
exigidos para su evaluación. 

2.	Contexto	

La minería de datos ha dado lugar a una paulatina sustitución del análisis de datos dirigido a la 

verificación por un enfoque de análisis de datos dirigido al descubrimiento del conocimiento. 

La principal diferencia entre ambos se encuentra en que en el último se descubre información 

sin  necesidad  de  formular  previamente  una  hipótesis.  La  aplicación  automatizada  de 

algoritmos de minería de datos permite detectar fácilmente patrones en los datos, razón por la 

cual esta  técnica es mucho más eficiente que el análisis dirigido a  la verificación  cuando  se 

intenta explorar datos procedentes de repositorios de gran tamaño y complejidad elevada.  
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Los  algoritmos  de minería  de  datos  se  clasifican  en  dos  grandes  categorías:  supervisados  o 

predictivos  y  no  supervisados  o  de  descubrimiento  del  conocimiento  [9].  Los  algoritmos 

supervisados  o  predictivos  predicen  el  valor  de  un  atributo  denominado  etiqueta,  de  un 

conjunto de datos, conocidos otros atributos denominados atributos descriptivos. A partir de 

datos  cuya  etiqueta  se  conoce  se  induce  una  relación  entre  dicha  etiqueta  y  otra  serie  de 

atributos.  Esas  relaciones  sirven  para  realizar  predicciones  en  datos  cuya  etiqueta  es 

desconocida. Esta forma de trabajar se conoce como aprendizaje supervisado. Los métodos no 

supervisados o de descubrimiento del conocimiento descubren patrones y  tendencias en  los 

datos actuales, no utilizan datos históricos. El descubrimiento de esa  información  sirve para 

llevar a cabo acciones y obtener un beneficio de ellas.  

La  intensiva  investigación  llevada a  cabo en  los últimos años en el ámbito de  la minería de 

datos  ha  dado  lugar  a  que  esta  disciplina  se  haya  ido  incorporado  progresivamente  a  los 

estudios de posgrado de  las áreas de  informática  tanto a nivel nacional como  internacional, 

estando actualmente presente en gran número de másteres y doctorados oficiales, así como 

en  títulos  propios  de  diferentes  Universidades.  Los  estudiantes  que  cursan  estos  estudios 

tienen por lo general pocos conocimientos en esta materia debido a que ésta no suele formar 

parte de  los planes de estudio de  las titulaciones de grado, por  lo que resulta  imprescindible 

disponer  de  herramientas  que  le  faciliten  el  aprendizaje  en  estas  condiciones.  Las 

herramientas comerciales no cumplen con dicho requisito, además de tener el  inconveniente 

del alto coste de adquisición y mantenimiento. Las herramientas de código abierto, como por 

ejemplo Weka  (University of Waikato, Hamilton, New Zealand), permiten  la aplicación de un 

gran  número  de  algoritmos  pero  el  examen  de  su  lógica  interna  se  ve  dificultada  por  la 

complejidad del código, hecho que también dificulta  la adición de nuevos algoritmos, para  lo 

cual se requieren elevados conocimientos tanto de minería de datos como de programación. 

Estas circunstancias han motivado el desarrollo de  la herramienta objeto de este proyecto,  la 

cual  representa  una  plataforma  sencilla  para  su  manejo  por  los  estudiantes  de  posgrado 

permitiéndoles  comprender  los  algoritmos,  visualizar  sus  resultados  e  incluso  incorporar 

nuevos algoritmos desarrollados por ellos mismos.  

3.	Características	de	la	herramienta	

El diseño de Pickaxe se ha realizado teniendo presente en todo momento la finalidad docente. 

Además,  se  ha  considerado  la  adaptabilidad  como  un  requisito  imprescindible  para  dar 

respuesta a posibles cambios en los enfoques o contenidos de las asignaturas. En la actualidad 

sus principales características son las siguientes: 

• Implementación de algoritmos de minería:  la herramienta dispone  varios algoritmos 

de  minería  de  datos,  de  los  tres  tipos  fundamentales  presentes  en  la  disciplina 

(clasificación,  asociación  y  agrupamiento),  así  como    filtros  y  formas  de 

preprocesamiento  para  los  conjuntos  de  datos  iniciales,  de  forma  que  puedan 

adecuarse a las condiciones de entrada de los algoritmos.  

• Visualización de datos: la aplicación proporcionar una forma de visualización gráfica de 

los conjuntos de datos introducidos y de los resultados.  
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• Exportación de gráficos: Permite exportar en formato estándar de imagen las posibles 

formas de mostrar los datos de las que dispone.  

• Estadísticas: el sistema genera estadísticas de tiempo y rendimiento de los algoritmos. 

• Resultados: la herramienta permite exportar y almacenar los resultados obtenidos tras 

la aplicación de un algoritmo, para evitar la necesidad de recalcular si fuera necesario 

volver a analizarlo. Asimismo permite la generación de informes en formato pdf. 

• Facilidad de implementación de algoritmos adicionales: la aplicación está diseñada de 

forma que un desarrollador puede ampliarla con nuevos algoritmos a posteriori de una 

manera sencilla, lo que facilita su extensión futura.  

• Multiplataforma: la aplicación proporciona funcionamiento completo en los principales 

sistemas operativos actuales: Windows XP, Windows Vista, Windows 7, Linux y Mac OS 

X, además de utilizar el look & feel apropiado en cada sistema.  

• Internacionalización: Se ha hecho uso de  las utilidades que proporciona  Java para  la 

internacionalización de  la aplicación. Aunque  la versión actual solo está disponible en 

español e  inglés, puede traducirse fácilmente a cualquier  idioma reconocido por Java 

sin necesidad de recompilar, únicamente añadiendo un fichero de recursos al JAR. 

4.	Algoritmos	implementados	

Se han  implementado  los  algoritmos más  representativos de  las diferentes  categorías de  la 

minería de datos. Dichos algoritmos se describen a continuación. 

4.1.	Asociación	

En  el  grupo  de  las  técnicas  no  supervisadas  una  de  las  más  utilizadas  es  el  análisis  de 

asociación, que persigue el establecimiento de relaciones entre registros individuales o grupos 

de registros de la base de datos. Dos especializaciones del análisis de asociación son las reglas 

de  asociación  y  el  descubrimiento  de  patrones  secuenciales.  El  propósito  de  las  reglas  de 

asociación  es  descubrir  artículos  que  implican  la  presencia  de  otros  artículos  en  la misma 

transacción. Aplicando esta  técnica a un  conjunto de  transacciones  se descubren afinidades 

entre la colección de artículos. El algoritmo Apriori [1] es el algoritmo de reglas de asociación 

implementado  en  Pickaxe  debido  a  que  es  el más  representativo.  El  algoritmo Apriori  sólo 

trabaja  con  conjuntos  de  datos  discretos,  por  lo  que  es  necesario  discretizar  los  atributos 

numéricos antes de aplicarlo. 

Otro de  los algoritmos que  incorpora  la herramienta es AprioriAll  [3] el cual  intenta obtener 

reglas de asociación secuenciales a partir de un conjunto de datos. Este tipo de reglas revelan 

información sobre  la secuencia en que  los consumidores adquieren bienes. Los datos con  los 

que  trabaja este algoritmo  tienen un  formato muy concreto: en primer  lugar, un atributo  ID 

que  sirva  como  identificador  único  de  un  determinado  cliente;  un  atributo  fecha  que 

identifique el momento en el que se realizó la transacción estudiada, y un conjunto de enteros 

que identifique las acciones realizadas por ese cliente en ese momento de tiempo. 
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4.2.	Agrupamiento		

Los métodos  de  agrupamiento  (clustering)  son  también  técnicas  no  supervisadas  utilizadas 

para  encontrar  afinidades  subyacentes  en  los  datos  mediante  el  descubrimiento  de 

subpoblaciones  homogéneas.  Los  más  usados  son  los  denominados  de  agrupación 

demográfica,  los cuales utilizan medidas de distancia para distribuir  los registros de datos en 

grupos con dispersión mínima. Los algoritmos  incorporados en  la herramienta se describen a 

continuación. 

El algoritmo K‐Medias (K‐Means) [6], es un algoritmo de agrupamiento por vecindad, en el que 

se parte de un conjunto de ejemplos a agrupar y de un número determinado de agrupaciones. 

Una  variedad  de  este  algoritmo  es  el  K‐Medias  iterativo.  En  lugar  de  especificar  un 

determinado número de grupos, se especifica un intervalo con mínimo y máximo. El algoritmo 

aplicará  el  algoritmo  K‐means  para  todos  los  valores  posibles  del  intervalo,  y  retornará  el 

mejor. Como es evidente, esta variedad disminuye el rendimiento en el entrenamiento, pero 

garantiza una mejor selección de grupos.  

COBWEB  [4]  y  CLASSIT  [5]  son  dos  algoritmos  de  agrupación  jerárquica  que  ordenan  un 

conjunto  de  datos  en  un  árbol  de  agrupamiento,  construyéndolo  de  forma  progresiva, 

comenzando por el conjunto total de ejemplos y subdividiéndolo hasta llegar a los elementos 

individuales. Su funcionamiento es similar, diferenciándose únicamente en la naturaleza de los 

atributos tratados: COBWEB trata únicamente con atributos discretos y CLASSIT con atributos 

continuos con distribución normal.  

4.3.	Clasificación		

En  los métodos  supervisados el proceso de aprendizaje  requiere  la división del  conjunto de 

datos  con  etiqueta  conocida  en  dos  subconjuntos  disjuntos,  generalmente  uno  de mayor 

tamaño que el otro. El proceso se desarrolla en dos fases: 

• Entrenamiento:  construcción  de  un  modelo  de  predicción  usando  el  mayor  de  los 
subconjuntos.  

• Prueba: se comprueba  la validez del modelo  inducido probándolo sobre el resto de  los 
datos.  

Si  las pruebas demuestran que el modelo es válido, éste puede ser utilizado para predecir  la 

etiqueta en datos no etiquetados.  

Cuando  la etiqueta  toma valores discretos, cada uno de estos valores representa una   clase, 

por lo que el proceso de aprendizaje se denomina clasificación. 

Los árboles de decisión son una familia de algoritmos de clasificación que emplea la técnica de 

partición para generar un árbol a partir de  los datos ejemplo. Todos  los algoritmos de esta 

clase  tienen  la misma  estructura  general.  Existen muchos  ejemplos  de  algoritmos  de  esta 

familia, entre los que podemos destacar el CART, el ID3 o  el C 4.5 [8]. 

Naive  Bayes  es  un  algoritmo  de  clasificación  basado  en  redes  bayesianas muy  conocido  y 

utilizado. Es una buena introducción al funcionamiento de las redes bayesianas.  

El fundamento principal de este algoritmo se basa en  la premisa de que una vez conocido el 

valor de  la variable  clase, el  resto de atributos  son  independientes entre  sí. Aunque es una 
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suposición  muy  fuerte,  e  incorrecta  en  algunos  casos,  el  clasificador  obtiene  resultados 

excelentes en muchos casos, superando a otros algoritmos con la misma función. 

5.	Modelado	del	sistema	

Como  ya  se  ha  comentado  anteriormente,  la  aplicación  se  ha modelado  de  forma  que  su 

implementación posterior permita adicionar fácilmente la adición de nuevos algoritmos tanto 

de preprocesamiento como de minería, además de permitir  la modificación de  los existentes. 

En el modelo de casos de uso presentado en la figura 1 se puede observar la manera en que se 

han organizado las diferentes funcionalidades del sistema. 

 
Figura 1. Modelo de casos de uso 

 

El modelado de análisis se realizó sin tener en cuenta los algoritmos concretos que iban a ser 

implementados,  sino  que  fueron  tratados  genéricamente  de  forma  abstracta.  Durante  el 

diseño ya se trataron los detalles de implementación de cada uno de los algoritmos, cada uno 

de  los  cuales  requería  estructuras  de  datos  propias,  bastante  complejas  por  lo  que  fue 

necesario modelar una gran cantidad de tipos de datos y sus correspondientes clases. Aún así, 

se  ha mantenido  el  objetivo  de  poder  añadir  algoritmos,  filtros  y  resultados  sin modificar 

demasiadas  clases.  Por  lo  tanto,  se  ha  buscado  minimizar  el  acoplamiento  reduciendo  el 

número  de  clases  que  necesitan  conocer  el  funcionamiento  de  los  algoritmos,  y  reducir  el 

conocimiento  del  funcionamiento  interno  de  los  algoritmos  que  necesitan  las  clases  a  la 
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mínima  expresión.  Se  han  aplicado  diferentes  patrones  de  diseño  para  conseguir  dicho 

objetivo. 

 

Figura 2. Arquitectura de capas 

 

6.	Implementación	

La  implementación  se  ha  realizado  en  lenguaje  Java,  se  ha  utilizado  la  versión  6.0  de  la 

máquina virtual. Además se ha hecho uso de algunas bibliotecas: 

• JFreeChart: permite  la utilización de gráficas de muchos tipos en una aplicación Java. 

Es compatible con la biblioteca Swing, con formatos estándar (JPG y PNG, entre otros) 

y  su  uso  es  sencillo.  Esta  biblioteca  requiere  el  uso  de  la  biblioteca  JCommons.  La 

versión utilizada es la 1.0.11.  

• JCommons: Implementa algunas funciones no presentes en las bibliotecas estándar de 

Java, pero de uso corriente entre  los desarrolladores, como generación de código, o 

creación de fábricas de objetos. 

• IText:  Añade  a  Java  funcionalidades  para  exportar  archivos  de  tipo  PDF,  pudiendo 

añadir  a  éstos  texto  o  imágenes.  Es  compatible  con  Java  desde  su  versión  1.4.  La 

versión de la biblioteca utilizada es la 2.1.5. 

Una de  las primeras decisiones  relativas a  la  implementación  fue  la elección del  formato de 

entrada de los datos. Se necesitaba un formato fácil de utilizar, al que pudieran transformarse 

los datos a importar por el programa de forma sencilla, y que no requiriera demasiado tiempo 

de procesamiento. Finalmente nos decidimos por la solución más sencilla y bastante similar a 

la empleada  en  la mayoría de  las herramientas,  texto plano  con un  carácter especial  como 
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separador.  El  archivo debe disponer de unas  líneas de  cabecera que permiten nombrar  los 

datos y asignarles un tipo. 

En  la  figura  3  se muestra  la  visualización  de  los  datos  de  entrada  en  forma  tabular.  Existe 

también  la  opción  de  representarlos  gráficamente  mediante  diagramas  de  barras  o  de 

dispersión.  Si  es  de  barras,  solo  hay  que  elegir  una  componente  (de  cualquier  tipo)  y  se  

representará la proporción de elementos. Si hay demasiados elementos distintos y el campo es 

de tipo numérico, Pickaxe  los agrupará automáticamente en  intervalos de  igual tamaño para 

su presentación. La manera de seleccionar y configurar un determinado diagrama se muestra 

en la figura 4, cuyo resultado aparece en la figura 5. 

 

Figura 3. Datos de entrada 

 

Figura 4. Selección y configuración de diagramas 
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Figura 5. Diagrama de dispersión 

La herramienta permite aplicar diferentes tipos de filtro a los datos de entrada. Uno de los más 

útiles  es  el  de  discretización  de  atributos  continuos.  La  figura  6  muestra  un  ejemplo  de 

discretización en intervalos de igual tamaño. 

Una vez preparados los datos de entrada se podrán aplicar los algoritmos de minería de datos. 

En la figura 7 se presenta la ventana de selección de los algoritmos de agrupamiento, en la que 

además se pueden introducir los parámetros de configuración del algoritmo seleccionado. 

 

Figura 6. Discretización de atributos 
 

 

Figura 7. Selección de algoritmos de agrupamiento 
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Los  resultados  producidos  por  los  algoritmos  de minería  de  datos  se  presentan  de  forma 

diferente en función de sus características. Todos ellos se pueden visualizar en forma textual 

(figura 8) y además para algunos existe  la posibilidad de obtener una representación gráfica, 

como es el caso de los árboles de decisión (figura 9). 

�
 

Figura 8. Reglas de asociación obtenidas mediante el algoritmo Apriori 
 

�
 

Figura 9. Representación de un árbol de decisión 
 

7.	Conclusiones	

Mediante este proyecto  se ha desarrollado una herramienta de minería de datos para  fines 

didácticos. 

 La herramienta cumple con los dos objetivos principales que se fijaron cuando fue concebida. 

El  primero  de  ellos  fue  implementar  una  herramienta  fácil  de  utilizar  por  personas  sin 
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experiencia que pudiese ayudar a comprender los algoritmos de minería de datos. El segundo 

objetivo consistió en desarrollar una aplicación fácilmente extensible y modificable que fuera 

adaptándose  a  los  cambios  en  las  asignaturas  e  incluso  a  la  incorporación  de  nuevas 

asignaturas de mayor nivel de especialización como podrían ser “Minería Web”, “Minería de 

textos”, etc. 

En  la actualidad  la herramienta cuenta con un grupo de algoritmos que podrían considerarse 

como  los más representativos de  las diferentes categorías de  la minería de datos, pero en el 

futuro  se  incorporarán  nuevos  algoritmos.  Además,  la  aplicación  está  dotada  con 

funcionalidades  de  preprocesamiento  de  datos,  de  representación  gráfica,  evaluación  de 

rendimiento,  exportación  y  almacenamiento  de  resultados  y  generación  de  informes. Otras 

características  que  cabe  destacar  son  la  internacionalización  de  la  interfaz  y  las  facilidades 

multiplataforma. 
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