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Resumen 
 

 

Esta investigación se centra en dos pilares esenciales en la economía del Ecuador, los 

camarones juveniles Litopenaeus vannamei  y los hongos comestibles del género de 

Pleurotus. Estos hongos son cultivados en mezclas de residuos agrícolas lo cual supone 

también una solución a este gran problema.  

La contribución más importante de esta tesis se enmarca en la transferencia del 

conocimiento a los sectores agrícolas y acuícolas de Ecuador, y su impacto en la economía 

circular de estos sectores. También sigue el clásico formato de las publicaciones 

científicas como producto más relevante de la investigación ya que esta tesis se presenta 

como un compendio de tres artículos de investigación publicados en revistas de alto 

impacto.  

Utiliza como herramientas de Análisis,  Técnicas de Minería de Datos cuyo uso ha 

permitido conocer qué tipo de dieta se asocia con los mejores parámetros biológicos y 

comerciales relacionados con el crecimiento de los camarones y sus implicaciones  en la 

composición nutricional, así como cuáles son las mezclas  de residuos agrícolas  en las 

que los hongos comestibles del género de Pleurotus, muestran las mejores características 

miceliales, culturales, de productividad y nutricionales. 

 

 

 

Palabras claves: Economía; parámetros biológicos y comerciales, técnicas de minería de 

datos.
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CAPÍTULO I 

 

1. INTRODUCCIÓN Y OBJETIVOS 

 

1.1. Introducción 

 

Desde un punto de vista metodológico,  uno de los objetivos de esta investigación 

es hacer una exhaustiva revisión bibliográfica de las herramientas de clusters más 

utilizadas con especial énfasis en los algoritmos diseñados para el manejo de grandes 

bases de datos. Desde el punto de vista del impacto social y económico de esta 

investigación, estas herramientas multivariantes nos permitirán elaborar propuestas de 

mejora  productos de gran importancia económica en los sectores de agricultura y 

acuicultura en el Ecuador.  

 

La provincia de Guayas, que comprende 25 cantones, incluido el cantón de 

Guayaquil, que consta del Municipio de Guayaquil y dos áreas de expansión urbana, junto 

con cinco cantones rurales: Morro, Juan Gómez Rendón, Posorja, Puna y Tenguel. La 

provincia de Guayas es parte de la Zona 5, según SENPLADES, Secretaría Nacional de 

Planificación y Desarrollo, que subdivide el país en nueve zonas. El principal uso de la 

tierra de la provincia de Guayas es la agricultura (27%), seguida de la ganadería y la 

acuicultura. Esta provincia ha atravesado tres grandes auges económicos (Delgado, 2013). 

El primer boom económico se produjo en 1880 cuando fue la principal ciudad exportadora 

de cacao (entre el 20 y el 25% del mundo), convirtiéndose en un importante centro 

comercial y financiero, lo que generó un aumento de la población de la ciudad (Mora, 

1988), los terratenientes monopolizaron las mejores tierras y el acceso al transporte, así 

como el control de las principales fuentes de crédito y vínculos comerciales (Pineo, 2008). 

El segundo boom económico fue en 1950 con el llamado "boom bananero", y llegaron 

empresas bananeras extranjeras, como la United Fruit Company en Tenguel, una de las 

mayores plantaciones bananeras (localizada a 100 millas al sur de Guayaquil) (Striffer, 

2008). El tercer boom fue el boom petrolero en 1972 que trajo nuevos desarrollos, 

principalmente en forma de invasiones de tierras en las afueras de la ciudad, provocando 

un inmenso deterioro del sector agrícola. La falta de una política nacional para la 
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agricultura rural a pequeña escala llevó a muchos de los pequeños agricultores rurales 

(principalmente indígenas de las áreas centrales) a abandonar sus parcelas y participar en 

actividades no agrícolas, con mayor frecuencia en el sector informal urbano (Swanson, 

2007). Con los antecedentes descritos anteriormente, es importante seguir utilizando los 

residuos agrícolas que se siguen generando de toda la provincia del Guayas, teniendo 

como idea innovadora la producción de hongos comestibles y la elaboración de insumos 

acuícolas para la acuicultura. (Crisan & Sands, 1978). 

 

Las primeras investigaciones se han realizado enfocadas en el desarrollo 

biotecnológico de hongos comestibles a nivel de cepas e inóculo tales como: el uso de 

medios de cultivo sólidos con suplementación de productos agrícolas para mejorar la 

velocidad de crecimiento, y la influencia de nutrientes del inóculo en medio líquido para 

aumentar la producción de biomasa y exopolisacáridos (Chegwin & Nieto, 2013; Díaz-

Talamantes et al., 2017; Economou et al., 2017). Los requisitos nutricionales y 

ambientales de las especies biológicas de hongos comestibles presentan una relación 

directa con los parámetros de productividad después del cultivo (Arana-Gabriel et al., 

2014). El cultivo de setas comestibles ha ido creciendo paulatinamente utilizando técnicas 

caseras, hasta convertirse en una industria altamente técnica (Jong & Peng, 1975; Farr, 

1983; Kaul, 1983; Kaul & Kapur, 1987). La producción mundial de hongos comestibles 

cultivados en los últimos tres años, ha supuesto un incremento anual del 24,5%. El valor 

nutritivo de los hongos comestibles es alto en comparación con otros tipos de alimentos. 

Según estudios realizados por especialistas en alimentación, los hongos tienen un 

contenido proteico entre el 19 y el 35%, en comparación con las verduras (verduras y 

frutas) que solo tienen proteínas del 7,3 al 13,2%; por otro lado, la leche, la carne y los 

huevos tienen un contenido de proteínas entre el 25 y el 90%. Sin embargo, a nivel de 

aminoácidos, las sustancias precursoras de proteínas, como la lisina y el triptófano, 

alcanzan niveles entre 1,1 y 2,09 g. Por otro lado, el bajo contenido en carbohidratos hace 

que los hongos sean un alimento poco energético y se recomiendan como dietético. 

Además, el contenido de ácidos grasos esenciales como el oleico y linoleico se encuentra 

en cantidades apreciables (Chang & Miles, 2008). Los hongos comestibles son plantas 

nutritivas que contienen riboflavina, ácido nicotínico, pantotenato y biotina, que reducen 

la presión arterial, previenen la aterosclerosis y refuerzan el sistema inmunológico contra 

las enfermedades (Singh et al., 2010).  

 

Uno de los principales géneros de hongos comestibles con mayor producción en 
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todo el mundo es Pleurotus spp. (Valenzuela-Cobos et al., 2017; Sánchez-Hernández et 

al., 2019). Estos hongos se caracterizan por su valor nutricional y son una fuente 

importante de proteínas, vitaminas y minerales (Manzi et al., 2001; Reis et al., 2012). Esta 

especie requiere climas tropicales o subtropicales similares a los de la provincia del 

Guayas para el cultivo y producción de cuerpos fructíferos (Mori et al., 1974; Fultz, 1988; 

Kashangura et.al., 2006). Además, estos hongos se utilizan activamente en tratamientos 

médicos con propiedades antioxidantes y antimicrobianas que protegen la salud al 

amortiguar el oxígeno activo y los radicales libres (Bakir et al., 2018). Sin embargo, el 

desconocimiento de las propiedades nutricionales y farmacéuticas de Pleurotus spp. no 

ha permitido que este sector agrícola en Ecuador sea explotado económicamente. En el 

sector agrícola, donde la agroindustria tiene que tomar innumerables decisiones todos los 

días y las intrincadas complejidades que involucran los diversos factores que influyen en 

ellas, es necesaria la estimación precisa del rendimiento de los muchos cultivos 

involucrados en la planificación. Las técnicas de minería de datos son un enfoque 

necesario para lograr soluciones prácticas y efectivas a este problema. La agricultura ha 

sido un objetivo obvio para el big data (Majumdar et al., 2017). 

 

Por otro lado, Ecuador es considerado uno de los países más importantes para la 

producción de camarón. Existe un interés creciente en expandir la acuicultura utilizando 

especies y tecnologías alternativas (Naylor et al., 1998; Naylor et al., 2000). La 

acuicultura es el segundo componente más grande de la economía ecuatoriana, después 

de los combustibles fósiles (Naylor et al., 2011). Esta expansión es atribuible, casi en su 

totalidad, a la acuicultura camaronera y ha llevado a transiciones en el uso de la tierra o 

la cobertura terrestre en los estuarios ecuatorianos, con manglares históricos y otras tierras 

estuarinas que se utilizan como estanques camaroneros (Hamilton & Stankwitz, 2012). 

La producción más alta de camarón en Ecuador se debe a dos factores: la producción de 

camarón en Ecuador ha sido tradicionalmente semi-intensiva, usando intercambio de 

alimento y agua pero sin aireación, y hay mucha tierra deshabitada adecuada para grandes 

estanques y granjas en Ecuador (Boyd et al., 2021). A fines de 2009, el país contaba con 

175 mil hectáreas de camaroneras activas que representan a 2578 empresas acuícolas, con 

una producción de exportación de 450 millones de libras que representan el 34% del total 

de productos elaborados (PROECUADOR, 2013). El incremento de la actividad 

camaronera también ha representado una gran fuente de trabajo en el país (Carrillo, 2009). 

Con el fin de diversificar la producción acuícola en el Ecuador, se han llevado a cabo 
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varios proyectos para la producción de camarón, Litopenaeus stylirostris (Rivera et al., 

2018), Sciaenops ocelatus (Guartatanga et al., 1993) y Seriola rivoliana (Blacio et al., 

2003). Ecuador produjo 510 000 toneladas métricas de camarón blanco (Litopenaeus 

vannamei) en 2018 (Boyd et al., 2001). En 2002, como consecuencia del síndrome de la 

mancha blanca, se desarrollaron métodos alternativos de producción de camarón, como 

el cultivo en estanques cubiertos que permitía un menor intercambio de agua y un nivel 

de temperatura más constante y el llamado sistema “onshore”, que consistía en cultivar 

camarón a muy baja salinidad utilizando agua de pozos y ríos en zonas agrícolas de las 

provincias de Manabí y Guayas. La alimentación suplementaria está asociada con esta 

actividad, lo que influye en el costo de producción del camarón (Lawrence et al., 1997). 

La estrategia y la optimización de la alimentación son aspectos de importancia en 

acuicultura que implican la formulación de diferentes dietas (pellets o  gránulos). El 

contenido de nutrientes presente en los gránulos influirá en el crecimiento, la 

supervivencia y los productos de desecho excretados por los camarones (Smith et al., 

2002). En la formulación de gránulos, es necesario mantener los valiosos nutrientes 

dietéticos utilizando aglutinantes (Partridge et al., 1999). Los aglutinantes afectan la 

estabilidad de los gránulos de tres maneras: al reducir los vacíos, lo que da como resultado 

un gránulo más compacto y duradero que actúa como adhesivo, une las partículas y ejerce 

una acción química sobre los ingredientes y altera la naturaleza del alimento, obteniendo 

un gránulo más duradero (Palma et al., 2008). Los aglutinantes se utilizan para reducir la 

lixiviación de medicamentos aplicados a alimentos balanceados y medicamentos como 

antibióticos, vitaminas, ácidos orgánicos. Este tipo de producto como mezcla de gluten 

en la dieta se puede utilizar para obtener los valores más altos de digestibilidad aparente 

de proteínas (ADP) y digestibilidad aparente de materia seca (ADMD) (Arguello-Guevara 

et al., 2013). El uso de aglutinantes como atrayentes en alimentos para camarones no es 

común.  

 

La Minería de Datos es el proceso de extracción de big data útiles siendo su 

principal objetivo encontrar información oculta o implícita, que no es posible obtener por 

métodos estadísticos convencionales. La entrada al proceso de minería está formada 

generalmente por registros de bases de datos operativas o almacenes de datos (Febles 

Rodríguez & González, 2002) La minería de datos es un proceso de extracción de 

información y búsqueda de patrones de comportamiento que se ocultan a primera vista 

entre grandes cantidades de información (Rodríguez Suárez & Díaz Amador, 2011), 
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existen varios algoritmos y técnicas que son utilizados en el sector agrícola como: 

Algoritmos de K-means, K-medoids (PAM). Meter citas de los algoritmos y de su uso en  

el sector agrícola  Los algoritmos de particionamiento de agrupamiento, como K-means 

y K-medoids (PAM) asigna objetos en K (número de cluster predefinido) clusters, y de 

forma iterativa reasignar objetos para mejorar la calidad de los resultados de los clusters. 

Los algoritmos de agrupación jerárquica asignan objetos en grupos estructurados en árbol, 

es decir, un grupo puede tener puntos de datos representantes de clusters de bajo nivel 

(Han & Kamber, 2001). La idea de los métodos de agrupación en clusters basados en 

densidad consiste en que para cada punto de un grupo, la densidad en el vecindario debe 

alcanzar algún umbral. La idea del algoritmo de agrupamiento basado en densidad es que, 

para cada punto de un grupo, la vecindad de una unidad de distancia dada, debe contener 

al menos un número mínimo de puntos (Ester et al., 1996). 

 

En este proyecto de investigación, el énfasis se pone en los métodos de cluster. 

Los clusters se han aplicado en muchas áreas de investigación como matemáticas, 

ingeniería, economía, marketing, aprendizaje automático, reconocimiento de patrones, 

genética, bioinformática, psicología, biología, compresión de datos y recuperación de 

información (Guler et al., 2002). Hay muchos enfoques diferentes para el análisis de 

cluster, muchos de ellos son simplemente técnicas de análisis de datos sin un modelo 

probabilístico claro y bien fundado detrás (Flury, 1997). Por esta razón, muchos 

profesionales de la estadística han percibido los métodos de agrupamiento como una 

colección de técnicas principalmente heurísticas. Sin embargo, también existen enfoques 

de clusters basados en modelos probabilísticos bien fundamentados (Bock, 1996). En este 

trabajo, nos enfocamos en este modelo basado enfoque de agrupamiento. Los valores 

iniciales de los "centroides" del cluster de datos que se repite hasta que se alcanza la 

convergencia o para un número definido de iteraciones. Un nuevo centroide para un 

cluster se calcula en función de cada muestra de datos que pertenece a ese grupo, y los 

centroides iniciales generalmente se eligen al azar dependiendo de la aplicación de 

algoritmos de tipo K-means, y K-medoids (PAM= partitioning around medoids) (Hot & 

Popović-Bugarin, 2016; Bezdek, 1984; Atkinson, & Riani, 2007; García-Escudero & 

Gordaliza, 1999). 

 

Se aplican técnicas de minería de datos como el PCA-Biplot y el algoritmo de K-

means para verificar la influencia del uso de residuos agrícolas en la producción de 

hongos comestible y de producción de insumos acuícolas. El uso de estas técnicas 
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permitirá elegir la especie biológica con la que se obtendrán los mejores parámetros 

comerciales.  

 

1.2. Formulación del problema 

 

¿Es posible mejorar la elección de productos de gran importancia económica en 

el Ecuador con altos parámetros biológicos y comerciales usando herramientas 

cuantitativas de análisis de datos multivariantes? 

 

1.2.1. Sistematización: 

 ¿Es la gramática K-means la mejor alternativa para estudiar l o s  datos 

biológicos y comerciales de productos de gran importancia económica en el 

Ecuador? 

 ¿Se pueden integrar las metodologías K-means para el análisis de datos 

biológicos y comerciales de productos de gran importancia económica en el 

Ecuador? 

 ¿Al utilizar el Análisis de Componentes Principales (PCA-Biplot) se logra 

ofrecer una explicación más detallada acerca de los parámetros biológicos y 

comerciales de productos de gran importancia económica en el Ecuador? 

 

1.3. Objetivos de la investigación 

 
1.3.1. Objetivo general 

 
Evaluar la gramática de PCA-Biplot y del algoritmo de K-means para inspeccionar 

y clasificar datos multivariantes y obtener una mejor correlación entre parámetros 

biológicos y comerciales de diferentes variedades de productos de gran importancia 

económica en el Ecuador. 

 

1.3.2. Objetivos específicos 

 
 Realizar una exhaustiva revisión bibliográfica sobre técnicas de Big data: K-

means desde el punto de vista del algebra asociada y desde el punto de vista 

computacional. 

 Realizar una exhaustiva revisión bibliográfica sobre el estado del arte de las 

técnicas multivariantes: Análisis de Componentes Principales (PCA-Biplot). 
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 Generar las matrices de información de características biológicas y comerciales 

de diferentes variedades de productos de gran importancia económica en el 

Ecuador. 

 Analizar la interrelación entre los diferentes parámetros biológicos y comerciales 

de diferentes variedades de productos de gran importancia económica en el 

Ecuador. 

 

1.4. Justificación de la investigación 

 

La Ciencia de Datos es un término que se ha popularizado en los últimos años, 

para describir todo esfuerzo para extraer conocimiento a partir de datos, por ello es similar 

a otros términos como minería de datos, aprendizaje automático o análisis predictivo. 

Es un término equivalente a “Minería de Datos entendida como el proceso de 

extracción de conocimiento (relaciones, patrones, anomalías) en un conjunto de datos, 

usando técnicas de modelización provenientes de otras ramas como la estadística y 

aprendizaje automático (Witten et al., 2011), de tal manera que convierten los datos en 

conocimiento e información disponible (Tsiptsis & Chorianopoulos, 2009) y permite a 

las personas tomar decisiones basadas en información.  

Los algoritmos, se clasifican en supervisados, no supervisados y de reforzamiento. 

Los primeros orientados a resolver problemas para “predecir” eventos, los segundos 

buscan encontrar asociaciones o relaciones existentes entre los objetos de estudio, y los 

últimos a aprender por si mismos a tomar decisiones para conseguir un objetivo. Además, 

están desarrollándose algoritmos Semi-Supervisados que se sitúan entre los dos primeros. 

(Bucheli & Thompson, 2014). Entre los más populares, por ser los más utilizados en 

Minería de Datos, están C4.5, k-medias, SVM, EM, KNN, Naive Bayes y CAR. Estos 

algoritmos se caracterizan por haber sido probados por la comunidad científica, 

proporcionando resultados satisfactorios y muchos de ellos por la facilidad para 

entenderlos, implementarlos e interpretarlos. .  

Esta tesis se centra en el uso del PCA-Biplot y del algoritmo de K-means. Estos 

métodos se utilizan para categorizar los diferentes parámetros biológicos y comerciales 

de diferentes variedades de productos de gran importancia económica en el Ecuador. 
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1.5. Hipótesis de trabajo 

 
Si las técnicas multivariantes han servido para agrupar datos de diversos campos 

como: social, administrativo y financiero, es posible utilizar estas técnicas estadísticas 

para poder agrupar y seleccionar especies biológicas con los mejores parámetros 

comerciales. 
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CAPÍTULO II 

 

2. MARCO TEÓRICO 

 

2.1. Técnicas de Minería de Datos 

 

Tal como ya hemos señalado en la introducción, Data Mining engloba un conjunto de técnicas 

que buscan descubrir patrones, tendencias o relaciones existentes en una gran cantidad de datos. En 

los últimos años se ha producido un interés generalizado y creciente, motivado no sólo por la mayor 

competitividad en el mercado sino también, por la explosión de datos disponibles (Big Data). 

Predecir el comportamiento humano permite, aumentar la satisfacción de sus clientes, combatir el 

riesgo financiero, descubrir fraudes, aumentar las ventas, curar enfermedades, mejorar la calidad de 

vida, conseguir un entorno más sostenible, etc. No obstante, hay que tener en cuenta que tener más 

datos no implica tener mayor información o mayor conocimiento.  

La tarea de minería de datos es el análisis automático o semi-automático de grandes cantidades 

de datos para extraer patrones interesantes desconocidos, como grupos de registros de datos (análisis 

clúster), registros poco usuales (la detección de anomalías) y dependencias (minería por reglas de 

asociación). Estos patrones pueden ser utilizados en análisis posteriores o, por ejemplo, en  máquinas 

de aprendizaje y/o análisis predictivo. 

Existen varios modelos utilizados en Data Mining, entre ellos CRISP-DM (Cross Industry 

Standard Process for Data Mining), que consta de 6 fases: Comprensión del área de trabajo, 

Comprensión de los datos, Preparación de los datos, Modelización, Evaluación y Despliegue. El 

modelo CRISP-DM es el más utilizado por expertos en minería de datos (Kurgan & Musilek, 2006), 

puede ser aplicado en todo proyecto de minería de datos, independientemente del área o de 

herramientas informáticas específicas. 

En la práctica un proyecto de minería de datos implica la ejecución de varias fases, donde la 

modelización es una de ellas. Se han desarrollado varias propuestas de este proceso desde los años 

90, varios de ellos fueron construidos desde una perspectiva orientada a la aplicación académica y la 

mayoría con aplicación comercial (Kurgan & Musilek, 2006) y tiene 6 fases: 
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1) Comprensión del problema: Incluye la comprensión de los objetivos, el conocimiento del 

estado del arte, la alineación de los objetivos de minería con los organizacionales, y la planificación 

del proyecto. 

2) Selección del conjunto de datos y las variables relevantes: Se refiere tanto a las variables 

objetivo que se quiere predecir o inferir, como a las variables independientes que sirven para explicar 

la respuesta. Estos datos pueden ser: estructurados (tradicionales bases de datos relacionales), no-

estructurados (audio, video, texto, el cuerpo de texto de documentos de emails o de páginas web), y 

semi-estructurados (emails, o los que sirven para intercambiar información vía web). 

3) Preprocesamiento: Filtrado de Datos. Búsqueda de valores  no válidos, atípicos o 

incorrectos, discretización, etc. 

4) Selección y aplicación de la técnica de minería de datos para construir el modelo 

predictivo, de clasificación o de segmentación: Es la implementación de los algoritmos de 

aprendizaje automático, de acuerdo a los objetivos buscados. La fase incluye el examen de las 

diferentes alternativas de modelización y su validación.  

La modelización comienza con la construcción con “datos de entrenamiento” y la 

parametrización de los algoritmos hasta obtener un desempeño satisfactorio (exactitud, nivel de error, 

costos de clasificación). La validación del modelo implica la revisión de su desempeño sobre “datos 

de prueba” para garantizar su estabilidad y aplicabilidad a futuros eventos. Entre los métodos de 

validación tenemos el uso  de datos de prueba externos, validación cruzada, validación por división 

y el muestreo con reemplazamiento (bootstrap). Así, obtenemos el mejor modelo para nuestros datos. 

5) Extracción de conocimiento: A partir de la minería de datos  se obtiene un modelo de 

conocimiento que captura y representa  patrones de comportamiento ocultos generalmente en los 

datos, bien sea asociaciones de sujetos  con perfiles similares, o grupos de variables con altas 

covariaciones, que nos van a permitir simplificar el problema y presentar los resultados al usuario  

de una  forma comprensible para ellos. 

6) Interpretación, evaluación y puesta en funcionamiento: Los resultados deben validarse 

y las conclusiones deben contrastarse con la realidad antes de su explotación.   

Las técnicas de la minería de datos proceden de la estadística y de la inteligencia artificial. En 

la minería de datos es difícil establecer una separación de ambos, pero es necesario destacar la forma 

como ambas realizan las generalizaciones, la estadística sobre una muestra representativa de la 

población, mientras que el aprendizaje automático sobre las bases de datos disponibles (Jordan, 

2014).  
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Las técnicas más utilizadas son la regresión lineal (simple, múltiple, logística, ridge,...), los 

árboles de decisión (Algoritmos ID3, C4.5, CHAID, THAID, CART,...), análisis de cluster (K-

means, Kmedoids, ...), reglas de asociación, redes neuronales (perceptrón, perceptrón multicapa, 

mapas de Kohonen, ...), máquinas de vectores de soporte (SVM) y técnicas factoriales de reducción 

de la dimensión (ACP, BIPLOT, MDS, ...).  

Es importante tener en cuenta que la terminología usada en el aprendizaje automático es 

diferente a la usada en estadística aunque traduzcan ideas similares. En Aprendizaje automático, 

hablamos de  si  Aprendizaje Supervisado si el objetivo es predecir un evento (valor específico de 

una variable categórica) o estimar valores de una variable continua. Una variable tendrá un rol como 

objetivo y las demás serán las predictoras (de entrada). Los modelos construidos están “supervisados” 

por la relaciones evaluadas entre la variable objetivo y las predictoras. 

 La bibliografía sobre el análisis de clúster y árboles de decisión, pone de manifiesto 

terminología, métodos y aproximaciones contradictorias, dependiendo de las distintas ramas de la 

ciencia en las que se aplican, ya que cada rama de la ciencia tiene sus preferencias para la 

construcción de grupos. Existen muchos algoritmos (supervisados y no supervisados) para la 

creación de cluster y árboles de decisión. La mayoría de los artículos están enfocados al estudio del 

coste computacional pero la es muy escasa a la hora de analizar las propiedades algebraicas de los 

algoritmos y el uso de software para su aplicación, desde un punto de vista crítico comparado. 

 

2.1.1. Algoritmo de K-means 

 

El K-means es una técnica de minería de datos para la agrupación (Hartigan, 1975; Yang et al., 

2000). Dado un conjunto de datos con clasificación desconocida, el objetivo es encontrar una 

partición del conjunto en la que los datos similares se agrupan en el mismo grupo. El algoritmo 

clásico fue propuesto por Forgy en 1965, el cual fue modificado por McQueen en 1967.  

En la propuesta de Forgy primero se hacen todas las asignaciones y luego se recalculan los 

centroides; en la de McQueen inmediatamente después de haber asignado un individuo a un clúster, 

el centro de gravedad es recalculado.  Esto es mucho más costoso computacionalmente. 

La medida de similitudes entre las muestras de datos se proporcionan utilizando una distancia 

adecuada: muestras que están cerca de cada otros se consideran similares. El parámetro K en el 

algoritmo de K-means juega un papel importante ya que especifica el número de clusters en los que 

los datos deben ser particionados. 
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La idea detrás del en la que está basado el algoritmo K-means es bastante simple. Dada una 

determinada partición de los datos en K clusters, los centros de los clusters se pueden calcular como 

la media de todas las muestras observaciones pertenecientes a un cluster. El centro del cluster puede 

considerarse como el representativo del cluster, porque el centro está bastante cerca de a todas las 

observaciones en el cluster, y por lo tanto es similar a todos ellas. De ello se deduce que un cluster 

contiene datos similares si todas las unidades a clasificar están más cerca de su centro y no del centro 

de algún otro grupo. Por tanto, cuando las muestras pertenecientes a un cluster están más cerca del 

centro de un grupo diferente, el algoritmo K-means mueve las muestras de datos correspondientes 

desde su grupo original al nuevo grupo.  

La idea principal del algoritmo k-medias consiste en los siguientes pasos: 

 Inicialización: Consiste en definir los objetos que se van a particionar, el número de 

grupos y el centroide para cada grupo. Para ello:  

 Se colocan k puntos en el espacio representado por los objetos que se están 

agrupando. Estos puntos representan los centroides del grupo inicial. Aunque 

existen varios métodos para definir los centroides iniciales, el más utilizado es 

la selección aleatoria.  

 Clasificación: Se calcula la distancia hacia todos los centroides para cada 

objeto y se asigna cada objeto al grupo que tiene el centroide más cercano. 

 Cálculo de centroides: cuando se hayan asignado todos los objetos, se vuelven 

a calcular las posiciones de los k centroides.  

 Proceso iterativo: Mientras los centroides no cambien se procede a calcular la 

distancia del centroide y volver a distribuir todos los objetos según el centroide más 

cercano. El proceso se repite hasta que ya no hay cambio en los grupos, es decir, los 

k centroides no cambian después de una iteración, lo cual es equivalente a decir que 

el valor de la función utilizada como criterio de optimización no varía. 

 Criterio de convergencia: Consiste en establecer el criterio de paro del algoritmo. Es 

posible converger cuando alcanza un número de iteraciones dado, cuando no exista 

un intercambio de objetos entre los grupos o converger cuando la diferencia entre los 

centroides de dos iteraciones consecutivas es más pequeña que un umbral dado. Si la 

condición de convergencia no se satisface, se repiten los pasos anteriores del 

algoritmo. 

En este algoritmo se usa como una métrica la distancia euclídea y la varianza como 

medida de dispersión entre los grupos. El algoritmo tiene como objetivo maximizar una 

función objetivo, denominada suma de errores cuadráticos (SSE) o también conocida como 
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sumas residuales de cuadrados (RRS). La función objetivo se define como: 

𝑆𝑆𝐸 = 𝐽 = ∑∑‖𝑥𝑖
𝑗
− 𝑐𝑗‖

2
𝑛

𝑖=1

𝑘

𝑗=1

 

Dónde: 

‖𝑥𝑖
𝑗
− 𝑐𝑗‖

2
 es una medida de distancia elegida entre un punto de datos xj y el centro de 

clúster cj, es un indicador de la distancia de los n puntos de datos de sus respectivos 

centros de clusters. 

 

Entre las ventajas del método destacan:  

 Es eficiente  

 La implementación es sencilla 

 

Como desventajas se pueden señalar: 

 Se necesita conocer k de antemano, es decir, requiere que se indique previamente el número 

de clusters a crear. 

 Las agrupaciones resultantes pueden variar dependiendo de la asignación aleatoria inicial de 

los centroides. El algoritmo es significativamente más sensible a los centros de agrupamiento 

seleccionados al azar inicialmente, por tanto, el resultado obtenido es dependiente de la 

selección inicial de los centroides de los clústeres y puede converger a óptimos locales. Se 

recomienda repetir el proceso de clustering entre 25-50 veces y seleccionar como resultado 

definitivo el que tenga menor suma total de varianza interna. 

 Presenta problemas de robustez frente a outliers. 

 No trata datos nominales. 

 

Un esquema del algoritmo de K-medias de McQueen es dado en la Figura 1. 

 

 

 

 

 

 

 

Figura 1. El Algoritmo K-means 
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El algoritmo de K-means puede verse como un algoritmo de optimización, en que la 

función f que se minimizará es la suma de todas las distancias al cuadrado entre cada muestra 

y el centro de su grupo. La función f no es convexa en general. El algoritmo K-means es un 

algoritmo para la optimización local, porque identifica una secuencia de particiones en grupos 

que tienen estrictos valores de función decrecientes. Por lo tanto, el algoritmo de K-means es 

capaz de encontrar solo uno de los mínimos locales de la función f, que puede o no 

corresponder al mínimo global. Por esta razón, el algoritmo K-means generalmente se realiza 

varias veces utilizando diferentes particiones iniciales. La partición correspondiente al valor 

más pequeño de la función f se considera la solución óptima. Vale la pena señalar que el 

algoritmo K-means pertenece a la categoría de algoritmos de maximización de expectativas 

(EM), que son elegantes y métodos poderosos para encontrar soluciones de máxima 

verosimilitud para modelos con variables latentes (Dempster et al. 1977). 

Hay muchas aportaciones posteriores que modifican estos algoritmos de k-medias; 

citamos los más importantes: Fuzzy C-means (Dunn, 1973 ; Bezdek, Ehrlich & Full, 1984); 

K-medoids (PAM) (Kaufman & Rousseeuw, 1990); K-means genético (Krishna & Murty, 

1999); K-modes (Chaturvedi et al., 2001); J-means (Hansen & Mladenovic, 2001); Y-means 

(Guan et al., 2003); Kernel K-Means (Dhillon, Guan & Kulis, 2004); K-means ++ (Arthur & 

Vassilvitskii, 2007); MINI-BATCH K-means (Sculley, 2010); Spherical K-Means (Hornik et 

al., 2012); Distributed K-means (Oliva et al., 2013); Sequential K-Means (Liberty et al., 2014). 

Sin embargo, la más utilizada sigue siendo la propuesta inicial de Forgy, salvo en casos 

específicos de tratamiento de Big Data. 

El algoritmo de K-means no estima las covarianzas de los clusters; solo considera la 

media de los clusters (Bishop, 2006). Existe una versión de asignación dura del modelo de 

mezcla gaussiana con matrices de covarianzas generales, conocido como algoritmo elíptico de 

K-means (Sung & Poggio, 2009). 

 

2.1.2. PCA Biplot 

 

PCA es una técnica estadística que transforma linealmente un conjunto de p variables 

en un conjunto con un número menor (k) de variables no correlacionadas que explican una 

parte sustancial de la información del conjunto original. Las p variables originales (X1,...,Xp) 

se transforman en variables p (Y1,...,Yp), de modo que Y1 es la que explica la mayor parte de 

la variabilidad total de los datos, Y2 explica la segunda parcela más grande y pronto. 

Los principales objetivos del análisis de componentes principales son: reducir la 
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dimensionalidad de los datos, obtener combinaciones de variables interpretables y, finalmente, 

discriminar y comprender la estructura de correlación de las variables. 

El análisis se realiza con el fin de resumir el patrón de correlación entre variables y en 

algunos casos es posible llegar a conjuntos de variables que no están correlacionadas, dando 

lugar así a una agrupación de las mismas. Algebraicamente, los componentes principales son 

combinaciones lineales de variables originales. Geométricamente, los componentes 

principales son las coordenadas de los puntos de muestreo en un sistema de ejes obtenido al 

rotar el sistema original de ejes en la dirección de máxima variabilidad de los datos. 

El PCA depende únicamente de la covarianza (Σ) o de la matriz de correlación (ρ) de 

X1,...,Xp. No requiere ninguna suposición acerca de la forma de distribución multivariada de 

estas variables. 

Según Zou & Hastie (2005) El éxito del PCA se debe a las siguientes propiedades 

óptimas: 

1) Las componentes principales capturan secuencialmente la máxima variabilidad 

entre las columnas de 𝑋, lo que garantiza que haya una mínima pérdida de información. 

2) Las componentes principales son no correlacionadas, por lo que se puede hablar de 

una componente principal sin hacer referencia a otras. El PCA permite transformar las 

variables originales, en general correlacionadas, en nuevas variables no correlacionadas, 

facilitando la interpretación de los datos Sin embargo, el PCA sufre del hecho de que cada 

componente principal es una combinación lineal de todas las variables originales, por lo que 

es a menudo difícil interpretar los resultados. 

 

2.1.2.1.Interpolación de muestras 

 

En el PCA Biplot, la interpolación se logra proyectando ortogonalmente cada punto de 

muestra en el plano biplot (Gabriel, 1971; Galindo, 1986; Gower et al., 2011). Supongamos 

do que es una muestra centrada. Con 𝐕[𝐫]
𝐓 𝐕[𝐫] = 𝐈𝐫𝐙𝐕[𝐫]

𝐓  se puede escribir como: 

 

𝐙𝐕[𝐫]
𝐓 = 𝐃𝐨𝐕[𝐫]𝐕[𝐫]

𝐓 = 𝐃𝐨𝐕[𝐫] (𝐕[𝐫]
𝐓  𝐕[𝐫])

−𝟏
𝐕[𝐫]

𝐓  

 

La representación de la muestra do proyectada en el plano Biplot es dado por: 

 

 𝐝𝐨𝐩𝐫𝐨𝐣
𝐓 = 𝐝𝐨

𝐓𝐕[𝐫](𝐕[𝐫]
𝐓  𝐕[𝐫])

−𝟏
𝐕[𝐫]

𝐓 = 𝐳𝐓𝐕[𝐫]
𝐓  
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Como resultado, las coordenadas de las proyecciones de la muestra do en el plano 

biplot están dadas por 𝐳𝐓. Es decir, la muestra do se interpola en el plano biplot por: 

 

𝐳𝐓 = 𝐝𝐨
𝐓𝐕[𝐫] 

 

Considere un punto z* (r x 1) descrito en términos del sistema de coordenadas del 

plano biplot. Los puntos representan z* en el plano biplot también tiene una representación de 

coordenadas 𝐝𝐨
∗  relativo a la ejes del espacio P-dimensional. Esto es cierto porque el plano 

biplot es un subespacio del espacio P-dimensional.  Las coordenadas del punto en el espacio 

P–dimensional esta dado por 𝐝𝐨𝐩𝐫𝐨𝐣 y las coordenadas del punto en el espacio r-dimensional 

están dadas por z*. 

 Así que cualquiera punto z* (r x 1) en términos de la base del plano biplot también es 

un punto 𝐝𝐨𝐩𝐫𝐨𝐣
∗  (P x 1) en términos de la base para el espacio P-dimensional de Do y tal punto 

se proyectará sobre sí mismo. Para ser preciso, 

 

𝐝𝐨𝐩𝐫𝐨𝐣
𝐓 =  𝐝𝐨𝐩𝐫𝐨𝐣

𝐓   𝐕[𝐫] 𝐕[𝐫]
𝐓  

 

Con la interpolación de un punto 𝐝𝐨
∗  dada por 𝐳 ∗𝐓= 𝐝𝐨

∗𝐓𝐕[𝐫] , 𝐝𝐨𝐩𝐫𝐨𝐣
𝐓 =  𝐳 ∗𝐓  𝐕[𝐫]

𝐓 . . 

Por lo tanto, muestra 𝐝𝐨
∗  es predicho por 

 

𝐝𝐨
∗𝐓 = 𝐳 ∗𝐓  𝐕[𝐫]

𝐓  

 

2.1.2.2. Predicción de ejes 

 

Los marcadores de columna para el PCA Biplot están definidos por las filas de la 

matriz 𝐕[𝐫]. El eje del factor de calibración reemplazando bj por 𝐕[𝐫]
𝐓  𝐞𝐤 dando el factor de 

calibración para el eje kth como: 

 

∝=  
𝐮∗

𝐞𝐤
𝐓 𝐕[𝐫] 𝐕[𝐫]

𝐓 𝐞𝐤 
 

    

Donde 𝐞𝐤 es el vector unitario con ceros excepto uno en la posición kth. Por lo tanto, 

el marcador u* sobre el eje de predicción Biplot se obtiene mediante la expresión: 
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𝐮∗

𝐞𝐤
𝐓 𝐕[𝐫] 𝐕[𝐫]

𝐓 𝐞𝐤 
 𝐕[𝐫]

𝐓 𝐞𝐤 

 

2.1.2.3. Medida de ajuste para PCA Biplots 

 

Dado que se ha encontrado el mejor plano bidimensional biplot en el que proyectar los 

puntos, tienen las coordenadas de los puntos cuando se proyectan en el plano, la calidad de la 

representación proporcionada por estas proyecciones es necesaria para determinar la 

idoneidad de la representación de los datos de la matriz original Do. En otras palabras, ¿qué 

tan cerca está �̂�𝐨[𝐫] de Do? Para evaluar la calidad de la representación, considerar Do dividida 

en una parte ajustada ̂�̂�𝐨[𝐫] y una parte residual (𝐃𝐨 − �̂�𝐨[𝐫] ) (Oyedele & Lubbe, 2015). Es 

decir, 

 

𝐃𝐨 = �̂�𝐨[𝐫]  + (𝐃𝐨 − �̂�𝐨[𝐫] )   

La ecuación antes mencionada se puede considerar como una descomposición 

ortogonal Do, en que 

 

‖𝐃𝐨‖
𝟐 = ‖�̂�𝐨[𝐫]‖

𝟐
+ ‖𝐃𝐨 − �̂�𝐨[𝐫]‖

𝟐
  

. 

Ésta es la condición de ortogonalidad de la descomposición por suma de cuadrados, 

los dos tipos de ortogonalidad. Primero es 

 

𝐃𝐨𝐃𝐨
𝐓 = �̂�𝐨[𝐫]   𝐃𝐨

�̂�
[𝐫]

+ (𝐃𝐨 − �̂�𝐨[𝐫])  (𝐃𝐨 − �̂�𝐨[𝐫])
𝐓
   

 

Esto se da por:  

 

𝐃𝐨 (𝐃𝐨 − �̂�𝐨[𝐫])
𝐓

= 𝐃𝐨𝐃𝐨
𝐓 − 𝐃𝐨 𝐕[𝐫] 𝐕[𝐫]

𝐓 𝐃𝐨
𝐓
[𝐫]

 

                                                         =  𝐃𝐨𝐃𝐨
𝐓 − 𝐃𝐨𝐃𝐨

𝐓 

                                                         = 0 

y 

𝐃𝐨 (𝐃𝐨 − �̂�𝐨[𝐫])
𝐓

= 𝐃𝐨 𝐕[𝐫] 𝐕[𝐫]
𝐓 𝐃𝐨

𝐓
[𝐫]

− 𝐃𝐨 𝐕[𝐫] 𝐕[𝐫]
𝐓 𝐕[𝐫] 𝐕[𝐫]

𝐓 𝐃𝐨
𝐓
[𝐫]
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                                            = 𝐃𝐨𝐃𝐨
𝐓 − 𝐃𝐨 𝐕[𝐫]  𝐕[𝐫]

𝐓 𝐃𝐨
𝐓
[𝐫]

                                                          

                                           =  𝐃𝐨𝐃𝐨
𝐓 − 𝐃𝐨𝐃𝐨

𝐓 

                                           = 0 

Para   𝐕[𝐫]
𝐓  𝐕[𝐫] = 𝐈𝐫  y 𝐕[𝐫]𝐕[𝐫]

𝐓  =  𝐈𝐩  . El siguiente tipo ortogonal es: 

𝐃𝐨
𝐓𝐃𝐨 = 𝐃𝐨

�̂�
[𝐫]

�̂�𝐨[𝐫] + (𝐃𝐨 − �̂�𝐨[𝐫])
𝐓
 (𝐃𝐨 − �̂�𝐨[𝐫])  

donde 

𝐃𝐨
𝐓(𝐃𝐨 − �̂�𝐨[𝐫]) =  𝐃𝐨

𝐓𝐃𝐨 − 𝐃𝐨
𝐓𝐃𝐨𝐕[𝐫]𝐕[𝐫]

𝐓   

                                                         = 𝐃𝐨
𝐓𝐃𝐨 − 𝐃𝐨

𝐓𝐃𝐨 

                                                          = 0 

y 

  

𝐃𝐨
�̂�
[𝐫]

(𝐃𝐨 − �̂�𝐨[𝐫]) =  𝐕[𝐫]𝐕[𝐫]
𝐓 𝐃𝐨

𝐓𝐃𝐨 − 𝐕[𝐫]𝐕[𝐫]
𝐓 𝐃𝐨

𝐓𝐃𝐨𝐕[𝐫]𝐕[𝐫]
𝐓  

                                                 = 𝐃𝐨
𝐓𝐃𝐨 − 𝐕[𝐫]𝐕[𝐫]

𝐓 𝐃𝐨
𝐓𝐃𝐨 

 

                                                   = 𝐃𝐨
𝐓𝐃𝐨 − 𝐃𝐨

𝐓𝐃𝐨 

                                                    = 0 

 

2.1.2.3.1. Predictividad de muestras 

 

El grado en que las filas de �̂�𝐨[𝐫] concuerdan con las filas correspondientes de medidas 

𝐃𝐨 a la distancia lejana cada muestra está de su aproximación dimensional (Gardner-Lubbe et 

al., 2008). Con la suma de cuadrados de los valores aproximados para cada muestra dados por 

los elementos diagonales de (�̂�𝐨[𝐫]   𝐃𝐨
�̂�
[𝐫]

), expresando estas sumas de cuadrados como una 

proporción de sus respectivas sumas de cuadrados totales, se obtiene el poder predictivo de 

cada muestra. Para ser preciso, 
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𝐏𝐫𝐞𝐝𝐢𝐜𝐭𝐢𝐯𝐢𝐝𝐚𝐝 𝐝𝐞 𝐦𝐮𝐞𝐬𝐭𝐫𝐚𝐬 = 𝐝𝐢𝐚𝐠 (�̂�𝐨[𝐫]   𝐃𝐨
�̂�
[𝐫]

) [𝐝𝐢𝐚𝐠 (𝐃𝐨𝐃𝐨
𝐓 )]−𝟏  

Los valores de predicción de la muestra se encuentran entre 0 y 1, indicando que la 

muestra es ortogonal al plano de aproximación bidimensional biplot e implicando que la 

muestra está en el plano. 

 

2.1.2.3.2. Predictividad de ejes 

 

Se puede evaluar qué tan bien los ejes biplot individuales reproducen las variables de 

𝐃𝐨midiendo el grado en que las columnas de �̂�𝐨[𝐫] concuerdan con las columnas 

correspondientes de 𝐃𝐨. Expresando la suma de cuadrados de los valores aproximados para 

cada variable, dada por 𝐝𝐢𝐚𝐠 (�̂�𝐨[𝐫]   𝐃𝐨
�̂�
[𝐫]

) , como una proporción de su respectiva suma de 

cuadrados total produce la potencia predictiva de cada eje. Más precisamente,  

 

 

𝐏𝐫𝐞𝐝𝐢𝐜𝐭𝐢𝐯𝐢𝐝𝐚𝐝 𝐝𝐞 𝐞𝐣𝐞𝐬 = 𝐝𝐢𝐚𝐠 (�̂�𝐨[𝐫]   𝐃𝐨
�̂�
[𝐫]

) [𝐝𝐢𝐚𝐠 (𝐃𝐨𝐃𝐨
𝐓 )]−𝟏  

 

Los valores de predictividad se encuentran entre 0 y 1. Un eje de predictividad de 1 

significa que todos los valores pueden leerse exactamente fuera del eje. Cuanto menor sea el 

eje valor predictivo, con menor precisión el eje se aproxima a los valores observados bajo esa 

variable. 

 

2.1.2.3.3. Calidad de la aproximación 

 

En general, la calidad de la aproximación se puede medir en términos del porcentaje 

de variación en 𝐃𝐨 explicado por 𝐙 = 𝐃𝐨𝐕[𝐫]. Desde el SVD de 𝐃𝐨, con 𝐔𝐓𝐔 =  𝐈𝐩, 

𝐃𝐨
𝐓𝐃𝐨 =  (𝐔𝚲𝐕𝐓)𝐓  (𝐔𝚲𝐕𝐓) = 𝐕𝚲𝐔𝐓 𝐔𝚲𝐕𝐓 =  𝐕𝚲𝟐𝐕𝐓  

 

Desde 𝐕𝐓 𝐕 = 𝐈𝐩 =  𝐕𝐕𝐓 

 

𝐭𝐫 {𝐃𝐨
𝐓𝐃𝐨} = 𝐭𝐫 {𝐕𝚲𝟐𝐕𝐓} =  𝐭𝐫 {𝚲𝟐𝐕𝐕𝐓} =  ∑ 𝛌𝐣

𝟐
𝐏

𝐣=𝟏
= ∑ 𝛔𝐣

𝟐
𝐏

𝐣=𝟏
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dónde, 𝚲 = 𝐝𝐢𝐚𝐠 (𝛌𝟏, 𝛌𝟐 , … . . , 𝛌𝐩), 𝛌𝐣 es el jth valor singular de 𝐃𝐨 y 𝛔𝐣
𝟐 = 𝛌𝐣

𝟐 es el 

jth valor propio (y valor singular) de cov (𝐃𝐨). Por lo tanto, 

 

𝐂𝐚𝐥𝐢𝐝𝐚𝐝 =  
𝐭𝐫 {𝐃𝐨 [𝐫]

𝐓  𝐃𝐎 [𝐫]}

𝐭𝐫 {𝐃𝐨
𝐓𝐃𝐨}

 

                                                              

                                                           = 
∑ 𝛌𝐣

𝟐𝐫
𝐣=𝟏

∑ 𝛌𝐣
𝟐𝐫

𝐣=𝟏
 

 

                                                            = 
∑ 𝛔𝐣

𝟐𝐫
𝐣=𝟏

∑ 𝛔𝐣
𝟐𝐫

𝐣=𝟏
 

 

 

 

 

 

2.1.3. Reglas de asociación 

 

Las reglas de asociación se han utilizado ampliamente desde aplicaciones comerciales 

tradicionales como el marketing cruzado, envío de correo adjunto, diseño de catálogo, análisis 

de líder de pérdidas, tienda diseño y segmentación de clientes (Agrawal et al., 1993; Srikant 

& Agrawal, 1995) a aplicaciones de comercio electrónico como la renovación de las páginas 

web (Cooley et al., 1999) y personalización web (Mobasher et al., 2000) y agricultura. 

Dado un conjunto de transacciones donde cada una de las transacciones es un conjunto 

de elementos, una regla de asociación implica la forma X⇒Y, donde X e Y son conjuntos de 

elementos; X e Y se denominan cuerpo y cabeza, respectivamente. Una regla puede ser 

evaluada por dos medidas, llamadas confianza y apoyo. Una medida, el apoyo a la regla de 

asociación X⇒Y es el porcentaje de transacciones que contienen tanto el conjunto de 

elementos X como Y entre todas las transacciones. La confianza de la regla X⇒Y es el 

porcentaje de transacciones que contienen un conjunto de elementos Y entre las transacciones 

que contienen un conjunto de elementos X. El soporte representa la utilidad de las reglas 

descubiertas y la confianza representa la certeza de las reglas. 

Muchos algoritmos pueden ser usados para descubrir reglas de asociación a partir de 

datos para extraer patrones útiles. Algoritmo a priori es una de las técnicas más utilizadas y 

famosas para encontrar reglas de asociación (Agrawal & Srikant, 1994). Apriori opera en dos 

fases. En la primera fase, se generan todos los conjuntos de elementos con soporte mínimo 

(conjuntos de elementos frecuentes). Esta fase utiliza la propiedad de cierre de apoyo. En otras 

palabras, si un conjunto de elementos del tamaño K es un conjunto de elementos frecuente, 
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luego todos los conjuntos de elementos a continuación (K-1) el tamaño también debe ser 

conjuntos de elementos frecuentes. Usando esta propiedad, los conjuntos de elementos 

candidatos de tamaño K se generan a partir del conjunto de elementos frecuentes de tamaño 

(K-1) imponiendo la restricción de que todos los subconjuntos de tamaño (K-1) de cualquier 

conjunto debe estar presente en el conjunto de elementos frecuentes de tamaño. (K-1). La 

segunda fase del algoritmo genera reglas para el conjunto de todos los elementos frecuentes. 

Las reglas de asociación es una solución poderosa para extracción de reglas 

alternativas, porque tiene como objetivo descubrir todas las reglas en los datos y, por lo tanto, 

es capaz de proporcionar una imagen completa de asociaciones en un gran conjunto de datos. 

Sin embargo, hay dos problemas importantes con respecto a la generación de la regla de 

asociación.  El primer problema surge de la regla cantidad y problemas de calidad. Si el soporte 

mínimo se establece demasiado alto, las reglas que involucran elementos raros que podrían 

ser de interés para no se encontrarán tomadores de decisiones. La configuración mínima del 

soporte bajo, sin embargo, puede causar una explosión combinatoria. En otras palabras, se 

generan demasiadas reglas independientemente de su interés (Tan & Kumar, 2000). Para lidiar 

con este problema, técnicas que permiten al usuario especificar múltiples soportes mínimos 

para reflejar las frecuencias de cada uno de los elementos de las bases de datos (Liu et al., 

1999) o que explotan restricciones que especifican el soporte mínimo necesario para que 

puedan generarse los elementos de cada conjunto de datos (Wang et al., 2000). Esos enfoques, 

sin embargo, no consideran valores comerciales heterogéneos de las reglas de asociación. Por 

tanto, es necesario sugerir una aproximación para reglamentación de cantidad y calidad entre 

los criterios de valores comerciales que no son claros. El segundo, no es independiente del 

primero, si un conjunto de reglas que coincide con un contexto, algunos enfoques pueden ser 

aplicados para resolver esos conflictos (Barr & Feigenbaum, 1981; Hayes-Roth et al., 1983). 

Una forma de abordar ese problema es depender de la intervención de la inteligencia humana. 

Por tanto, se puede obtener un resultado satisfactorio mediante el uso de juicios de preferencia 

humana en la resolución de reglas en conflicto que se caracterizan por criterios conflictivos 

multifacéticos. En resumen, ambos problemas pueden manejarse priorizando las reglas que 

resultaron de la minería de datos de acuerdo con la consideración explícita de los valores 

comerciales. 

 

2.1.4. Aplicaciones de técnicas de minerías de datos 

  

Existen varias aplicaciones de las técnicas de minería de datos en el campo de la 

agricultura, a continuación se presentarán las aplicaciones más utilizadas. 
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Algunas de las técnicas de minería de datos están relacionadas con estudios sobre el 

clima, condiciones y previsiones. Por ejemplo, el método K-means se ha utilizado para realizar 

pronósticos de la contaminación en la atmósfera (Jorquera et al., 2001), el punto más cercano 

se aplica para simular precipitaciones diarias y otras variables meteorológicas (Rajagopalan 

& Lall, 1999), y diferentes posibles cambios del clima se analizan utilizando SVMs (Tripathi 

et al., 2006). Las técnicas de minería de datos se utilizan a menudo para estudiar las 

características del suelo. Como un ejemplo, el enfoque de K-means se utiliza para clasificar 

suelos en combinación con tecnologías basadas en GPS (Verheyen et al., 2001). Meyer et al., 

(2004) utilizaron el logaritmo de K-means para clasificar suelos y plantas (Camps-Valls et al. 

2003) utiliza SVMs para clasificar cultivos. 

Leemans & Destain, (2004) usaron el logaritmo de K-means para analizar el color 

imágenes de frutas mientras corren sobre cintas transportadoras. Shahin et al., (2001) 

utilizaron imágenes de rayos X de manzanas para monitorear la presencia de núcleos de agua, 

y una red neuronal es entrenada para discriminar entre manzanas buenas y malas. 

El proceso de fermentación del vino se puede monitorear utilizando técnicas de minería 

de datos. Los sensores de gusto se utilizan para obtener datos del proceso de fermentación que 

se clasificarán utilizando ANNs (Riul Jr et al., 2004). Del mismo modo, los sensores se utilizan 

para oler la leche, es decir clasificados utilizando SVMs (Brudzewski et al., 2004). Las 

técnicas de minería de datos se aplican para estudiar problemas de reconocimiento de sonido. 

Por ejemplo, (Fagerlund, 2007) utilizó SVMs para clasificar el sonido de los pájaros y otros 

diferentes sonidos. Holmgren & Thuresson, (1998) usaron el logaritmo del punto más cercano 

para evaluar inventarios forestales y estimar variables forestales analizando imágenes de 

satélite. Das & Evans (1992) utilizaron ANNs para clasificar los huevos como fértiles o 

infértiles y (Patel et al., 1994) utilizaron la visión por computadora para reconocer las grietas 

en los huevos. Du & Sun, (2005) utilizaron SVMs para clasificar la salsa de pizza para untar, 

y (Karimi et al., 2006) utilizaron SVMs para detectar el estrés por malezas y nitrógeno en el 

maíz. Sin embargos, estos últimos métodos expuestos no fueron utilizados en  esta 

investigación debido que no presentan una adecuada visualización de los clusters debido a que 

son eficientes con parámetros biológicos y químicos en comparación con las técnicas de 

minería de datos como el PCA Biplot y el logaritmo de K-means son más eficientes .  
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CAPÍTULO III 

3. PRIMER CASO DE CONSTRIBUCIÓN A LA MINERÍA DE DATOS 

 

3.1. Metodología 

 

Los datos de características miceliales y culturales de las cepas de Pleurotus spp., 

parámetros de productividad, composición nutricional, actividades antioxidante y 

antimicrobiana de los hongos comestibles de Pleurotus spp. fueron obtenidos de forma 

experimental por el autor de esta tesis, con la colaboración el Ing. Cristian Vargas 

(Gerente General de Ecuahidrolizados S.A.). 

 

3.1.1. Material biológico 

 
En este estudio, se utilizaron 50 cepas de Pleurotus ostreatus (PO) y 50 cepas de 

Pleurotus djamor (PD). Estas cepas fueron recolectadas de productores de la provincia 

de Guayas. Las cepas se mantuvieron en placas MEA y se depositaron en la colección de 

hongos del Laboratorio de Investigación y Desarrollo de Ecuahidrolizados. 

 

3.1.2. Sustrato y suplementación 

 

Las cepas se cultivaron utilizando dos mezclas de desechos agrícolas: 80% de 

bagazo de caña de azúcar y 20% de paja de trigo (S1), y 60% de paja de trigo y 40% de 

bagazo de caña de azúcar (S2). Las mezclas de desechos agrícolas se humedecieron 

durante 1 día. Posteriormente, la mezcla se colocó (1 kg de peso húmedo) en bolsas de 

plástico y se pasteurizó durante 10 ha 80 °C. 

Después de la pasteurización y acondicionamiento, con el sustrato a temperatura 

ambiente, las bolsas con el sustrato se inocularon con 150 g de grano de trigo previamente 

colonizado con las cepas de Pleurotus ostreatus (PO) y las cepas de Pleurotus djamor 

(PD). Posteriormente, las bolsas con el sustrato se incubaron en una habitación oscura a 

una temperatura de 30 ± 1 °C. 

Finalmente, una vez que el micelio de la cepa colonizo el sustrato, las bolsas con 

el sustrato se trasladaron a una habitación con condiciones favorables para la 

fructificación: se mantuvo la humedad relativa entre 85% y 90%, una temperatura de 25 
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± 1 °C, recirculación de aire y período de iluminación de 12 h (Valenzuela-Cobos et al., 

2020). 

 

3.1.3. Parámetros de productividad 

 

 Eficiencia biológica 

La eficiencia biológica (BE) es un parámetro de productividad que explica la 

capacidad del sustrato para producir cuerpos fructíferos y se calculó mediante la siguiente 

ecuación (Thongsook & Kongbangkerd, 2011): 

𝐵𝐸(%) =
𝑝𝑒𝑠𝑜 𝑓𝑟𝑒𝑠𝑐𝑜 𝑑𝑒 ℎ𝑜𝑛𝑔𝑜𝑠 𝑐𝑜𝑚𝑒𝑠𝑡𝑖𝑏𝑙𝑒𝑠 (𝑔)

𝑝𝑒𝑠𝑜 𝑠𝑒𝑐𝑜 𝑑𝑒𝑙 𝑠𝑢𝑠𝑡𝑟𝑎𝑡𝑜(𝑔)
× 100                                     (1) 

                             Ecuación 1. Eficiencia biológica de los hongos comestibles. 

 

Rendimiento 

El rendimiento es una variable analizada ampliamente adoptada para cultivos 

industriales y se calculó con la siguiente ecuación (Salmones et al., 1997): 

𝑌(%) =
𝑝𝑒𝑠𝑜 𝑓𝑟𝑒𝑠𝑐𝑜 𝑑𝑒 ℎ𝑜𝑛𝑔𝑜𝑠 𝑐𝑜𝑚𝑒𝑠𝑡𝑖𝑏𝑙𝑒𝑠 (𝑔)

𝑝𝑒𝑠𝑜 𝑓𝑟𝑒𝑠𝑐𝑜 𝑑𝑒𝑙 𝑠𝑢𝑠𝑡𝑟𝑎𝑡𝑜 (𝑔)
× 100                                     (2) 

                                Ecuación 2. Rendimiento de los hongos comestibles. 

 

Tasa de productividad (PR) 

La tasa de productividad es la relación entre BE y la precocidad (es decir, días 

entre la inoculación y la cosecha) y se calculó utilizando la siguiente ecuación (Cardoso 

et al., 2020): 

𝑃𝑅(% 𝑝𝑜𝑟 𝑑í𝑎) =
𝑏𝑖𝑜𝑙𝑜𝑔𝑖𝑐𝑎𝑙 𝑒𝑓𝑓𝑖𝑐𝑖𝑒𝑛𝑐𝑦 (%)

𝑝𝑟𝑒𝑐𝑜𝑐𝑖𝑡𝑦 (𝑑𝑎𝑦𝑠)
                                                    (3) 

                                              Ecuación 3. Tasa de productividad de los hongos comestibles. 

  

 

3.1.4. Composición nutricional 

 

El valor nutricional de la muestra de hongos se analizó utilizando procedimientos 

de la AOAC sobre la composición de proteínas, grasas, carbohidratos y cenizas (AOAC, 

2016). Para la estimación del contenido de proteína cruda (N × 4,38) se utilizó el método 

macro-Kjeldahl; el contenido de grasa bruta se determinó extrayendo un peso conocido 

de muestra con hexano, utilizando un aparato Soxhlet, mientras que el contenido de 

cenizas se determinó mediante calcinación a 600 °C (Mocan et al., 2018). El contenido 

total de carbohidratos (% C) se calculó utilizando la siguiente ecuación: 
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𝐶(%) =  100 − (%ℎ𝑢𝑚𝑒𝑑𝑎𝑑 + %𝑝𝑟𝑜𝑡𝑒𝑖𝑛𝑎 + %𝑔𝑟𝑎𝑠𝑎 + %𝑐𝑒𝑛𝑖𝑧𝑎𝑠)   (4) 

                                                 Ecuación 4. Porcentaje de carbohidratos de los hongos comestibles. 

   

 
3.1.5. Actividad antioxidante  

 

Para evaluar la actividad antioxidante, se utilizó el ensayo de captación de 

radicales DPPH. Al principio, se pipetearon 30 μL del extracto y 270 μL de metanol que 

contenía radicales DPPH (6 x 10−5 mol L− 1) y se mezclaron en una placa de 96 pocillos. 

La mezcla de reacción se incubó en la oscuridad durante 30 min y la absorción se midió 

a 515 nm utilizando un lector de microplacas (Kostic et al., 2017). La actividad de 

eliminación de radicales de DPPH (RSA) se calculó como un porcentaje de decoloración 

de DPPH usando la siguiente ecuación: 

              𝑅𝑆𝐴(%) =  
𝐴𝐷𝑃𝑃𝐻 − 𝐴𝑆

𝐴𝐷𝑃𝑃𝐻
 ×  100                                                                      (5) 

                                                    Ecuación 5. Actividad captadora de radicales DPPH (RSA) 

 
3.1.6. Actividad antimicrobiana  

 
La actividad antimicrobiana se analizó utilizando las siguientes bacterias Gram 

negativas: Pseudomonas aeruginosa (ABN 187) y Salmonella typhimurium (ABN 572); 

y las siguientes bacterias Gram positivas: Micrococcus flavus (ABP 147) y 

Staphylococcus aureus (ABP 784). Los microorganismos se depositan en el Laboratorio 

de Investigación y Desarrollo de Ecuahidrolizados. Las suspensiones bacterianas se 

ajustaron con solución salina estéril a una concentración de 1.0 x 106 UFC / mL. Los 

extractos de hongos de Pleurotus spp. se disolvieron en etanol al 30%, se mezclaron con 

medio nutriente para bacterias (caldo de soja tríptico) que contenía inóculo bacteriano 

(1,0 × 105 UFC por pocillo) con un volumen final de 100 µL (Tsukatani et al., 2012).  

 

3.1.7. Técnicas Multivariantes 

 

Las herramientas de análisis de agrupamientos utilizadas fueron PCA-Biplot y el 

algoritmo de K-means. 
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3.1.8. K-means 

 
El método de agrupación de K-means es una técnica no jerárquica que se utiliza 

para agrupar observaciones en K grupos. Cada elemento se asigna a un grupo con el centro 

más cercano. El algoritmo actualiza iterativamente los grupos para minimizar la variación 

de sus elementos. El algoritmo básico de K-means, que se utilizó en este estudio, se refiere 

a la métrica euclidiana para definir la distancia entre los elementos y los centros de los 

clusters (Stolz & Huertas, 2020). La distancia euclidiana se selecciona como índice de 

similitud y los objetivos de agrupamiento minimizan la suma de los cuadrados de los 

distintos tipos; es decir, minimiza (Wang et al., 2012): 

𝑑 =  ∑∑‖(xi − uk)‖
2

k

i=1

k

k=1

 

donde k representa K centros de clusters, uk representa el k-ésimo centro y xi 

representa el i-ésimo punto en el conjunto de datos. La solución al centroide uk es la 

siguiente: 

∂

∂uk

= 
∂

∂uk

 ∑∑(xi − uk)
2

n

i=1

k

k=1

 

= ∑∑
∂

∂uk

n

i=1

(xi − uk)
2

k

k=1

 

= ∑2

n

i=1

(xi − uk) 

uk =
1

n
∑xi

n

i=1

 

Además, el resultado del método de K-means depende en gran medida del número 

de grupos definidos de antemano. En general, el método de agrupamiento iterativo de K-

means se implementa de la siguiente manera: Paso 1: Se elige un valor de K. Se utiliza 

como el conjunto inicial de K centroides. Paso 2: Cada uno de los objetos se asigna al 

grupo con el centroide más cercano. Paso 3: Se determinan los nuevos centroides de los 

K grupos, calculando la media de los miembros del grupo. Paso 4: Los pasos 3 y 4 se 

repiten hasta que no haya cambios en la función de criterio después de una iteración 

(Govender & Sivakumar, 2020). 

Las principales ventajas del algoritmo K-means son su baja complejidad, es 

computacionalmente rápido, la capacidad de manejar grandes conjuntos de datos y la 

flexibilidad para ajustar el número de cluster. La agrupación en clusters de K-medias se 
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utilizó para extraer clusters del conjunto de datos que se había optimizado mediante la 

selección de características. 

 

La matriz de datos se transforma a formato .txt y luego se procede a cargar la 

matriz en el software estadístico R, con la ayuda de Rstudio, utilizando la siguiente 

instrucción: 

>DATA<-KMEDIODSCINPD2 

>DATA 

>rownames(DATA)<-DATA$Strains 

>COMPOACTM1BIPLOT<-data.frame(KMEDIODSCINPD2) 

>COMPOACTM1BIPLOT 

>rownames(COMPOACTM1BIPLOT)<-COMPOACTM1BIPLOT$Strains 

>COMPOACTM1BIPLOT 

>COMPOACTM1BIPLOT<-COMPOACTM1BIPLOT[,2:5] 

>COMPOACTM1BIPLOT 

>nutri<-COMPOACTM1BIPLOT 

>dim(nutri) 

>class(nutri) 

>row.names(nutri) 

>library(gplots) 

>clas<-c(rep("M1",50) , rep("M2",50)) 

>pca1<-prcomp(nutri) 

>pca1$x 

>plot(pca1$x[,1:2], pch=19, col=as.factor(clas) ) 

>legend("bottomleft", pch=19, legend=unique(as.factor(clas)), col=unique(as.factor(clas) , 

cex=1.7) 

>kmeans1<-kmeans(nutri, 4, algorithm="Forgy") 

>kmeans1$cluster        

>library(gplots) 

>balloonplot(table(kmeans1$cluster, clas)) 

>plot(pca1$x[,1:2], pch=19, col=as.factor(kmeans1$cluster) ) 
 

 

3.1.9. PCA-Biplot 

 

Biplot es una aproximación de una matriz realizada sin hacer suposiciones sobre 

distribuciones probabilísticas subyacentes que proporciona la estructura geométrica de 

los datos gráficamente, mostrando la variabilidad del conjunto de individuos y variables. 

El prefijo bi se refiere a la representación de filas y columnas simultáneas de la matriz. 

Teóricamente, en una Biplot una matriz rectangular Y de orden (nxp) y rango r, 

por otra de rango q (q <r), mediante su descomposición en valores singulares (DVS), es 

decir, Y≅UΣV ' 

donde U y V son matrices de vectores singulares ortonormales tales que U´U = 

V´V = I (donde I es la matriz identidad) y ∑ es una matriz diagonal que contiene los αk 
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valores singulares más grandes. 

Para garantizar la representación es necesaria una factorización como: Y ≅ (UΣS) 

(Σ1-SV´) = AB ', siendo A y B las matrices que contienen las coordenadas de los (n + p) 

vectores o marcadores filas ai y columnas bj para usar sobre el gráfico (i = 1,…, n; j = 

1,…, p) (Cárdenas et al., 2007). 

La matriz de datos se transforma a formato .txt , el software utilizado para realizar 

estos análisis fue MULTIBIPLOT, desarrollado por (Vicente-Villardón, 2010a), 

disponible en la página web: http://biplot.usal.es/multbiplot y el MultbiplotR en R 

(Vicente-Villardón, 2010b), disponible en el sitio web: https://CRAN.R-

project.org/package=MultBiplotR. Este programa fue escrito en lenguaje R. 

 

>library(MultBiplotR) 

>data<-KMEDIODSCINPD2 

>data 

>X= data[,2:5] 

>X 

>bipUNEMI=PCA.Biplot(X, Scaling = 5) 

>bipUNEMI 

>summary(bipUNEMI) 

>Inercias=data.frame(paste("Eje",1:length(bipUNEMI$EigenValues)),bipUNEMI$EigenValue

s, >bipUNEMI$Inertia, bipUNEMI$CumInertia) 

>colnames(Inercias)=c("Eje", "Valor Propio", "Inercia", "Inercia acumulada") 

>library(knitr) 

>kable(Inercias) 

>kable(bipUNEMI$ColContributions) 

>plot(bipUNEMI, mode="ah", margin=0.05, ShowBox=TRUE) 

>bipUNEMI=AddCluster2Biplot(bipUNEMI, NGroups=4, ClusterType="hi", 

method="ward.D", Original=TRUE) 

>plot(bipUNEMI, PlotClus=TRUE,ShowAxis=TRUE) 

 

3.2. Resultados y discusiones 

 

Se utilizaron técnicas de minería de datos y métodos de agrupación para realizar 

el estudio de determinar la viabilidad del uso de residuos agrícolas de la provincia del 

Guayas en el cultivo de las cepas Pleurotus ostreatus y Pleurotus djamor y evaluar su 

influencia en parámetros comerciales: eficiencia biológica, rendimiento del cultivo, tasa 

de producción, composición nutricional, actividades antioxidantes y antimicrobianas. 

La numeración de las cepas cultivadas en las dos mezclas de agricultura se realizó 

utilizando la siguiente distribución: 
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1-50: Cepas de Pleurotus ostreatus o Pleurotus djamor cultivadas en la mezcla 

S1. 

51-100: Cepas de Pleurotus ostreatus o Pleurotus djamor cultivadas en la mezcla 

S2. 

 

3.2.1. Parámetros de productividad 

La Figura 3 muestra la aplicación del método del algoritmo de agrupación de K-

means a 100 objetos que tienen tres variables, cada una de las cuales utiliza el software 

RStudio. 

El gráfico (a) presenta el uso de tres clusters para los parámetros de productividad 

de cepas de Pleurotus ostreatus cultivadas sobre residuos agrícolas de la provincia de 

Guayas, mientras que en el gráfico (b) indica el uso de tres clusters para los parámetros 

de productividad de cepas de Pleurotus djamor cultivadas en las dos mezclas de sustratos. 

Los resultados muestran la distribución normal de 100 puntos de datos alrededor de tres 

grupos en cada gráfico. El tamaño de cada grupo está relacionado con la cantidad de 

puntos de datos, en el gráfico (a): el tamaño del Grupo 1 (color rojo) es 34, el tamaño del 

Grupo 2 (color negro) es 27 y el tamaño del Grupo 3 (color verde) es 39. Las cepas de 

Pleurotus ostreatus cultivadas en las dos mezclas pertenecientes al Cluster 3 no mostraron 

una relación con las cepas de Pleurotus ostreatus cultivadas en las dos mezclas 

pertenecientes al Cluster 1 y Cluster 2. Este resultado indica que las cepas que pertenecen 

al Cluster 1 y Cluster 2 mostraron valores más altos de los parámetros de productividad 

en comparación con las otras cepas de Pleurotus ostreatus (Cluster 3). Por otro lado, en 

el gráfico (b): el tamaño del Grupo 1 (color rojo) es 34, el tamaño del Grupo 2 (color rojo) 

es 27 y el tamaño del Grupo 3 (color negro) es 39. Las cepas de Pleurotus djamor 

producidas en las dos mezclas pertenecientes al Cluster 3 no mostraron una relación con 

las cepas de Pleurotus djamor cultivadas en los dos sustratos pertenecientes al Cluster 1 

y Cluster 2. Este resultado indica que las cepas pertenecientes al Cluster 1 y Cluster 2 

presentaron valores más altos de parámetros de productividad en comparación con las 

cepas de Pleurotus djamor pertenecientes al Cluster 3. Dado que los puntos de datos están 

normalmente distribuidos, los clusters varían en tamaño con los puntos de datos máximos 

y los puntos de datos mínimos. La suplementación del sustrato en el cultivo de hongos se 

ha llevado a cabo con relativo éxito, con el objetivo de controlar plagas o incrementar el 

rendimiento de los cultivos (Cardoso et al., 2021). Los resultados de los parámetros de 

productividad obtenidos fueron influenciados por las diferentes cepas y las mezclas 



Capítulo III: Primer Caso de Contribución a la Minería de Datos 

 

34 
 

utilizadas en la investigación. 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 2. (a) K-means usando 3 clusters para los parámetros de productividad de hongos de Pleurotus 

ostreatus obtenidos en dos mezclas de desechos agrícolas, (b) K-means usando 3 grupos para los parámetros de 

productividad de hongos de Pleurotus djamor usando dos mezclas de desechos agrícolas. 

 

La Figura 4 muestra el gráfico factorial del plano 1-2 (PCA Biplot). El gráfico (a) 

presenta la inercia acumulada asciende al 91,5%, mientras que el gráfico (b) presenta la 

inercia acumulada asciende a 93,0%. Además, los clusters se han calculado utilizando las 

coordenadas Biplot; la descripción general de los clusters se basa en tres variables. En el 

(a) 

(b) 
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gráfico (a), se observan diferencias importantes entre los clusters, el Cluster 2 (color 

verde) indica la presencia de 29 cepas de Pleurotus ostreatus cultivadas en las dos 

mezclas de residuos agrícolas con mayor relación con las eficiencias biológicas y las tasas 

de producción, mientras que el Cluster 1 (color rojo) indica la presencia de 28 cepas de 

Pleurotus ostreatus cultivadas sobre las dos mezclas de sustratos con mayor relación a 

los rendimientos, y el Cluster 3 (color azul) indica la presencia de 43 cepas de Pleurotus 

ostreatus cultivadas sobre las dos mezclas de residuos agrícolas. Por otro lado, en el 

gráfico (b) también existen diferencias entre los clusters, el Cluster 1 (color rojo) indica 

la presencia de 22 cepas de Pleurotus djamor crecimiento en las dos mezclas de residuos 

agrícolas con una mayor relación con las eficiencias biológicas y los rendimientos, 

mientras que el Cluster 2 (color verde) indica la presencia de 28 cepas de Pleurotus 

djamor cultivadas en las dos mezclas de sustratos con mayor relación con las tasas de 

producción, y el Cluster 3 (color azul) indica la presencia de 50 cepas de Pleurotus djamor 

en crecimiento en las dos mezclas de sustratos. 

La producción comercial de hongos está determinada en gran medida por la 

disponibilidad y utilización de materiales baratos de desechos agrícolas que representan 

los sustratos ideales y más prometedores para el cultivo (Abrar et al., 2009; Da Silva et 

al., 2012). El aprovechamiento de estos residuos agrícolas de la provincia de Guayas se 

puede aprovechar para obtener la mayor productividad de cuerpos frutales 

proporcionando una alternativa para el mercado de hongos. 
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Figura 3. (a) PCA Biplot para parámetros de productividad de Pleurotus ostreatus, (b) PCA Biplot para 

parámetros de productividad de Pleurotus djamor. 

  

(a) 

(b) 
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3.2.2. Composición nutricional y propiedades biológicas 

 

La Figura 5 presenta el uso del algoritmo de agrupamiento del método K-means 

para 100 objetos que tienen siete variables, cada una usando el software RStudio. El 

gráfico (a) muestra la aplicación de tres clusters para la composición nutricional y 

propiedades biológicas de los cuerpos fructíferos de Pleurotus ostreatus producidos sobre 

residuos agrícolas de la provincia del Guayas, mientras que en el gráfico (b) el uso de tres 

clusters para la composición nutricional muestra las propiedades biológicas de los hongos 

Pleurotus djamor cultivados en las dos mezclas de sustratos. El tamaño de cada grupo 

está relacionado con el número de puntos de datos, en el gráfico (a): el tamaño del Grupo 

1 (color rojo) es 23, el tamaño del Grupo 2 (color negro) es 23 y el tamaño del Grupo 3 

(color verde) es 54. Los tres clusters presentan los cuerpos fructíferos de Pleurotus 

ostreatus con los valores más altos de composición nutricional y propiedades biológicas. 

Por otro lado, en el gráfico (b): el tamaño del Grupo 1 (color rojo) es 23, el tamaño del 

Grupo 2 (color negro) es 23 y el tamaño del Grupo 3 (color verde) es 54. Los hongos de 

Pleurotus djamor con los valores más altos de composición nutricional y propiedades 

biológicas se muestran en los tres grupos. Es importante indicar que los clusters varían en 

tamaño con puntos de datos máximos y puntos de datos mínimos. 
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Figura 4. (a) K-means usando 3 grupos para las propiedades biológicas de Pleurotus ostreatus cultivado 

en dos mezclas de desechos agrícolas, (b) K-means usando 3 grupos para las propiedades biológicas de Pleurotus 

djamor cultivado en dos mezclas de desechos agrícolas. 

 

La Figura 6 muestra el PCA Biplot del plano 1-2, el gráfico (a) indica que la inercia 

acumulada asciende al 52,4%, mientras que el gráfico (b) presenta la inercia acumulada 

asciende al 62,6%. Los tres clusters se han calculado utilizando las coordenadas Biplot, 

la descripción general de los clusters se basa en siete variables. El gráfico (a) muestra 

diferencias importantes entre los clusters, el Cluster 1 (color azul) indica la presencia de 

cuerpos fructíferos de 16 cepas de Pleurotus ostreatus cultivadas en las dos mezclas de 

desechos agrícolas con una mayor relación con el contenido de fibra cruda y las 

actividades antibacterianas , mientras que el Grupo 2 (color verde) indica la presencia de 

hongos de 28 cepas de Pleurotus ostreatus cultivadas en las dos mezclas de desechos 

alimenticios con una relación más alta con las actividades antioxidantes, y el Grupo 3 

(color rojo) indica la presencia de cuerpos fructíferos de 56 cepas de Pleurotus ostreatus 

cultivadas en las dos mezclas de desechos agrícolas con mayor relación con el contenido 

de proteínas, cenizas, grasas y carbohidratos. Por otro lado, en el gráfico (b), también 

existen diferencias entre los clusters, Cluster 1 (color rojo) indica la presencia de 19 cepas 

de hongos de Pleurotus djamor cultivadas en las dos mezclas de residuos agrícolas con 

una mayor relación relación con el contenido de proteínas y las actividades 

antibacterianas, mientras que el Grupo 2 (color verde) indica la presencia de hongos de 

34 cepas de Pleurotus djamor cultivadas en las dos mezclas de sustratos con una mayor 

(b) 
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relación con el contenido de cenizas y grasas y también con actividades antioxidantes. , y 

el Grupo 3 (color azul) indica la presencia de hongos de 47 cepas de Pleurotus djamor 

crecidos en las dos mezclas de sustratos con una mayor relación con el contenido de 

carbohidratos y fibra cruda. 

El contenido de humedad y grasa de los hongos está influenciado por la 

composición de los desechos agrícolas utilizados en el cultivo de hongos comestibles (Liu 

et al., 2017; Valencia del Toro et al., 2018). La composición nutricional de los hongos 

está influenciada por las cepas de los hongos comestibles y también por los residuos 

agrícolas utilizados en el cultivo, por lo que indicamos en base a los resultados que los 

residuos alimenticios de la provincia del Guayas se pueden utilizar para producir cuerpos 

fructíferos con las más altas propiedades biológicas. 
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Abstract: Data of the commercial parameters of Pleurotus ostreatus and Pleurotus djamor were analyzed
using the data mining technique: K-means clustering algorithm. The parameters evaluated were:
biological efficiency, crop yield ratio, productivity rate, nutritional composition, antioxidant and
antimicrobial activities in the production of fruit bodies of 50 strains of Pleurotus ostreatus and
50 strains of Pleurotus djamor, cultivated on the most representative agricultural wastes from the
province of Guayas: 80% sugarcane bagasse and 20% wheat straw (M1), and 60% wheat straw and
40% sugarcane bagasse (M2). The database of the parameters obtained in experimental procedures
was grouped into three clusters, providing a visualization of the strains with a higher relation to each
parameter (vector) measured.

Keywords: K-means clustering algorithm; Pleurotus ostreatus; Pleurotus djamor; commercial parame-
ters; visualization

1. Introduction

The province of Guayas, comprising 25 cantons, including the canton of Guayaquil,
which consists of the Municipality of Guayaquil and two areas of urban expansion, along
with five rural cantons: Morro, Juan Gómez Rendón, Posorja, Puna and Tenguel. The
province of Guayas is part of Zone 5, according to SENPLADES, National Secretariat for
Planning and Development, which subdivides the country into nine zones. The main
land-use of the Guayas province is agriculture (27%), followed by livestock production and
aquaculture. This province has gone through three main economic booms [1].

The first economic boom occurred in 1880 when it was the main cocoa exporting city
(between 20% and 25% of the world), becoming an important commercial and financial
center, which generated an increase in the city’s population [2], the landowners monop-
olized the best land and access to transportation, as well as controlling key sources of
credit and commercial links [3]. The second economic boom was in 1950 with the so-called
“banana boom”, and foreign banana-producing companies arrived, such as the United Fruit
Company in Tenguel, one of the largest banana plantations (localized 100 miles south of
Guayaquil) [4]. The third boom was the oil boom in 1972 that brought new developments,
mainly in the form of land invasions on the outskirts of the city, causing an immense
deterioration of the agricultural sector. The lack of a national policy for small-scale rural
agriculture led many of the rural small farmers (mainly indigenous from the central areas)
to abandon their plots and engage in non-agricultural activities, most often in the urban
informal sector [5]. With the previously described background, it is important to continue
using the agricultural wastes that continue to be generated from all of the provinces of
Guayas, having an innovative idea, such as the production of edible mushrooms, also
called “vegetable steak” [6].
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The cultivation of edible mushrooms has gradually grown using homemade tech-
niques until becoming a highly technical industry [7–10]. The world production of edible
mushrooms has grown in the last three years, with an annual increase of 24.5%. The
nutritional value of edible mushrooms is high in comparison with other kinds of food.
According to studies carried out by food specialists, mushrooms have a protein content be-
tween 19% and 35%, compared to vegetables (vegetables and fruits) that only have protein
between 7.3% from 13.2%; on the other hand, milk, meat and eggs have a protein content
between 25% and 90%. However, at the amino acid level, protein precursor substances,
such as lysine and tryptophan, reach levels between 1.1 and 2.09 g. On the other hand, the
low carbohydrate content makes mushrooms a low-energy food and is recommended as
a dietary one. In addition, the content of essential fatty acids such as oleic and linoleic is
found in appreciable quantities [11]. Edible mushrooms are nutritious plants that contain
riboflavin, nicotinic acid, pantothenate and biotin, which lower blood pressure, prevent
atherosclerosis and boost the immune system (immune system) against disease [12].

One of the principal genera of edible mushrooms with the highest production around
the world is Pleurotus spp. [13,14]. These mushrooms are characterized by their nutritional
value and are an important source of proteins, vitamins and minerals [15,16]. These species
require tropical or subtropical climates similar to the Province of Guayas for the cultivation
and production of fruiting bodies [17–19]. Additionally, these mushrooms are actively
used in medical treatments with antioxidant and antimicrobial properties protecting health
by damping active oxygen and free radicals [20]. However, the lack of knowledge of the
nutritional and pharmaceutical properties of Pleurotus spp. has not been allowed to be used
for the benefit of human health in Ecuador. In order to illustrate adequate visualization, the
use of data mining tools, such as the K-means clustering algorithm, upon big data, about
the commercial parameters of Pleurotus spp. is important [21].

In this paper, the focus is on clustering. The clusters have been applied in many
research areas such as mathematics, engineering, economics, marketing, machine learning,
pattern recognition, genetics, bioinformatics, psychology, biology, data compression and
information retrieval [22]. The initial values of cluster “centroids” are randomly selected
from the available data. Updating centroids and clustering of data is then repeated until
convergence is reached or for a defined number of iterations. A new centroid for a cluster
is calculated based on each data sample that belongs to that cluster, and the initial centroids
are usually chosen randomly for the application of K-means-type algorithms [23].

The main goal was to use a data mining technique, the K-means clustering algorithm,
to verify the influence of two mixtures of agricultural wastes obtained from the province of
Guayas on the viability of the mushrooms production, the nutritional profile and also in
the antioxidant and antimicrobial properties. The use of the K-means clustering algorithm
allowed the indication of the strain cultivated on a specific mixture of agricultural wastes
that obtained the highest values in commercial parameters.

2. Materials and Methods
2.1. Mushroom Strains

In this study, 50 strains of Pleurotus ostreatus (PO) and 50 strains of Pleurotus djamor
(PD) were used. These strains were collected from producers in the province of Guayas.
The strains were maintained on MEA dishes and are deposited at the fungal collection of
the Research and Development Laboratory of Ecuahidrolizados.

2.2. Substrate and Supplementation

Strains were cultivated using two mixtures of agricultural wastes: 80% sugarcane
bagasse and 20% wheat straw (M1), and 60% wheat straw and 40% sugarcane bagasse (M2).
The mixtures of agricultural wastes were moistened for 1 day. Subsequently, the mixture
was placed (1 kg wet weight) in plastic bags and pasteurized for 10 h at 80 ◦C.

After pasteurization and conditioning, with the substrate at ambient temperature, the
bags with the substrate were inoculated with 150 g of wheat grain previously colonized
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with the strains of Pleurotus ostreatus (PO) and the strains of Pleurotus djamor (PD). Thereafter,
the bags with the substrate, were incubated in a dark room at a temperature of 30 ± 1 ◦C.

Finally, once the mycelium of the strain had colonized the substrate, the bags with
the substrate were transferred to a room with favorable conditions for the fructification:
relative humidity was maintained between 85% and 90%, a temperature of 25 ± 1 ◦C, air
recirculation and period of illumination of 12 h [24].

2.3. Productivity Parameters
2.3.1. Biological Efficiency

The biological efficiency (BE) is a productivity parameter that explains the capacity of
the substrate to produce fruit bodies and was calculated using the following equation [25]:

BE(%) =
f resh weight o f mushrooms (g)

weight o f dry substrate (g)
× 100 (1)

Equation (1). Biological efficiency of the mushrooms.

2.3.2. Yield Ratio

The yield ratio is an analyzed variable widely adopted for industrial crops and was
calculated with the following equation [26]:

Y(%) =
f resh weight o f mushrooms (g)
f resh weight o f substrate (g)

× 100 (2)

Equation (2). Yield ratio of the mushrooms.

2.3.3. Productivity Rate (PR)

The productivity rate is the relation between BE and the precocity (namely days
between inoculation and harvest) and was calculated using the following equation [27]:

PR(% per day) =
biological e f f iciency (%)

precocity (days)
(3)

Equation (3). Productivity rate of the mushrooms.

2.4. Nutritional Composition

The nutritional value of the mushroom sample was analyzed using AOAC procedures
concerning the composition of proteins, fat, carbohydrates and ash [28]. For the estimation
of the crude protein content (N × 4.38), the macro-Kjeldahl method was used; the crude
fat content was determined by extracting a known weight of sample with hexano, using a
Soxhlet apparatus while the ash content was determined by calcination at 600 ◦C [29]. The
total carbohydrate content (%C) was calculated by using the following equation:

C(%) = 100− (%moisture + %protein + % f at + %ash contents) (4)

Equation (4). Percentage of carbohydrates of the mushrooms.

2.5. Antioxidant Activity

To evaluate the antioxidant activity, the DPPH radical-scavenging assay was used.
In the beginning, 30 µL of the extract and 270 µL of methanol containing DPPH radicals
(6 × 10−5 mol L−1) were pipetted and mixed in a 96 well plate. The reaction mixture was
incubated in the dark for 30 min, and the absorption was measured at 515 nm using a
microplate reader [30]. The DPPH radical scavenging activity (RSA) was calculated as a
percentage of DPPH discoloration using the following equation:

RSA(%) =
ADPPH − AS

ADPPH
× 100 (5)
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Equation (5). DPPH radical scavenging activity (RSA).

2.6. Antimicrobial Activity

The antimicrobial activity was analyzed using the following Gram-negative bacteria:
Pseudomonas aeruginosa (ABN 187) and Salmonella typhimurium (ABN 572); and the follow-
ing Gram-positive bacteria: Micrococcus flavus (ABP 147) and Staphylococcus aureus (ABP
784). The microorganisms are deposited at the Research and Development Laboratory of
Ecuahidrolizados.

Bacterial suspensions were adjusted with sterile saline to a concentration of
1.0 × 106 CFU/mL. The mushroom extracts of Pleurotus spp. were dissolved in 30%
ethanol, mixed with nutrient media for bacteria (Tryptic Soy Broth) containing bacterial
inoculum (1.0 × 105 CFU per well) with a final volume of 100 µL [31].

2.7. Statistical Analysis
K-Means Clustering

The K-means grouping method is a non-hierarchical technique used to group ob-
servations into K groups. Each item is assigned to a group with the closest center. The
algorithm iteratively updates the groups to minimize the variation of their elements. The
basic K-means algorithm, which was used in this article, refers to the Euclidean metric to
define the distance between the elements and the centers of the clusters [32]. The Euclidean
distance is selected as the similarity index, and the clustering targets minimize the sum of
the squares of the various types; that is, it minimizes [33]:

d =
k

∑
k=1

k

∑
i=1
‖ (xi − uk) ‖2

where k represents K cluster centers, uk represents the kth center, and xi represents the ith
point in the data set. The solution to the centroid uk is as follows:

∂

∂uk
=

∂

∂uk

k

∑
k=1

n

∑
i=1

(xi − uk)
2

=
k

∑
k=1

n

∑
i=1

∂

∂uk
(xi − uk)

2

=
n

∑
i=1

2(xi − uk)

uk =
1
n

n

∑
i=1

xi

Furthermore, the result of the K-means method is highly dependent on the number
of clusters defined beforehand. In general, the iterative clustering method of K-means is
implemented as follows: Step 1: A value of K is chosen. It is used as the initial set of K
centroids. Step 2: Each of the objects is assigned to the group with the closest centroid.
Step 3: The new centroids of the K groups are determined, calculating the mean of the
group members. Step 4: Steps 3 and 4 are repeated until there are no changes in the
criterion function after one iteration [34].

The main advantages of the K-means algorithm are its low complexity, it is compu-
tationally fast, the ability to handle large data sets and the flexibility to adjust the cluster
number. K-means clustering was used to extract clusters from the dataset that had been
optimized by feature selection.

Additionally, a PCA biplot [35] was applied to explore and visualize the different
parameters and the most relevant responses.
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3. Results and Discussion

The focus of this work was to determine the viability of the use of agricultural wastes
from the province of Guayas on the cultivation of the strains Pleurotus ostreatus and Pleurotus
djamor and assess its influence on commercial parameters: biological efficiency, crop yield
ratio, productivity rate, nutritional composition, antioxidant and antimicrobial activities.

The numeration of the strains cultivated on the two mixtures of agriculture was made
using the following distribution:

1–50: Strains of Pleurotus ostreatus or Pleurotus djamor cultivated on the mixture M1.
51–100: Strains of Pleurotus ostreatus or Pleurotus djamor cultivated on the mixture M2.

3.1. Productivity Parameters

Figure 1 shows the application of the K-means clustering algorithm method to
100 objects having three variables, with each one using the software RStudio. The graphic
(a) presents the use of three clusters for the productivity parameters of Pleurotus ostreatus
strains cultivated on agricultural wastes from the province of Guayas, while in the graphic
(b) the use of three clusters for the productivity parameters of Pleurotus djamor strains
grown on the two mixtures of substrates was shown. The results show the normal distri-
bution of 100 data points around three clusters in each graphic. The size of each cluster
is related to the number of data points, in graphic (a): the size of Cluster 1 (color red) is
34, the size of Cluster 2 (color black) is 27, and the size of Cluster 3 (color green) is 39.
Pleurotus ostreatus strains grown on the two mixtures belonging to Cluster 3 did not show
a relationship with the Pleurotus ostreatus strains grown on the two mixtures belonging
to Cluster 1 and Cluster 2. This result indicates that the strains that belong to Cluster 1
and Cluster 2 showed higher values of the productivity parameters in comparison to the
other Pleurotus ostreatus strains (Cluster 3). On the other hand, in graphic (b): the size of
Cluster 1 (color red) is 34, the size of Cluster 2 (color red) is 27, and the size of Cluster 3
(color black) is 39. Pleurotus djamor strains produced on the two mixtures belonging to
Cluster 3 did not show a relationship with the Pleurotus djamor strains cultivated on the
two substrates belonging to Cluster 1 and Cluster 2. This result indicates that the strains
belonging to Cluster 1 and Cluster 2 presented higher values of productivity parameters
in comparison to Pleurotus djamor strains belonging to Cluster 3. Since the data points
are normally distributed, the clusters vary in size with the maximum data points and
minimum data points. The supplementation of the substrate on mushroom cultivation
has been carried out with relative success, aiming at controlling pests or increasing crop
yields [36]. The results of the productivity parameters obtained were influenced by the
different strains and the mixtures used in the research.

Figure 2 shows the factorial graph of the plane 1–2 (PCA Biplot). Graphic (a) presents
the accumulated inertia amounts to 91.5%, while graphic (b) presents the accumulated
inertia amounts to 93.0. In addition, clusters have been calculated using the Biplot coor-
dinates; the overview of clusters is based on three variables. In graphic (a), we observe
important differences between clusters, Cluster 2 (color green) indicates the presence of
29 strains of Pleurotus ostreatus cultivated on the two mixtures of agricultural wastes with a
higher relation to biological efficiencies and production rates, while Cluster 1 (color red)
indicates the presence of 28 strains of Pleurotus ostreatus cultivated on the two mixtures
of substrates with a higher relation to the yields, and Cluster 3 (color blue) indicates the
presence of 43 strains of Pleurotus ostreatus cultivated on the two mixtures of agricultural
wastes. On the other hand, in graphic (b) also there are differences between the clusters,
Cluster 1 (color red) indicates the presence of 22 strains of Pleurotus djamor growth on the
two mixtures of agricultural wastes with a higher relation to biological efficiencies and
yields, whereas Cluster 2 (color green) indicates the presence of 28 strains of Pleurotus
djamor cultivated on the two mixtures of substrates with a higher relation to production
rates, and Cluster 3 (color blue) indicates the presence of 50 strains of Pleurotus djamor
growth on the two mixtures of substrates.
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The commercial production of mushrooms is largely determined by the availability
and utilization of cheap materials of agricultural wastes that represent the ideal and most
promising substrates for cultivation [37,38]. The use of these agricultural wastes from the
province of Guayas can be used to obtain the highest productivity of fruit bodies providing
an alternative for the mushroom market.

3.2. Nutritional Composition and Biological Properties

Figure 3 presents the use of method K-means clustering algorithm to 100 objects having
seven variables, each one using the software RStudio. Graphic (a) shows the application of
three clusters for the nutritional composition and biological properties of Pleurotus ostreatus
fruit bodies produced on agricultural wastes from the province of Guayas, while in graphic
(b) the use of three clusters for the nutritional composition and biological properties of
Pleurotus djamor mushrooms cultivated on the two mixtures of substrates is shown. A
normal distribution of 100 data points around three clusters in each graphic was presented.
The size of each cluster is related to the number of data points, in graphic (a): the size of
Cluster 1 (color red) is 23, the size of Cluster 2 (color black) is 23, and the size of Cluster 3
(color green) is 54. The three clusters present the Pleurotus ostreatus fruit bodies with the
highest values of nutritional composition and biological properties. On the other hand, in
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graphic (b): the size of Cluster 1 (color red) is 23, the size of Cluster 2 (color black) is 23,
and the size of Cluster 3 (color green) is 54. Pleurotus djamor mushrooms with the highest
values of nutritional composition and biological properties are shown by the three clusters.
It is important to indicate that the clusters vary in size with maximum data points and
minimum data points.
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Figure 4 shows the PCA Biplot of the plane 1–2, graphic (a) indicates the accu-
mulated inertia amounts to 52.4%, while graphic (b) presents the accumulated inertia
amounts to 62.6%. The three clusters have been calculated using the Biplot coordinates, the
overview of clusters is based on seven variables. Graphic (a) shows important differences
between clusters, Cluster 1 (color blue) indicates the presence of fruit bodies of 16 strains
of Pleurotus ostreatus cultivated on the two mixtures of agricultural wastes with a higher
relation to the crude fiber contents and antibacterial activities, while Cluster 2 (color green)
indicates the presence of mushrooms of 28 strains of Pleurotus ostreatus cultivated on the
two mixtures of food wastes with a higher relation to the antioxidant activities, and Cluster
3 (color red) indicates the presence of fruit bodies of 56 strains of Pleurotus ostreatus culti-
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vated on the two mixtures of agricultural wastes with a higher relation to the protein, ash,
fat and carbohydrate contents. On the other hand, in graphic (b), there are also differences
between the clusters, Cluster 1 (color red) indicates the presence of 19 strains of mushrooms
of Pleurotus djamor growth on the two mixtures of agricultural wastes with a higher relation
to protein contents and antibacterial activities, whereas Cluster 2 (color green) indicates the
presence of fruit bodies of 34 strains of Pleurotus djamor cultivated on the two mixtures of
substrates with a higher relation to ash and fat contents and also antioxidant activities, and
Cluster 3 (color blue) indicates the presence of mushrooms of 47 strains of Pleurotus djamor
growth on the two mixtures of substrates with a higher relation to carbohydrate and crude
fiber contents.
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ity parameters: biological efficiencies, crop yields and productivity rates. 

The use of the K-means clustering algorithm on the commercial parameters of edible 
fungi Pleurotus ostreatus and Pleurotus djamor, cultivated on two mixtures of agricultural 
wastes, allowed the indication of how to obtain the highest values in productivity param-
eters or biological properties due to the strain grown on a specific substrate. 
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Figure 4. (a) PCA Biplot for biological properties of Pleurotus ostreatus, (b) PCA Biplot for biological properties of
Pleurotus djamor.

The moisture and fat contents of the mushrooms are influenced by the composition
of the agricultural wastes used in the cultivation of edible fungi [39,40]. The nutritional
composition of the mushrooms is influenced by the strains of the edible fungi and also
by the agricultural wastes used in the cultivation, so we indicate based on the results that
the food wastes from the province of Guayas can be used to produce fruit bodies with the
highest biological properties.

4. Conclusions

The K-means clustering algorithm was used to obtain proper grouping data using
three clusters and providing visualization about the relationships between strains of edible
fungi Pleurotus ostreatus and Pleurotus djamor cultivated on the most representative agricul-
tural wastes from the province of Guayas, with the commercial parameters measured in
experimental procedures.
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PCA Biplots presented that the use of mixture 1 in the cultivation of the strains of
edible fungi Pleurotus ostreatus and Pleurotus djamor has a higher relation to the productivity
parameters: biological efficiencies, crop yields and productivity rates.

The use of the K-means clustering algorithm on the commercial parameters of edible
fungi Pleurotus ostreatus and Pleurotus djamor, cultivated on two mixtures of agricultural
wastes, allowed the indication of how to obtain the highest values in productivity parame-
ters or biological properties due to the strain grown on a specific substrate.
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CAPÍTULO IV 

 

4. SEGUNDO CASO DE CONSTRIBUCIÓN A LA MINERÍA DE DATOS 

 

4.1. Metodología 

 

Los datos de características miceliales y culturales de las cepas de Pleurotus spp. 

fueron obtenidos de forma experimental por el autor de esta tesis, con la colaboración el 

Ing. Cristian Vargas (Gerente General de Ecuahidrolizados S.A.). 

 

4.1.1. Material biológico 

 
Para este estudio se utilizaron 50 cepas híbridas de Pleurotus ostreatus (PO) y 50 

cepas híbridas de Pleurotus djamor (PD). Las cepas son híbridos de apareamiento de 

neohaplontes compatibles de Pleurotus djamor o monokariones de Pleurotus ostreatus, 

los neohoplantes se obtuvieron mediante dedicariotización química, las cepas de 

Pleurotus se mantienen en placas MEA y se depositaron en la colección de hongos del 

Laboratorio de Investigación y Desarrollo de Ecuahidrolizados. 

 

4.1.2. Preparación de mezclas de medios de cultivo 

 

Las cepas se cultivaron utilizando dos mezclas de medios de cultivo: 

M1 = 18 g de extracto de malta, 15 g de agar bacteriológico y 20 g de harina de 

arroz en 1 L de agua destilada. 

M2 = 18 g de extracto de malta, 15 g de agar bacteriológico y 20 g de harina de 

soya en 1 L de agua destilada. 

Las placas con el medio solidificado se incubaron a 28 ° C durante 24 h para 

comprobar la esterilidad. 
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4.1.3. Determinación del área micelial 

 

El diámetro de la colonia se midió diariamente hasta que el micelio colonizó las 

placas de Petri con M1 y las placas de Petri con M2, ver Eq. (6) (Valenzuela-Cobos et al., 

2020): 

 

                                                    A =  
𝜋𝑑2

4
                                                                  (6) 

                                                                             Ecuación 6. Área micelial. 

 

4.1.4. Modelo matemático 

 

Para calcular la velocidad de crecimiento del micelio (μmax) y la fase de latencia 

(λ) en placas de Petri con M1 y placas de Petri con M2, el área del micelio se ajustó al 

modelo de Baranyi, ver Eq. (7) (Baty & Delignette-Muller, 2004): 

                                                   y(tmax) =  
ymax + ln ((−1 + eµmax λ  +eµmaxt)

(−1+eµmaxt)+e(µmax λ + ymax−y0))
              (7) 

                                                                Ecuación 7. Modelo Baranyi. 

 

4.1.5. Producción de biomasa 

 

Se cortaron dos discos de micelio (5,5 mm) de cepas de Pleurotus ostreatus (PO) 

y Pleurotus djamor (PD) del borde de placas de Petri con sólido líquido M1 y luego se 

inocularon en 100 mL de la solución de cultivo líquido (L1 = 1 L de agua destilada con 

maltosa (40 g L-1), extracto de levadura (3 g L-1) y harina de arroz 2 g L-1). De lo contrario, 

dos discos de micelio de Pleurotus spp. se cortaron del borde de las placas con el sólido 

líquido M2 y luego se inocularon en 100 mL de la solución de cultivo líquido (L2 = 1 L 

de agua destilada con maltosa (40 g L-1), extracto de levadura (3 g L-1) y harina de soya 

(2 g L-1). 

Todos los estudios de producción se llevaron a cabo a 28 °C y 150 rpm en una 

incubadora con agitación durante 7 días. Las biomasas celulares se separaron usando una 

centrífuga de 20000 rpm a 4 °C, luego se lavó del tamiz con agua destilada, se filtró a 

través de papel de filtro Whatman # 1 y se secó hasta peso constante a 80 °C ( Lakzian et 

al., 2008). 
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4.1.6. Producción de exopolisacáridos 

 

El caldo de cultivo y el agua usados para lavar la biomasa de los tamices se 

filtraron a través de papel de filtro Whatman # 1 y se evaporaron a 50 ml a 80ºC usando 

una placa calefactora. Este volumen reducido se añadió a 150 mL de etanol (98%), con el 

fin de precipitar los exopolisacáridos (EPS). Los exopolisacáridos precipitados se 

filtraron y se secaron hasta peso constante a 40ºC (Rasulov et al., 2013; Wagner et al., 

2004). 

 

4.1.7. Técnicas Multivariantes 

Las herramientas de análisis de agrupamientos utilizadas fueron PCA-Biplot y el 

algoritmo de K-medoids. Adicionalmente se realizó análisis utilizando la técnica de reglas 

de asociación. 

 

4.1.8. K-medoids 

 

El algoritmo K-medoids es un método de clasificación no supervisado (Razavi 

Zadegan et al., 2013). La secuencia del algoritmo K-medoids es: 

Seleccione una función de comparación entre objetos. Por ejemplo, si se trata de 

variables cualitativas, se suele utilizar la distancia euclidiana. 

‖Xi − Xj‖ = √∑(Xik − Xjk)
2

p

k=1

 

2. Calcule la Matriz Global de semejanza o diferencia, es decir, la matriz de 

distancias. 

3. Seleccione los K patrones más lejanos como atractores iniciales. 

4. Calcule y almacene la similitud o diferencia entre cada patrón y cada uno de los 

K objetos atractores. 

5. Divida el espacio en grupos, asignando cada patrón al grupo de atractores más 

cercano. 

6. Calcule, para cada grupo definido, su medoid. 

7. Considere los medoids recién calculados como nuevos patrones de atracción. 

8. Regrese al paso (4) 

9. Terminar cuando el conjunto de medoids sea idéntico al de la iteración anterior. 

El algoritmo K-medoids tiene un mecanismo para agrupar (mediante particiones) 

objetos en cualquier espacio de representación. Al calcular medoids en lugar de 
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centroides, el algoritmo k-medoids converge más rápido a la única solución global posible 

en ese espacio de representación y con ese conjunto de objetos. 

La matriz de datos se transforma a formato .txt y luego se procede a cargar la 

matriz en el software estadístico R, con la ayuda de Rstudio, utilizando la siguiente 

instrucción: 

 

>DATA<-KMEDIODSCINPD2 

>DATA 

>rownames(DATA)<-DATA$Strains 

>COMPOACTM1BIPLOT<-data.frame(KMEDIODSCINPD2) 

>COMPOACTM1BIPLOT 

>rownames(COMPOACTM1BIPLOT)<-COMPOACTM1BIPLOT$Strains 

>COMPOACTM1BIPLOT 

>COMPOACTM1BIPLOT<-COMPOACTM1BIPLOT[,2:5] 

>COMPOACTM1BIPLOT 

>nutri<-COMPOACTM1BIPLOT 

>dim(nutri) 

>class(nutri) 

>row.names(nutri) 

>library(gplots) 

>clas<-c(rep("M1",50) , rep("M2",50)) 

>pca1<-prcomp(nutri) 

>pca1$x 

>plot(pca1$x[,1:2], pch=19, col=as.factor(clas) ) 

>legend("bottomleft", pch=19, legend=unique(as.factor(clas)), col=unique(as.factor(clas) , 

cex=1.7)      

       >kmeans1<-kmeans(nutri, 4, algorithm="Forgy") 

       >kmeans1$cluster        

       >library(gplots) 

       >balloonplot(table(kmeans1$cluster, clas)) 

       >plot(pca1$x[,1:2], pch=19, col=as.factor(kmeans1$cluster) )      

       >library(ClusterR) 

       >set.seed(1) 

       >kplus<-KMeans_rcpp(nutri, 4, initializer="kmeans++") 

       >balloonplot(table(kplus$cluster, clas)) 

       >plot(pca1$x[,1:2], pch=19, col=as.factor(kplus$cluster) ) 

 

 

4.1.9. PCA-Biplot 

 

Biplot es una aproximación de una matriz realizada sin hacer suposiciones sobre 

distribuciones probabilísticas subyacentes que proporciona la estructura geométrica de 

los datos gráficamente, mostrando la variabilidad del conjunto de individuos y variables. 

El prefijo bi se refiere a la representación de filas y columnas simultáneas de la matriz. 
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Teóricamente, en una Biplot una matriz rectangular Y de orden (nxp) y rango r, 

por otra de rango q (q <r), mediante su descomposición en valores singulares (DVS), es 

decir, Y≅UΣV ' 

donde U y V son matrices de vectores singulares ortonormales tales que U´U = 

V´V = I (donde I es la matriz identidad) y ∑ es una matriz diagonal que contiene los αk 

valores singulares más grandes. 

Para garantizar la representación es necesaria una factorización como: Y ≅ (UΣS) 

(Σ1-SV´) = AB ', siendo A y B las matrices que contienen las coordenadas de los (n + p) 

vectores o marcadores filas ai y columnas bj para usar sobre el gráfico (i = 1,…, n; j = 

1,…, p) (Cárdenas et al., 2007). 

La matriz de datos se transforma a formato .txt , el software utilizado para realizar 

estos análisis fue MULTIBIPLOT, desarrollado por (Vicente-Villardón, 2010a), 

disponible en la página web: http://biplot.usal.es/multbiplot y el MultbiplotR en R 

(Vicente-Villardón, 2010b), disponible en el sitio web: https://CRAN.R-

project.org/package=MultBiplotR. Este programa fue escrito en lenguaje R. 

 

>library(MultBiplotR)       

>data<-KMEDIODSCINPD2 

>data 

>X= data[,2:5] 

>X 

>bipUNEMI=PCA.Biplot(X, Scaling = 5) 

>bipUNEMI 

>summary(bipUNEMI) 

>Inercias=data.frame(paste("Eje",1:length(bipUNEMI$EigenValues)),bipUNEMI$EigenValue

s, >bipUNEMI$Inertia, bipUNEMI$CumInertia) 

>colnames(Inercias)=c("Eje", "Valor Propio", "Inercia", "Inercia acumulada") 

>library(knitr) 

>kable(Inercias) 

>kable(bipUNEMI$ColContributions) 

>plot(bipUNEMI, mode="ah", margin=0.05, ShowBox=TRUE) 

>bipUNEMI=AddCluster2Biplot(bipUNEMI, NGroups=4, ClusterType="hi", 

method="ward.D", Original=TRUE) 

>plot(bipUNEMI, PlotClus=TRUE,ShowAxis=TRUE) 

 

 

4.1.10. Reglas de asociación 

 

La minería de reglas de asociación se considera la tarea principal en la minería de 

datos. Una regla de asociación expresa una relación interesante entre diferentes atributos 
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(Abdel-Basset et al., 2018). 

Una regla de asociación implica la forma X ⇒ Y, donde X e Y son conjuntos de 

elementos; X es el cuerpo e Y es la cabeza. Una regla se puede evaluar mediante dos 

medidas, denominadas confianza y apoyo. El soporte para la regla de asociación X ⇒ Y 

es el porcentaje de transacciones que contienen tanto el conjunto de elementos X como Y 

entre todas las transacciones. La confianza para la regla de asociación X ⇒ Y es el 

porcentaje de transacciones que contienen un conjunto de elementos Y entre las 

transacciones que contienen un conjunto de elementos X. El soporte representa la utilidad 

de las reglas descubiertas y la confianza representa la certeza de las reglas (Choi et al., 

2005). 

La matriz de datos se transforma a formato .txt y luego se procede a cargar la 

matriz en el software estadístico R, con la ayuda de Rstudio, utilizando la siguiente 

instrucción: 

 

>installed.packages("data.table") 

>library(data.table) 

>data<-KMEDIODSCINPD2 

>trx<- as.data.table(data) 

>head(trx) 

>trx<- melt.data.table(data= trx, id.vars = "Strains", na.rm = T)[value==1, .(Strains,variable)] 

>trx 

>trx<- split(trx$variable, trx$Strains) 

>trx 

>library(arules) 

>trx<- as(trx, "transactions") 

>trx 

>reglas1<- apriori(trx,parameter = list(support=0.02, confidence=0.90)) 

>inspect(reglas1) 

>reglas1=sort(reglas1, by="confidence", decreasing = T) 

>inspect(reglas1) 

>library(arulesViz) 

>plot(reglas1, method="graph") 
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4.2. Resultados y discusiones 

 

El propósito de esta investigación fue utilizar técnicas de minería de datos y 

métodos de agrupación para determinar las especies biológicas de hongos comestibles 

como: Pleurotus ostreatus y Pleurotus djamor con las más altas características miceliales 

y culturales. La numeración de las cepas se realizó siguiendo la siguiente distribución: 

1-50: Cepas de Pleurotus ostreatus o Pleurotus djamor cultivadas en (M1 = agar 

extracto de malta con harina de arroz y L1 = maltosa, extracto de levadura y harina de 

arroz). 

51-100: Cepas de Pleurotus ostreatus o Pleurotus djamor cultivadas en (M2 = 

agar extracto de malta con harina de soja y L2 = maltosa, extracto de levadura y harina 

de soya). 

 

4.2.1. Algoritmo de K-medoids para las características miceliales y culturales de 

Pleurotus spp. 

 

La Figura 7 muestra la distribución de los clusters para 100 objetos con 4 variables 

cada uno. El gráfico (a) indica la distribución de los cuatro clusters para las características 

miceliales y culturales de cepas de Pleurotus ostreatus cultivadas en cultivo sólido (M1 

y M2) y también en cultivo líquido (L1 y L2), mientras que en el gráfico (b) se presenta 

la distribución de los cuatro grupos para las características miceliales y culturales de cepas 

de Pleurotus djamor cultivadas en medio de cultivo (M1 y M2) y también en medio 

líquido (L1 y L2). 

 

 

  

(a) 
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Figura 6. (a) Determinación de los 4 clusters para características miceliales y culturales de cepas de 

Pleurotus ostreatus cultivadas en cultivo sólido M1 y M2, y cultivo líquido L1 y L2, (b) Determinación de los 4 

clusters para características miceliales y culturales de cepas de Pleurotus djamor cultivadas en cultivo sólido M1 y 

M2 y cultivo líquido L1 y L2. 

 

 

La Figura 8 presenta los resultados de la distribución normal de 100 puntos de 

datos alrededor de cuatro grupos en cada gráfico. El tamaño de cada cluster tiene relación 

con el número de puntos de datos, Gráfico (a): el tamaño del Cluster 1 (color rojo) es 38, 

el tamaño del Cluster 2 (color verde) es 12, el tamaño del Cluster 3 (color azul) es 27, y 

el tamaño del Cluster 4 (color violeta) es 23. Las cepas de Pleurotus ostreatus crecen en 

cultivo sólido (M2) y también en cultivo líquido (L2) pertenecientes al Cluster 1 y Cluster 

2, mientras que las cepas de Pleurotus ostreatus cultivadas en medio de cultivo (M1) y 

también en medio líquido (L1) pertenecientes al Cluster 3 y Cluster 4, este resultado 

indica que las cepas de Pleurotus ostreatus cultivadas en cultivo sólido (M1) y también 

en cultivo líquido (L1) perteneciente al Cluster 1 presentó las características miceliales y 

culturales más altas. Por otro lado, Gráfico (b): el tamaño del Cluster 1 (color rojo) es 27, 

el tamaño del Cluster 2 (color verde) es 18, el tamaño del Cluster 3 (color azul) es 29, y 

el tamaño del Cluster 4 (color púrpura) es 26. Cepas de Pleurotus djamor crecimiento en 

cultivo sólido (M1) y también en cultivo líquido (L1) pertenecientes al Cluster 1, Cluster 

2 y Cluster 3, mientras que las cepas de Pleurotus djamor cultivadas en medio de cultivo 

(M2) y también en medio líquido (L2) pertenecientes al Cluster 3 y Cluster 4, este 

resultado indica que las cepas de Pleurotus djamor crecen en cultivo sólido (M1) y 

(b) 
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también en cultivo líquido (L1) perteneciente al Cluster 1, Cluster 2 y Cluster 3 

presentaron las características miceliales y culturales más altas. Los puntos de datos se 

distribuyen normalmente, los grupos varían en tamaño con puntos de  datos máximos y 

puntos de datos mínimos (Guevara-Viejó et al., 2021).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7. (a) K-medoids usando 4 clusters para características miceliales y culturales de cepas de Pleurotus 

ostreatus cultivadas en medios de cultivo sólidos M1 y M2, y cultivo líquido L1 y L2, (b) K-medoids usando 4 clusters 

para características miceliales y culturales de cepas de Pleurotus djamor cultivadas en cultivo sólido M1 y M2 y 

cultivo líquido L1 y L2. 

 

(a) 

(b) 
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La Figura 9 presenta el gráfico factorial del plano 1-2 (PCA Biplot), el Gráfico (a) 

muestra que la inercia acumulada asciende al 97,4%, mientras que el Gráfico (b) presenta 

la inercia acumulada asciende al 58,1% Además, se han calculado los clusters utilizando 

las coordenadas de Biplot, la descripción general de los clusters se basa en cuatro 

variables. Podemos ver en el Gráfico (a) diferencias importantes entre clusters, el Cluster 

1 (color rojo) muestra la presencia de 50 cepas de Pleurotus ostreatus en crecimiento 

sobre crecimiento en cultivo sólido (M1) y también en cultivo líquido (L1) con mayor 

relación a los siguientes parámetros: velocidad máxima, biomasa y contenido de 

exopolisacáridos, mientras que el Cluster 2 (color verde), el Cluster 3 (color azul) y el 

Cluster 4 (color violeta) indican la presencia de 50 cepas de Pleurotus ostreatus cultivadas 

en cultivo sólido (M2) y también en cultivo líquido (L2) con mayor relación a la fase de 

latencia. De lo contrario, en el Gráfico (b) también existen diferencias entre los clus-ters, 

el Cluster 1 (color rojo) indica la presencia de 42 cepas de Pleurotus djamor crecimiento 

en los dos medios de cultivo y también en el cultivo líquido (L1 y L2) con mayor relación 

a la velocidad máxima y contenido de exopolisacáridos, mientras que el Cluster 2 (color 

verde) muestra la presencia de 22 cepas de Pleurotus djamor cultivadas en los medios de 

cultivo (M1 y M2) y también en el cultivo líquido (L1 y L2 ) con mayor relación con la 

fase de retardo y el contenido de biomasa, y el Cluster 3 (color púrpura) y el Cluster 4 

(color azul) indican la presencia de 36 cepas de Pleurotus djamor crecimiento en los dos 

medios de cultivo y en los dos cultivos líquidos con mayor relación al contenido de 

exopolisacáridos. 
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Figura 8.. (a) PCA Biplot para características miceliales y culturales de cepas de Pleurotus ostreatus 

cultivadas en cultivos sólidos M1 y M2, y cultivo líquido L1 y L2, (b) PCA Biplot para características miceliales y 

culturales de cepas de Pleurotus djamor cultivadas en cultivo sólido M1 y M2 y cultivo líquido L1 y L2. 

 

  

(a) 

(b) 
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4.2.2. Algoritmo de reglas de asociación para características miceliales y culturales 

de Pleurotus spp. 

 

La Figura 10 presenta el uso de reglas de asociación al conjunto de datos de 

Pleurotus ostreatus y Pleurotus djamor cultivados en cultivo sólido (M1 y M2) y también 

en cultivo líquido (L1 y L2). El algoritmo de reglas de asociación es una solución exitosa 

para extraer reglas alternativas, ya que proporciona una imagen completa de las 

asociaciones en un gran conjunto de datos. 

El gráfico (a) muestra un grupo de cepas de Pleurotus ostreatus (1 a 33) cultivadas 

en cultivo sólido (M1) y el cultivo líquido (L1) con las siguientes características 

miceliales y culturales: velocidad máxima entre 10,8 y 11,9 h-1, Lag fase desde 0.2 a 0.33 

h, el contenido de biomasa varió entre 5.81 y 10.8% y exopolisacáridos entre 8.78 y 

17.9%, también presenta un grupo de cepas de Pleurotus ostreatus (67 a 100) crecimiento 

en medio sólido (M2) y el líquido medio (L2) con las siguientes características miceliales 

y culturales: velocidad máxima entre 7.08 y 8.39 h-1, fase de rezago de 0.96 a 1.1 h, y 

contenido de biomasa entre 5.81 y 10.8%. 

El gráfico (b) presenta un grupo de cepas de Pleurotus djamor (1 a 33) que crecen 

en cultivo sólido (M1) y el cultivo líquido (L1) con las siguientes características 

miceliales y culturales: velocidad máxima desde 13,3 a 15 h- 1, fase de rezago entre 0.33 

y 0.42 h, contenido de biomasa entre 16.7 y 18.4%, y exopolisacáridos entre 21.2 y 22.5%, 

también muestra un grupo de cepas de Pleurotus djamor (34 a 66) con las siguientes 

características miceliales y culturales: velocidad máxima de 10,1 a 11,5 h-1, el contenido 

de biomasa osciló entre el 16,7 y el 18,4% y los exopolisacáridos entre el 22,5 y el 24%. 

El algoritmo de reglas de asociación proporciona una visualización que indica el 

grupo de cepas de Pleurotus ostreatus y Pleurotus djamor con características miceliales 

y culturales específicas: velocidad máxima, fase de latencia, contenido de biomasa y 

producción de exopolisacáridos. 
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Figura 9. (a) Algoritmo de reglas de asociación para características miceliales y culturales de cepas de 

Pleurotus ostreatus cultivadas en cultivos sólidos M1 y M2, y cultivos líquidos L1 y L2, (b) Algoritmo de reglas de 

asociación para características miceliales y culturales de cepas de Pleurotus djamor cultivadas en cultivo sólido M1 

y M2, y cultivo líquido L1 y L2. 

 

 

(a) 

(b) 
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Abstract: In this study, a data set of mycelial and cultural characteristics of hybrid strains of Pleurotus
ostreatus and Pleurotus djamor were analyzed using three data-mining techniques: the K-medoids
clustering algorithm, PCA biplot and the association rules algorithm. The characteristics evaluated
were as follows: maximum velocity; lag phase; biomass; and exopolysaccharides content in the
cultivation of 50 hybrid strains of Pleurotus ostreatus and 50 hybrid strains of Pleurotus djamor. Different
mixtures of culture media were used to supplement Ecuadorian agricultural products. Data of the
parameters obtained in the experimental methods were grouped into four clusters, obtaining a
presentation of the hybrid strains of Pleurotus with a higher relation to each characteristic measured.
Data-mining tools showed the hybrid strains cultivated on solid-culture media (M1 = malt extract
agar and rice flour) and liquid-culture media (L1 = maltose, yeast extract and rice flour) presented
the highest mycelial and cultural characteristics. These results are good indicators to improve
the industrial production of edible fungi by using rice flour in the cultivation, contributing to the
mushroom market and circular economy.

Keywords: circular economy; data-mining techniques; mushroom market

1. Introduction

Data mining is the process of extracting understandable and useful information from
big data, with its main objective being to find hidden or implicit information which is
not possible to obtain by methods of conventional statistics. The beginning of the mining
process is formed generally by records from operational databases or data warehouses [1].
Data mining is an extraction process of information that involves the search for behavior
patterns that are hidden at first glance among large amounts of information [2]. There
are various algorithms and techniques that describe the interesting relationship between
different attributes, such as the K-medoids clustering algorithm, PCA biplot and the
association rules algorithm.

In the agricultural sector, where agribusinesses must make countless decisions every
day, considering various intricate complexities and factors which influence them, it is
necessary that an accurate estimation of the yield of the crops is involved in agricultural
planning. Data-mining techniques are a necessary approach to achieve practical and
effective solutions to this problem; therefore, agriculture is an obvious target for big
data [3]. Agriculture in Ecuador is one of the main sectors that maintains economic
dynamics and supplies raw materials to the food industry, promoting the country’s food
security and sovereignty [4]. The main effects of agriculture are to reduce hunger and
malnutrition, improve living conditions, increase income and generate employment for
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vulnerable groups living in poverty [5]. The main Ecuadorian export products that have
gained global popularity over time are bananas, cocoa and flowers [6]. However, there
are some agricultural products that have presented economic losses for farmers, such as
rice and soybeans [7,8], because these products are offered at cheap prices in countries
near to Ecuador. Therefore, the official prices of these products are not respected by the
industry [9], and in some cases, the rice and soybeans are used as animal feed.

Pleurotus genus is one of the most commercialized groups of mushrooms in the world,
due to the ease of its cultivation, great economic potential, and flavor [10,11]. Moreover, it
only requires tropical and subtropical climates to produce fruit bodies [12]. However, the
production of Pleurotus in small-scale companies presents some problems, such as product
contamination and a difficulty in obtaining good-quality spawns [13]. The development
of hybrid strains allows for the improvement of commercial attributes by reducing the
incubation time, using different agricultural residues for the cultivation of the fungi and
making it more adaptable to climatic conditions [14,15]. A number of studies have focused
on the biotechnological development of fungi strains and inoculum, such as the use of solid-
culture media with the supplementation of agricultural products to improve the growth
speed, and the influence of nutrients from the inoculum in liquid media to increase the
production of biomass and exopolysaccharides [16–18]. The nutritional and environmental
requirements of the edible fungi strains show direct relationships with the productivity
parameters after cultivation [19]. The production of edible fungi is a profitable business
due to the use of low-cost agricultural products and food waste [20].

The main goal of this study was to use data-mining techniques such as the K-medoids
clustering algorithm, PCA biplot and the association rules algorithm to identify the hybrid
strains of Pleurotus ostreatus and Pleurotus djamor, using culture media supplemented with
the agricultural products of rice and soybeans that obtained the highest values in mycelial
and cultural characteristics.

2. Materials and Methods
2.1. Mushroom Strains

For this study, 50 hybrid strains of Pleurotus ostreatus (PO) and 50 hybrid strains of
Pleurotus djamor (PD) were used. The strains were hybrids obtained through the pairing
of compatible neohaplonts of Pleurotus djamor or monokaryons of Pleurotus ostreatus.
The neohaplonts were obtained by chemical dedikaryotization, and the Pleurotus strains
were maintained on MEA dishes and deposited at the fungal collection of the Research and
Development Laboratory of Ecuahidrolizados.

2.2. Chemical Dedikaryotization

The mycelium of Pleurotus spp. on MEA dishes was divided into four parts and put
into a blender (Model N.4237, Mark: Marnie). Then, it was homogenized with 50 mL
of sterile water for 60 s, and 25 µL homogenate was inoculated in 100 mL flasks with
50 mL dedikaryotization solution (20% of anhydrous glucose and 20% of peptone) and
incubated at 28 ◦C. When the mycelium growth was noticeable in the flasks with the
dedikaryotization solution, the flasks were homogenized with 50 mL sterile distilled water
for 60 s, and 25 µL of this homogenate was inoculated on MEA plates and incubated at
28 ◦C until colonies were formed. Growing colonies were observed under the microscope
and identified as neohaplonts, characterized by the absence of clamp connections [21,22].

2.3. Identification of Neohaplonts’ Compatibility Types and Production of Reconstituted Strains

To identify the two types of neohaplonts (mycelium with an absence of clamp con-
nections) in the parental strains of Pleurotus ostreatus or Pleurotus djamor, a monokaryotic
component of Pleurotus ostreatus was randomly selected and paired in the MEA dishes with
all remaining neohaplonts in the Pleurotus ostreatus. The same product was realized with
the monokaryons in the Pleurotus djamor. The dikaryotic mycelium was characterized by
the presence of clamp connections and verified under the microscope 10(x) [23]. Authors
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have reported that this method for the production of hybrid strains presented a high degree
of polymorphism among the hybrid strains and the parental strains. The high degree of
polymorphism indicated the genetic diversity that existed between the strains [24].

2.4. Preparation of Mixtures of Culture Media

Hybrid strains of Pleurotus were cultivated using two mixtures of culture media:
M1 = 18 g of malt extract, 15 g of bacteriological agar and 20 g of rice flour in 1 L of

distilled water.
M2 = 18 g of malt extract, 15 g of bacteriological agar and 20 g of soybean flour in 1 L

of distilled water.
The dishes with the solidified media were incubated at 28 ◦C for 24 h to check for sterility.

2.5. Determination of Mycelial Area

The diameter of the colony was measured daily until the mycelium colonized the Petri
dishes with M1 and the Petri dishes with M2, as seen in Equation (1) [25]:

A =
πd2

4
(1)

Equation (1). Mycelial Area.

2.6. Mathemical Model

To calculate the mycelial growth speed (µmax) and the lag time (λ) on the Petri dishes
with M1 and the Petri dishes with M2, the mycelial area was fitted to the Baranyi Model, as
seen in Equation (2) [26]:

y(tmax) =
ymax + ln ((−1 + eµmax λ + eµmaxt)

(−1 + eµmaxt) + e(µmax λ + ymax−y0))
(2)

Equation (2). Baranyi Model.

2.7. Biomass Production

Two discs of mycelium (5.5 mm) from the hybrid strains of Pleurotus ostreatus (PO) and
Pleurotus djamor (PD) were cut from the edge of the Petri dishes with solid liquid M1, and
were then inoculated in 100 mL of the solution of liquid culture (L1 = 1 L of distilled water
with maltose (40 g L−1), yeast extract (3 g L−1) and rice flour (2 g L−1)). Furthermore, two
discs of mycelium from the hybrid strains of Pleurotus were cut from the edge of the plates
with solid liquid M2, and were then inoculated in 100 mL of the solution of liquid culture
(L2 = 1 L of distilled water with maltose (40 g L−1), yeast extract (3 g L−1) and soybean
flour (2 g L−1)).

All production studies were carried out at 28 ◦C and 150 rpm in a shaking incubator
for 7 days. Cellular biomasses were separated by using a 20,000 rpm centrifuge at 4 ◦C,
and were then washed from the sieve with distilled water, filtered through Whatman #1
filter paper, and dried to a constant weight at 80 ◦C [27].

2.8. Exopolysaccharides Production

The culture broth and the water used to wash the biomass off the sieves were filtered
through Whatman #1 filter paper and evaporated to 50 mL at 80 ◦C using a heating plate.
This reduced volume was added to 150 mL of ethanol (98%), in order to precipitate the
exopolysaccharides (EPS). The precipitated exopolysaccharides was filtered out and dried
to constant weight at 40 ◦C [28,29].

2.9. Statistical Analysis

The mycelial characteristics of maximum velocity and lag phase, as well as the cultural
characteristics of biomass and exopolysaccharides content, were measured in triplicates (for



J. Fungi 2021, 7, 882 4 of 11

each hybrid strain growing on the different culture media). The data-mining techniques
(K-medoids, PCA biplot and association rules) were realized using R software version 4.1.1.

2.9.1. K-Medoids Clustering

The K-medoids algorithm is a method of unsupervised classification [30]. The se-
quence of the K-medoids algorithm is as follows:

1. Select a comparison function between objects. For example, if we are dealing with
qualitative variables, we usually use the Euclidean distance;

‖Xi − Xj‖ =

√√√√ p

∑
k =1

(
Xik − Xjk

)2

2. Calculate the Global Matrix of similarity or difference, that is, the distance matrix;
3. Select the K-farthest patterns as initial attractors;
4. Calculate and store the similarity or difference between each pattern and each of the

K-attractor objects;
5. Partition the space into groups, assigning each pattern to the closest attractor group;
6. Calculate, for each defined group, its medoid;
7. Consider the newly calculated medoids as new attractor patterns;
8. Return to step (4);
9. Terminate when the set of medoids is identical to that of the previous iteration.

The K-medoids algorithm has a mechanism for grouping (by partitioning) objects
in any representation space. By calculating medoids instead of centroids, the K-medoids
algorithm converges faster to the only possible global solution in that representation space,
and with that set of objects.

2.9.2. PCA Biplot

A biplot approximates a matrix performed without making assumptions about the
underlying probabilistic distributions that provide the geometric structure of the data
graphically, showing the variability of the set of individuals and variables. The prefix bi
refers to the representation of simultaneous rows and columns of the matrix.

Theoretically, in a biplot, a rectangular matrix Y of order (nxp) and rank r, by another
of rank q (q < r), has its decomposition into singular values (DVS) given by:

Y ∼= UΣV ′

where U and V are matrices of orthonormal singular vectors such that U′U = V′V = I
(where I is the identity matrix) and ∑ is a diagonal matrix containing the αk greatest
singular values.

To guarantee the representation is necessary, a factorization such as: Y ∼= (UΣS) (Σ1−S

V’) = AB‘, with A and B being the matrices that contain the coordinates of the (n + p) vectors
or markers rows ai and columns bj to use over the graphic (i = 1, . . . , n; j = 1, . . . , p) [31].

2.9.3. Association Rules

The mining of association rules is considered to be the main task in data mining. An
association rule expresses an interesting relationship between different attributes [32].

An association rule implies the form X ⇒ Y, where X and Y are itemsets; X is the
body and Y is the head. A rule can be evaluated by two measures, called confidence and
support. The support for the association rule X⇒ Y is the percentage of transactions that
contain both itemset X and Y among all transactions. The confidence for the association rule
X⇒ Y is the percentage of transactions that contain an itemset Y among the transactions
that contain an itemset X. Support represents the usefulness of the discovered rules, and
confidence represents the certainty of the rules [33].
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3. Results and Discussion

The focus of this research was to identify the links among hybrid strains of Pleurotus
with the culture media that obtained the highest mycelial and cultural characteristics.

The mycelial characteristics measured were maximum velocity and lag phase, whereas
the cultural characteristics determined were biomass and exopolysaccharides content.

The numeration of the strains followed this distribution:
Hybrid strains 1–50 of Pleurotus ostreatus or Pleurotus djamor cultivated on (M1 = malt

extract agar with rice flour and L1 = maltose, yeast extract and rice flour);
Hybrid strains 51–100 of Pleurotus ostreatus or Pleurotus djamor cultivated on (M2 = malt

extract agar with soybean flour and L2 = maltose, yeast extract and soybean flour).

3.1. Clustering K-Medoids Algorithm for Mycelial and Cultural Characteristics of the Hybrid
Strains of Pleurotus

Table 1 indicates the distribution of the four clusters for the mycelial and cultural
characteristics of the hybrid strains of Pleurotus ostreatus cultivated on solid culture (M1
and M2) and on liquid culture (L1 and L2). The size of cluster 1 is 33, the size of cluster
2 is 17, the size of cluster 3 is 16, and the size of cluster 4 is 34. The hybrid strains of
Pleurotus ostreatus growing on solid culture (M2) and on liquid culture (L2) belonged to
cluster 1 and cluster 2, whereas the hybrid strains of Pleurotus ostreatus cultivated on culture
media (M1) and on liquid media (L1) belonged to cluster 3 and cluster 4. We found that
the hybrid strains of Pleurotus ostreatus cultivated on solid culture (M1) and on liquid
culture (L1) belonging to cluster 1 (yellow) presented the highest mycelial and cultural
characteristics, and the hybrid strains of Pleurotus ostreatus grown on solid culture (M2) and
on liquid culture (L2) belonging to cluster 4 (yellow) also presented the highest mycelial
and cultural characteristics. The K-medoids clustering algorithm indicated that the number
of strains cultivated on the different culture media presented the highest mycelial and
cultural characteristics.

Table 1. Number of hybrid strains of Pleurotus ostreatus growing on different culture media belonging
to each cluster using the clustering K-medoids algorithm.

Culture Media Cluster 1 Cluster 2 Cluster 3 Cluster 4

M1 + L1 33 17

M2 + L2 16 34

The yellow represents the number of Pleurotus ostreatus strains growing on the solid
culture and the liquid media that showed the highest mycelial and cultural characteristics.

The culture medium M1 contained 18 g of malt extract, 15 g of bacteriological agar
and 20 g of rice flour in 1 L of distilled water. The culture medium L1 contained 40 g of
maltose, 3 g of yeast extract and 2 g of rice flour in 1 L of distilled water.

The culture medium M2 contained 18 g of malt extract, 15 g of bacteriological agar
and 20 g of soybean flour in 1 L of distilled water. The culture medium L2 contained 40 g
of maltose, 3 g of yeast extract and 2 g of soybean flour in 1 L of distilled water.

Table 2 presents the distribution of the four clusters for the mycelial and cultural
characteristics of the hybrid strains of Pleurotus djamor grown on culture media (M1 and
M2) and on liquid media (L1 and L2). The size of cluster 1 is 27, the size of the cluster 2 is
18, the size of the cluster 3 is 30, and the size of the cluster 4 is 25. The hybrid strains of
Pleurotus djamor were grown on solid culture (M1) and on liquid culture (L1) belonging to
cluster 1, cluster 2 and cluster 3, whereas the hybrid strains of Pleurotus djamor cultivated
on culture medium (M2) and on liquid medium (L2) belonged to cluster 3 and cluster
4; this result indicated that the hybrid strains of Pleurotus djamor grown on solid culture
(M1) and on liquid culture (L1) belonging to cluster 1, cluster 2 and cluster 3 (yellow)
presented the highest mycelial and cultural characteristics, whereas the hybrid strains of
Pleurotus djamor cultivated on solid culture (M2) and on liquid culture (L2) belonging to
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cluster 3 (yellow) presented the highest mycelial and cultural characteristics. Data points
are normally distributed, and clusters may vary in size with maximum data points and
minimum data points.

Table 2. Number of hybrid strains of Pleurotus djamor cultivated on different culture media belonging
to each cluster using the clustering K-medoids algorithm.

Culture Media Cluster 1 Cluster 2 Cluster 3 Cluster 4

M1 + L1 13 6 14 17

M2 + L2 14 12 16 8

The variability in the characteristics of the hybrid strains (the high rates of invasion
in substrates, and high productivities) was due to the separation of the nuclei during
the formation of the monokaryons and their subsequent union during the formation of
the dikaryon (hybrid strains) [34]. The K-medoids clustering algorithm allowed us to
determine the presence of four clusters indicating the relations among the hybrid strains of
Pleurotus ostreatus and the hybrid strains of Pleurotus djamor with the mycelial characteristics
of maximum velocity and phase lag, and the cultural characteristics of biomass content
and exopolysaccharides.

The yellow indicates the number of Pleurotus djamor strains cultivated on solid culture
and liquid media that showed the highest mycelial and cultural characteristics.

The culture medium M1 contained 18 g of malt extract, 15 g of bacteriological agar
and 20 g of rice flour in 1 L of distilled water. The culture medium L1 contained 40 g of
maltose, 3 g of yeast extract and 2 g of rice flour in 1 L of distilled water.

The culture medium M2 contained 18 g of malt extract, 15 g of bacteriological agar
and 20 g of soybean flour in 1 L of distilled water. The culture medium L2 contained 40 g
of maltose, 3 g of yeast extract and 2 g of soybean flour in 1 L of distilled water.

3.2. PCA Biplot Algorithm for Mycelial and Cultural Characteristics of the Hybrid Strains
of Pleurotus

Figure 1 presents the factorial graph of the plane 1-2 (PCA biplot). Figure 1a shows the
accumulated inertia amounts to 97.4%, whereas Figure 1b presents the accumulated inertia
amounts of 58.1% In addition, the clusters were calculated using the biplot coordinates,
and the overview of the clusters was based on four variables. We can see in Figure 1a
the important differences between the clusters; cluster 1 (red) shows the presence of
50 hybrid strains of Pleurotus ostreatus growing on solid culture (M1) and on liquid culture
(L1) with a higher relation to the following parameters: maximum velocity, biomass and
exopolysaccharides content. On the other hand, cluster 2 (brown), cluster 3 (green) and
cluster 4 (blue) indicate the presence of 50 hybrid strains of Pleurotus ostreatus cultivated
on solid culture (M2) and on liquid culture (L2) with a higher relation to the lag phase.
Furthermore, Figure 1b demonstrates that there are differences between the clusters; cluster
1 (red) indicates the presence of 42 hybrid strains of Pleurotus djamor growing on the two
culture media and in the liquid culture (L1 and L2) with a higher relation to the maximum
velocity and exopolysaccharides content, whereas cluster 2 (brown) shows the presence of
22 hybrid strains of Pleurotus djamor cultivated on the culture media (M1 and M2) and on
the liquid culture (L1 and L2) with a higher relation to the lag phase and biomass content.
Cluster 3 (blue) and cluster 4 (green) indicate the presence of 36 hybrid strains of Pleurotus
djamor growing on the two culture media and on the two liquid cultures with a higher
relation to exopolysaccharides content.
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Maltose is the most suitable carbon source for both mycelial biomass and exopolysac-
charides content, whereas yeast extract is the favorable nitrogen source for both mycelial
biomass and EPS production [35]. The use of submerged culture in the cultivation of
edible fungi represents an alternative method of the rapid and efficient production of
biomass and the production of exopolysaccharides (EPS) [36]. The main interest in the
production of EPS by fungi is due to its biological and pharmacological activities, such
as its immunostimulation, antitumor and hypoglycemic qualities [37]. The use of culture
media supplemented with rice flour allowed the strains to colonize the substrate in a short
amount of time, in comparison with the culture media supplemented with soybean flour.
The solid culture M1 (malt extract agar with rice flour) and liquid culture L1 (maltose, yeast
extract and rice flour) can be used to obtain the highest mycelial and cultural characteristics
in the growing of hybrid strains of Pleurotus.
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3.3. Association Rules Algorithm for Mycelial and Cultural Characteristics of Hybrid Strains
of Pleurotus

Figure 2 presents the use of association rules to a data set of hybrid strains of Pleurotus
ostreatus and Pleurotus djamor cultivated on solid culture (M1 and M2) and on liquid culture
(L1 and L2). The association rules algorithm is a successful solution for extracting alternate
rules, because it provides a complete picture of associations in a large data set.
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Figure 2a shows a group of hybrid Pleurotus ostreatus strains (1 to 33) cultivated
on solid culture (M1) and liquid culture (L1) with the following mycelial and cultural
characteristics: maximum velocity between 10.8 and 11.9 h−1, lag phase from 0.2 to 0.33 h,
biomass content ranging from 5.81% to 10.8% and exopolysaccharides between 8.78% and
17.9%. Moreover, it also presents a group of hybrid strains of Pleurotus ostreatus (67 to 100)
growing on solid medium (M2) and liquid medium (L2) with the following mycelial and
cultural characteristics: maximum velocity between 7.08 and 8.39 h−1, lag phase from 0.96
to 1.1 h, and biomass content ranging from 5.81% to 10.8%.

Figure 2b presents a group of hybrid strains of Pleurotus djamor (1 to 33) growing
on solid culture (M1) and liquid culture (L1) with the following mycelial and cultural
characteristics: maximum velocity from 13.3 to 15 h−1, lag phase between 0.33 and 0.42 h,
biomass content ranging from 16.7% to 18.4%, and exopolysaccharides between 21.2%
and 22.5%. It also shows a group of hybrid strains of Pleurotus djamor (34 to 66) with the
following mycelial and cultural characteristics: maximum velocity from 10.1 to 11.5 h−1,
biomass content ranging from 16.7% to 18.4%, and exopolysaccharides between 22.5%
and 24%.

The mycelial and cultural characteristics of each strain can be used as a selection
criterion for edible-mushroom-cultivation programs. The strains with the highest maxi-
mum velocity and lowest lag phases have the potential to obtain the highest commercial
parameters, because they colonize the substrate in the least amount of time, while still
allowing for the obtainment of the fruiting characteristics [38]. The optimal submerged
culture conditions for maximum mycelial growth and exopolysaccharides production
depend strongly on the type of substrates and fungal species [39].

The association rules algorithm allowed us to identify a link among a group of Pleuro-
tus ostreatus and Pleurotus djamor hybrid strains. The solid and liquid culture media allowed
us to obtain the highest mycelial characteristics of maximum velocity and phase lag, and
the highest cultural characteristics of biomass content and exopolysaccharides.

4. Conclusions

The K-medoids clustering algorithm allowed us to determine the presence of four
clusters that indicated the relation between the hybrid strains of Pleurotus ostreatus and
Pleurotus djamor, with determined mycelial and cultural characteristics.

PCA biplot presented the specific hybrid strains of Pleurotus ostreatus and the specific
hybrid strains of Pleurotus djamor cultivated on the different culture media (solid and liquid)
with the characteristics measured.

The association rules algorithm identified the link between the hybrid strains of
Pleurotus ostreatus and the hybrid strains of Pleurotus djamor with the solid culture (M1) and
the liquid culture (L1) that obtained the highest mycelial and cultural characteristics.
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CAPÍTULO V 

 

5. TERCER CASO DE CONSTRIBUCIÓN A LA MINERÍA DE DATOS 

 

5.1. Metodología 

 

Los datos de crecimiento, composición nutricional de camarones juveniles 

Litopenaeus vannamei  fueron obtenidos de forma experimental por el autor de esta tesis, 

con la colaboración el Ing. Cristian Vargas (Gerente General de Ecuahidrolizados S.A.).4 

 

5.1.1. Diseño experimental  

 
Se distribuyeron aleatoriamente diez camarones Litopenaeus vannamei juveniles 

(0,70 g) por tanque (total 180 tanques de 20 L de capacidad). El experimento se realizó 

en la Camaronera “La Chorrera” (Xie et al., 2017; Arambul Munoz et al., 2019). 

 

5.1.2. Preparación de las mezclas 

  

Las dos mezclas utilizadas en el experimento se realizaron utilizando la siguiente 

composición: 

Mezcla 1 (M1): Pellets mezclados con el ligante (hidrolizado de subproductos de 

sardina al 20%). La formulación fue de 200 mL de aglutinante de sardina en 2 L de agua 

para 25 kg de pellets. 

Mezcla 2 (M2): Pellets mezclados con el ligante (hidrolizado de subproductos de 

sardina al 30%). La formulación fue de 200 mL de aglutinante de sardina en 2 L de agua 

para 25 kg de pellets.  
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5.1.3.  Alimentación y dietas experimentales 

 

Se distribuyeron aleatoriamente diez camarones juveniles por tanque (180 

tanques), y los camarones juveniles del Nilo se alimentaron cuatro veces al día. En los 

comederos se pusieron 200 g de mezcla (M1) o 200 g de mezcla (M2). Los camarones 

fueron alimentados cuatro veces al día en los siguientes horarios: 09:00 am, 11:30 am, 

2:00 pm y 4:30 pm, y las heces se retiraron todos los días. Las pruebas se realizaron 

durante siete semanas consecutivas (Mmanda et al., 2020). Los experimentos se 

realizaron por triplicado. 

 

5.1.4. Parámetros de crecimiento de camarones juveniles 

 

Se contaron, pesaron y midieron tres camarones de cada tanque (después de siete 

semanas de la prueba de alimentación) para determinar: rendimiento de crecimiento, 

incluida la ganancia de peso (WG %), tasa de crecimiento específica (SGR %), eficiencia 

alimenticia (FE %), proteína índice de eficiencia (PER) y porcentaje de supervivencia (S 

%) usando las siguientes ecuaciones (8-12) (Mohanty et al., 1999; Bae et al., 2020). 

 

                          𝑊𝐺 (%) =
𝑝𝑒𝑠𝑜 𝑓𝑖𝑛𝑎𝑙 (𝑔)−𝑝𝑒𝑠𝑜 𝑖𝑛𝑖𝑐𝑖𝑎𝑙 (𝑔)

𝑝𝑒𝑠𝑜 𝑖𝑛𝑖𝑐𝑖𝑎𝑙 (𝑔)
× 10                             (8) 

                     Ecuación 8. Ganancia de peso de camarones juveniles. 

  

                                  𝑆𝐺𝑅 (%) =
𝑙𝑛 𝑝𝑒𝑠𝑜 𝑓𝑖𝑛𝑎𝑙 (𝑔)−𝑙𝑛 𝑝𝑒𝑠𝑜 𝑖𝑛𝑖𝑐𝑖𝑎𝑙 (𝑔)

𝑑í𝑎𝑠
                             (9) 

   Ecuación 9. Tasa de crecimiento específica. 
 

                                   𝐹𝐸 (%) =
𝑝𝑒𝑠𝑜 𝑓𝑖𝑛𝑎𝑙 (𝑔)−𝑝𝑒𝑠𝑜 𝑖𝑛𝑖𝑐𝑖𝑎𝑙 (𝑔)

𝑟𝑎𝑐𝑖ó𝑛 𝑎𝑙𝑖𝑚𝑒𝑛𝑡𝑖𝑐𝑖𝑎 (𝑔)
× 100                           (10) 

                                                     Ecuación 10. Eficiencia alimenticia. 

 

                                                𝑃𝐸𝑅 =
 𝑝𝑒𝑠𝑜 𝑔𝑎𝑛𝑎𝑑𝑜 ℎú𝑚𝑒𝑑𝑜 (𝑔)

𝑖𝑛𝑔𝑒𝑠𝑡𝑎 𝑑𝑒 𝑝𝑟𝑜𝑡𝑒í𝑛𝑎𝑠 (𝑔)
                                                  (11) 

  Ecuación 11. Índice de eficiencia de proteína.  

                                                 

                                                𝑆 (%) =
𝑛ú𝑚𝑒𝑟𝑜 𝑖𝑛𝑖𝑐𝑖𝑎𝑙 𝑑𝑒 𝑒𝑠𝑝𝑒𝑐𝑖𝑒𝑠

𝑛ú𝑚𝑒𝑟𝑜 𝑓𝑖𝑛𝑎𝑙 𝑑𝑒 𝑒𝑠𝑝𝑒𝑐𝑖𝑒𝑠 
× 100                                  (12) 

                            Ecuación 12. Porcentaje de supervivencia de camarones juveniles. 
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5.1.5. Composición nutricional de los camarones juveniles 

 

Se realizó un análisis proximal de las muestras de acuerdo con la Asociación de 

Químicos Analíticos Oficiales (AOAC). La humedad se determinó secando muestras de 

camarones a 100 °C hasta peso constante. El nitrógeno (N) se determinó mediante el 

método de Kjeldahl y el contenido de proteína se calculó mediante el factor 6,25. Se 

utilizó el método soxhlet para determinar el lípido crudo. El contenido de cenizas se midió 

calentando las muestras a 600 °C durante 24 h (Valencia del Toro et al., 2018; Valenzuela-

Cobos et al., 2019; AOAC, 2002). Todos los análisis de prueba se realizaron por triplicado 

por dieta experimental. 

 

5.1.6.  Análisis estadístico 

Las técnicas de minería de datos (Algoritmo de agrupamiento de K-means y PCA 

Biplot) se realizaron utilizando el software R versión 4.1.1. 

 

5.1.7. Algoritmo de agrupamiento de K-means 

 

 

El algoritmo K-means consiste en agrupar un conjunto de datos (M bloques o 

vectores de muestra extraídos del conjunto de entrenamiento) en grupos o clusters (K 

celdas de cuantización, tales que K < M + 1), de manera que los vectores de un mismo 

grupo presentan alta similitud entre sí y tienen poca similitud con vectores de otros 

grupos. Esta técnica indica que cada vector de entrenamiento (bloque de muestras del 

conjunto de datos original) pertenece a una y solo una celda de cuantificación. 

Sea X = {~ xj}, j = 1, 2, ..., M + 1 un conjunto de entrenamiento compuesto por 

M vectores N-dimensionales, con M ≫ K. El algoritmo K-means divide el espacio 

vectorial RN asignado a cada vector de entrenamiento a un solo grupo a través de la 

búsqueda del vecino más cercano (VMP). Precisamente, 𝑥𝑗⃗⃗  ⃗ pertenecerá al grupo (celda 

de cuantificación) V (𝑤𝑖⃗⃗⃗⃗  if d (𝑥𝑗⃗⃗  ⃗, 𝑤𝑖⃗⃗⃗⃗ ) <d (𝑥𝑗⃗⃗  ⃗, 𝑤𝑎⃗⃗⃗⃗  ⃗), ∀a ≠ i, donde d (𝑥𝑗⃗⃗  ⃗, 𝑤𝑖⃗⃗⃗⃗ ) denota la 

distancia euclidiana cuadrática entre 𝑥𝑗⃗⃗  ⃗ y 𝑤𝑖⃗⃗⃗⃗ . En este caso, 𝑤𝑖⃗⃗⃗⃗  se dice que es el VMP de 

𝑥𝑗⃗⃗  ⃗. La búsqueda de VMP se puede asociar con una función de pertenencia, definida por. 

𝜇𝑖(𝑥𝑗⃗⃗  ⃗) =  {
1, 𝑠𝑖 𝑤𝑖⃗⃗⃗⃗  =  𝑉𝑀𝑃(𝑥𝑗⃗⃗  ⃗ )

0, 𝑜𝑡𝑟𝑜𝑠 𝑐𝑎𝑠𝑜𝑠 
 

Así, la distorsión obtenida al representar todos los vectores del conjunto de 

entrenamiento por los respectivos VMP viene dada por 
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𝐽1 = ∑∑𝜇𝑖(𝑥𝑗⃗⃗  ⃗)𝑑(𝑥𝑗⃗⃗  ⃗, 𝑤𝑖⃗⃗⃗⃗ )

𝑀

𝑗=1

𝐾

𝑖=1

 

Para minimizar J1, los vectores 𝑤𝑖⃗⃗⃗⃗  se actualizan de la siguiente manera: 

𝑤𝑖⃗⃗⃗⃗ =
∑ 𝜇𝑖(𝑥𝑗⃗⃗  ⃗)𝑑(𝑥𝑗⃗⃗  ⃗)

𝑀
𝑗=1 𝑥𝑗⃗⃗  ⃗

∑ 𝜇𝑖(𝑥𝑗⃗⃗  ⃗)
𝑀
𝑗=1

 , 𝑖 = 1,2, … , 𝐾 

Después de inicializar el conjunto de vectores 𝑤𝑖⃗⃗⃗⃗ , i = 1, 2, ..., K, el algoritmo K-

means se puede resumir de la siguiente manera: 

1. Partición: el conjunto de entrenamiento se divide en K grupos de acuerdo con 

la regla VMP. 

2. Los nuevos vectores de código son los centroides de los clusters, calculados 

según la Ecuación 𝑤𝑖⃗⃗⃗⃗ . 

3. Prueba de convergencia: criterio de parada del algoritmo. 

Los pasos de partición y actualización se llevan a cabo hasta que se satisfacen los 

criterios de parada. Precisamente, el algoritmo se detiene al final de la t-ésima iteración 

si 

𝐽1(𝑡 − 1) − 𝐽1(𝑡)

𝐽1(𝑡)
≤∈, 

donde ∈ es un parámetro del algoritmo, llamado umbral de distorsión, y J1(t) 

denota una distorsión obtenida en la partición de la t-ésima iteración (Madeiro et al., 

2012). 

Adicionalmente, se aplicó un PCA Biplot (Pasqualoto et al., 2017) para explorar 

y visualizar los diferentes parámetros y las respuestas más relevantes. 
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5.2. Resultados y discusiones 

  

El enfoque de este trabajo fue determinar la viabilidad del uso de aglutinante 

acuícola con sardina en dietas de camarones juveniles L. vannamei y evaluar su influencia 

en parámetros comerciales: ganancia de peso, tasa de crecimiento específica, eficiencia 

alimenticia, eficiencia proteica ratio, porcentaje de supervivencia, contenido de humedad, 

proteína bruta, lípidos brutos y contenido de cenizas. 

La numeración de los camarones L. vannamei juveniles por tanque se realizó 

siguiendo la siguiente distribución: 

1–90: Promedio de tres camarones L. vannamei juveniles por tanque alimentados 

con la mezcla M1 o M2. 

 

5.2.1.  Minería de datos para parámetros de crecimiento de camarones juveniles 

 

La Figura 11 presenta el uso del algoritmo de agrupamiento del método K-means 

para 90 objetos de 5 variables cada uno, utilizando el software RStudio. El gráfico (a) 

presenta el uso de tres grupos para el crecimiento de camarones juveniles L. vannamei 

alimentados con la mezcla M1 después de siete semanas, mientras que en el gráfico (b) 

muestra el uso de tres grupos para el crecimiento de camarones juveniles L. vannamei 

alimentados con la mezcla M2 después de siete semanas. Los resultados muestran la 

distribución normal de 90 puntos de datos alrededor de tres grupos en cada gráfico. El 

color de los diferentes clusters mostró las muestras específicas que presentaron la 

característica más alta medida. Los clusters permiten la separación de un conjunto de 

objetos en subconjuntos que no se superponen; los objetos en el grupo son similares y 

diferentes a los objetos en el otro grupo (Razavi et al., 2013). 

El tamaño de cada grupo tiene relación con el número de puntos de datos, el 

gráfico (a): el tamaño del Grupo 1 (color rojo) es 28, el tamaño del Grupo 2 (color negro) 

es 32 y el tamaño del Grupo 3 (color verde) es 30. Los camarones juveniles L. vannamei 

alimentados con la mezcla M1 perteneciente al Grupo 2 mostraron los valores más altos 

de rendimiento de crecimiento. De lo contrario, el gráfico (b): el tamaño del Grupo 1 

(color negro) es 30, el tamaño del Grupo 2 (color verde) es 29 y el tamaño del Grupo 3 

(color rojo) es 3 camarones juveniles L. vannamei alimentados con la mezcla M2 

perteneciente al Cluster 3 presentó los mayores valores de rendimientos de crecimiento. 

Dado que los puntos de datos se distribuyen normalmente, los grupos varían en tamaño 
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con puntos de datos máximos y puntos de datos mínimos. 

El aglutinante de acuicultura se puede utilizar para mezclarlo con otros 

ingredientes como: antibióticos, vitaminas y ácidos orgánicos para controlar las 

infecciones bacterianas y mejorar el rendimiento reproductivo de los camarones y la tasa 

de eclosión de los huevos (Valenzuela-Cobos & Vargas-Farías, 2020). No existe un efecto 

beneficioso de aumentar la frecuencia de alimentación o el tamaño de la ración sobre el 

crecimiento o la supervivencia de los camarones (L. vannamei) (Velasco et al., 1999). 

 

 

  

(a) 
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Figura 10. (a) Algoritmo de agrupamiento de K means para el rendimiento de crecimiento de camarones 

juveniles L. vannamei alimentados con la mezcla 1; (b) Algoritmo de agrupamiento de K means para el crecimiento 

de camarones juveniles L. vannamei alimentados con la mezcla 2. 

 

 

La Figura 12 muestra el gráfico factorial del plano 1–2 (PCA-Biplot); el gráfico 

(a) presenta la inercia acumulada asciende al 49,1%, mientras que el gráfico (b) presenta 

la inercia acumulada asciende al 47%. 

Además, los clusters se han calculado utilizando las coordenadas Biplot; la 

descripción general de los clusters se basa en cinco variables. Observamos en el gráfico 

(a) diferencias importantes entre clusters. El grupo 1 (color azul) indica la presencia de 

25 juveniles de camarón L. vannamei alimentados con la mezcla M1 con mayor relación 

con la eficiencia alimenticia y la ganancia de peso, mientras que el grupo 2 (color verde) 

indica la presencia de 40 camarones juveniles L. vannamei alimentados con la mezcla M1 

con mayor relación con la tasa de crecimiento específico y la relación de eficiencia 

proteica, y el Grupo 3 (color rojo) indica la presencia de 25 camarones juveniles L. 

(b) 
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vannamei alimentados con la mezcla M1 con mayor relación con la supervivencia 

específica. 

Por lo demás, en el gráfico (b) también hay diferencias entre los clusters. El grupo 

1 (color rojo) indica la presencia de 19 camarones juveniles L. vannamei alimentados con 

la mezcla M2 con mayor relación con la eficiencia alimenticia, mientras que el grupo 2 

(color azul) indica la presencia de 30 camarones juveniles L. vannamei alimentados con 

la mezcla M2 con mayor relación a todos los parámetros, y el Grupo 3 (color verde) indica 

la presencia de 41 camarones juveniles L. vannamei alimentados con la mezcla M2 con 

mayor relación a la tasa de crecimiento específico, ganancia de peso y índice de eficiencia 

proteica. 

Las dietas que contenían más harina de pescado produjeron el mejor crecimiento, 

supervivencia y eficiencia proteica, lo que se puede atribuir a los parámetros deseables 

para los camarones de alimentación mencionados anteriormente, que son alta 

digestibilidad y atractivo, así como un perfil equilibrado de aminoácidos (Huang et al., 

2017). Los camarones alimentados durante el día crecieron tan bien como los alimentados 

durante la noche y tuvieron una mejor eficiencia alimenticia y supervivencia que los 

alimentados durante la noche (Tacon et al., 2002). Los valores de la relación de eficiencia 

de proteína están relacionados con el nivel de proteína, y esto se atribuye al uso del exceso 

de proteína como fuente de energía en lugar de la formación de masa (Shahkar et al., 

2014). El uso de aglutinantes con sardina en las dietas puede mejorar los rendimientos de 

crecimiento debido al aumento de la alimentación y al menor desperdicio de alimentos.  

 

(a) 
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Figura 11. (a) PCA Biplot para rendimientos de crecimiento de camarones juveniles L. vannamei 

alimentados con la mezcla 1; (b) PCA Biplot para rendimientos de crecimiento de camarones juveniles L. vannamei 

alimentados con la mezcla 2. 

 

5.2.2.  Minería de datos para la composición nutricional de camarones juveniles 

 

La Figura 13 presenta la aplicación del algoritmo de agrupamiento del método K-

means a 90 objetos de 5 variables, cada uno utilizando el software RStudio. El gráfico (a) 

presentó el uso de tres grupos para la composición nutricional de camarones juveniles L. 

vannamei alimentados con la mezcla 1, mientras que en el gráfico (b) el uso de tres grupos 

para la composición nutricional de camarones juveniles de L. vannamei alimentados con 

la mezcla 2 también se mostró. Los resultados muestran la distribución normal de 90 

puntos de datos alrededor de tres grupos en cada gráfico. 

El tamaño de cada cluster está en relación con la cantidad de puntos de datos, 

gráfico (a): el tamaño del Cluster 1 (color rojo) es 31, el tamaño del Cluster 2 (color negro) 

es 30 y el tamaño del Cluster 3 (color verde) es de 29. Los camarones juveniles L. 

vannamei alimentados con la mezcla M1 pertenecientes al Cluster 1 mostraron los valores 

más altos de parámetros nutricionales. De lo contrario, en el gráfico (b): el tamaño del 

Cluster 1 (color negro) es 30, el tamaño del Cluster 2 (color verde) es 28 y el tamaño del 

Cluster 3 (color rojo) es 32. Los camarones juveniles L. vannamei alimentados con la 

mezcla M2 pertenecientes al Cluster 3 presentaron los valores más altos de parámetros 

nutricionales. Dado que los puntos de datos se distribuyen normalmente, los grupos varían 

en tamaño con puntos de datos máximos y puntos de datos mínimos. 

(b) 
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Figura 12. (a) Algoritmo de agrupamiento de K-means para la composición nutricional de camarones 

juveniles L. vannamei alimentados con la mezcla 1; (b) Algoritmo de agrupamiento de K-means para la composición 

nutricional de camarones juveniles L. vannamei alimentados con la mezcla 2. 

 

 

La Figura 14 presenta el gráfico factorial del plano 1–2 (PCA-Biplot); el gráfico (a) 

presenta la inercia acumulada asciende al 56%, mientras que el gráfico (b) presenta la 

inercia acumulada asciende al 54,1% Además, los clusters se han calculado utilizando las 

coordenadas Biplot; la descripción general de los clusters se basa en cuatro variables. 

Observamos, en el gráfico (a) diferencias importantes entre conglomerados. El grupo 1 

(color verde) indica la presencia de 35 camarones juveniles L. vannamei alimentados con 

la mezcla M1 con mayor relación de humedad y lípido crudo, mientras que el grupo 2 

(color rojo) indica la presencia de 36 camarones juveniles L. vannamei alimentados con 

mezcla M1 con mayor relación a cenizas, y el Grupo 3 (color azul) indica la presencia de 

19 camarones juveniles L. vannamei alimentados con la mezcla M1 con mayor relación a 

proteína cruda. Por otro lado, en el gráfico (b) también hay diferencias entre los 

conglomerados. El grupo 1 (color verde) indica la presencia de 23 camarones juveniles 

(b) 



Capítulo V: Tercer Caso de Contribución a la Minería de Datos 

 

90 
 

L. vannamei alimentados con la mezcla M2 con mayor relación a proteína cruda y lípidos 

crudos, mientras que el grupo 2 (color azul) indica la presencia de 30 camarones juveniles 

L. vannamei alimentados con la mezcla M2 con mayor relación a cenizas, y el Grupo 3 

(color rojo) indica la presencia de 37 camarones juveniles L. vannamei alimentados con 

la mezcla M2 con mayor relación a cenizas y humedad. 

La composición de nutrientes de los camarones se ve afectada por la especie de camarón 

y la región de reproducción (Liu et al., 2021). Una buena fuente de proteínas para fines 

de nutrición animal es aquella con un contenido equilibrado de aminoácidos (Gil-Nuñez 

et al., 2020). El alto contenido de proteína cruda en los mariscos consiste en 70 a 80 % de 

fibronectina miogénica y 20 a 30 % de proteína sarcoplásmica. El contenido de ceniza 

refleja el contenido de compuestos inorgánicos en muestras biológicas, hasta cierto punto 

(Halim et al., 2016). En relación con los lípidos crudos, el hepatopáncreas es el almacén 

de lípidos, incluidos los triglicéridos y los fosfolípidos (Gulzar et al., 2020). Los 

camarones y los subproductos del camarón son los tipos de mariscos más consumidos 

debido a su valor nutricional (Nirmal et al., 2020). Los valores más altos de composición 

nutricional en los cuerpos de los camarones obtenidos con estas dietas pueden ayudar a 

mejorar la acuicultura en los camaroneros de pequeña escala. 

El PCA Biplot depende del preprocesamiento de datos y la selección de variables y 

también utiliza la descomposición de valores singulares (SVD) de la matriz de datos 

(Ringner, 2008), mientras que el algoritmo K-means asigna cada objeto al grupo que tiene 

el centroide más cercano (Kodinariya et al., 2013). Los resultados indican que la minería 

de datos puede describir una buena visualización de las condiciones de alimentación con 

el objetivo de obtener parámetros comerciales específicos de camarones juveniles 

Litopenaeus vannamei, como el rendimiento de crecimiento o la composición nutricional.
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Figura 13. (a) PCA Biplot para la composición nutricional de camarones juveniles L. vannamei 

alimentados con la mezcla 1; (b) PCA Biplot para la composición nutricional de camarones juveniles L. vannamei 

alimentados con la mezcla 2. 
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Abstract: In this research, a dataset of growth performances and nutritional composition of juvenile
Litopenaeus vannamei after being fed two diets that include aquaculture binder with sardine for
7 weeks was analyzed using data mining techniques: the K-Means Clustering Algorithm and PCA
Biplot, to have a visualization of each parameter (vector) measured. The parameters evaluated
were: weight gain, specific growth rate, feed efficiency, protein efficiency ratio, survival percent,
moisture content, crude protein, crude lipid, and ash content. Data mining tools showed the juvenile
Litopenaeus vannamei fed with mixture 2 (pellets mixed with the binder of sardine subproducts)
presented the highest growth performances and nutritional composition, 23 juvenile L. vannamei
shrimps showed higher relation with crude protein and crude lipid, 30 L. vannamei shrimps presented
higher relation with ash, and 37 juvenile L. vannamei shrimps showed higher relation with ash and
moisture. The results obtained in experimental procedures indicate that the use of a binder of sardine
subproducts in shrimp diets improves the commercial parameters, improving the aquaculture field.

Keywords: aquaculture; binder of sardine subproducts; Litopenaeus vannamei

1. Introduction

Ecuador is considered one of the most important countries for shrimp production.
There is a growing interest in expanding aquaculture using alternative species and tech-
nologies [1,2]. Aquaculture is the second largest component of the Ecuadorian economy,
after fossil fuels [3]. This expansion is almost entirely attributable to shrimp aquaculture
and has led to land use or land cover transitions in Ecuadorian estuaries, with historic
mangroves and other estuarine land to be used as shrimp ponds [4]. The highest production
of shrimp in Ecuador is due two factors: Ecuador shrimp production has traditionally
been semi-intensive, using feed and water exchange but no aeration, and there is much
uninhabited land suitable for large ponds and farms in Ecuador [5]. By the end of 2009,
the country had 175 thousand hectares of active shrimp farms representing 2578 aqua-
culture companies, with an export production of 450 million pounds representing 34%
of the total manufactured products [6]. The increase in shrimp farming activity has also
represented a great source of work in the country [7]. In order to diversify aquaculture
production in Ecuador, several projects have been carried out for the production of shrimp,
Litopenaeus stylirostris [8], Sciaenops ocelatus [9], and Seriola rivoliana [10]. Ecuador produced
510,000 metric tons of white shrimp (Litopenaeus vannamei) in 2018 [11].
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In 2002, as a consequence of the white spot syndrome, alternative shrimp production
methods were developed, such as culture in covered ponds that allowed reduced water
exchange and a more constant temperature level and the so-called “onshore” system, which
consisted of cultivating shrimp at very low salinities using water from wells and rivers
in agricultural areas of the provinces of Manabí and Guayas. Supplementary feeding is
associated with this activity, which influences the cost of shrimp production [12]. The
strategy and the optimization of the feeding are aspects of importance in aquaculture that
imply the formulation of different diets (pellets). The nutrient content present in pellets will
influence shrimp growth, survival, and excreted waste products [13]. In the formulation
of pellets, it is necessary to maintain the valuable dietary nutrients using binders [14];
binders affect pellet stability in three ways: by reducing voids, resulting in a more compact
and durable pellet acting as adhesives, sticking particles together, and exerting a chemical
action on the ingredients and altering the nature of the feed, obtaining a more durable
pellet [15]. Binders are used to reduce the leaching of medication applied to balanced foods
and drugs such as antibiotics, vitamins, organic acids. This type of product as a mixture of
gluten in the diet can be used to obtain the highest values of apparent protein digestibility
(ADP) and apparent dry matter digestibility (ADMD) [16]. The use of binders as attractants
in shrimp feed is not common. In order to illustrate adequate visualization, it is necessary
to use data mining tools, such as K-means clustering algorithm and PCA Biplot, to study
the benefits of binders in the shrimps’ diets.

Data mining refers to the process of extracting knowledge from databases by discov-
ering anomalous situations, trends, patterns, and sequences in the data. Data mining is
a stage within the complete knowledge discovery process that tries to obtain patterns or
models from the collected data. The algorithms of data mining techniques usually have
three components: (1) The model contains parameters to be set from the input data, (2) the
preference criterion compares alternative models, and (3) the search algorithm is similar
to other artificial intelligence programs [17]. There are various data mining techniques
that describe the interesting relationship between different attributes, such as the K-Means
Clustering Algorithm and PCA Biplot [18,19].

The main goal of this study was to use data mining techniques such as the K-Means
Clustering Algorithm and PCA Biplot, identifying the growth performance and the nutri-
tional composition of juvenile Litopenaeus vannamei shrimps after feeding diets that include
an aquaculture binder with sardine.

2. Materials and Methods
2.1. Experimental Design

Ten juvenile Litopenaeus vannamei shrimps (0.70 g) were randomly distributed per tank
(total 180 tanks of 20 L capacity). The experiment was realized at the Shrimp Farm “La
Chorrera” [20,21].

2.2. Preparation of the Mixtures

The two mixtures used in the experiment were made using the following composition:
Mixture 1 (M1): Pellets mixed with the binder (hydrolyzed of sardine subproducts

20%). The formulation was 200 mL of sardine binder on 2 L of water for 25 kg of pellets.
Mixture 2 (M2): Pellets mixed with the binder (hydrolyzed of sardine subproducts

30%). The formulation was 200 mL of sardine binder on 2 L of water for 25 kg of pellets.

2.3. Experimental Diets and Feeding

Ten juvenile shrimps were randomly distributed per tank (180 tanks), and the juvenile
shrimps were fed four times a day. In the feeders were put 200 g of mixture (M1) or 200 g
of mixture (M2). The shrimps were fed four times a day at the following times: 09:00 a.m.,
11:30 a.m., 2:00 p.m., and 4:30 p.m., and the faeces were removed every day. Tests were
performed for seven consecutive weeks [22]. The experiments were realized in triplicate.
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2.4. Growth Performances of Juvenile Shrimps

Three shrimps from each tank were counted, weighed, and measured (after seven
weeks of the feeding trial) to determine: growth performance including weight gain (WG
%), specific growth rate (SGR %), feed efficiency (FE %), protein efficiency ratio (PER), and
survival percent (S %) using the following equations [23,24].

WG (%) =
f inal weight (g) − initial weight (g)

initial weigth (g)
× 100 (1)

Equation (1). Weight gain of juvenile shrimps.

SGR (%) =
ln f inal weight (g) − ln initial weight (g)

days
(2)

Equation (2). Specific growth rate of juvenile shrimps.

FE (%) =
f inal weight (g) − initial weight (g)

f eed ration (g)
× 100 (3)

Equation (3). Feed efficiency of juvenile shrimps.

PER =
wet weight gain (g)
protein intake (g)

(4)

Equation (4). Protein efficiency ratio of juvenile shrimps.

S (%) =
f inal number o f f ish

initial number o f f ish
× 100 (5)

Equation (5). Survival percent of juvenile shrimps.

2.5. Nutritional Composition of Juvenile Shrimps

A proximate analysis of samples was performed according to the Association of
Official Analytical Chemists (AOAC). The moisture was determined by drying shrimp
samples at 100 ◦C to constant weight. Nitrogen (N) was determined using the Kjeldahl
method, and the protein content was calculated using the 6.25 factor. The soxhlet method
was used to determined crude lipid. The ash content was measured by heating the samples
at 600 ◦C for 24 h [25–27]. All test analyses were realized in triplicate per experimental diet.

2.6. Statistical Analysis

The data-mining techniques (K-Means Clustering Algorithm and PCA Biplot) were
realized using R software version 4.1.1. (R Core Team, Vienna, Austria) .

K-Means Clustering Algorithm

The K-Means algorithm consists of grouping a set of data (M blocks or sample vectors
extracted from the training set) in groups or clusters (K quantization cells, such that
K < M + 1), so that the vectors of the same group present high similarity to each other and
have little similarity with vectors from other groups. This technique indicates that each
training vector (block of samples from the original dataset) belongs to one and only one
quantization cell.

Let X = {~xj}, j = 1, 2, . . . , M + 1 be a training set composed of M vectors N-dimensional,
with M� K. The K-Means algorithm divides the vector space RN assigned to each training
vector to a single cluster via Nearest Neighbor Search (VMP). Precisely,

→
xj will belong to the

group (cell of quantization) V (
→
wi if d (

→
xj,
→
wi) < d (

→
xj,
→
wa), ∀a 6= i, where d (

→
xj,
→
wi) denotes
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the quadratic Euclidean distance between
→
xj and

→
wi. In this case,

→
wi is said to be the VMP

of
→
xj. The VMP search can be associated with a membership function, defined by

µi

(→
xj

)
=

{
1, i f

→
wi = VMP

(→
xj

)
0, otherwise

Thus, the distortion obtained by representing all the vectors of the training set by the
respective VMPs is given by

J1 =
K

∑
i = 1

M

∑
j = 1

µi

(→
xj

)
d
(→

xj,
→
wi

)

To minimize J1, the vectors
→
wi are updated as follows:

→
wi =

∑M
j = 1 µi

(→
xj

)
d
(→

xj

)→
xj

∑M
j = 1 µi

(→
xj

) , i = 1, 2, . . . , K

After initializing the
→
wi vector set, i = 1, 2, . . . , K, the K-Means algorithm can be

summarized as follows:

1. Partitioning—the training set is partitioned into K clusters according to the VMP rule.

2. The new code vectors are the centroids of the clusters, calculated according to Equation
→
wi.

3. Convergence test—algorithm stop criterion.

The partitioning and updating steps are carried out until the stop criteria is satisfied.
Precisely, the algorithm stops at the end of the tth iteration if

J1(t − 1) − J1(t)
J1(t)

≤ ∈,

where ∈ is an algorithm parameter, called distortion threshold, and J1(t) denotes a distortion
obtained in the partitioning of the tth iteration [28].

Additionally, a PCA Biplot [29] was applied to explore and visualize the different
parameters and the most relevant responses.

3. Results and Discussion

The focus of this work was to determine the viability of the use of aquaculture binder
with sardine on diets of juvenile L. vannamei shrimps and to assess its influence on commer-
cial parameters: weight gain, specific growth rate, feed efficiency, protein efficiency ratio,
survival percent, moisture content, crude protein, crude lipid, and ash content.

The numeration of the juvenile L. vannamei shrimps per tank was made following the
next distribution:

1–90: Average of three juvenile L. vannamei shrimps per tank fed with the mixture M1
or M2 after seven weeks.

3.1. Data Mining for Growth Performances of Juvenile Shrimps

Figure 1 presents the use of method K-means clustering algorithm to 90 objects having
5 variables each, using the software RStudio. The graphic (a) presents the use of three
clusters to growth performances of juvenile L. vannamei shrimps fed with the mixture M1
after seven weeks, while in the graphic (b) the use of three clusters to growth performances
of juvenile L. vannamei shrimps fed with the mixture M2 after seven weeks was also
presented. The results show the normal distribution of 90 data points around three clusters
in each graphic. The color of the different clusters showed the specific samples that
presented the highest characteristic measured. Clusters allow separation of a set of objects
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into none-overlapping subsets; the objects in the cluster are similar and dissimilar with the
objects in the other cluster [30].

Figure 1. (a) K−Means Clustering Algorithm to growth performances of juvenile L. vannamei
shrimps fed with mixture 1; (b) K−Means Clustering Algorithm to growth performances of
juvenile L. vannamei shrimps fed with the mixture 2.
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The size of each cluster has relation with the number of data points, the graphic (a):
size of Cluster 1 (color red) is 28, the size of Cluster 2 (color black) is 32, and the size
of Cluster 3 (color green) is 30. Juvenile L. vannamei shrimps fed with the mixture M1
belonging to Cluster 2 showed the highest values of growth performances. Otherwise, the
graphic (b): size of Cluster 1 (color black) is 30, the size of Cluster 2 (color green) is 29, and
the size of Cluster 3 (color red) is 31. Juvenile L. vannamei shrimps fed with the mixture
M2 belonging to Cluster 3 showed the highest values of growth performances. Since the
data points are normally distributed, clusters vary in size with maximum data points and
minimum data points.

The aquaculture binder can be used to mix with other ingredients such as: antibiotics,
vitamins, and organic acids to control bacterial infections and improve shrimp reproductive
performance and egg hatching rate [31]. There is no beneficial effect of increasing the
feeding frequency or ration size on the growth or survival of shrimp (L. vannamei) [32].

Figure 2 shows the factorial graph of the plane 1–2 (PCA-Biplot); graphic (a) presents
the accumulated inertia amounts to 49.1%, while graphic (b) presents the accumulated
inertia amounts to 47%.

Figure 2. Cont.
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Figure 2. (a) PCA Biplot to growth performances of juvenile L. vannamei shrimps fed with the mixture
1; (b) PCA Biplot to growth performances of juvenile L. vannamei shrimps fed with the mixture 2.

In addition, clusters have been calculated using the Biplot coordinates; the overview of
clusters is based on five variables. We observe in graphic (a) important differences between
clusters. Cluster 1 (color blue) indicates the presence of 25 juvenile L. vannamei shrimps fed
with the mixture M1 with higher relation to feed efficiency and weight gain, while Cluster 2
(color green) indicates the presence of 40 juvenile L. vannamei shrimps fed with the mixture
M1 with higher relation to specific growth rate and protein efficiency ratio, and Cluster 3
(color red) indicates the presence of 25 juvenile L. vannamei shrimps fed with the mixture
M1 with higher relation to specific survival.

Otherwise, in graphic (b) there are also differences between the clusters. Cluster 1
(color red) indicates the presence of 19 juvenile L. vannamei shrimps fed with the mixture M2
with higher relation to feed efficiency, whereas Cluster 2 (color blue) indicates the presence
of 30 juvenile L. vannamei shrimps fed with the mixture M2 with higher relation to all the
parameters, and Cluster 3 (color green) indicates the presence of 41 juvenile L. vannamei
shrimps fed with the mixture M2 with higher relation to specific growth rate, weight gain,
and protein efficiency ratio.

Diets that contained more fish meal produced the best growth, survival, and protein
efficiency, which can be attributed to the desirable parameters for the feed shrimp above,
which are high digestibility and attractiveness as well as a balanced amino acid profile [33].
The shrimp fed during the day grew as well as, and had better feed efficiency and survival
than, those fed at night [34]. Protein efficiency ratio values are related with the protein
level, and this is attributed to the use of protein excess as an energy source instead of
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mass formation [35]. The use of binders with sardine in diets can improve the growth
performances due to increasing the feeding and less food waste.

3.2. Data Mining for Nutritional Composition of Juvenile Shrimps

Figure 3 presents the application of method K-means clustering algorithm to 90 objects
having 5 variables, each one using the software RStudio. Graphic (a) presented the use of
three clusters for nutritional composition of juvenile L. vannamei shrimps fed with mixture
1, while in graphic (b) the use of three clusters for nutritional composition of juvenile
L. vannamei shrimps fed with mixture 2 was also shown. The results show the normal
distribution of 90 data points around three clusters in each graphic.

Figure 3. (a) K−Means Clustering Algorithm for nutritional composition of juvenile L. vannamei
shrimps fed with mixture 1; (b) K−Means Clustering Algorithm for nutritional composition of
juvenile L. vannamei shrimps fed with mixture 2.
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The size of each cluster is in relation to the number of data points, graphic (a): size of
Cluster 1 (color red) is 31, the size of Cluster 2 (color black) is 30, and the size of Cluster 3
(color green) is 29. Juvenile L. vannamei shrimps fed with mixture M1 belonging to Cluster 1
showed the highest values of nutritional parameters. Otherwise, in graphic (b): the size of
Cluster 1 (color black) is 30, the size of Cluster 2 (color green) is 28, and the size of Cluster 3
(color red) is 32. Juvenile L. vannamei shrimps fed with mixture M2 belonging to Cluster 3
showed the highest values of nutritional parameters. Since the data points are normally
distributed, clusters vary in size with maximum data points and minimum data points.

Figure 4 presents the factorial graph of the plane 1–2 (PCA-Biplot); graphic (a) presents
the accumulated inertia amounts to 56%, while graphic (b) presents the accumulated inertia
amounts to 54.1% In addition, clusters have been calculated using the Biplot coordinates;
the overview of clusters is based on four variables.

We observe, in graphic (a), important differences between clusters. Cluster 1 (color
green) indicates the presence of 35 juvenile L. vannamei shrimps fed with mixture M1
with higher relation of moisture and crude lipid, while Cluster 2 (color red) indicates the
presence of 36 juvenile L. vannamei shrimps fed with mixture M1 with higher relation to
ash, and Cluster 3 (color blue) indicates the presence of 19 juvenile L. vannamei shrimps
fed with mixture M1 with higher relation to crude protein. On the other hand, in graphic
(b) there are also differences between the clusters. Cluster 1 (color green) indicates the
presence of 23 juvenile L. vannamei shrimps fed with mixture M2 with higher relation
to crude protein and crude lipid, whereas Cluster 2 (color blue) indicates the presence
of 30 juvenile L. vannamei shrimps fed with mixture M2 with higher relation to ash, and
Cluster 3 (color red) indicates the presence of 37 juvenile L. vannamei shrimps fed with
mixture M2 with higher relation to ash and moisture.

Figure 4. Cont.
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Figure 4. (a) PCA Biplot for nutritional composition of juvenile L. vannamei shrimps fed with mixture
1; (b) PCA Biplot for nutritional composition of juvenile L. vannamei shrimps fed with mixture 2.

The nutrient composition of shrimp is affected by shrimp species and breeding re-
gion [36]. A good protein source for animal nutrition purposes is that with a balanced
content of amino acids [37]. The high crude protein in seafood consists of 70–80% myo-
genic fibronectin and 20–30% sarcoplasmic protein. The ash content reflects the content
of inorganic compounds in biological samples, to a certain extent [38]. In relation to the
crude lipid, the hepatopancreas is the storehouse of lipids, including triglycerides and phos-
pholipids [39]. Shrimp and shrimp subproducts are the most consumed types of seafood
because of their nutritional value [40]. The highest values of nutritional composition in the
shrimps’ bodies obtained with these diets can help to improve the aquaculture in small
scale shrimp farmers.

The PCA Biplot depends on data preprocessing and variable selection and also uses
singular value decomposition (SVD) of the data matrix [41], while the K-means algorithm
assigns each object to the group that has the nearest centroid [42]. The results indicate that
the data mining can describe a good visualization of the conditions of feeding with the
objective to obtain specific commercial parameters of juvenile Litopenaeus vannamei shrimps,
such as growth performance or nutritional composition.

4. Conclusions

Data mining tools such as PCA Biplot and K-means algorithm presented that juvenile
Litopenaeus vannamei shrimps fed with mixture 2 presented the highest relation with specific
growth rate, weight gain, protein efficiency ratio, crude protein, and crude lipid.

The use of data mining techniques on commercial parameters of juvenile Litopenaeus van-
namei shrimps allows the conditions of feeding to be determined in order to obtain the high-
est values in specific parameters such as growth performance or nutritional composition.
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The use of a binder with sardine allows a higher consumption of pellets to be obtained;
a similar result was presented in other studies that used a mixture of pellet with a tuna
binder, and the consumption was higher in comparison with only pellets.
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Siguiendo los resultados obtenidos en este trabajo se puede concluir que: 

 
1. El algoritmo de agrupamiento de K-medoids fue utilizado para determinar la 

presencia de cuatro clusters obteniendo una visualización precisa de los 

parámetros de especies biológicas de hongos comestibles cultivados en diferentes 

medios de cultivo suplementados con productos agrícolas ecuatorianos, las cepas 

cultivadas en cultivo sólido (M1) y el cultivo líquido (L1) mostraron las más altas 

características miceliales y culturales. 

 

2. PCA Biplot presentó las cepas de Pleurotus ostreatus y Pleurotus djamor 

cultivadas en los diferentes medios de cultivo (sólido y líquido) con mayor 

relación con la característica medida. 

 

3. El algoritmo de reglas de asociación mostró el grupo de cepas de Pleurotus 

ostreatus y Pleurotus djamor crecimiento en cultivo sólido (M1) y el cultivo 

líquido (L1) con las más altas características miceliales y culturales. 

 

4. El uso del algoritmo de K-means en los parámetros comerciales de hongos 

comestibles Pleurotus ostreatus y Pleurotus djamor cultivados en dos mezclas de 

cultivos agrícolas residuos, permitió elegir la cepa cultivada y el sustrato para 

obtener los mayores parámetros comerciales. 

 

5. PCA Biplot presentó que el uso de la mezcla 1 (S1) en el cultivo de las cepas de 

los hongos comestibles Pleurotus ostreatus y Pleurotus djamor tienen una mayor 

relación con los parámetros de productividad: eficiencias biológicas, rendimiento 

de los cultivos y tasas de productividad. 
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6. Las técnicas de minería de datos como PCA Biplot y el algoritmo K-means 

presentaron que los camarones juveniles Litopenaeus vannamei alimentados con 

la mezcla 2 presentaron la relación más alta con la tasa de crecimiento específico, 

la ganancia de peso, la relación de eficiencia de proteína, el contenido de proteína 

cruda y de grasa. 

 

7. El uso de técnicas de minería de datos sobre parámetros comerciales de camarones 

juveniles Litopenaeus vannamei permite determinar las condiciones de 

alimentación para obtener los valores más altos en parámetros específicos como 

el crecimiento o la composición nutricional. 
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RECOMENDACIONES 

 
 

Con la realización de esta tesis, se hacen las siguientes recomendaciones para dar 

continuidad a este tipo de estudios: 

 

 

1. Con los resultados obtenidos, animamos a que se continúe el interés de la 

evaluación de técnicas de estadística multivariante, para lograr una correcta 

elección de especies biológicas que presenten los mayores parámetros 

comerciales. 

 

 

2. El Ecuador es un país cuya agricultura y acuicultura tienen una amplia importancia 

en el sector económico, por lo que es indispensable utilizar técnicas de minería de 

datos para predecir comportamientos de estos sectores basados en sus productos.   
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