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las decisiones basadas en información oculta en los datos.
Mauricio Argotty Erazo.





Agradecimientos

Gracias, Dios Padre, por darme los dones más preciados: la vida, la salud, el valor,
el amor y la paz en el corazón. Gracias por iluminar mi entendimiento, por infundir
en mi la disciplina y la humildad que han hecho posible el cumplimiento de este gran
propósito.

Quiero agradecer a mi hogar y mi familia, mis mayores tesoros, porque sin su com-
prensión y su valiosa ayuda esto no hubiese sido posible.

Quiero dar mis más sinceros agradecimientos al programa de: “Becas interna-
cionales Universidad de Salamanca-Banco Santander de España para la
movilidad en estudios de doctorado destinados a estudiantes latinoamer-
icanos”. Gracias por brindarme los recursos y los medios necesarios para cumplir con
este gran sueño.

Quiero agradecer a mi director de tesis: Ph.D. Antonio Blázquez Zaballos, quien
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6 Metodoloǵıa propuesta 171

6.1 Introducción . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 171

6.2 Generalidades . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 171

6.3 Preparación de datos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 173

6.3.1 Preparación de datos: Selección caracteŕısticas. . . . . . . . . . . . . . 174
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6.4 Modelo de selección de instancias. . . . . . . . . . . . . . . . . . . . . . . . . 187

6.5 Validación estad́ıstica de la selección de instancias. . . . . . . . . . . . . . . . 190

6.6 Dispersión multivariante de instancias extráıdas. . . . . . . . . . . . . . . . . 191
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Resumen

Predecir los precios y las tendencias de los instrumentos financieros para mejorar la
efectividad de las decisiones de inversión es un reto clave para la industria financiera y
los agentes implicados. Aunque se han utilizado muchas técnicas eficaces de inteligen-
cia artificial en el análisis de las series de tiempo, el problema de predecir la dirección
del movimiento de los tipos de cambio en el mercado Forex aún requiere soluciones
parsimoniosas, descifrables y precisas. Desde la perspectiva del análisis técnico, esta
investigación presenta una metodoloǵıa novedosa para clasificar la dirección de la ten-
dencia de los tipos de cambio. La metodoloǵıa utiliza puntos de inflexión y datos de
mercado que miden la acción de los precios, junto con las diferencias multidimensionales
entre tendencias, para construir una función lineal discriminante (LDA).

La metodoloǵıa propuesta consta de cinco fases: preparación de datos, selección
de caracteŕısticas, detección de estructuras subyacentes, formulación de una función
discriminante lineal y evaluación del desempeño del modelo con datos dentro y fuera
de la muestra. Los experimentos se realizaron con datos de mercado del tipo de cambio
euro-dólar en marcos de tiempo de 15 minutos y 1 semana, y una colección de puntos
de inflexión del mercado (ET) definidos por un modelo de negociación algoŕıtmico. El
peŕıodo de muestra va desde enero de 1999 hasta abril de 2023.

En contraste con algunos trabajos notables publicados en la literatura cient́ıfica
como la Memoria a Corto Plazo (LSTM), el Aprendizaje Profundo por Refuerzo (DRL),
el Análisis Wavelet (WA), el Análisis de Sentimiento de Contenido Textual, las Máquinas
de Vectores de Soporte (SVM) y los Algoritmos Genéticos (GA), la metodoloǵıa prop-
uesta logró una precisión de clasificación del 98.77% con datos fuera de muestra. Estos
resultados respaldan la construcción de métodos de clasificación interpretables, general-
izables, precisos y parsimoniosos, lo que sugiere mejoras significativas en el rendimiento
financiero y la reducción del riesgo en las estrategias de negociación. Además, esta
metodoloǵıa es aplicable en la selección de variables y se adapta fácilmente a otros
activos financieros.
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Abstract

Predicting the prices and trends of financial instruments to enhance the effectiveness
of investment decisions is a key challenge for the financial industry and stakehold-
ers involved. While many effective artificial intelligence techniques have been utilized
in time series analysis, the problem of predicting the direction of exchange rate move-
ments in the Forex market still requires parsimonious, interpretable, and accurate solu-
tions. From the perspective of technical analysis, this research introduces an innovative
methodology for classifying the direction of exchange rate trends. The methodology
leverages inflection points and market data measuring price action, along with mul-
tidimensional differences between trends, to construct a linear discriminant function
(LDA).

The proposed methodology consists of five phases: data preparation, feature selec-
tion, detection of underlying structures, formulation of a linear discriminant function,
and evaluation of model performance with in-sample and out-of-sample data. Experi-
ments were conducted using market data for the euro-dollar exchange rate at 15-minute
and 1-week timeframes, and a collection of market inflection points (ET) defined by
an algorithmic trading model. The sample period spans from January 1999 to April
2023.

In contrast to notable works published in the scientific literature, such as Long
Short-Term Memory (LSTM), Deep Reinforcement Learning (DRL), Wavelet Analysis
(WA), Sentiment Analysis of Textual Content, Support Vector Machines (SVM), and
Genetic Algorithms (GA), the proposed methodology achieved a classification accu-
racy of 98.77% with out-of-sample data. These results support the development of
interpretable, generalizable, precise, and parsimonious classification methods, suggest-
ing significant improvements in financial performance and risk reduction in trading
strategies. Additionally, this methodology is applicable in variable selection and easily
adaptable to other financial assets.
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Notación

Variables y funciones

X Matriz de datos de i observaciones× j variables
X⊤ Matriz transpuesta de X
xi i-ésima observación de la matriz de datos X
X̄ij Media de la variable i en un grupo j
Xijk Valor de la variable i para el caso k en el grupo j
S2
ij Varianza de la variable i para cada grupo j
S2
i Varianza de la variable i

S̃ Rango de la matriz X
(Cb/Cc) Tipo de cambio de la moneda base Cb y la moneda cotizada Cc

ICi Tipo de interés de la moneda i
∆ERt Variación del tipo de cambio (Cb/Cc) entre los instantes t y t− 1
Si, Ri Niveles de Soporte y de Resistencia i
ET Punto de inflexión y de entrada en el mercado
Ūi Media de las variaciones al alza para el periodo i
D̄i Media de las variaciones a la baja para el periodo i
∆cp Media de las variaciones entre los precios de cierre cp
XT Salida del mercado
SL Limite tolerable de perdidas
Z Función objetivo
T Nivel de tolerancia especificado
ψi Valor de tolerancia obtenido para un predictor potencial i
Fi Valor F de entrada/salida para la variable i
Fε Nivel de entrada especificado en la selección de variables
Fr Nivel de remoción especificado en la selección de variables
Λ Lambda de Wilks
λ Valor propio
Fa Prueba F aproximada para lambda (R de Rao)
M2

a b Distancia de Mahalanobis al cuadrado
ai Marcadores fila para representación de observaciones i
bj Marcadores columna para representación de variables j
rij Coeficiente de correlación de Pearson entre las variables xi y xj
d2 (xi, xj) Distancia Eucĺıdea entre las variables xi y xj
VtX Suma de cuadrados de los elementos de la matriz X
CR.EjFl Contribución relativa del elemento columna j al factor l
CR.FlEj Contribución relativa del factor l al elemento columna j
ϑi Retorno entre precios de cierre cp
γ Coeficiente de asimetŕıa
κ Coeficiente de curtosis



Variables y funciones

Operadores matemáticos

∥·∥ Norma euclidiana
d(·, ·) Medida de distancia o disimilitud
|·| Valor absoluto
∥·∥F Norma de Frobenius
µ(·) Media aritmética
⟨·, ·⟩ Producto escalar
tr(·) Traza de una matriz
diag(·) Diagonal de la matriz de su argumento
Diag(·) Matriz diagonal formada por el vector de su argumento



Abreviaturas

AD: Estad́ıstico Anderson-Darling
AHPR: Media aritmética de las variaciones de capital por operación cerrada
AI: Inteligencia artificial
APT: Modelo de valoración de activos (Teoŕıa de precios de arbitraje)
BCE: Banco Central Europeo
CAPM: Modelo de valoración de activos de capital o Modelo de fijación de precios

de los activos de capital
CNN: Red neuronal artificial
Cos: Coseno del ángulo entre dos marcadores columna bi y bj
DL: Aprendizaje profundo
EEA: Espacio Económico Europeo (Por sus siglas en inglés)
EMH: Hipótesis de los mercados eficientes
EMU: Unión Monetaria y económica Europea (Austria, Belgium, Cyprus, Estonia,

Finland, France, Germany, Greece, Ireland, Italy, Latvia, Luxembourg, Malta,
Netherlands, Portugal, Slovak Republic, Slovenia, Spain)

ESG: Medio ambiente, Sociedad y Gobernanza
ETF: Fondos de inversión (Fondos negociados en bolsa)
EU: Union Europea (Formalmente Comunidad Europea); Austria, Belgium, Bulgaria,

Croatia, Cyprus, Czech Republic, Denmark, Estonia, Finland, France, Germany,
Greece, Hungary, Ireland, Italy, Latvia, Lithuania, Luxembourg, Malta,
the Netherlands, Poland, Portugal, Romania, Slovak Republic, Slovenia,
Spain, Sweden

EUR: Euro
EUR/USD: Cruce euro-dólar americano
FOREX: Mercado de Divisas
FX: Divisas
GBM: Gradient Boosting Machine (Algoritmo de refuerzo)
GHPR: Media geométrica de las variaciones de capital por operación cerrada
GSE: Bolsa de valores de Ghana
HDA: Análisis Discriminante Heterocedastico
HDDA: Análisis Discriminante de Alta-Dimension
KMO: Kaiser-Meyer-Olkin medida de adecuación de muestreo
LCC: Configurador Clasificador Lineal
LDA: Análisis Discriminante Lineal
LR: Correlación entre la ĺınea de balance de la cuenta y la ĺınea de regresión
LSTM: Memoria a corto plazo
MCC: Coeficiente de correlación de Matthews
ML: Aprendizaje automático
MND: Distribución Normal Multivariante
OHLCV: Datos de mercado, precios de apertura, máximo, mı́nimo, cierre y volumen
OTC: Over The Counter (Operaciones realizadas sin intermediarios)
PCA: Análisis de Componentes Principales
PIB: Producto Interno Bruto
QDA: Análisis Discriminante cuadrático
RBF: Función Kernel de base radial gaussiana
RDA: Análisis Discriminante Regularizado
ROI: Retorno sobre la inversión

RSI: Índice de Fuerza Relativa
S-LDA: Análisis Discriminante Lineal Sparse
SML: Supervised Machine Learning
SVD: Descomposición de Valores Singulares
UML: Unsupervised Machine Learning (Aprendizaje automático no supervisado)



Abreviaturas

USD: Dólar americano
VaR: Valor en Riesgo
WT: Transformada de wavelet
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1. Introducción
El mercado de divisas Forex (FX ), comúnmente conocido como OTC (Over The

Counter), es el mercado global y descentralizado más ĺıquido y con el mayor volu-

men de negociación de los mercados financieros del mundo. Es uno de los mercados

más complejos y volátiles en el que participan grandes y pequeños inversores, donde

se determina el valor de las monedas y favorece el intercambio de divisas. El par de

divisas euro-dólar americano (EUR/USD) ha demostrado ser el más atractivo a lo

largo de los años para los inversores y es uno de los tipos de cambio más negociados

debido a la fortaleza de las divisas y la posibilidad de beneficiarse de la volatilidad de

los precios. En los últimos años, el fácil acceso al comercio de divisas, el rápido crec-

imiento del mercado y la incorporación de nuevos desaf́ıos tecnológicos en los modelos

de negociación han impulsado en profesionales, inversores e investigadores la necesidad

de entender el comportamiento del mercado y el interés por predecir con éxito y pre-

cisión la tendencia del movimiento futuro de los tipos de cambio. Siendo previsibles

desde este enfoque dos tipos de formaciones, movimiento de precios con tendencia al

alza (Bullish trend) y movimiento de precios con tendencia a la baja (Bearish trend).

Últimamente debido a la volatilidad de los tipos de cambio, la influencia de las fuerzas

del mercado en la formación de los precios y la interacción de variables económicas,

psicológicas, poĺıticas y no fundamentales [1, 2, 3, 4, 5], las tendencias de los tipos de

cambio y los puntos de inflexión del mercado deben ser identificados, supervisados y

gestionados continuamente por los agentes que intervienen en las negociaciones [6, 7],

para mejorar la toma de decisiones financieras. De forma que mejore el desempeño

de las negociaciones, se reduzca la exposición al riesgo y se facilite el desarrollo de

operaciones de cobertura, protegiendo al mismo tiempo el valor de las inversiones.

Por otra parte, las resiliencias financiera y operativa producidas por la crisis fi-

nanciera de 2008 y la pandemia del Covid-19 reafirman la necesidad de vigilar el

comportamiento dinámico del mercado para identificar, anticipar y mitigar posibles

movimientos adversos. Actualmente, la previsión y gestión del tipo de cambio es un

tema de interés para gobiernos, autoridades monetarias, bancos centrales, empresas

privadas y organismos internacionales [8]. Las autoridades monetarias, supervisores y
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agentes de cálculo necesitan monitorizar y anticipar con precisión los cambios en los

tipos de cambio para desarrollar pautas que se utilicen para establecer, revisar y divul-

gar los tipos de cambio de referencia con las partes interesadas [9]. De modo que estos

valores reflejen la realidad económica del mercado, sean una representación confiable de

la moneda y ayuden a tomar decisiones informadas [10]. En este contexto, la previsión

del movimiento futuro del tipo de cambio puede brindar información útil para entender

el panorama del mercado, reducir la incertidumbre sobre su comportamiento futuro y

prever movimientos acusados, repentinos y adversos [11, 12]. Además, se puede utilizar

como herramienta de planificación para diseñar y mejorar estrategias de negociación,

gestión de carteras de inversión, asignación de activos y gestión de fondos de cobertura

[13, 14].

Usualmente, la previsión del valor de los activos se ha enmarcado en dos vertientes

principales: el análisis técnico y el análisis fundamental [15]. El primer enfoque utiliza

precios de mercado históricos para identificar patrones ocultos o señales de mercado

para predecir los precios de los activos o la dirección futura del movimiento. Estos estu-

dios se distinguen por el hecho de que no utilizan información económica para estimar

el valor futuro del activo [16]. En cambio, el análisis fundamental determina el valor

intŕınseco de un activo basado en factores económicos o variables fundamentales [17].

Los primeros estudios de análisis técnico predicen los precios de los activos basándose

en el reconocimiento visual de patrones y formas detectados en series históricas de

precios [18]. Posteriormente, el precio del activo se predice a través de datos cuantita-

tivos obtenidos de indicadores técnicos que miden el movimiento histórico del precio.

Por otro lado, en el campo del análisis fundamental, trabajos notables presentados en

[19, 20, 21, 22, 23, 24] apoyan La Hipótesis del Mercado Eficiente [25]. Aunque estos

estudios indican que los precios de los activos financieros reflejan toda la información

de mercado disponible y, por lo tanto, no pueden predecir el comportamiento futuro

con base en datos históricos, cabe señalar que investigaciones posteriores [26, 27, 28]

muestran que los precios y los rendimientos de los instrumentos financieros se pueden

predecir a partir de los rendimientos históricos. En consecuencia, desde el enfoque del

análisis técnico y fundamental, la recopilación y preparación de grandes conjuntos de

datos (a partir de información histórica basada en datos de mercado y datos fundamen-

tales) para predecir la dirección de los precios de los activos financieros sigue siendo

un problema desafiante y controvertido que permanece abierto a la investigación.

Por otro lado, en [29] se informa sobre el tipo de variables predictoras que se uti-

lizan actualmente en la construcción de modelos predictivos. En general, las métricas
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más utilizadas se enmarcan en seis dimensiones: valor del activo, tiempo, volumen

de negociación, ratios (combinación de dos o más variables), indicadores técnicos (de

tendencia y osciladores) e información heterogénea (noticias, anuncios, sentimiento de

los inversores). Estas métricas generalmente se construyen sobre la base de datos de

mercado (precios y valores derivados de sus cálculos) para diferentes marcos de tiempo.

La configuración y los parámetros de cálculo se ajustan para cada estudio en función

del desempeño obtenido con los modelos de predicción. Otras categoŕıas especiales cor-

responden a indicadores calculados para fines espećıficos según necesidades y enfoques

utilizados en cada estudio. Esto significa que la definición de variables, la configuración

de los parámetros de cálculo, la selección de las mejores variables predictoras es también

una tarea desafiante y de gran interés para la formulación de modelos predictivos [30].

En el campo de la inteligencia artificial (AI ), en los últimos años ha aumentado

el interés por predecir el precio de los instrumentos financieros [31]. Una revisión de

la literatura cient́ıfica muestra que este tema desafiante se ha explorado utilizando

métodos estad́ısticos, algoritmos de aprendizaje automático (ML), métodos h́ıbridos

[32] y técnicas de aprendizaje profundo (Deep Learning DL) [33]. Si bien, los autores

en [34] destacan una alta preferencia por el uso de DL, nuevos enfoques basados en

el análisis de sentimiento (de noticias económicas y financieras) y la mineŕıa de textos

(en publicaciones de redes sociales) se consolidan para predecir la dirección del precio

[35, 36, 37]. Según estudios realizados en [38, 39], las DL son las más utilizadas en

aplicaciones financieras y económicas debido al rendimiento alcanzado en el proceso

de clasificación y predicción. A su vez, los algoritmos de ML también han demostrado

su eficacia en tareas de clasificación. Los resultados obtenidos en [40, 41] superan el

rendimiento obtenido por algunas aplicaciones financieras donde se utilizan determi-

nados modelos de referencia (GARCH models).

En cuanto al Análisis Discriminante Lineal (LDA), es una técnica estad́ıstica mul-

tivariante y paramétrica ampliamente utilizada desde que fue publicada por Fisher

[42, 43, 44]. Una revisión de la literatura en [45] muestra que el LDA se utiliza con

éxito en varias aplicaciones económicas y financieras para tareas de clasificación y

predicción. Aunque se han propuesto y reportado muchos métodos en la literatura

cient́ıfica, existen al menos cinco enfoques notables, a saber: Heterocedastico (HDA)

[46], Cuadrático (QDA) [47], Regularizado (RDA) [48], Análisis Discriminante de Alta-

Dimensión (HDDA) [49], y Análisis Discriminante Lineal Sparse (S-LDA) [50]. La

principal ventaja del LDA, frente a otros métodos de clasificación, además de identi-

ficar variables candidatas, si pueden discriminar y producir diferencias significativas
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entre grupos, es la capacidad de incorporar en la formulación del modelo múltiples

variables cuantitativas (reducción de la dimensionalidad) o utilizar un subconjunto de

variables predictoras (previamente seleccionadas mediante el uso de otras técnicas). En

cualquiera de estos casos la función lineal discriminante maximiza las diferencias entre

clases y en un subespacio de dimensión reducida lleva a cabo el proceso de clasificación.

La eficacia del LDA se ha demostrado en tareas de clasificación. Trabajos espe-

cializados que predicen el valor en riesgo (Value-at-Risk VaR) y los precios de algunos

activos financieros se caracterizan por el uso de datos y métricas que mejoran el de-

sempeño en la clasificación. Algunas de las colecciones de datos más notables son:

titulares de noticias [51, 52], datos basados en la información del inversor [53], ratios

financieros [54], datos fundamentales derivados de noticias financieras (twits) [55] y

estad́ısticas descriptivas de variables predictoras [56], entre otros. En consecuencia,

el uso de datos valiosos, con alto poder discriminante, mejora la precisión y el poder

predictivo de los modelos de clasificación. Los resultados informados en [55, 57, 58, 59],

superan el desempeño obtenido por varias técnicas de ML.

En general, la predicción de la dirección de los precios de los instrumentos fi-

nancieros ha demostrado ser una valiosa herramienta de planificación para que los

participantes del mercado tomen decisiones informadas sobre qué y cuándo negociar

(comprar y/o vender). Aunque se han introducido muchas metodoloǵıas para predecir

la dirección del movimiento de los precios, la formulación y evaluación del desempeño

de los modelos de previsión para la toma de decisiones informadas no es una tarea fácil,

principalmente debido a la complejidad, la fiabilidad y el nivel de riesgo que implica

para las instituciones, los inversores y los agentes interesados.

La intervención de este problema requiere un profundo conocimiento del mercado,

la preparación de los datos para el análisis, la definición de las variables predictoras,

la elección de las técnicas para la selección de caracteŕısticas y la formulación de los

modelos de clasificación y predicción. Además de la definición de los indicadores que

se utilizan en los procesos de verificación y validación del desempeño de los modelos

con datos dentro y fuera de la muestra de estudio.

Uno de los mayores inconvenientes presentes en los modelos de predicción reportados

en la literatura cient́ıfica especializada es el problema de la caja negra. Es decir, la

incapacidad de los modelos para explicar la forma en que intervienen las variables

predictoras en el proceso de clasificación, lo que los hace indescifrables e ilegibles. Esta

dificultad inherente a las técnicas de AI ha hecho que el foco de atención en este tipo de

estudios se dirija a la precisión alcanzada en la clasificación y por tanto se deje de lado
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la capacidad explicativa de las variables y su influencia en la predicción. Esta condición

hace que este problema esté abierto a la investigación y por lo tanto, existe una gran

necesidad de desarrollar modelos de predicción sencillos, parsimoniosos y altamente

precisos que puedan explicar cómo las variables predictoras afectan la acción del precio

para poder predecirlo [60].

Además, el problema de predecir la dirección del movimiento de los tipos de cam-

bio, según las publicaciones reportadas en la literatura cient́ıfica, ignora la capacidad

discriminante inherente a los atributos que definen la naturaleza multidimensional de

las diferencias entre movimientos tendenciales al alza y a la baja y, por lo tanto, se

desaprovecha el alto potencial predictivo de las variables que pueden ofrecer el mejor

desempeño en los procesos de clasificación y predicción.

Teniendo en cuenta este contexto y estableciendo una ruta a seguir, este trabajo

de investigación presenta un método novedoso para predecir, a corto plazo (un periodo

futuro en un marco de tiempo de 15 minutos), el movimiento direccional del tipo de

cambio euro-dólar. La metodoloǵıa propuesta se basa en el uso de datos de mercado y

en el análisis discriminante junto con las etapas de preparación de datos, selección de

variables predictoras y detección de estructuras subyacentes para validar la técnica y

las variables predictoras seleccionadas.

La predicción de la dirección del movimiento se aborda como un problema de clasifi-

cación de aprendizaje supervisado. El poder discriminante del modelo de clasificación

se evalúa mediante pruebas paramétricas que aportan pruebas estad́ısticamente sig-

nificativas de que la función lineal discriminante contribuye a la diferenciación entre

movimientos alcistas y bajistas. Por último, el poder predictivo del modelo se evalúa

con datos dentro y fuera de la muestra de estudio utilizando los indicadores de de-

sempeño más reportados en la literatura cient́ıfica.

1.1 Planteamiento del Problema

1.1.1 Descripción del problema

En un esfuerzo por comprender y descifrar el panorama futuro de los mercados fi-

nancieros, la predicción de los precios de los activos se ha convertido en un tema

desafiante para expertos, inversores e investigadores. Aunque se dedican numerosos

esfuerzos a esta dif́ıcil y compleja tarea, la cuestión de predecir con eficacia y exac-

titud la dirección de los tipos de cambio en el mercado FOREX requiere en realidad
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soluciones más precisas, comprensibles y parsimoniosas.

Dada la relevancia que ha ganado últimamente la preparación y uso de enormes

bases de datos (Big Data) y la construcción de modelos financieros complejos para

tomar mejores decisiones de inversión, el análisis y la predicción de series de tiempo

basadas en patrones, fluctuaciones de precios e irregularidades del mercado es un pro-

ceso desafiante y monótono que requiere un conocimiento profundo del mercado y cuya

previsión debe estar respaldada por estrategias comerciales consistentes diseñadas sobre

un adecuado análisis técnico y fundamental.

Históricamente, la predicción del valor de los activos se ha realizado a partir del

análisis de datos de mercado, la detección de patrones, formaciones chartistas y el uso de

indicadores técnicos [18]. Inicialmente, el análisis se orientaba al reconocimiento visual

de patrones en el comportamiento histórico de los precios para predecir su movimiento

futuro. El alcance limitado de este enfoque se deb́ıa principalmente a la escasa potencia

de procesamiento de los computadores y a la insuficiente capacidad para realizar análisis

estad́ısticos de grandes volúmenes de datos. Sin embargo, estudios tempranos en [61,

62, 63, 64, 65] examinan el impacto del análisis técnico sobre el movimiento de los

tipos de cambio. Los resultados sugieren que el análisis no fundamentalista, sin tener

en cuenta ningún tipo de análisis económico, ayuda a formar opiniones de corto plazo,

para distintos marcos de tiempo, con un mayor nivel de confianza que se invierte con

el análisis fundamentalista, que define el valor intŕınseco de los activos en función de

factores económicos para un horizonte de largo plazo [17].

En el análisis a corto plazo, Cheung et al. [66] señala que, si bien los factores

fundamentales observables son importantes, los factores fundamentales subyacentes

son los que realmente dominan los cambios en los tipos de cambio. En cualquiera de

estos escenarios, el valor futuro de un activo se estima a partir de mediciones basadas en

eventos pasados. Aunque ambos enfoques tienen un sesgo de confianza que se invierte

según el horizonte de análisis, los dos enfoques se complementan. El análisis técnico

se enfoca en el corto plazo (con variables de tipo técnico), mientras que el análisis

fundamental se centra en el largo plazo (basado en variables macroeconómicas). Sin

embargo, la literatura cient́ıfica revela una mayor cantidad de estudios que favorecen

los intervalos de pronóstico con enfoques a corto plazo [29].

Desde la esfera del análisis fundamental, algunos trabajos en favor de la hipótesis del

mercado eficiente [67, 68, 69, 70, 71, 72] acentúan un claro escepticismo hacia el análisis

técnico de los mercados financieros. Estos trabajos enfatizan que la predictibilidad de

los rendimientos y precios de los activos financieros es un tema muy controvertido
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porque en un mercado eficiente el precio recoge toda la información disponible sobre el

valor del activo y, por tanto, la información contenida en los precios históricos de los

instrumentos financieros no tiene poder predictivo sobre el valor futuro.

Según la hipótesis del mercado eficiente, estos métodos de previsión carecen de valor,

ya que los precios siguen un camino aleatorio y son imprevisibles. En consecuencia,

la recopilación y preparación de grandes conjuntos de datos (a partir de información

histórica basada en datos de mercado y datos fundamentales) para predecir la dirección

de los precios y el valor futuro de los activos financieros aún siguen siendo un problema

de investigación controvertido, desafiante y abierto a la investigación.

Por otra parte, en estudios recientes [29, 73] se informa sobre el uso de medi-

ciones cuantitativas, datos de mercado e información heterogénea para la formulación

de modelos de predicción. La selección de variables obedece a procedimientos y cri-

terios espećıficos definidos por cada estudio. De manera similar, la configuración y

los parámetros de cálculo de las métricas vaŕıan entre los estudios y también están

determinados por las especificidades de cada estudio. En consecuencia, la definición,

la configuración de parámetros, el cálculo y la selección de variables predictoras es un

tema desafiante y abierto a la investigación [30]. Esto debido a que, dada la variedad y

volumen de información potencialmente utilizable, desde el enfoque del análisis técnico

se desconocen las variables que determinan la dirección del movimiento de los tipos de

cambio y que mejores diferencias producen entre grupos.

Los resultados de los trabajos que han explorado este tema le han conferido espe-

cial atención al método de predicción. Las variables predictoras más utilizadas en la

construcción de modelos predictivos incluyen indicadores técnicos, datos de mercado

y variables fundamentales. Sin embargo, al examinar el contexto del mercado sobre

el cual se predice la dirección del movimiento futuro, los puntos de inflexión donde se

produce el cambio de dirección de la tendencia precedente no han recibido la atención

adecuada. En consecuencia, los trabajos sobre este tema ignoran este contexto y, por

tanto, eluden el estudio de los momentos previos a la ocurrencia de estos puntos de

referencia donde se produce el comienzo de los movimientos tendenciales.

En el ámbito de la AI, la predicción de precios de activos financieros se trata como

un problema de clasificación supervisado y no supervisado. El aprendizaje automático

supervisado es uno de los enfoques más empleados en la previsión del mercado de

valores [74, 75], las criptomonedas [76] y los tipos de cambio [77]. En los últimos años,

debido al rápido crecimiento del comercio electrónico de valores, también ha aumentado

el interés por entender el comportamiento de los mercados y pronosticar la tendencia
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de los precios de los instrumentos financieros [78, 79, 80], las criptomonedas [31] y

materias primas [81].

Un análisis de la literatura cient́ıfica revela que este tema desafiante se ha explorado

con el uso de tecnoloǵıas basadas en AI, métodos DL, algoritmos de ML, mineŕıa de

textos, análisis de sentimiento, métodos estad́ısticos y modelos h́ıbridos [32, 35, 36,

33, 37]. Actualmente existe una alta preferencia por el uso de técnicas DL debido a la

precisión que se logra en las tareas de clasificación y predicción [34, 38, 39]. No obstante,

uno de los problemas más comunes con este tipo de modelos es la interpretabilidad [82].

Respecto a los métodos de ML, aunque la eficacia conseguida en los procesos de

clasificación y predicción ha sido ampliamente demostrada, superando incluso a algunos

modelos econométricos [40, 41], el sobreajuste en la definición de modelos es uno de

los mayores problemas [83]. La selección de variables predictoras, el procedimiento

utilizado para la configuración y definición de parámetros de cálculo (hyper-parameters)

son algunos de los problemas que representan un esfuerzo desafiante [84] frente al

análisis discriminante que no es demasiado sensible a la inestabilidad de los hyper-

parámetros cuando hay una clara diferenciación entre clases [57].

Asimismo, en el campo de la AI, la construcción de modelos predictivos se enfrenta

a uno de los mayores retos, el “problema de la caja negra”. Este problema desafiante

hace indescifrable el procedimiento que el modelo utiliza para clasificar o predecir la

pertenencia de cada observación a un grupo [82, 85]. Por lo tanto, no puede explicar

cómo interactúan las variables de entrada, utilizadas en la formulación del modelo,

para predecir la dirección de los precios [85].

En cuanto al análisis discriminante, su uso en la predicción del movimiento di-

reccional de los precios y de los rendimientos logaŕıtmicos de los activos financieros

es menos frecuente respecto a los métodos de AI [74]. Tal vez se deba a uno de los

problemas más comunes, frecuentemente reportados en varios trabajos, la naturaleza

asimétrica y leptocúrtica de los datos debido a su distribución no normal [81, 86]. Esta

caracteŕıstica, inherente a este tipo de datos, hace que estas medidas (rendimientos

logaŕıtmicos) no puedan adoptar una distribución normal multivariante [87, 88]. En

consecuencia, si se violan estos supuestos, el uso de métodos estad́ısticos paramétricos

y sus interpretaciones no son confiables. Este problema también ha sido explorado con

el uso de modelos econométricos, no obstante, es un tema que aún está abierto a la

discusión [89, 90, 91, 92, 93, 94, 95, 96, 97].

En resumen, desde el punto de vista del análisis técnico y haciendo uso de datos de

mercado, existe una gran necesidad de pronosticar el movimiento direccional del tipo
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de cambio euro-dólar a partir de modelos legibles, parsimoniosos y altamente precisos.

La efectividad del modelo no solo se mide por la tasa de precisión lograda en las tareas

de clasificación y predicción, sino que también debe permitir explicar cómo las variables

predictoras influyen sobre la acción del precio para estimar la dirección del movimiento

futuro [60]. En este sentido, la precisión en la clasificación es un efecto explicativo de

la legibilidad e interpretabilidad de las variables que intervienen en la predicción.

En consecuencia, para intervenir de manera efectiva este problema, esta tesis se ha

propuesto superar cuatro desaf́ıos principales: (1) Comprender el proceso que siguen

los precios en la formación de los puntos de inflexión del mercado para utilizarlos

en la medición, clasificación y predicción de la dirección del movimiento futuro. (2)

Superar el sesgo natural de los datos (debido a su disposición asimétrica y leptocúrtica),

mediante la extracción de una muestra de datos con distribución normal multivariante,

para asegurar la fiabilidad y validez del método y de las interpretaciones. (3) Abordar

el proceso de definición de los determinantes del movimiento direccional del tipo de

cambio como un problema de selección de caracteŕısticas observables. (4) Abordar la

predicción de la dirección del tipo de cambio como un problema de clasificación de

aprendizaje supervisado en donde la formulación del modelo se realiza en función de

los datos muestreados y las variables predictoras seleccionadas.

Finalmente, la evaluación de la capacidad predictiva del modelo se confirma uti-

lizando datos dentro y fuera de la muestra de estudio. La efectividad de los resultados

y las interpretaciones realizadas se ratifican con el poder estad́ıstico de las pruebas

paramétricas. La eficacia de los predictores seleccionados y la idoneidad de la técnica

utilizada en la construcción del modelo predictivo se corroboran desde un enfoque mul-

tivariante mediante la detección y análisis de estructuras subyacentes y la consecución

de una tasa de precisión en la clasificación que supera los umbrales alcanzados por las

publicaciones reportadas en la literatura cient́ıfica especializada.

1.1.2 Formulación del problema

Desde el punto de vista del análisis técnico y estad́ıstico, y haciendo uso de los datos

históricos del mercado y del carácter multidimensional de las diferencias entre movimien-

tos alcistas y bajistas, la preparación de datos, la selección de atributos, aśı como la

detección y el análisis de estructuras subyacentes (que validan la capacidad discrimi-

nante de los predictores seleccionados y la conveniencia de utilizar el análisis discrim-

inante) permitirán formular un modelo de clasificación parsimonioso, sencillo y muy
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preciso, que explique la influencia de las variables predictoras en la acción del precio y

contribuya a la diferenciación entre grupos, para predecir a corto plazo la dirección de

la tendencia del tipo de cambio euro-dólar.

1.2 Objetivos

1.2.1 Objetivo general

Proponer y validar una metodoloǵıa eficaz aplicable a la formulación de modelos de

clasificación parsimoniosos, sencillos y altamente precisos, que permita explicar y pre-

decir en el corto plazo la dirección de la tendencia del tipo de cambio euro-dólar.

1.2.2 Objetivos espećıficos

• Diseñar un procedimiento de preparación y disposición de colecciones de datos

con el fin de hacerlas analizables y relevantes en el cumplimiento de los propósitos

establecidos en las fases de selección de atributos, detección de estructuras y

formulación de modelos.

• Diseñar un método de selección de atributos bajo un enfoque estad́ıstico ex-

ploratorio - confirmatorio capaz de identificar las variables predictoras indepen-

dientes con mayor poder discriminante, que mejor expliquen la acción del precio,

y produzcan el mejor desempeño en la clasificación.

• Diseñar desde una perspectiva exploratoria multivariante y considerando la nat-

uraleza y estructura de las diferencias entre clases, un procedimiento para validar

el poder discriminante de las variables predictoras seleccionadas y determinar la

idoneidad del método de clasificación a utilizar en la predicción.

• Formular, validar y evaluar una función discriminante lineal basada en datos

de mercado muestreados y variables predictoras seleccionadas, para predecir la

dirección del movimiento futuro del tipo de cambio euro-dólar en un horizonte

de tiempo de corto plazo.
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1.3 Contribuciones de esta tesis

• Diseño de una metodoloǵıa eficaz, aplicada a la formulación de modelos de clasi-

ficación, que permite explicar y predecir a corto plazo la dirección de la ten-

dencia de los precios de los instrumentos financieros para la toma de decisiones

financieras informadas.

• Diseño de una metodoloǵıa novedosa, orientada a la formulación de modelos de

clasificación, que integra la preparación de los datos, la selección de caracteŕısticas

y la validación de la eficacia del método y los predictores seleccionados.

• Diseño de un modelo de negociación algoŕıtmico de seguimiento de tendencia en

un marco de tiempo de 15 minutos del tipo de cambio euro-dólar para identificar

los puntos de inflexión en el mercado.

• Diseño de un modelo de selección de atributos para la construcción de factores

comunes como ayuda a la detección y análisis de estructuras subyacentes, capaz

de revelar en el subconjunto de variables el poder discriminante de los predictores

seleccionados y la idoneidad del método utilizado.

• Diseño de un modelo de optimización multiobjetivo para la selección de instancias

que garanticen el cumplimiento de los supuestos de normalidad multivariante e

igualdad de matrices de varianza-covarianza intragrupos.

• Diseño de un método de selección de atributos bajo un enfoque estad́ıstico ex-

ploratorio - confirmatorio capaz de identificar las variables predictoras indepen-

dientes con mayor poder discriminante y que producen el mejor rendimiento en

tareas de clasificación.

• Desarrollo de una metodoloǵıa eficaz para identificar y seleccionar los determi-

nantes de la dirección del tipo de cambio euro-dólar (rendimiento medio de los

precios de cierre y pendiente de la ĺınea de regresión de estas variaciones) en los

puntos de inflexión del mercado.

1.4 Estructura del documento

Este documento consta de 10 caṕıtulos distribuidos en 6 partes: preliminares, marco de

referencia, materiales y métodos, discusión de resultados, comentarios finales y anexos.
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A continuación se detalla el contenido de cada caṕıtulo:

• En el caṕıtulo 1 se hace una breve introducción al problema de estudio de esta

tesis. Se presenta el planteamiento del problema, los objetivos, las aportaciones

de esta tesis y la estructura del documento.

• El caṕıtulo 2 es un análisis del contexto en el que se ofrece una visión teórica sobre

la predicción y negociación de tipos de cambio. Además, se abordan aspectos

esenciales como el análisis técnico, la definición de estrategias de negociación y

el papel de los juicios de valor en la construcción de previsiones.

• El caṕıtulo 3 trata sobre el estado del arte de la construcción de modelos de

clasificación para predecir la dirección de los precios. Incluye aspectos técnicos

como la selección y recopilación de datos, el preprocesamiento, la construcción de

modelos de clasificación, la evaluación del rendimiento de los modelos y algunas

consideraciones generales.

• El caṕıtulo 4 corresponde al marco teórico del estudio, aqúı se tratan conceptos

técnicos y teóricos relacionados con los tipos de cambio, la formación de precios

de mercado, los enfoques de resolución de problemas, la negociación algoŕıtmica,

la selección de caracteŕısticas, el análisis biplot y el análisis discriminante.

• En el caṕıtulo 5 dedicado a los datos aborda aspectos técnicos espećıficos del

campo de estudio. Se hace referencia a los datos del mercado, los puntos de

inflexión en los que se produce el cambio de dirección de los precios y el uso de

datos de operaciones de mercado.

• El caṕıtulo 6 dedicado a la metodoloǵıa propuesta describe los procedimientos

diseñados para alcanzar los objetivos propuestos. Aborda los procedimientos

diseñados para la preparación de datos, la selección de caracteŕısticas, el análisis

de estructuras, la construcción del modelo de clasificación y la evaluación del

rendimiento del modelo.

• El caṕıtulo 7 dedicado a la configuración de experimentos trata del diseño de las

pruebas, la definición de parámetros y medidas de rendimiento utilizadas en el

desarrollo de los experimentos.

• El caṕıtulo 8 de resultados presenta y discute los hallazgos obtenidas con el desar-

rollo experimental. Este caṕıtulo incluye el análisis de resultados obtenidos con
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la selección de caracteŕısticas, el análisis de estructuras, el análisis discriminante

y la evaluación del rendimiento del modelo de predicción.

• En el caṕıtulo 9 se presentan las conclusiones obtenidas del proceso de investi-

gación, y el trabajo futuro expone las ĺıneas de investigación a seguir en base a

los resultados obtenidos.

• Finalmente, en el capitulo 10 se presenta la producción académica, que abarca

diversos aspectos de relevancia cient́ıfica como la participación en congresos, y la

publicación de un art́ıculo de investigación en una revista cient́ıfica especializada.
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2. Análisis de contexto

2.1 Introducción

La negociación de activos en los mercados financieros en condiciones de incertidumbre

ha atráıdo cada vez más la atención de los participantes del mercado [98]. El interés

por su estudio se ha intensificado con las crisis, debido a sus efectos adversos sobre el

valor de las inversiones. Actualmente, la compleja ambigüedad de las señales produci-

das por los mercados ha acentuado el papel de los juicios de valor en la predicción de

la dirección de los precios de los activos. Aunque el análisis predictivo ha avanzado

mucho, especialmente con el uso de una gran potencia informática, métodos de AI y

enormes bases de datos (Big Data), la toma de decisiones de inversión sigue dependi-

endo no directamente de las previsiones, sino de las conclusiones generadas mediante

juicios de valor [99]. Desde el contexto de la negociación y la predicción de los precios

de los activos financieros, esta sección ofrece una visión hoĺıstica de los mercados y el

entorno de la negociación para comprender el papel que desempeña la construcción de

modelos de clasificación y la influencia que tienen estas predicciones en la construcción

de juicios de valor en la toma de decisiones de inversión.

Los resultados de esta sección se han inspirado en los estudios publicados en el

ámbito de las finanzas conductuales, el análisis fundamental y el análisis técnico. El

estudio de este contexto conduce a importantes consideraciones que deben tenerse en

cuenta en la construcción de modelos de negociación y clasificación (para predecir, a

corto plazo, y beneficiarse de la dirección del movimiento del tipo de cambio euro-dólar).

Siguiendo la Figura 2.1, esta sección está organizada en cinco campos de estudio:

Riesgo e incertidumbre del mercado, Irracionalidad de los mercados financieros, Análisis

técnico, Estrategias de negociación, Previsiones y Juicios de valor.
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Figura 2.1: Esquema simplificado del contexto de predicción del valor de los activos.

Se destaca la influencia de la incertidumbre y el riesgo de mercado en las decisiones de
inversión. El papel de los modelos de predicción y valoración de activos desde un enfoque
fundamental permeado por la irracionalidad del mercado y la influencia del análisis técnico.
La identificación de aspectos comunes entre los modelos de previsión y de negociación respecto
a la detección, predicción y capitalización de las anomaĺıas del mercado.

Este caṕıtulo se ha organizado en cinco secciones. La sección 2.2 resume brevemente

los efectos de los acontecimientos que han impactado el comportamiento de los merca-

dos y la respuesta de los expertos para hacer frente a estas adversidades. La sección

2.3 examina el papel de la previsión en el contexto de la valoración de los activos fi-

nancieros. La sección 2.4 ofrece una breve descripción sobre el análisis técnico en la

detección de patrones para predecir y explotar las anomaĺıas del mercado. La sección

2.5 analiza los tipos de estrategias de negociación de activos y los elementos comunes

que comparten con los modelos de predicción y valoración de activos. Finalmente, la

sección 2.6 trata de la influencia de los modelos predictivos en la construcción de juicios

de valor en la toma de decisiones de inversión. Este apartado se ha dividido en seis

partes: (2.6.1)Juicios de valor; (2.6.2) Precisión de la previsión; (2.6.3) Heuŕıstica de

juicio y sesgo de previsión; (2.6.4) Datos de mercado e información de contexto; (2.6.5)

Comunidad inversora y previsiones de expertos; y (2.6.6) Horizonte de tiempo en las

previsiones.

2.2 Riesgo e incertidumbre del mercado

Los recientes acontecimientos han afectado la estabilidad económica y la confianza en

los mercados financieros. La percepción generalizada de un mayor nivel de riesgo en las
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decisiones de inversión ha contribuido a crear una sensación de incertidumbre entre los

inversores. Esta condición del mercado no favorece la previsibilidad del valor de los ac-

tivos y el impacto negativo causado por estos acontecimientos también ha suscitado un

gran debate. Se trata del verdadero significado que ha adquirido la confianza cuando se

toman decisiones de inversión en condiciones de riesgo e incertidumbre. Según Keynes

[100], la confianza en los mercados explica no sólo la estabilidad económica sino también

el origen de las crisis financieras. Si los agentes del mercado pierden la confianza en él,

el valor de los activos se desploma. En este sentido, este apartado refleja los efectos de

los acontecimientos que han impactado en el comportamiento de los mercados y la ca-

pacidad de respuesta de los expertos financieros para hacer frente a estas adversidades.

La Gran Depresión, que comenzó en 1929 y terminó en 1939, se originó en Esta-

dos Unidos. La cáıda de los rendimientos en 1920 condujo a una economı́a inestable

y vulnerable [101]. La competencia desenfrenada, la especulación y el afán de lucro,

combinados con la rápida cáıda del consumo, el pánico y un marco poĺıtico y reglamen-

tario erróneo, contribuyeron al deterioro de la producción, al aumento del desempleo

y a la quiebra. Este efecto recesivo además de haberse extendido y afectado a otras

economı́as del mundo, llevó a la implementación de un nuevo orden basado en la in-

tervención, la regulación y el control [102]. El papel de los analistas afectados por el

sentimiento del mercado en el peŕıodo previo a estos acontecimientos puso de manifiesto

las importantes diferencias entre las señales del mercado y la valoración de los activos

basada en fundamentales [103]. La evidencia emṕırica ha demostrado que, al examinar

la relación inversión-valoración-fundamentales, el rol de los expertos financieros en la

valoración del mercado es limitado. Especialmente cuando el análisis, para la toma

de decisiones inmediatas, se basa en datos fundamentales. Aśı, incluso en ausencia

de riesgo fundamental, los precios del mercado pueden desviarse de los valores fun-

damentales [104]. En la actualidad, estas discrepancias suscitadas en condiciones de

incertidumbre siguen afectando a la valoración y predicción del valor de los activos a

corto plazo en la toma de decisiones de inversión. A la luz de los mercados financieros,

entre otras cuestiones que siguen cobrando importancia, se encuentra el tratamiento

de la incertidumbre generada por estos acontecimientos. Una cuestión muy debatida

hasta la fecha es si la incertidumbre puede transformarse en factores de riesgo calcu-

lables [105, 106]. Cabe señalar que, entre las posibles soluciones a este dif́ıcil reto, las

medidas más estrictas impuestas en la década de 1930 fueron en su mayoŕıa de carácter

normativo y su finalidad era generar confianza en los mercados y en los colectivos im-
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plicados en las negociaciones. Sin embargo, la tensión poĺıtica en Europa que provocó

la entrada de oro en Estados Unidos, como resultado de la expansión monetaria, acabó

conduciendo a finales de 1939 a la Segunda Guerra Mundial [102].

Algunos estudios han indicado que los efectos de los acontecimientos históricos se

reflejan en los precios de los activos [107]. En Europa tras el estallido de la Segunda

Guerra Mundial y los cambios de soberańıa, los bonos emitidos por el gobierno alemán

parecen anticipar en sus precios el efecto bélico de la guerra y la cáıda de los programas

de Hitler [108]. Los efectos de estos acontecimientos reducen la precisión y fiabilidad

de las previsiones. Incluso el uso de información real, disponible y clara en condiciones

de incertidumbre es insuficiente para la construcción de juicios de valor para la real-

ización de estimaciones bajo reserva. Tras la Gran Depresión y el final de la Segunda

Guerra Mundial, la poĺıtica por defecto sigue siendo el restablecimiento del crecimiento

económico mundial, el fomento de la producción y del consumo [109]. En tiempos de

transición, el interés de los agentes del mercado, además de identificar la dirección de

los rendimientos entre los activos y el mercado, se centra en detectar qué activos son

sistémicamente más importantes que otros. Los analistas redefinen sus estrategias de

negociación, equilibrando sus carteras y reduciendo el riesgo de estas, lo que conduce

a una reducción/incremento de los precios de los activos de alto/bajo riesgo [110, 111].

Luego del peŕıodo de auge de finales de los años 90 en Estados Unidos, se gen-

eralizó entre el público la visión optimista del mercado. El crecimiento sistémico y

desbordado del crédito y otras formas de riesgo se hicieron cada vez más evidentes

antes de la crisis bancaria [112, 113]. La racionalidad limitada y el contagio social de

grupos mal informados, pero motivados por el sesgo cognitivo de invertir, fomentaron

la inversión en activos de alto riesgo [114]. Aunque la incertidumbre y las señales con-

tradictorias del mercado iban en contra de los intereses del colectivo, fue este conjunto

de factores subyacentes el que desencadenó en parte la Crisis financiera mundial de

2008. Los estudios emṕıricos han revelado, desde el punto de vista de las finanzas

conductuales, que el exceso de confianza afecta a la toma de decisiones de inversión

[115]. Los participantes del mercado motivados por la ilusión monetaria, el sesgo del

statu quo y la disonancia cognitiva rechazan la información relevante, contradictoria

con sus intereses, para tomar decisiones no óptimas [116]. La negociación de instru-

mentos complejos y de alto riesgo basados en productos de crédito suele estar asociada

a problemas de liquidez. Aunque la confianza en las calificaciones crediticias, propor-
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cionadas por agencias especializadas, puede crear una falsa sensación de seguridad. Las

agencias de calificación han utilizado las calificaciones crediticias, en la relación entre

riesgo e incertidumbre, para transformar la incertidumbre en riesgo [117]. Sin embargo,

los problemas y las limitaciones de estas prácticas ampliamente aceptadas y utilizadas

en la gestión del riego crediticio volvieron a relucir con la crisis financiera de 2008 [118].

A finales del 2019, en pacientes con neumońıa, vinculados a un mercado de mariscos

en Wuhan (China), se descubrió un betacoronavirus desconocido. El nuevo coronavirus

2019-nCoV fue el agente causante de los brotes de śındrome respiratorio agudo severo

que se propagó por todo el mundo [119]. Además de ralentizar la actividad económica

internacional y afectar a los mercados financieros, los efectos de la pandemia produ-

jeron la mayor contracción del PIB mundial (3.1%), a pesar de las medidas aplicadas

para contrarrestar la recesión en las actividades productivas de la economı́a real [120].

Los mercados de valores han sufrido pérdidas multimillonarias, el sistema financiero

mundial ha sido expuesto a la mayor prueba de resiliencia y las organizaciones se han

visto obligadas a revisar sus proyecciones de crecimiento para años posteriores [121].

Mientras que los participantes del mercado en peŕıodos de crisis hacen uso de la in-

formación disponible para tomar las mejores decisiones y salvaguardar el valor de sus

inversiones. El interés por descubrir el impacto que el coronavirus ha tenido en los

rendimientos financieros ha aumentado rápidamente en estos años [122]. Los primeros

estudios descubrieron que los mercados financieros se deterioraban a medida que au-

mentaba el pánico provocado por las noticias durante la fase de transición de epidemia

a pandemia. A medida que la pandemia se extend́ıa de Asia a Europa y luego a

América, la fuerte cáıda de los mercados financieros reportó rendimientos negativos,

incluso en activos de menor riesgo como el oro. Tras las medidas adoptadas, los merca-

dos chinos mostraron signos de recuperación mientras el virus se extend́ıa en Estados

Unidos [123]. Otros estudios, además de encontrar una clara asociación entre el pánico

mediático (producido por los medios de comunicación) y la volatilidad de los mercados

financieros mundiales, detectaron un fuerte impacto en los sectores más afectados [124].

En los últimos años, la crisis de Ucrania y la invasión rusa del 24 de febrero de 2022

han despertado un interés especial por el impacto que ha tenido a nivel mundial. El pro-

fundo desacuerdo entre la UE y Rusia debido al conflicto UE-Rusia por Ucrania y otros

páıses europeos se ha enmarcado en el orden poĺıtico, económico y de seguridad europeo

e internacional [125]. Las sanciones occidentales sobre la economı́a poĺıtica rusa, espe-
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cialmente en los sectores financiero, energético y de defensa, y el acercamiento de Rusia

a Asia están redefiniendo y posibilitando la integración de Rusia en un nuevo sistema

de economı́a poĺıtica [126]. Mientras esto ocurre en la esfera poĺıtica, el aumento de

los precios de las materias primas, las interrupciones y la escasez de suministros están

afectando las economı́as europeas. Por otra parte, la situación cŕıtica de los refugiados,

la disminución de la confianza de los inversionistas de estos páıses y la incertidumbre

de los mercados hacen que la definición del valor de los activos, que normalmente se

basa en las condiciones del mercado, no tenga ningún respaldo en este momento.

En resumen, la incertidumbre y sus efectos adversos debido al impacto disruptivo

de las grandes crisis han influido en parte en la volatilidad de los mercados y en el

aumento del riesgo de inversión. Al final de las crisis, los datos de mercado reflejan

el impacto de los acontecimientos y ayudan a dilucidar la versatilidad de las estrate-

gias y los modelos de previsión utilizados para superar la irracionalidad del mercado.

Dada esta condición, es el aprendizaje por retroalimentación el que ayuda a mejorar

la eficacia de los métodos de previsión y de negociación utilizados por los inversores.

Si bien existe un nutrido cuerpo de literatura que ha estudiado los efectos de diversos

eventos y su influencia con las estrategias de negociación, los modelos predictivos y el

comportamiento de los precios para diversos instrumentos financieros [127, 111, 128],

el análisis de estas interdependencias ayuda a comprender mejor los mecanismos uti-

lizados por los participantes para actuar en el mercado [129].

El interés por medir y anticipar el riesgo para minimizar los efectos indirectos de

la incertidumbre se ha intensificado con la especulación. La valoración y previsión de

los precios en los activos a propendido por identificar los mercados de alto riesgo para

trasladar los recursos escasos y de uso optativo a mercados de bajo riesgo [130, 111].

Sin embargo, las crisis han demostrado el uso intensivo de estrategias de cobertura,

por parte de los inversores y gestores de carteras, para reducir la exposición al riesgo

debido a la volatilidad de los precios y los mercados [131]. Algunos detractores han

cuestionado este tipo de prácticas. Alexander Engel [132] señala que estas operaciones

sólo contribuyen a aumentar la exposición al riesgo de precios. Esto se debe a que el

propio riesgo se ha transformado en una mercanćıa. Por otro lado, esto le ha llevado a

cuestionar el papel de los mercados de futuros, dado que no fueron creados para ofrecer

servicios de gestión de riesgos al público sino para su mercantilización. Además, el

exceso de confianza de los inversores y la inadecuada gestión de riesgos subestimados
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en condiciones de incertidumbre son, en parte, los inductores de la variabilidad de

los precios y del comportamiento volátil e irracional del mercado. Estas condiciones,

combinadas con un entorno competitivo dominado por la presión y el estrés, hacen que

la previsión precisa del valor de los activos sea una tarea compleja y desafiante.

2.3 Irracionalidad del mercado

Durante décadas, las finanzas han dominado los estudios sobre la racionalidad de los

mercados y las teoŕıas sobre la valoración y la previsión del valor de los instrumentos

financieros. La elección racional con efectos inciertos es el paradigma, basado en la

Teoŕıa de la Utilidad Esperada, que sigue prevaleciendo en la toma de decisiones de

inversión bajo riesgo [133, 134]. Aunque las finanzas conductuales intentan explicar

los sesgos y la irracionalidad de las decisiones de inversión ante las anomaĺıas del mer-

cado, en los últimos años, la comunidad académica se ha interesado cada vez más por

los modelos de precios basados en el comportamiento de los individuos [135]. Este

creciente interés, en el que se integran de forma multidisciplinar diferentes ramas del

conocimiento como la economı́a, las finanzas, la psicoloǵıa, la socioloǵıa y la neuroloǵıa,

se debe fundamentalmente a la necesidad de poder explicar el movimiento de los merca-

dos y cómo los expertos financieros toman las decisiones de inversión. A este respecto,

a continuación, se describe el contexto en el que han surgido los modelos de valoración

de activos. Aśı como la influencia que han tenido en la predicción y definición de pre-

cios con fines de inversión y especulación.

A lo largo de La Teoŕıa Financiera, la necesidad de comprender cómo se forman

los precios de los activos en los mercados financieros ha dado lugar a diversos enfoques

teóricos. La hipótesis de los mercados eficientes [25] sentó los primeros precedentes en la

definición de modelos para encontrar los mejores procedimientos de inversión. Dado el

fuerte escepticismo hacia la previsión de las variables financieras (precios, rendimien-

tos, volatilidad, dirección del movimiento, entre otras), subraya que las variaciones

históricas de los precios de los activos no aportan información útil. Por tanto, no

tienen poder predictivo sobre los precios futuros porque supone que el precio del activo

refleja toda la información disponible del mercado. Sin embargo, dada la presencia de

anomaĺıas que violan estos supuestos financieros y dan lugar a retornos anormales, el

creciente cuerpo de investigación emṕırica se ha enfocado en demostrar que las vari-

ables financieras son predecibles.
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Los resultados de las primeras investigaciones han revelado la presencia de anomaĺıas

en el mercado que contradicen la teoŕıa de los mercados eficientes. Estas se producen

cuando la acción del precio del activo negociado no se comporta como se espera. Las

evidencias han mostrado la existencia de tres tipos [136]. Las anomaĺıas fundamentales

tienden a producir mayores rendimientos después de que los activos hayan alcanzado

niveles de sobreventa, mientras que, tras alcanzar niveles de sobrecompra, los precios

tienden a describir movimientos a la baja. En cuanto a las anomaĺıas técnicas, Murphy

[137] señala que, en determinadas condiciones, los mercados financieros no son total-

mente eficientes, lo que hace que los movimientos futuros de los precios sean predecibles

a partir de patrones o comportamientos históricos que se repiten y validan en el tiempo.

Por otro lado, las anomaĺıas debidas al efecto calendario son las que se producen en

momentos concretos dando lugar a rendimientos anormales.

El creciente interés por comprender estas anomaĺıas que subyacen a la irracionalidad

de la comunidad inversora es el principal catalizador para encontrar respuestas sobre

el comportamiento predecible de los movimientos de los precios [138]. El propósito

básico de los agentes que participan en la negociación, además de buscar beneficios,

es identificar y capitalizar los hallazgos que mejor puedan explicar cómo mejorar sus

decisiones de inversión. Es en este contexto en el que los expertos financieros se centran

en identificar, por asociación, patrones en los precios capaces de producir rendimientos

consistentes para ser considerados en la construcción de modelos de previsión. Por otro

lado, en las últimas décadas, los investigadores y expertos financieros se han centrado

en la teoŕıa del comportamiento para descubrir los procesos heuŕısticos que utilizan los

agentes del mercado al tomar decisiones de inversión [139]. El análisis de los sesgos de

previsión y la influencia que el uso de la información y la publicación de datos funda-

mentales (estad́ısticas o indicadores que reflejan los hechos económicos de los mercados

financieros, de un sector espećıfico o de la economı́a de un páıs) tienen en los juicios de

valor [140]. Sin embargo, en el proceso de toma de decisiones hay una serie de factores

y variables que influyen en el comportamiento de los analistas y expertos financieros

que pueden ser investigados. Quizá muchos de estos factores sociales, culturales, de-

mográficos y socioeconómicos, entre otros, puedan influir en las decisiones de inversión

y explicar mejor las anomaĺıas del mercado.

Las contribuciones de Bachelier, Samuelson, Fama, Ross, Tobin y Shiller han con-
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tribuido a sentar las bases de las finanzas modernas [141]. Aunque no existe una

acepción universal entre la comunidad académica, lo que está claro es que estos argu-

mentos le han acercado a la búsqueda de una mejor comprensión del proceso que sigue

el precio en la formación del valor de los activos. A principios del siglo XX, Bachelier

se centró en desarrollar el concepto de paseo aleatorio. Sus aportaciones simplificaron

el movimiento de los precios de las acciones a un proceso aleatorio cuya variación en-

tre peŕıodos es independiente [142]. Harry Markowitz [143], con la teoŕıa moderna

de portafolios, demostró a finales de los años cincuenta que el riesgo de un activo se

valora en función de su contribución al riesgo total de la cartera. En la misma ĺınea,

Sharpe, además de sus aportaciones al método binomial de valoración de opciones

[144], estableció el modelo de valoración de activos CAPM [145] y el ratio de Sharpe

[146] para el análisis del rendimiento de las inversiones. La eficacia del modelo CAPM

se ha evaluado a través de un número creciente de estudios realizados en los últimos

cincuenta años. Entre los resultados más notables se encuentra que las fluctuaciones

de los rendimientos esperados de los activos no pueden explicarse únicamente por el

riesgo sistémico. Los factores que intervienen son, de hecho, variados e inciertos. Esto

ha llevado al desarrollo de diversos enfoques para predecir el rendimiento de los instru-

mentos financieros [147].

Fama hab́ıa observado que la distribución de los precios no cumpĺıa los supuestos

de normalidad [69]. Estos primeros hallazgos sentaron las bases de su tesis doctoral

[141]. Más importante aún, la hipótesis de los mercados eficientes sentó los prece-

dentes de la Teoŕıa Financiera [25]. En los años 70, Fischer Black y Myron Scholes

[148] redefinieron el estudio de Bachelier. Su trabajo dio lugar a la fórmula que se

utilizaŕıa en la valoración teórica de las opciones. Paul Samuelson a favor del mercado

eficiente “Prueba de que los precios correctamente anticipados fluctúan de forma aleato-

ria” [149]. Además de sugerir que no es posible prever ningún cambio adicional en los

precios, porque incorporan toda la información disponible, detecto un comportamiento

estocástico con propiedades de Martingala. James Tobin, el último de los pioneros de

la Teoŕıa Financiera Moderna, para entender cómo el precio de mercado de un activo

refleja su valor intŕınseco (valor contable), propuso la Q de Tobin [150]. Este ı́ndice

le permitió detectar si un activo está sobrevalorado o infravalorado. Mas adelante,

el modelo de valoración de activos APT [151] (Arbitrage Pricing Theory) de Stephen

Ross propuesto a principios de la década de 1970, consiguió integrar tres supuestos:

fijación de precios, arbitraje y mercados eficientes. La principal aportación de este en-
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foque predictivo, además de eliminar algunos de los supuestos más problemáticos del

modelo CAPM, es que gestiona mejor el Riesgo Sistémico y el Riesgo Idiosincrático de

un sector en concreto. Stephen Ross pudo demostrar que los cambios en los precios de

las acciones están correlacionados con las noticias macroeconómicas, los precios de las

materias primas y el consumo [141]. Al final de este periodo, además de consolidarse

los modelos financieros y econométricos dominantes [152], se introdujeron importantes

mejoras en el uso de las técnicas, la inclusión de supuestos menos restrictivos y la

obtención de valor dada la naturaleza de los datos. Sin embargo, tanto las finanzas

neoclásicas como las cuantitativas aún tienen algunas cuestiones sin resolver. Parte

de estos problemas, relacionados con el comportamiento de los precios de mercado, no

pueden ser explicados todav́ıa por la teoŕıa financiera anteriormente expuesta.

En los últimos años, la atención se ha centrado en las Finanzas Conductuales de-

bido al interés por explicar la influencia de las Anomaĺıas del Mercado en la valoración

de los activos financieros [153, 154]. La incertidumbre en el comportamiento de los

precios ha influido, en parte, en la búsqueda de nuevos procedimientos de valoración

y en la previsión de sus precios [155, 156, 157, 158, 159]. Aśı, desde una perspectiva

conductual mucho más amplia, estos modelos se basan en la irracionalidad del inversor

para intentar explicar los movimientos del mercado [160]. Esto supone la ocurrencia

de patrones no estándar que afectan y explican la desviación del precio de mercado

respecto al valor fundamental del activo. Además, la posibilidad de incluir nuevas

variables de comportamiento en la valoración de los activos constituye un gran reto

[161]. Especialmente debido a los enormes volúmenes de datos disponibles para el

análisis [162]. Robert Shiller cuestiona la eficiencia de los mercados financieros desde

una perspectiva conductista [163]. Cree que el comportamiento del mercado está de-

terminado por la influencia de factores psicológicos, culturales y sociológicos. Además,

en sus estudios destaca que no todos los agentes que participan en los mercados actúan

de forma racional, sino que muchos están influenciados por la “exuberancia irracional”

[164].

En el ocaso de la teoŕıa financiera neoclásica, Kahneman, en su cŕıtica a la Teoŕıa

de la Utilidad Esperada, en contraste con los modelos neoclásicos de valoración de

activos, desarrolla a finales de los años 70 un modelo alternativo “La Teoŕıa de la

Perspectiva” [165]. Este enfoque basado en el análisis de decisiones de alternativas

de inversión bajo riesgo describe muchos de los problemas de elección en los que las
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preferencias violan los supuestos de la teoŕıa de la utilidad [166]. En la misma ĺınea,

Gigerenzer [167, 168] encontró que el razonamiento rápido centrado en la elección, en

condiciones de incertidumbre, es el desencadenante del uso de la heuŕıstica para la

toma de decisiones financieras [169]. Aunque su uso suele ser muy práctico, también

puede conducir a errores sistémicos y predecibles [116]. Esto ha despertado el interés

por mejorar su eficacia a la hora de emitir juicios de valor, especialmente en la toma

de decisiones de inversión en condiciones de incertidumbre [170, 171]. Sin embargo,

la publicación de noticias y datos fundamentales además de influir en la heuŕıstica de

juicio también atrae la atención de los investigadores. Sobre todo, porque el uso de

información actualizada incide en la formación de expectativas lo que podŕıa afectar

la creación de juicios de valor debido a los sesgos de previsión [172]. Los estudios

emṕıricos sobre el análisis de sentimiento han demostrado que, dadas las creencias que

tienen los expertos financieros sobre el valor fundamental del activo y las expectativas

originadas por la publicación de noticias, pueden provocar un exceso de optimismo o

pesimismo sobre la evolución futura de los precios [173, 174, 175]. Aśı, el uso eficaz

de la información, la previsión, el análisis del sentimiento, la heuŕıstica y el juicio de

valor en la toma de decisiones de inversión, aunque pueda estar sujeto a algún tipo de

sesgo, es prácticamente la base contextual sobre la que se estructura la negociación de

activos en los mercados financieros.

Por último, es preciso mencionar que, al no existir una teoŕıa unificadora entre

los modelos clásico y conductual, estos dos grandes campos de las finanzas seguirán

divididos. No obstante, los recursos de uso limitado seguirán el curso de la inversión

con aquellos enfoques que, a pesar de la incertidumbre del mercado, procuren la mayor

rentabilidad y la menor exposición al riesgo.

2.4 Análisis Técnico

Los inicios del análisis técnico actual se remontan al año 1900 con los estudios de Dow.

Se cree que Charles Dow fue uno de los primeros en estudiar el comportamiento de

los precios en los mercados financieros. Estableció el primer ”barómetro bursátil” uti-

lizando una media de los precios de los valores más representativos del mercado, lo que

le permitió definir la tendencia de los mercados [176]. Al sentar las bases de la Teoŕıa

de Dow, se convirtió en lo que hoy se consideraŕıa una herramienta de predicción y

gúıa de inversión para los analistas financieros. Al explorar los hallazgos descubiertos
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en este campo de estudio, esta sección ayuda a desvelar la transversalidad compartida

entre el análisis fundamental, el análisis técnico y las finanzas conductuales. Además,

se mencionan importantes consideraciones a tener en cuenta para la construcción de

modelos de previsión y negociación.

En los últimos años ha crecido el interés por el uso del análisis técnico en el estudio

de los mercados financieros [177, 178, 27]. Además de ser útil para detectar patrones

asociados a las anomaĺıas del mercado [26], permite predecir la dirección de los precios,

basándose en el análisis de datos históricos (precios y volumen negociado) [179]. Este

enfoque se fundamenta en el análisis visual de patrones, la detección de puntos de

inflexión, la formación de ciclos y el cambio de régimen en el movimiento de los precios.

Estas pautas se forman en el movimiento dinámico de los precios y tienden a repetirse

en el tiempo [18]. El uso de Indicadores Técnicos (expresiones matemáticas utilizadas

sobre los precios y el volumen del activo negociado) se incrementa con la identificación

de patrones de comportamiento para mejorar la precisión de las predicciones con fines

de negociación [16].

Los primeros puntos de vista no fundamentalistas de Keynes [100] sobre el com-

portamiento del mercado acabaron siendo confirmados por las finanzas conductuales.

Estos resultados emṕıricos mostraron que las variables no fundamentalistas también

influyen en el comportamiento de los precios [180]. Los efectos irracionales de los sesgos

de comportamiento de los operadores también intervienen en la formación de los pre-

cios de los activos [181]. Mas tarde, en el periodo de transición posterior a la Segunda

Guerra Mundial, los economistas fundamentalistas siguen viendo con cierto recelo el

ámbito del análisis técnico [20, 19]. La falta de confianza en este enfoque se debe en

parte a los postulados de la hipótesis del mercado eficiente [25]. En teoŕıa, los exper-

tos que especulan con instrumentos financieros sin basarse en los fundamentos serán

rápidamente ”liquidados”, ya que la eficiencia del mercado lo descuenta todo [182].

Ante las dudas que despertó el análisis fundamental sobre el análisis técnico, varios

autores han explorado la importancia de este enfoque en el estudio de los movimien-

tos de los precios. Al analizar la sobrevaloración del dólar americano en la década

de 1980, [183, 184, 185, 186] sugirieron que el análisis técnico, influido por sesgos de

comportamiento, podŕıa haber incidido en esos movimientos, dado que los datos fun-

damentales mostraban lo contrario. Otros investigadores [187, 188, 189] también han

sugerido que el desplome experimentado por los mercados financieros en 1987 fue in-

ducido en parte por el análisis técnico y el comportamiento irracional de los inversores.
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Entre un amplio segmento de expertos financieros ”operadores de ruido” parece haber

un creciente interés en el uso del análisis técnico para capitalizar las anomaĺıas del

mercado [190, 191, 192, 193]. Algunos trabajos emṕıricos han cuestionado el uso de in-

formación racional en la formación de expectativas. Varios autores [187, 188, 194, 195]

sugieren un mayor uso de los métodos de análisis técnico, por parte de los participantes

del mercado, para predecir la dirección de los precios de los activos.

En las últimas décadas, también ha aumentado el interés por determinar la rentabil-

idad de las estrategias de negociación basadas en el análisis técnico [177, 178]. Aunque

los rendimientos generados por los modelos de negociación vaŕıan en función de los ac-

tivos, los enfoques y los procedimientos de valoración utilizados, los primeros estudios

sobre tipos de cambio (1960-1987) han reportado beneficios considerables. Sin em-

bargo, cabe mencionar que, a diferencia de los estudios más actualizados, los estudios

emṕıricos anteriores a los años 90 teńıan algunas limitaciones. Los modelos no se val-

idan fuera de la muestra de estudio, los resultados carecen de pruebas estad́ısticas, se

ignora la evaluación del riesgo y no se optimizan los parámetros de las reglas de decisión

[178]. En general, los estudios emṕıricos que no demuestran la viabilidad financiera de

las reglas de decisión no tienen en cuenta los costes de transacción y la exposición al

riesgo [196]. En este punto, la fiabilidad del análisis técnico, además de ser cuestionada,

puede quedar oculta bajo el llamado ”sesgo de publicación” [197]. Debido a los escasos

incentivos que supone la publicación de los grandes descubrimientos, es más plausible

patentar y proteger esa novedad para luego explotarla económicamente. Por otro lado,

algunos estudios emṕıricos, basados en datos de encuestas [198], muestran un uso bas-

tante extendido del análisis técnico en el comercio de divisas. De hecho, el Análisis

Chartista es el más utilizado en la detección de patrones para predecir la dirección de

los precios a corto plazo [199]. En cuanto al uso de métodos de inteligencia artificial,

aplicados en el análisis técnico de estrategias de negociación, se han detectado algunas

deficiencias. El uso de redes neuronales no es fácilmente replicable, lo que limita la

reproducibilidad de los resultados con otros activos y en otros horizontes temporales

[197]. La efectividad de los métodos de aprendizaje profundo (LSTM), en la definición

de las reglas de decisión, se cuestiona al no considerar los costes de transacción y la

exposición al riesgo de los modelos [200].

En cuanto a los estudios de análisis técnico para la previsión de los mercados fi-

nancieros, los enfoques computacionales evolutivos [201], las técnicas de optimización
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(inspiradas en la naturaleza [202]) y la inteligencia artificial han ganado protagonismo

en los últimos años [203]. El uso de redes neuronales [204, 205] y técnicas neuro-fuzzy,

para predecir el comportamiento del mercado de valores [206], también han demostrado

ser algunas de las técnicas de “informática suave” más aceptadas. En lo que respecta

a la construcción de sistemas de negociación inteligentes, [202] además de identificar,

en los estudios publicados entre 2009 y 2015, el uso de técnicas de preprocesamiento de

datos y de mineŕıa de textos (a partir de noticias [207, 203]) sintetiza sus metodoloǵıas

en un enfoque genérico basado en pasos. Es preciso señalar que los avances realizados

hasta la fecha en la predicción de la dirección de los precios de los activos revelan unos

ı́ndices de precisión muy prometedores. Sin embargo, hay algunas cuestiones cŕıticas

que aún no se han resuelto y que, por tanto, debeŕıan ser objeto de consideración e

intervención. Entre los aciertos más notables están el uso de métodos de predicción

legibles, la definición de puntos de referencia en el mercado para predecir la dirección

de los precios y el uso de información cŕıtica que explique en el modelo de predicción

su influencia en la formación de los precios.

Por último, hay que destacar que, dada la evidente complementariedad del análisis

técnico y fundamental en el ámbito de las finanzas conductuales, las anomaĺıas del

mercado son capitalizables. Los sesgos de comportamiento subyacentes en los precios

históricos son detectables a partir del análisis técnico de patrones. La fiabilidad y

consistencia de estas anomaĺıas sirven de base para la construcción de reglas de nego-

ciación y modelos de predicción. Aśı, la precisión en la predicción de la dirección del

movimiento de los precios de los activos es una medida impĺıcita del desempeño de los

modelos de negociación. Esto sugiere que las anomaĺıas y los patrones en los precios

son el denominador común de los modelos predictivos y las estrategias de negociación.

2.5 Estrategias de negociación

Tras la publicación de la hipótesis de los mercados eficientes, son muchos los resultados

de trabajos publicados en los que se explotan las anomaĺıas del mercado con el diseño y

la aplicación de estrategias de negociación. El éxito de los modelos de negociación viene

determinado por la precisión de las previsiones realizadas sobre los patrones de precios.

Estas estrategias de negociación emergieron en el campo del Arbitraje Estad́ıstico con

el comercio y la especulación bursátil, especialmente en el seno de los fondos de cober-

tura y los bancos de inversión [208]. Más tarde, con el diseño de indicadores técnicos,
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se extendieron a otros tipos de instrumentos financieros. Al explorar las evidencias de

los estudios emṕıricos aqúı reportados, esta sección muestra que el uso eficaz de los

patrones de movimiento de los precios de los activos influye en el desempeño de las

reglas de decisión, las estrategias de negociación y los modelos de previsión. Además,

este análisis sugiere que el uso compartido de estos patrones en dichos modelos, más

allá de ayudar a predecir las anomaĺıas del mercado, permite capitalizar los beneficios

del Sesgo de Sobrerreacción.

La creciente literatura sobre las estrategias de negociación con dos o más activos

está impulsada principalmente por el arbitraje estad́ıstico [209]. En finanzas, el ar-

bitraje es una forma de negociación en la que se compran y venden simultáneamente

uno, dos o más activos en diferentes mercados y a diferentes precios, cuando el ben-

eficio se hace plausible el arbitraje prevalece [210]. Teniendo en cuenta este esquema

de negociación, existen básicamente tres tipos de enfoques, las estrategias de Impulso,

Contrarias y de Reversión [211]. En la negociación de activos por “pares”, estas es-

trategias toman de un conjunto de valores, por ejemplo acciones, dos subconjuntos

denominados “ganadores” y “perdedores”(Uno de los criterios más utilizados para es-

tablecer estas carteras es el rendimiento de las acciones, medido durante un periodo

determinado [212]). Aśı, la cartera de coste cero se forma comprando las acciones

“ganadoras” y la cartera de coste se forma vendiendo las acciones “perdedoras”. Las

carteras formadas en distintos momentos se mantienen simultáneamente durante un

periodo de tiempo, tras el cual se liquidan. Los resultados financieros vienen determi-

nados por el tipo de estrategia empleada en la negociación y el tiempo de tenencia de

los activos.

Las estrategias de impulso (Momentum) fueron estudiadas por Jegadeesh y Titman

[212]. Una medida de momentum es la aceleración/desaceleración del cambio de pre-

cios en el tiempo y suele utilizarse para definir los instantes de entrada y salida del

mercado [213]. Las operaciones de mercado ejecutadas con este enfoque se basan en la

Hipótesis de la Subreacción. Esto supone que los inversores reaccionan a la información

con menos fuerza de la que realmente debeŕıan. Como los precios no se ajustan ade-

cuadamente, los inversores aprovechan los rendimientos producidos por los activos en

los movimientos a corto plazo. Uno de muchos enfoques sugiere operar en largo/corto

en activos cuya tendencia a corto plazo está en la misma dirección que la tendencia

a largo plazo. Los resultados reportados con estas estrategias, evaluadas en peŕıodos
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de hasta 20 años, han sido muy favorables [214, 215, 216, 217]. Por otro lado, cuando

se trata de operaciones especulativas, para marcos temporales intrad́ıa, la negociación

por Ciclos de Retroalimentación Positiva1 es más evidente cuando se opera a favor de

la tendencia dominante.

Las estrategias contrarias fueron definidas por De Bondt y Thaler [220] y Lakon-

ishok [221]. Estas estrategias aprovechan la sobrerreacción generada por los inver-

sionistas a la información por encima de lo procedente, acentuando el movimiento de

los precios. En las estrategias de impulso y contrarias la respuesta errónea inicial es

rectificada posteriormente por los inversores, de manera que los precios se vuelven a

equilibrar. En ĺıneas generales, los inversores contrarios, que operan con estrategias de

impulso, esperan que el movimiento direccional del precio sea seguido por movimien-

tos en la dirección opuesta. El inversor podrá beneficiarse con estas dos estrategias

tomando decisiones de inversión contrarias. La selección de valores para formar los

grupos de “ganadores” y “perdedores”, basada en el análisis de datos históricos, se re-

aliza mediante el análisis de relación entre el precio de mercado y el valor intŕınseco del

activo o los beneficios reportados. La estrategia, estructurada según la dinámica de los

precios históricos, sugiere operar simultáneamente en corto/largo con el grupo de ac-

ciones ganadoras/perdedoras una vez que estén sobrevaloradas/infravaloradas, ya que

es probable que las direcciones de los precios se inviertan y se conviertan en perdedo-

ras/ganadoras. Según De Bondt y Thaler [220] los resultados mostraron efectivamente

que el grupo de ”perdedores”, a diferencia de los ”ganadores”, resulta ser rentable 36

meses después de la formación de la cartera. Esto indica que la sobrerreacción tras

alcanzar niveles de resistencia/soporte es teóricamente predecible. Los resultados pre-

sentados en [222, 223] demuestran el desempeño generado por las estrategias contrarias.

Las estrategias de cambio de tendencia o de reversión inicialmente exploradas por

Lehmann [224] actúan de forma opuesta a las estrategias de impulso. En este caso, el

subconjunto de valores ganadores está formado por acciones de menor rendimiento, y

1Negociación por ciclos de retroalimentación positiva: Es un sesgo de comportamiento muy común
entre los “operadores de ruido” en la especulación de activos. Se caracteriza por replicar, según pa-
trones que validan un comportamiento histórico repetitivo, posiciones basadas en la tendencia domi-
nante del mercado. Este tipo de operativa, además de aprovechar la tendencia de los precios, impulsa
a otros analistas a realizar las mismas operaciones en busca de resultados similares, lo que produce
el efecto rebaño [218]. En términos generales, la negociación a través de ciclos de retroalimentación
positiva (negativa) consiste en ejecutar operaciones de compra (venta) del activo negociado cuando el
valor del activo se aprecia y se vende (compra) cuando el valor del activo se deprecia [219].
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el subconjunto de valores perdedores está formado por acciones de mayor rendimiento,

analizándose ambos grupos en el mismo horizonte temporal. En este tipo de estrategia,

el supuesto utilizado en la negociación es que las acciones ganadoras, valores recientes de

menor rendimiento situados en la Zona de Sobreventa, se convertirán en “ganadores”.

Las acciones “perdedoras”, valores recientes de mayor rendimiento situados en la Zona

de Sobrecompra, perderán impulso y se convertirán en perdedores. El rendimiento de

estas estrategias también ha sido demostrado en horizontes temporales de largo plazo

y su desempeño es favorable [225, 226, 227].

En las estrategias de impulso y de reversión los grupos de acciones ganadoras y

perdedoras se definen de forma opuesta. En [228] se indica que estas estrategias fun-

cionan bien siempre que las medidas de impulso y los periodos de mantenimiento

se calculen correctamente a partir de datos históricos y en ventanas temporales ade-

cuadas. Aunque hay una gran diversidad de criterios para seleccionar grupos de ac-

ciones ganadoras y perdedoras [229, 230], Asness [231] señala que las estrategias de

impulso proporcionan rendimientos sólidos para diferentes clases de activos, incluidas

las materias primas y los tipos de interés. Este tipo de estrategia se ha convertido en

una de las más utilizadas en la negociación de tipos de cambio y criptomonedas, su

desempeño ha quedado ampliamente demostrado [232, 217, 233].

Las estrategias de impulso, basadas en el análisis de datos históricos, pueden es-

tructurarse en función de una amplia gama de medidas de impulso [234, 213, 212].

Especialmente para la definición de los momentos de entrada y salida del mercado

(reglas de decisión). El uso de estas medidas también tiene como objeto predecir el

comportamiento futuro de los precios de los activos para un peŕıodo de tiempo deter-

minado.

El uso vinculante de las medidas de impulso con patrones de precios espećıficos

permite detectar y explotar las anomaĺıas del mercado. Estos patrones subyacentes a

la estructura multidimensional de los datos son quizás determinantes de las diferencias

entre el comportamiento alcista y bajista de un activo. Estas pautas predecibles, que

suelen atribuirse a las reacciones erróneas de los inversores, y que se deben a sesgos de

comportamiento, se producen con el cambio de dirección de los precios [235]. Aśı, es

posible diferenciar entre movimientos direccionales alcistas y bajistas tomando como

base la clasificación. Este enfoque predictivo que tradicionalmente se ha utilizado para

abordar problemas de predicción es potencialmente útil para validar patrones para la

definición de estrategias de negociación.
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Hoy en d́ıa, la construcción de estrategias de negociación se ha visto facilitada en

parte por el uso de técnicas avanzadas de análisis de datos, una alta capacidad de

procesamiento y la disponibilidad de grandes volúmenes de datos [236]. Lo que con-

duce teóricamente a la estructuración de una estrategia de negociación óptima que va

más allá de la simple definición de reglas de decisión genéricas de Comprar-Mantener-

Vender o bien de Vender-Mantener-Comprar. Esto implica que la eficacia de la es-

trategia viene determinada por la idoneidad del activo seleccionado, la precisión de los

patrones utilizados en las reglas de decisión y los métodos empleados en la construcción

y optimización. Además, la fiabilidad y consistencia de la estrategia deben reflejarse

en las posiciones exitosas, con menor exposición al riesgo, que superan en número y

beneficios a las posiciones fallidas.

En general, existe una estrecha relación entre las estrategias de negociación y los

modelos que predicen la dirección de los precios de los activos [237, 238, 239]. Los

patrones subyacentes a la estructura multidimensional de los datos de mercado son el

elemento común sobre el que se identifican y capitalizan las anomaĺıas del mercado.

Estos patrones, dados por las medidas de impulso, son los que se utilizan concomitan-

temente en la construcción de estrategias de negociación y modelos predictivos.

Los estudios emṕıricos muestran que la estrategia de negociación de impulso, además

de ser una de las más utilizadas en la negociación de instrumentos financieros, permite

capitalizar los beneficios generados por una de las anomaĺıas más estudiadas del mer-

cado (sobrerreacción y subreacción) [240]. La identificación de pautas asociados a las

reacciones erróneas de los inversores debido a los sesgos de comportamiento, además

de ser potencialmente predecibles, su uso adecuado permitiŕıa superar al mercado y

capitalizar los beneficios.

Los trabajos emṕıricos han demostrado que la sobrerreacción y la subreacción son

un efecto del sesgo de comportamiento que puede producirse tanto a largo como a muy

corto plazo [234]. De hecho, la literatura señala que el impulso va seguido de retrocesos,

por lo que los inversores pueden reaccionar de forma insuficiente o exagerada ante la

publicación de datos fundamentales u otras cuestiones no informativas. Además, estos

fenómenos son independientes el uno del otro.

Por otro lado, los avances tecnológicos han propiciado el desarrollo de estrategias

de negociación algoŕıtmica en los mercados financieros [232]. La negociación de alta

frecuencia, con una precisión extremadamente fina, genera un gran volumen de datos

irregulares útiles para comprender mejor la dinámica de los mercados. Las estrategias
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de negociación de alta frecuencia influyen en el comportamiento de los precios de los

activos y afectan la dinámica de los mercados debido a la velocidad de colocación y

ejecución de ordenes de mercado. Este tipo de operativa ha despertado gran interés

en la industria financiera, especialmente para los operadores, los reguladores y los re-

sponsables de la toma de decisiones [241]. A la luz de los recientes avances en este

tema, los resultados indican que durante la apertura y el cierre de los mercados se

produce un elevado volumen de posiciones ejecutadas por estrategias de negociación

de alta frecuencia. Esto podŕıa llevar, por un lado, a proporcionar liquidez y controlar

la volatilidad del mercado en beneficio de los inversores minoristas y, por otro, afectar

a las estrategias de negociación de todos los inversores y al funcionamiento del mer-

cado [242, 243]. Aunque todav́ıa se requieren estudios formales sobre estos efectos, el

volumen de datos que reportan este tipo de operaciones, además de proporcionar in-

formación detallada sobre los activos que pueden resultar atractivos para los inversores

y especuladores, podŕıa revelar pautas en los precios que pueden ayudar a predecir a

corto plazo la evolución y la dirección de los mercados.

2.6 Previsiones y juicios de valor

El mejoramiento de la eficacia de las decisiones de inversión se ha convertido en un tema

de creciente interés en la negociación de instrumentos financieros [244]. La previsión y

la construcción de juicios de valor para la toma de decisiones financieras cobra cada vez

más importancia en entornos competitivos y mercados en condiciones de incertidum-

bre. En especial porque se trata de juicios de aprobación o desaprobación elaborados

a partir de información limitada y en ambientes bajo presión sobre los cuales se toman

decisiones informadas [245]. En esta dirección y basándose en los resultados de la liter-

atura más reciente, esta sección examina el papel de las previsiones en la construcción

de juicios de valor. A pesar de los importantes avances en el análisis predictivo, los ex-

pertos financieros siguen basando sus decisiones de inversión en juicios de valor, como

se discutirá en este documento. En la sección 2.6.1 se analiza el papel de las previsiones

en la elaboración de juicios de valor. La sección 2.6.2 explora la influencia de algunos

factores en la precisión de las previsiones. En la sección 2.6.3 se analiza la heuŕıstica

de juicio y el sesgo de previsión en la calidad de las previsiones. La sección 2.6.4 pre-

senta una breve descripción del papel de la información cŕıtica en el desempeño de las

previsiones. En la sección 2.6.5 se analizan algunas de las caracteŕısticas exigidas por

la comunidad inversora en materia de previsiones. En la última parte 2.6.6 se analiza
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el horizonte de previsión en la construcción de modelos predictivos.

2.6.1 Juicios de valor

Tradicionalmente, el juicio de valor es una apreciación subjetiva, construida a partir de

ciertos criterios y en un contexto determinado, para facilitar la toma de decisiones in-

formadas. La estructura de estos juicios de valor además de que reflejan la experiencia

de los analistas, su construcción también puede verse afectada por la naturaleza de la

tarea, el uso de información irrelevante, el entorno de previsión y los sesgos cognitivos

de los analistas. Aśı, las previsiones basadas en juicios de valor pueden proporcionar

resultados fiables superiores a las previsiones obtenidas únicamente por métodos cuan-

titativos [99]. Aunque la precisión de estas previsiones también depende en parte de la

experiencia del analista, cuando es capaz de adaptarse a las circunstancias cambiantes

del entorno de previsión [246, 247], estas mejoran considerablemente cuando el hori-

zonte de previsión se reduce al corto plazo [248, 249].

En los últimos años se han logrado avances significativos en la previsión gracias a

la gran potencia de cálculo, la inteligencia artificial y el uso de enormes volúmenes de

datos. Sin embargo, las decisiones de inversión basadas en previsiones siguen depen-

diendo de los juicios de valor de los expertos financieros [250]. Estos juicios de valor,

además de ser subjetivos e irreproducibles por los algoritmos, tienen una influencia

indirecta (en la definición de los métodos, los datos, los parámetros del modelo y las

variables predictoras a utilizar) en los modelos predictivos y su composición refleja la

influencia probabiĺıstica de sus partes en la estructuración de los juicios de valor [251].

Durante los últimos años, la eficacia de los sistemas de apoyo a la toma de decisiones

de inversión también se ha visto impulsada por los avances tecnológicos. Las mejoras se

han centrado en el análisis exhaustivo de las variables que rodean el entorno de previsión

y negociación [252]. Aśı como en la identificación de problemas que cambian con

rapidez y que no pueden detectarse con facilidad de manera anticipada. Sin embargo, la

eficacia de estos enfoques no sólo viene determinada por las habilidades de los expertos

financieros (en la construcción de juicios de valor), sino también por el tipo y la calidad

de la información (obtenida en tiempo real) que se utiliza en el proceso [253].

La incertidumbre es una de las mayores causantes de errores en la previsión. Además

de que impide detectar con claridad las señales de los patrones que se reflejan en los
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precios, restringe la posibilidad de emitir juicios de valor sobre los posibles cambios

y la evolución futura de las variables financieras. En este contexto, la previsión en

condiciones de incertidumbre es una de las mayores dificultades en la formación de

juicios de valor para la toma de decisiones de inversión [254, 255].

La construcción de juicios de valor se basa en el uso de predicciones estad́ısticas

numéricas o categóricas y, en cualquier caso, su uso tiene una connotación probabiĺıstica

[256, 257]. Aśı, las previsiones generadas por los modelos de clasificación son uno de los

diversos componentes de información utilizados en la construcción de juicios de valor.

Los trabajos en [258, 259, 260, 261] muestran que la precisión de las previsiones basadas

en juicios de valor es superior cuando sus componentes se combinan con previsiones

estad́ısticas. Las estructuras de estos juicios se desglosan en pesos subjetivos que

definen impĺıcitamente el grado de creencia del pronóstico en la ocurrencia del evento

en cuestión. En consecuencia, estas estructuras, además de ser informativas, son útiles

porque reflejan la confianza y la incertidumbre del pronosticador y, a través de las

probabilidades establecidas, se define el grado de incertidumbre en la ocurrencia del

resultado [262].

La planificación por escenarios es uno de los enfoques más utilizados en la con-

strucción y comunicación de juicios sobre el valor futuro de las variables financieras

[263]. La estructura de los juicios de valor se desagrega en sus componentes y la

definición de juicios suele realizarse mediante estimaciones probabiĺısticas por escenar-

ios. Aśı, los juicios de valor estructurados en función de los escenarios no solo ayudan

a comprender las posibles situaciones adversas, ya que anticipan los efectos asociados

a los patrones de previsión actuales, sino que también prevén diferentes escenarios con

posibles acciones a realizar para abordar el problema en cuestión y con ello reducir la

exposición al riesgo [264, 265].

En general, los juicios de valor se han convertido en una valiosa herramienta de

previsión a la hora de tomar decisiones informadas. Aunque la precisión de los modelos

de previsión ha mejorado en las últimas décadas, impulsada por la inteligencia artificial,

las decisiones de inversión basadas en previsiones siguen dependiendo de los juicios de

valor de los expertos financieros. De hecho, el escepticismo sobre las predicciones

ilegibles basadas en modelos de previsión de “caja negra” hace que el papel del juicio

humano en la toma de decisiones informadas sea relevante y siga siendo un tema de

investigación.
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Sin embargo, los nuevos sistemas de negociación algoŕıtmica de instrumentos fi-

nancieros en los que cada operación de mercado se escala automáticamente en términos

de gestión de capital y riesgo. Interpreta y reacciona a los datos del mercado emitiendo

órdenes y, por tanto, abre o cierra operaciones de compra o venta. El efecto diferencial

de estos enfoques demuestra que en las reglas de decisión se reflejan los juicios de valor

derivados de los patrones evaluados en el mercado. En consecuencia, los resultados

producidos con estas estrategias de negociación sugieren que el conocimiento y la ex-

periencia relacionados con la inversión se extraen de los patrones del mercado que,

cuando se detectan y validan a lo largo del tiempo, producen rendimientos estables y

consistentes.

2.6.2 Precisión de la previsión

Los estudios de las últimas décadas han aportado información importante sobre la

predicción de la dirección de los tipos de cambio. Aunque su dificultad ha quedado

claramente demostrada, se siguen incorporando nuevos enfoques a este desafiante tema

que sigue abierto a la investigación [38, 266, 267]. Desde el campo de la inteligencia

artificial, el creciente interés por construir modelos predictivos basados en el análisis

técnico está ganando protagonismo frente a los enfoques basados en las finanzas con-

ductuales y la teoŕıa de los mercados eficientes [266, 211, 213]. La definición de reglas

de decisión en la construcción de estrategias de negociación, para anticiparse a los fu-

turos movimientos de los precios, es también una tarea compleja, incluso con el uso de

modelos probabiĺısticos y métodos de inteligencia artificial. A pesar de ello, algunos

estudios, tras validar los patrones detectados en los precios históricos del mercado, han

logrado una precisión de clasificación muy prometedora [268, 269, 270]. La investi-

gación existente reconoce el papel cŕıtico de la precisión en las tareas de clasificación

y predicción; para más detalles, véase el caṕıtulo ?? sobre el estado del arte.

Los resultados obtenidos en estudios anteriores muestran que las diferencias obser-

vadas en la precisión de las previsiones se deben a la volatilidad de los tipos de cambio

[271]. Esta variabilidad de los precios, producida por la influencia de diversos factores,

suele presentarse con fuertes variaciones cuando el periodo en el que la publicación

de datos fundamentales coincide con el periodo en el que se hace la previsión. En

este sentido, la publicación de noticias influye en las expectativas del mercado, lo que

provoca una gran variabilidad de los precios que es dif́ıcil de predecir a favor del tipo
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de posición a realizar [234, 272]. Esto ha llevado a muchos operadores a mantenerse al

margen de la publicación de noticias durante la negociación.

La eficacia del v́ınculo entre la precisión de la predicción y la imparcialidad del

juicio de valor en la toma de decisiones de inversión es lo que viabiliza la estrategia de

negociación. Sin embargo, desde una perspectiva conductivista multivariante, existen

muchos factores que pueden incidir en la racionalidad del proceso decisional empleado

por los expertos en la negociación. Para mitigar este efecto adverso, se han empleado

varias técnicas de inteligencia artificial que emplean métodos multiagente, modelos

h́ıbridos y métodos ensemble basados en la votación [273, 274, 275, 276, 277, 278].

Estos enfoques, aunque ayudan a mejorar la precisión de las previsiones, siguen pre-

sentando problemas de legibilidad a la hora de construir juicios de valor. De manera

que este sigue siendo uno de los mayores desaf́ıos a los que se enfrentan profesionales,

inversores e investigadores. Por lo tanto, todav́ıa hay una acentuada necesidad de con-

tinuar investigando en la formulación de modelos predictivos parsimoniosos, precisos y

altamente interpretativos. En cuanto al horizonte de predicción, la literatura cient́ıfica

ha demostrado que los resultados obtenidos con la aplicación de diferentes enfoques

muestran menos discrepancias en la precisión de la predicción en horizontes de tiempo

de corto plazo, mientras que las mayores diferencias se producen para los horizontes

temporales a largo plazo [279].

En general, los estudios sobre previsión se han centrado en identificar los factores

cŕıticos que contribuyen a mejorar la precisión de las previsiones. Entre los elementos

más destacados están el entorno de negociación, la experticia del analista, el horizonte

de previsión, el uso de información cŕıtica disponible y la elaboración de previsiones

oportunas con explicaciones que justifiquen su aplicación. Históricamente, se ha de-

mostrado que las previsiones obtenidas por los expertos son más precisas que las pro-

ducidas por métodos de series temporales [280]. Estos resultados han confirmado que

tales niveles de rendimiento se deben en parte a la experiencia del analista y al uso de

heuŕısticos de juicio en la construcción de las previsiones antes de tomar la decisión de

inversión.

2.6.3 Heuŕıstica de juicio y sesgo de previsión

Las finanzas conductuales han recibido mucha atención en los últimos años, especial-

mente con el estudio de los procesos que conducen a la toma de decisiones de inversión
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[281]. Aunque los modelos predictivos se basan en el uso de ”datos cŕıticos”, que han

validado históricamente patrones que contribuyen a la consecución de beneficios, esta

información fiable no es suficiente para tomar decisiones acertadas. Aśı, en este proceso

intervienen dos elementos que definen la calidad de la previsión, la heuŕıstica del juicio

y el sesgo de previsión [282, 283, 284]. El primero suele referirse a las reglas que uti-

lizan los expertos financieros para formarse un juicio y tomar una decisión, el segundo

corresponde a las discrepancias generadas entre el valor real y el valor previsto. En

este sentido, antes de negociar y con información de calidad disponible, los analistas

que utilizan métodos heuŕısticos tratan de formarse juicios sobre el comportamiento

histórico y futuro del mercado. Luego, a fin de tomar una decisión de inversión favor-

able, entran en el mercado con la menor exposición al riesgo para reducir el sesgo de

previsión [285, 286].

Desde el punto de vista psicológico, se han publicado muchos estudios que analizan

el comportamiento de los expertos financieros y el uso de la heuŕıstica de juicio en la

toma de decisiones de inversión [287, 116, 288, 170]. Sin embargo, siguen existiendo al-

gunas cuestiones cŕıticas sobre la forma en que utilizan un conjunto de ”reglas sencillas”

en la estructuración de los juicios de valor para la toma de decisiones informadas. Los

hallazgos relativos a la heuŕıstica de juicio en estudios recientes han demostrado que

el uso de estos ”atajos mentales” hace que el analista se centre en algunas cuestiones

importantes sobre el problema y deje de lado aspectos menos relevantes [289, 170].

Esto puede significar que, en la construcción de juicios de valor, las previsiones puras,

obtenidas por métodos cualitativos o cuantitativos, ya sea individualmente o en grupo,

pueden ser utilizadas directamente o ajustadas bajo el criterio y la experiencia del

analista antes de tomar la decisión. Aunque los juicios de valor pueden asumir diversas

tipoloǵıas (previsión numérica sobre una variable financiera, previsión por rangos y

previsión de un evento) y sus estimaciones pueden ir acompañadas o no de probabili-

dades, la incertidumbre del mercado y la volatilidad de los precios pueden conducir al

sesgo de previsión basado en conclusiones erróneas extráıdas de los juicios de valor [290].

Teniendo en cuenta este contexto, se puede argumentar que en los enfoques de pre-

visión de variables financieras que utilizan la heuŕıstica de juicio, el sesgo de previsión

siempre estará presente. Más aún en entornos en los que la ambigüedad e incertidum-

bre de las señales generadas por los movimientos de los precios puede llevar a decisiones

erróneas con un alto nivel de riesgo. Por otro lado, es la presión del entorno la que

42



fomenta el uso de la heuŕıstica de juicio, lo que hace que el experto financiero siempre

este expuesto al sesgo de previsión [291]. En este sentido, la construcción de modelos

predictivos debe tener en cuenta la naturaleza competitiva del entorno en el que se real-

iza la previsión [292]. Esto significa que, durante la negociación, las métricas utilizadas

por el modelo de predicción no sólo deben confirmar y predecir los patrones formados

en los precios del mercado, sino también explicar la dirección del movimiento futuro

[60, 85]. Por lo tanto, la rapidez con la que se construye y se aborda el juicio de valor

en la toma de decisiones de inversión viene determinada por la eficacia del modelo de

previsión, la estructura del juicio de valor, la información de contexto, la experiencia

y la heuŕıstica de juicio empleada por el agente que participa en la negociación.

2.6.4 Datos de mercado e información de contexto

En la era digital, el interés por mejorar la eficiencia en el uso de la información ha cre-

cido rápidamente en los últimos años. La identificación de información cŕıtica para pre-

decir la dirección de los precios de los activos financieros a partir de grandes volúmenes

de datos, no estructurados y que se producen constantemente a un ritmo acelerado, se

ha convertido en una de las tareas más desafiantes para los participantes del mercado

[293, 294, 295, 296]. La preparación de datos también está fomentando el desarrollo y

la aplicación de nuevos métodos que facilitan su tratamiento, análisis y visualización.

Aśı, los analistas que buscan mejores resultados financieros en sus operaciones están

basando sus decisiones en un enfoque de intervención más anaĺıtico y basado en datos

[74, 297]. Esto los ha llevado a prestar más atención al contexto económico, a una

revisión exhaustiva de la información, a preferir el uso de técnicas de previsión legibles

y con gran capacidad interpretativa y explicativa del fenómeno en cuestión, y a evaluar

su posible desempeño e impacto.

Tradicionalmente, en la fase de negociación, en lo que se refiere a la construcción

de estructuras de juicio de valor para la toma de decisiones de inversión, los expertos

financieros se apoyan en el uso de distintas fuentes de información [298]. Su uso vaŕıa

en función de las condiciones del contexto y de la heuŕıstica de juicio empleada por el

analista. En la práctica, el experto financiero asigna pesos a cada uno de estos compo-

nentes para destacar la información más relevante a la hora de construir la previsión y

aśı poder tomar la mejor decisión [299]. Por otro lado, la incertidumbre de las previ-

siones, a la hora de tomar decisiones de inversión, puede llevar a los expertos financieros
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a confiar en datos e información de contexto, incluso sobre bases cuestionables. Sin

embargo, en cuanto a la forma de realizar la previsión, son decisivos la condición del

mercado y el contexto en el que se realizará la inversión. En consecuencia, el ejercicio

de previsión puede basarse en la construcción de juicios de valor, en el ajuste del valor

esperado mediante juicios de valor, o incluso puede basarse en el uso de información

adicional. En cualquier caso, el experto financiero elegirá teóricamente el escenario

más adecuado para realizar el análisis antes de tomar la decisión [300].

En los últimos años, también ha habido un gran interés por mejorar la precisión

y el desempeño de las previsiones obtenidas con los modelos de apoyo a la toma de

decisiones de inversión. Los estudios sugieren que la precisión de las previsiones viene

determinada por la idoneidad y la calidad de la información de contexto utilizada en el

proceso. Mientras que las discrepancias entre los valores de las previsiones y los datos

reales se deben al uso de información irrelevante y al acceso limitado a información

actualizada [301, 302]. En estas condiciones, la precisión alcanzada por los juicios de

valor, debido al uso eficiente de información cŕıtica (espećıfica), es superior a las pre-

cisiones producidas con el uso de información dispersa (no restringida). Sin embargo,

la influencia que tiene la información actualizada durante la negociación puede afectar

la precisión de las previsiones. Algunos analistas técnicos prefieren operar al margen

de los acontecimientos que puedan producirse durante la negociación. Esto se debe a

la volatilidad que se produce en los precios de los activos debido a la influencia de la

publicación de datos fundamentales [303, 304].

En general, se ha destacado que la eficacia de las decisiones de inversión viene

determinada, en parte, por la calidad de la información utilizada en la previsión y

la construcción de juicios de valor. Sin embargo, se ha prestado poca atención a

la identificación de la información cŕıtica que debe utilizarse en estos procesos para

garantizar el mejor resultado. El uso de información cŕıtica para construir estos modelos

es lo que permite la automatización de procesos complejos para mejorar la toma de

decisiones. Aśı, la información cŕıtica juega un papel fundamental en la construcción de

modelos predictivos y juicios de valor a la hora de tomar decisiones informadas. Debido

al enorme volumen de datos y a la capacidad de procesamiento, aśı como a los métodos

estad́ısticos y de inteligencia artificial disponibles en la actualidad, es preciso descubrir

la información cŕıtica del mercado para mejorar el desempeño de las previsiones y de

los modelos de negociación.
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2.6.5 Comunidad inversora y previsiones de expertos

En la comunidad inversora, se sabe que los expertos financieros son capaces de aprovechar

los retos globales y las futuras tendencias del mercado para convertirlos en oportu-

nidades. El uso de un enfoque prospectivo basado en la evaluación de riesgos y el

establecimiento de planes de acción son elementos clave para generar confianza en la

comunidad. Estas buenas prácticas generan confianza en las previsiones elaboradas y

comunicadas por los expertos. La forma en que se lleva a cabo su comunicación y la

manera en que los usuarios entienden estas previsiones tiene notables implicaciones en

la toma de las mejores decisiones de inversión [305, 306].

La construcción de modelos eficaces de previsión, además de requerir una profunda

comprensión del funcionamiento del mercado y de los procesos heuŕısticos que los ex-

pertos utilizan para construir juicios de valor, tiene importantes implicaciones para la

toma de decisiones de inversión. Hay que tener en cuenta que la naturaleza incierta y

volátil de los mercados hace que la utilización de juicios de valor, a pesar de su carácter

subjetivo, desempeñe un papel primordial en la construcción de las previsiones del mer-

cado. Incluso hay algunos participantes del comercio que atribuyen más importancia

y confianza a las previsiones generadas por las técnicas de predicción que a los juicios

de valor emitidos por los propios expertos [307, 308].

La definición de las reglas de negociación es otro ámbito de investigación, bas-

tante inquietante dentro de la comunidad inversora, para la construcción de sistemas

automáticos de negociación. El creciente interés por la formulación de reglas de nego-

ciación, con un carácter mucho más elaborado, se ha centrado en la forma en que los

expertos financieros formulan sus previsiones. La principal ventaja de incorporar en las

reglas de decisión las previsiones basadas en la construcción de juicios de valor radica

en el hecho mismo de incorporar la experiencia del negociador, que es en definitiva el

activo más valioso a la hora de negociar en los mercados financieros.

El análisis de los resultados producidos con la previsión tras la negociación per-

mite evaluar y mejorar la eficacia de los procesos que van desde la construcción de

juicios de valor y sus componentes hasta la toma de decisiones de inversión. Incluso

en este contexto dinámico de negociación, el valor de la información cŕıtica utilizada

en dichos procesos puede cambiar con el tiempo. Además, la forma en que el experto

financiero comunica y divulga las previsiones a la comunidad de inversores y usuarios

es crucial en un contexto en el que la desinformación está muy extendida. Aśı, una
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comunicación eficaz debe garantizar la veracidad y claridad de las previsiones, mucho

más en contextos dinámicos en los que los canales de comunicación deben facilitar la

retroalimentación.

En general, los usuarios de las previsiones económicas y financieras tienden a ajus-

tarlas o utilizarlas directamente en función de sus expectativas y percepciones de cal-

idad sobre estas. Esto significa que, además de requerir de previsiones oportunas y

precisas, su uso debe estar claramente justificado. Aśı, los costes de estos servicios

son indiferentes a los intereses de los usuarios. Por otra parte, hay que señalar que

cuando las previsiones carecen de explicaciones justificables, los usuarios expertos, uti-

lizando la heuŕıstica de juicio, ajustan y aplican estas previsiones basándose en sus

conocimientos. No es el caso cuando estas previsiones provienen de fuentes fiables y

gozan de explicaciones justificadas basadas en los fundamentos.

2.6.6 Horizonte de tiempo en las previsiones

Tradicionalmente, el horizonte de previsión ha sido una cuestión cŕıtica que siempre se

ha tenido en cuenta en la construcción de modelos predictivos de variables financieras

[309, 310]. Esta variable decisiva tiene una gran influencia en la precisión y el de-

sempeño en las tareas de clasificación de los modelos financieros. Existe una cantidad

considerable de literatura que analiza la influencia que tiene el horizonte de previsión

en el desempeño de las predicciones [311]. En estos estudios, los modelos predictivos

han mostrado un mayor desempeño en términos de precisión en horizontes de previsión

a corto plazo, mientras que se observa un efecto contrario en las previsiones a largo

plazo, lo que hace que su uso sea menos frecuente [312, 313, 314]. Del mismo modo, el

interés del especulador por obtener beneficios con la mı́nima exposición al riesgo está

más orientado a la negociación a corto plazo que a la de largo plazo.

La heterogeneidad de los horizontes temporales en los que se negocian los activos

financieros ha llevado a evaluar el tipo y la eficacia de la información cŕıtica que debe

utilizarse en la previsión y la toma de decisiones de inversión. Si el enfoque de la

negociación es a largo plazo, la atención de los expertos financieros se centrará en el

análisis y la previsión de las variables financieras a partir de los datos fundamentales.

Por el contrario, si los operadores buscan beneficiarse de los movimientos del mercado

a corto plazo, centrarán su atención en el uso de patrones y datos de mercado para

ejercer y aprovechar las previsiones a corto plazo [315, 316].
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En general, en la búsqueda de beneficios, el análisis del momentum en los precios

de los activos ha llevado a los inversores a identificar puntos de entrada y salida en

las tendencias del mercado. Estos puntos de referencia, basados en patrones de pre-

cios, ayudan a capitalizar los movimientos producidos por los sesgos de subreacción y

sobrerreacción de los inversores. La precisión en la predicción de estos movimientos

direccionales ha demostrado ser eficaz cuando los horizontes de previsión son a corto

plazo. Esto se debe a que la precisión de la predicción está inmersa en el horizonte

temporal en el que ocurren estos sesgos. Una vez que se produce el ajuste de los pre-

cios, puede dar lugar a cambios de dirección que podŕıan ir en contra de las previsiones.

Por lo tanto, la eficacia de los modelos de previsión y de los sistemas de negociación

dependen de la correcta identificación de los puntos de inflexión del mercado, aśı como

de la determinación de la duración de los sesgos de subreacción y sobrerreacción para

poder capitalizarlos.
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3. Estado del arte

3.1 Introducción

Predecir la tendencia de los precios de los activos para mejorar la eficacia de las ne-

gociaciones se ha convertido en un tema de creciente interés para los participantes del

mercado [317]. En un esfuerzo por anticiparse a los movimientos del mercado y ben-

eficiarse de la volatilidad de los precios, se percibe un renovado empeño por construir

modelos de clasificación más precisos. La Figura 3.1 muestra en términos generales

el procedimiento utilizado, según la bibliograf́ıa más reciente revisada, para construir

modelos de clasificación con fines predictivos [74].

Figura 3.1: Esquema general para predecir la tendencia de los precios de los activos.

Marco general utilizado en la construcción de modelos de predicción. El flujo de trabajo
descrito por diferentes autores se resume en: (1) Recolección de datos y medición de variables,
(2) Preprocesamiento de datos. (2.1) Preparación y disposición de datos. (2.2) Selección y/o
extracción de caracteŕısticas. (3) Elección y construcción del modelo de clasificación, y (4)
Evaluación del rendimiento de la predicción.

Según la revisión bibliográfica, la construcción de modelos de clasificación consta

al menos de cuatro etapas fundamentales: (1) Recolección de datos y medición de

variables, (2) Preprocesamiento de datos. En esta etapa se llevan a cabo dos actividades

esenciales (2.1) Preparación y disposición de datos, y (2.2) Selección y/o extracción

de caracteŕısticas). Le siguen (3) Elección y construcción del modelo de clasificación,

y (4) Evaluación del rendimiento de la predicción.
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En la primera fase, la identificación y recopilación de datos puede realizarse desde

tres ámbitos. En primer lugar, tomando información del mercado (precios de apertura,

máximos, mı́nimos, cierres y volumen) y obteniendo señales de ellos con fines anaĺıticos

y predictivos mediante el cálculo de indicadores técnicos (para distintos marcos tem-

porales). En segundo lugar, recopilando datos e informes macroeconómicos (para el

análisis fundamental) o extrayendo noticias financieras publicadas en las redes sociales.

En tercer lugar, recopilando y combinando datos de análisis técnico y fundamental o

una combinación de todos ellos. En cualquiera de estos ámbitos, como se analiza con

más detalle en la Sección 3.2, la recopilación y medición de variables con información

de mercado, técnica y fundamental es crucial para predecir los precios y las tendencias

de los activos. Esto hace que el proceso de toma de decisiones sea una tarea dif́ıcil.

En la segunda fase, los datos se preparan de forma que se garantice su suficiencia

para la correcta identificación de patrones y cumplan los requisitos de calidad exigidos

por los métodos de clasificación. Esta etapa de preprocesamiento, que se analiza con

más detalle en la Sección 3.3, además de las actividades de preparación y limpieza

que garantizan la conformidad de los datos para su uso, puede tomar dos caminos:

la selección de caracteŕısticas que producen el mejor rendimiento de clasificación o la

extracción de nuevas caracteŕısticas (combinaciones lineales) que se utilizarán como

variables predictoras. En cualquiera de estos casos, la elección se realiza a favor del

subconjunto de atributos que ofrecen el mejor desempeño en la clasificación.

En la tercera fase, tras identificar y seleccionar el mejor método de clasificación,

generalmente se entrena el modelo y se valida de forma cruzada con una muestra

de entrenamiento y otra de evaluación. En la Sección 3.4 se revisan los métodos

de clasificación utilizados en la predicción de la tendencia del precio de los activos,

con especial énfasis en el uso del análisis discriminante. Además, la Sección 3.4.6

aborda el problema de la definición de hiperparámetros y su influencia con el análisis

discriminante lineal.

Por último, en la fase final, tal y como se muestra en la Figura 3.1, la revisión

bibliográfica muestra que tras definir las métricas que medirán objetivamente el com-

portamiento predictivo del modelo, se evalúa el rendimiento alcanzado en las tareas de

clasificación. La Sección 3.5 aborda esta importante cuestión, en la que algunos estu-

dios utilizan datos fuera de muestra para medir y verificar este desempeño y garantizar

la fiabilidad del modelo propuesto. Dada esta estructura, la sección 3.6 conduce a

consideraciones importantes a tener en cuenta en la construcción de modelos de clasi-

ficación (para predecir, a corto plazo, la dirección del movimiento del tipo de cambio
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euro-dólar).

3.2 Selección de mediciones y recolección de datos

La correcta selección de los datos y métricas a utilizar es decisiva en la construcción

de modelos de clasificación más precisos. Los datos y el tipo de métricas por elegir

dependerán en parte del grado de conocimiento que se tiene del activo y del mercado,

aśı como de la influencia que dichas métricas ejercen sobre la acción del precio para

predecir su evolución futura.

Tradicionalmente, el principal reto al que se han enfrentado los investigadores es

el desconocimiento de la capacidad discriminante y predictiva de la multiplicidad de

variables que potencialmente pueden utilizarse para diferenciar y predecir la dirección

de los precios. Los estudios realizados en las últimas décadas han proporcionado infor-

mación importante sobre el tipo de variables de entrada utilizadas en la formulación

de modelos de clasificación [318].

La Tabla 3.1 resume las variables de entrada comúnmente utilizadas en la con-

strucción de modelos de clasificación con fines predictivos. Entre los elementos más

importantes se encuentran el instrumento financiero abordado, el tipo de información

utilizada como variables de entrada, el horizonte de análisis de la muestra de estudio,

el alcance de la predicción y el método empleado.

Entre los tipos de información utilizados como variables de entrada se encuentran:

información de mercado [319], indicadores técnicos [317], indicadores económicos [55,

320] y noticias financieras [321, 322] extráıdas de publicaciones en redes sociales y el

uso combinado de estos datos.

Algunos modelos predictivos se construyen únicamente a partir de datos históricos

del mercado (OHLCV), es decir, precios de apertura (O), máximos (H), mı́nimos (L),

cierre (C) [323] y volumen (V). Aunque esta información no es suficiente, puede ser

útil para modelar el cambio de precios (en la plataforma de negociación).

Algunos trabajos en [324] han sugerido que el uso limitado de esta información

puede generar resultados inexactos y proyectar una idea falsa de la presunta eficacia

del modelo. Sin embargo, el uso de estos datos en periodos históricos más pequeños,

marcos temporales de 1 minuto o en ticks, dada la precisión de las fluctuaciones, los

cambios en la definición del precio del activo se emulan con mayor exactitud, lo que

significa que las pruebas y los análisis son más auténticos y, por tanto, precisos.

51



Tabla 3.1: Datos de entrada.

Autor a Śımbolo b Datos entrada Muestra

Das et al.(2022) [325] GBP/INR, AUD/INR∗, USD/INR IM, IT 2006 - 2021

Dash et al.(2022) [326] USD/EUR, AUD/JPY, CHF/INR IM, IT, ME 2015 - 2021

Ortu et al.(2022) [324] BTC/USD, ETH/USD∗ IM, IT, RS 2017 - 2021

Hao et al.(2022) [315] BRN, WTI∗ IM 2017 - 2020

Padhi et al.(2022) [327] DHR, NVO, UNH, DPHL, AFX, MRK, CVS,

EWL, MTO, TN8

IM, IT 1987 - 2021

Ozer et al.(2022) [328] BTC/USD, ETH/USD, LTC/USD IM, IF, IT 2017 - 2021

Sadeghi et al.(2021) [329] EUR/USD IM, IT 2014 - 2019

Uras et al.(2021) [330] BTC/USD IM, IT, IE 2015 - 2019

Ampomah et al.(2020) [331] BAC, XOM, MSFT, KMX, TATASTEEL,

HCLTECH, S&P 500, DJIA

IM, IT, 2005 - 2019

Kwon et al.(2019) [332] BTC/USD, ETH/USD, XRP/USD, BCH/USD,

LTC/USD, DASH/USD, ETC/USD,

KRW/USD

IM 2017 - 2018

Fischer et al.(2018) [333] S&P 500 IM 1992 - 2015

Hu et al.(2018) [334] S&P 500, DJIA IM, RS 2010 - 2015

Bustos et al.(2017) [335] COLCAP Index IT 2010 - 2017

Chakraborty et al.(2017) [336] DJIA index, AAPL RS 2016 - 2016

Coyne et al.(2017) [337] JNJ∗, JPM, AMZN, NFLX, BAC, INTC, AAPL,

TSLA, GS

RS 2016 - 2017

Dingli et al.(2017) [338] S&P 500, DJIA, NASDAQ-100 IM, IT, IE 2003 - 2016

Huang et al.(2017) [339] TWSE IM 2015 - 2016

Dang et al.(2016) [340] VN30 Index RS 2014 - 2015

Di et al.(2016) [341] S&P 500 IM 1950 - 2016

Ghanavati et al.(2016) [342] HSCI IT, NF 2014 - 2015

Chai et al.(2015) [343] CSI 300 IE 2009 - 2012

Dash et al.(2015) [344] BSE SENSEX∗, S&P 500∗ IT 2010 - 2014

Feuerriegel et al.(2015) [345] Valores de empresas alemanas NF 2004 - 2011

Gonzalez et al.(2015) [346] Ibovespa∗, S&P 500, DJIA, FTSE 100, DAX,

NIKKEI 225, HANG SENG, USD, EUR, CNY

IM, IT, IE 1989 - 1998

aÍndices bursátiles: HSCI Índice Compuesto Hang Seng, China. Ibovespa Índice de la bolsa de valores de Sao
Paulo, Brasil. TWSE Índice de la bolsa de valores de Taiwan. CSI 300 Índice de valores de China. DJIA Índex Dow
Jones Industrial Average. VN30 Índice de la bolsa de valores de Vietnam. BSE SENSEX Índice de la Bolsa de Valores
de Bombay, India. S&P 500 Índice Standard & Poor’s 500. NASDAQ-100 ı́ndice bursátil de compañ́ıas tecnológicas de
Estados Unidos. FTSE 100 Índice bursátil de la Bolsa de Valores de Londres, Reino Unido. DAX Índice de la Bolsa de
valores de Fráncfort, Alemania. NIKKEI 225 Índice bursátil de la Bolsa de valores de Tokio, Japón. Tipos de cambio:
EUR/USD par euro/dólar americano. GBP/INR par libra esterlina/rupia india. AUD/INR par dólar australiano/rupia
india. USD/INR par dólar americano/rupia india. AUD/JPY par dólar australiano/yen japonés. CHF/INR par franco
suizo/rupia india. USD/CNY par dólar americano/yuan chino. Criptodivisas: BTC/USD par bitcoin/dólar ameri-
cano. ETH/USD par ethereum/dólar americano. LTC/USD par litecoin/dólar americano. XRP/USD par ledger/dólar
americano. BCH/USD par bitcoin cash/dólar americano. DASH/USD par dash/dólar americano. ETC/USD par
ethereum classic/dólar americano. KRW/USD par KRW/dólar americano. Materias primas (Commodities): BRN
Petróleo crudo Brent. WTI Petróleo crudo WTI. Valores empresas estadounidenses: AAPL Apple Inc. JNJ
Johnson & Johnson. JPM JPMorgan Chase & Co. AMZN Amazon. NFLX Netflix, Inc. BAC Bank of America Corp.
INTC Intel Corporation. TSLA Tesla, Inc. GS Goldman Sachs Group Inc. Valores empresas varios páıses: DHR
Danaher Corporation. NVO Novo Nordisk A/S. UNH UnitedHealth Group Incorporated. DPHL Dechra Pharmaceuti-
cals PLC. AFX Alpha FX Group plc. MRK Merck & Co. CVS CVS Health Corporation. EWL iShares. MTO Mitie
Group plc. TN8 Thermo Fisher Scientific Inc. BAC Bank of America Corporation. XOM Exxon Mobil Corporation.
MSFT Microsoft Corporation. KMX CarMax, Inc. TATASTEEL Tata Steel Limited. HCL TECH Technologies Ltd.
∗Instrumento financiero con mejores resultados de previsión. Los métodos de clasificación y los valores de exactitud
(Accuracy) se muestran en las Tablas 3.2 y 3.3 respectivamente.

bInformación sobre datos de entrada: IM Datos de mercado (OHLCV). IT Indicadores técnicos. IE Indicadores
económicos. ME Medidas estad́ısticas. RS Redes sociales (Indicadores sociales, Twits, Google trends). NF Noticias
financieras.
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Varios estudios han utilizado, como variables de entrada, tanto los indicadores

técnicos como variables fundamentales [323]. Mientras que los primeros están asociados

con la identificación de pautas en los precios, los segundos reflejan el estado del páıs

para el que se calculan. Aśı, describen el nivel de actividad de las mayores economı́as

mundiales (USA, Unión Europea, Reino Unido, Japón, Alemania, Australia, Canadá,

Suiza, China, Nueva Zelanda, entre otras). Estos indicadores también han demostrado

su eficacia en la determinación del valor y la salud de las empresas que cotizan en

los mercados financieros. Esto hace que esta información sea especialmente útil en la

negociación de instrumentos de renta variable, renta fija, ı́ndices bursátiles, tipos de

cambio, productos derivados, futuros, entre otros.

Los estudios presentados en [347, 348] utilizan datos de mercado (OHLCV), in-

cluidos los precios y el volumen en el cálculo de indicadores técnicos. Estos valores

obtenidos a lo largo de varios periodos y en un marco temporal espećıfico se utilizan

como datos de entrada para predecir la tendencia de los precios. Según la literatura

cient́ıfica, hay muchos estudios emṕıricos que se centran en marcos temporales diarios

con los que coincide el horizonte de previsión [321, 349]. Por otro lado, basándose

en las señales proporcionadas por estos indicadores técnicos, las estrategias y modelos

de negociación toman decisiones sobre cómo y cuándo abrir o cerrar una posición en

el mercado. En los modelos predictivos los indicadores técnicos también se utilizan

para predecir los cambios futuros en los precios de los activos. En cualquiera de estos

ámbitos, el uso de indicadores técnicos ha demostrado ser una herramienta valiosa que

ayuda a simplificar el proceso de toma de decisiones del analista para anticiparse al

mercado y mejorar los resultados de las negociaciones.

Entre los indicadores técnicos, los indicadores de tendencia [350] y los osciladores

[351] han sido los más utilizados. El primer grupo de indicadores ha demostrado su

eficacia para identificar la dirección de los precios, detectando con retraso los puntos

de inflexión del mercado. Los osciladores, por su parte, a diferencia del primer grupo,

ayudan a identificar dichos puntos de inflexión con antelación [352]. Otras categoŕıas

que también han demostrado ser muy utilizadas son los indicadores basados en el

volumen y los indicadores Bill Williams. En general, estos indicadores se han convertido

en herramientas útiles que ayudan a analizar la dinámica de los precios para mejorar

la toma de decisiones en la negociación de activos.

Entre los indicadores de tendencia, los más utilizados están: SAR Parabolico [353],

Momentum, como oscilador de seguimiento de tendencia [354], Media Móvil de Conver-

gencia/Divergencia (MACD) [355], Media Móvil Adaptiva (AMA), ”Kaufman’s Adap-
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tive moving average” [350], Índice Direccional Medio (ADX), ”Average Directional

movement Index” [325], Bandas de Bollinger (BB), ”Bollinger Bands” [356], Media

Móvil Exponencial Doble (DEMA), ”Double Exponential Moving Average” [357] En-

velopes [358], Media Móvil Adaptiva Fractal (FRAMA), ”Fractal Adaptive Moving

Average” [359], Ichimoku Kinko Hyo [360], Media Movil Simple (SMA) [350], Me-

dia Movil Exponencial (EMA), ”Exponential Moving Average” [361], Media Movil

Suavizada (SMMA), ”Smoothed Moving Average” [362], Media Movil Ponderada Li-

neal (LWMA), ”Linear Weighted Moving Average” [363], Desviación Estándar (SD)

[364], Media Móvil Exponencial Tripe (TEMA), ”Triple Exponential Moving Aver-

age” [365], Índice Variable de Media Dinámica (VIDYA), ”Variable Index Dynamic

Average” [366],

Entre los osciladores están: Momentum, como indicador adelantado (se mueve

muy por delante de los precios) [367], Rango Verdadero Medio (ATR), ”Average True

Range” [357], Fuerza de los osos (BP), ”Bears Power” [368], Fuerza de los toros (BP),

”Bulls Power” [369], Oscilador de Chaikin (CHO), ”Chaikin Oscillator” [370], ı́ndice de

Canal de Mercanćıas (CCI) ”Commodity Channel Index” [350], Indicador Demarker

(DeM), ”DeMarker” [369], ı́ndice de Fuerza (FRC), ”Force Index” [371], Media Móvil

de Convergencia/Divergencia (MACD) [372], Oscilador de promedio móvil (OsMA),

”Moving Average of Oscillator” [373], Índice de Fuerza Relativa (RSI), ”Relative

Strength Index” [374], Índice de Vigor Relativo (RVI), ”Relative Vigor Index” [375],

Oscilador estocástico (Stochastic), ”Stochastic Oscillator” [376], Media Exponencial

Triple (TRIX), ”Triple Exponential Average” [377], Rango porcentual de Williams

(%R), ”Williams’ Percent Range Technical Indicator” [378],

Entre los indicadores de volumen están: Acumulación/Distribución (A/D), ”Ac-

cumulation/Distribution Technical Indicator” [379], Índice de Flujo Monetario (MFI),

”Money Flow Index” [380], Volumen en Balance (OBV), ”On Balance Volume” [354],

Volúmenes, ”Volumes” [381],

Entre los indicadores Bill Williams se destacan: Oscilador Acelerador, ”Accelerator

Oscillator” [382], Alligator [383], Oscilador Asombroso (AO), ”Bill Williams’s Awesome

Oscillator” [384], Fractales, ”Fractals” [385], Oscilador Gator, ”Gator Oscillator” [386],

Índice de Facilidad del Mercado (MFI), ”Market Facilitation Index” [387],

Por otra parte, el uso de datos fundamentales y de información macroeconómica

se ha extendido entre la comunidad fundamentalista desde que se publicó la hipótesis

de los mercados eficientes. Varios estudios han evaluado la influencia que tiene el

uso de datos fundamentales como variables de entrada en la construcción de mode-
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los de predicción [388]. La publicación de noticias sobre indicadores macroeconómicos

tiene impactos significativos en la volatilidad de los precios. Sin embargo, la literatura

cient́ıfica no muestra evidencia de estudios que analicen la duración del efecto de la

publicación de datos fundamentales sobre los movimientos de los precios [55]. Estos

vaćıos señalan la posibilidad de evaluar el impacto que tiene en el movimiento de los

precios de los activos en el tiempo, la publicación de los diferentes indicadores macroe-

conómicos. Esto permitiŕıa identificar los datos fundamentales que mejor influyen en

el precio y utilizarlos en la construcción de modelos predictivos. El uso combinado de

distintos tipos de indicadores como variables de entrada en la formulación de modelos

también ha aumentado considerablemente en los últimos años. Los casos más usuales

incluyen datos de mercado e indicadores técnicos [389]. Estudios con un enfoque más

amplio integran datos de mercado, indicadores técnicos y datos fundamentales [390].

Otras variantes muy utilizadas en investigaciones que utilizan el análisis de sen-

timiento para predecir la tendencia de los activos consideran la extracción de infor-

mación financiera y económica de las publicaciones en redes sociales [391]. Aunque los

resultados obtenidos son prometedores todav́ıa es evidente el desconocimiento de las

variables que efectivamente influyen desde el punto de vista técnico y fundamental en

el comportamiento de los precios. Esta condición tradicionalmente se ha conservado

en la mayoŕıa de las publicaciones, en donde un método simplemente se alimenta de

una multiplicidad de datos en espera de encontrar las variables que además de explicar

su influencia sobre la acción del precio permita predecir la dirección de los precios de

los instrumentos financieros.

Al observar en la Tabla 3.1 el intervalo de fechas de los datos de entrada utilizados

en la formulación del modelo, se refleja impĺıcitamente una idea de la eficacia presunta

del modelo. Cuanto mayor sea el horizonte de tiempo y el número de observaciones

históricas consideradas en la formulación de modelos estos serán más consistentes y

precisos. Otra posibilidad es la extracción de una muestra de datos representativa

cuyos resultados puedan ser evaluados y generalizados con datos fuera de la muestra.

Estos intervalos de datos se pueden emplear de manera aleatoria o predefinida para la

formulación y evaluación cruzada de la eficacia del modelo.

En general, los datos de entrada utilizados en la formulación de modelos de clasi-

ficación, además de reflejar el grado de conocimiento que se tiene sobre el activo y

el mercado, son determinantes para la precisión, legibilidad e interpretabilidad del

modelo. La eficacia de la elección depende de la capacidad de identificar y seleccionar

las variables discriminantes que mejoran el rendimiento de la clasificación.
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3.3 Preprocesamiento de datos

Los modelos de predicción de la dirección de los precios de los activos son una valiosa

herramienta para realizar juicios de valor y tomar decisiones de inversión. La eficacia

de estos modelos está determinada en parte por la calidad de los datos, los métodos de

preprocesamiento y las actividades de preparación que los hacen útiles para el análisis.

Aunque la introducción de la mineŕıa de datos y el aprendizaje automático también

ha contribuido al progreso de las técnicas de preprocesamiento de datos, aún existen

algunos interrogantes por responder. Uno de ellos consiste en determinar la verdadera

influencia que tiene la aplicación de estos métodos, dada la naturaleza y la calidad

de los datos, para que resulten útiles y se ajusten a los requisitos de las técnicas

de clasificación. En este sentido, la sección 3.3.1 describe brevemente el efecto de

la aplicación de técnicas de preparación de datos en la construcción de modelos de

clasificación. La sección 3.3.2 aborda el problema de la selección de caracteŕısticas

en la construcción de modelos de clasificación. Por último, la sección 3.3.3 describe

brevemente la extracción de caracteŕısticas, aunque sin profundizar demasiado porque

no es de interés para los objetivos de este estudio.

3.3.1 Preparación y disposición de datos

Tradicionalmente, la construcción de modelos predictivos eficaces ha estado influenci-

ada por la calidad de los datos utilizados en su formulación. En términos generales,

esto ha llevado no sólo a cuestionar la idoneidad de los datos en la construcción de

los modelos, sino también a detectar si son adecuados para el fin para el que se van

a utilizar. Los últimos avances han demostrado que la disponibilidad de datos como

variables de entrada en la formulación de modelos no sólo debe ser suficiente en can-

tidad, sino también en calidad, utilidad y estructura. Además de ser adecuados según

los requisitos de la técnica y la finalidad para la que se utilicen. En este sentido, la

preparación de datos se ha convertido en un paso obligatorio, mediante el cual los

”datos inútiles” se transforman en ”datos útiles” para que los métodos no sólo funcio-

nen, sino que produzcan resultados de calidad. Una revisión de la literatura muestra

que el uso de actividades de preparación y ajuste de datos contribuye a la construcción

de modelos más precisos. Entre las actividades más comunes que se comentan a con-

tinuación se encuentran la conservación de datos, las actividades de preparación de

datos (recuperación, limpieza, eliminación de registros por falta de datos, corrección
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de datos, discretización y almacenamiento de datos), la normalización de datos y, por

último, el equilibrado de clases no balanceadas.

A. Conservación de datos

En la literatura se han reportado muchas actividades de preparación de datos, especial-

mente como preámbulo a la construcción de modelos predictivos. Entre las actividades

más importantes están las que mejoran la calidad de los datos, asegurando su sufi-

ciencia y el cumplimiento de las especificidades y requisitos de calidad exigidos por

los métodos [355, 392, 331]. Sin embargo, hay que tener en cuenta que la calidad es

una condición inherente a los datos que se materializa y se preserva desde el momento

en que se conciben, producen y almacenan. Por otro lado, cuando se garantiza la

seguridad de los datos y se restringe el uso de información redundante, los riesgos de

inconsistencia y pérdida de integridad de los datos son prácticamente reducidos, lo

que implica, una vez construido el modelo, que la producción de resultados sea con

altos niveles de calidad. No obstante, los autores en [393] señalan que la calidad de los

datos de entrada mejora con la extracción de nuevos atributos a partir del espacio de

caracteŕısticas original.

B. Actividades de preparación

Algunas rutinas de preparación de datos, aunque son muy comunes en la mayoŕıa de

los casos, hacen que las colecciones de datos sean más eficientes para el análisis. Entre

las acciones más frecuentes, que se aplican a los datos en bruto, están la recuperación,

la limpieza, la eliminación de datos inútiles o de registros con valores perdidos, la

corrección de datos erróneos, el tratamiento de datos at́ıpicos, la discretización y el

almacenamiento de datos [394, 395, 355, 396, 397]. Además, uno de los problemas más

comunes y ampliamente reportados es la presencia de ruido en los datos de entrada

[398, 329, 396]. Entre las intervenciones más destacadas están la incorporación de

nuevos atributos (formados por la media y la desviación estándar de los datos) [329] y

la transformada de Wavelet [396].

C. Normalización de datos

La normalización consiste en ajustar los valores de las mediciones dispuestas en difer-

entes escalas de medida a una escala común. Al examinar las especificidades de los
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modelos predictivos, tanto las actividades de preparación como los métodos de pre-

procesamiento responden a la naturaleza de los datos para hacer viable su aplicación.

Trabajos recientes han demostrado que la normalización evita la influencia de variables

con escalas de medición superiores. En consecuencia, el uso de estos procedimientos se

ha hecho obligatorio para algunas técnicas cuando se buscan resultados más precisos.

Los enfoques más recientes, basados en el aprendizaje profundo (DL) [399, 395], los

métodos de conjunto [396, 400, 401, 331, 402], los modelos h́ıbridos [355], las máquinas

de vectores de soporte (SVM) [372], las redes neuronales artificiales (ANN) [403] y

las redes neuronales convolucionales (CNN) [392], hacen uso del escalado y la norma-

lización de los datos de entrada. Los estudios emṕıricos han demostrado que la norma-

lización de los datos no solo ayuda a mitigar la influencia de las variables con valores

de mayor magnitud, sino que también mejora el aprendizaje durante el entrenamiento

y mejora la precisión de las predicciones con los algoritmos de aprendizaje automático.

En la extracción de caracteŕısticas, para evitar que las primeras combinaciones lin-

eales retengan la mayor variabilidad debido a las diferencias de escala, los datos se

normalizan [404].

D. Equilibrio de clases desbalanceadas

Uno de los problemas más recurrentes en el uso de métodos de aprendizaje super-

visado es el desequilibrio de instancias dentro de los grupos [394, 405]. En general,

el análisis de eventos con observaciones desiguales se ha planteado como un problema

de clasificación multiclase con datos desbalanceados [406]. Dada la complejidad de los

datos, el desequilibrio entre clases puede afectar en algunos casos el entrenamiento de

los modelos de aprendizaje automático [407], lo que repercute en la precisión de la

clasificación. La intervención de los problemas de clasificación multiclase con clases

desequilibradas puede admitir múltiples soluciones. La construcción de métodos de

conjunto [402, 329, 396, 331], de sistemas h́ıbridos [392, 398, 355] o la mejora de los

algoritmos existentes [406]. El uso de métodos de balanceo por submuestreo o so-

bre muestreo de instancias [408, 409, 410]. Entre estos métodos, SMOTE es una de

las técnicas de sobremuestreo más utilizadas para equilibrar las clases minoritarias y

mejorar el rendimiento del modelo [327]. Otra medida muy practica es la ponderación

de clases, que consiste en asignar pesos más altos a la clase con instancias deficitarias

frente a la clase dominante [411]. [412] mediante el sobremuestreo de clases minoritarias

logran una precisión del 74% en la predicción de la dirección del ı́ndice BIST100. [413]
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pondera las clases seleccionadas logrando una precisión del 90.33% en la predicción de

la tendencia bursátil.

En resumen, el volumen y las caracteŕısticas de los datos han fomentado el uso de

técnicas de preparación para mejorar la calidad de los datos y la eficacia de los modelos

de clasificación. La mayoŕıa de los datos del ”mundo real”, al estar influidos por el

ruido, los datos ausentes, incoherentes, irrelevantes, redundantes y de baja calidad,

dificultan aún más su explotación. Aśı, la preparación de los datos, además de con-

ferirles valor y hacerlos aptos para el análisis, permite utilizar eficazmente los métodos

de clasificación para construir modelos predictivos más precisos.

Por otra parte, la construcción de modelos predictivos más precisos requiere el uso

de acciones espećıficas de preprocesamiento y preparación de datos en función de la

técnica que se vaya a utilizar. El examen de los resultados de estos estudios muestra,

dada la naturaleza y la calidad de los datos, la magnitud de los problemas abordados

para lograr los mejores resultados de clasificación.

3.3.2 Selección de caracteŕısticas

La selección de caracteŕısticas es una cuestión clave en la construcción de modelos de

predicción. Tradicionalmente, la definición de variables de entrada en la construcción

de modelos de clasificación supervisados se ha enfocado como un problema de selección

de caracteŕısticas. En esencia, la selección consiste en descartar caracteŕısticas re-

dundantes e irrelevantes que no son útiles en la clasificación. Por tanto, la elección del

mejor subconjunto de atributos es aquél que teóricamente discrimina e interpreta mejor

las diferencias entre grupos en el momento de la clasificación. Teniendo en cuenta estos

aspectos en esta sección se examina y sintetiza el estado actual del conocimiento sobre

la selección de variables en la construcción de modelos que predicen la tendencia de

los precios de los activos. Las interpretaciones que se describen a continuación proce-

den de notables trabajos publicados en el ámbito de la selección de caracteŕısticas y

se basan en los enfoques de filtrado (filtering method), envoltura (wrapping method) e

incrustación (embedding method). El análisis de estas publicaciones conduce a obser-

vaciones que deben tenerse en cuenta en la definición de procedimientos en la selección

de caracteŕısticas.
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A. Generalidades

La selección de caracteŕısticas ha demostrado ser una herramienta valiosa para definir

el mejor subconjunto de variables candidatas en la construcción de modelos de clasi-

ficación. Además de descartar la inclusión de variables irrelevantes y redundantes,

ayuda a generar modelos predictivos legibles, interpretables, precisos y menos inesta-

bles. Siempre que se conozca o no el grupo de pertenencia de cada observación, la

selección de caracteŕısticas puede aplicarse a problemas de clasificación supervisada

[414], no supervisada [415, 416] y semisupervisada [413]. La selección de atributos en

problemas de clasificación supervisada, a diferencia de la clasificación no supervisada,

implica conocer previamente el grupo al que pertenece cada observación [417]. A difer-

encia de las dos anteriores, la selección de atributos en la clasificación semi-supervisada

utiliza observaciones de la misma población, con y sin etiquetado de clase, para iden-

tificar las caracteŕısticas discriminativas más relevantes [418].

Aunque los modelos de aprendizaje no supervisado han demostrado su utilidad

para detectar estructuras de correlación entre observaciones sin membreśıa de clase,

y los enfoques semi-supervisados son valiosos para identificar el grupo de pertenencia

de las observaciones mayoritarias sin etiquetas, estos enfoques no se abordan en este

documento porque no son atractivos para los fines señalados.

B. Medidas de selección de caracteŕısticas

En los problemas de clasificación del mundo real, tradicionalmente se desconocen las

variables predictoras que proporcionan la mejor discriminación entre grupos [419, 420,

421]. En un esfuerzo por identificar las variables que mejor explican la acción del precio

y predicen la tendencia de los activos financieros, se han propuesto varios enfoques de

selección basados en algoritmos de aprendizaje automático [317, 422, 318, 423, 424].

Su correcta aplicación implica revisar y conocer de antemano los detalles operativos

requeridos por estos métodos según las necesidades de cada problema de selección.

Aunque los detalles operativos son muy diversos, al menos pueden resumirse en tres

pasos [425], la definición de subconjuntos de variables, el análisis de estos subconjuntos

utilizando un criterio de selección y la validación de las variables predictoras elegidas.

Aunque quedan por resolver algunas cuestiones cŕıticas sobre la definición y el uso de

criterios en la selección de caracteŕısticas. El problema de definir y medir la relevancia

como criterio de selección sigue siendo objeto de debate [426]. Más aún cuando las me-

didas de estos criterios están presentes entre variables cuyas interacciones dificultan su
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medición y detección individual [427]. La relevancia puede entenderse como un califica-

tivo asignado subjetivamente a un atributo en un contexto determinado. Sin embargo,

desde un punto de vista estad́ıstico, este calificativo se hace medible en cuanto se iden-

tifican las caracteŕısticas menos relevantes. Aśı, en el proceso de comparación, en el que

se analiza la dependencia e independencia entre variables, un atributo es capaz de pro-

porcionar información sobre el otro. Esto hace que se puedan identificar las variables

relevantes a partir de las variables redundantes. En consecuencia, las variables inde-

pendientes continuas que influyen en el comportamiento de las categoŕıas de la variable

dependiente son variables relevantes [428]. Del mismo modo, las variables que están

muy correlacionadas entre śı no aportan información adicional en la construcción de

modelos predictivos. Por lo tanto, se vuelven irrelevantes porque pueden generar prob-

lemas de multicolinealidad y de singularidad, especialmente cuando se utilizan algunos

métodos estad́ısticos [429, 430, 431, 432]. En este contexto, los métodos utilizados

en la selección de caracteŕısticas se basan en la identificación de variables relevantes

mediante mecanismos de comparación y de descarte de variables redundantes.

C. Métodos y medidas de selección

La revisión de la literatura muestra un creciente cuerpo de investigación sobre métodos

de selección de atributos utilizados en la construcción de modelos predictivos [433, 420,

426, 434, 428]. Durante las últimas décadas, la selección de caracteŕısticas en problemas

de clasificación supervisada se ha abordado utilizando modelos de filtro [420, 426],

modelos envolventes [435, 436, 437], modelos integrados [438]. Aunque todav́ıa no

existe un consenso claro sobre qué métodos de selección son los más adecuados, se

han intensificado los esfuerzos para mejorar la eficacia de estos enfoques con miras a

construir modelos de clasificación más precisos [437].

En términos generales, en los métodos de filtrado, la selección de caracteŕısticas

se basa en el uso de distintos parámetros de proximidad entre variables. Tradicional-

mente, estas medidas se han utilizado como criterios de selección. De hecho, el análisis

de dependencia e independencia univariantes y multivariantes entre variables es uno de

los criterios más utilizados en la identificación del mejor subconjunto de caracteŕısticas.

Además, su definición se realiza independientemente del método de clasificación que

se vaya a utilizar para llevar a cabo la predicción. Esto significa que, en cierto modo,

la selección ignora el desempeño que este subconjunto de variables puede tener en la

construcción de los modelos de clasificación [439]. Los métodos envolventes, a difer-
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encia de los métodos anteriores, se han caracterizado porque utilizan la precisión de

la clasificación como criterio de selección de caracteŕısticas. Mediante un algoritmo de

clasificación, que se asigna por defecto, el método de selección elige el mejor subcon-

junto de caracteŕısticas en función de los mejores resultados obtenidos en la clasificación

[440]. Lo que se convierte en un problema de alta complejidad computacional cuando

se analizan matrices de datos multivariantes. Los métodos integrados en los que se

combinan métodos de filtro y envoltura se caracterizan porque, después de identificar

los mejores subconjuntos de variables utilizando distintos criterios de proximidad, se

elige el mejor subconjunto de caracteŕısticas usando la precisión de la clasificación como

criterio de selección [441].

D. Métodos de filtro

Al abordar estos enfoques con más detalle, en los métodos de filtrado, entre las medidas

de proximidad más utilizadas como criterios de selección de caracteŕısticas, se desta-

can las basadas en la información [442, 443, 444], la similaridad [445, 446], la distancia

[447], la consistencia [448, 449, 450], la dependencia [451, 452], la entroṕıa [453, 454]

y las medidas estad́ısticas (correlación [455], Chi-cuadrado [456] y las puntuaciones de

Fisher [457]). Entre las medidas más relevantes utilizadas como criterios de selección

se encuentran las medidas de independencia y de diferenciación de grupos [458]. Desde

el punto de vista estad́ıstico, el análisis de independencia entre variables se posibilita

mediante el coeficiente de correlación lineal de Pearson, mientras que el análisis de

diferencias entre grupos se garantiza con el criterio de Fisher [459]. El análisis de cor-

relación permite identificar las variables que son relevantes para las categoŕıas de la

variable dependiente. Asimismo, identifica las variables correlacionadas, lo que ayuda

a descartar las variables redundantes [460, 428]. En estos casos, cuando la presencia de

muchas variables redundantes es evidente, una sola variable es suficiente para describir

el comportamiento de los grupos en los datos. Por otra parte, la media de los datos es el

estimador estad́ıstico utilizado para evaluar las diferencias entre grupos [429] y el crite-

rio de Fisher evalúa el nivel de discriminación; cuanto mayor sea la puntuación, mayor

será el poder discriminatorio de las variables [461]. El cumplimiento de estas condi-

ciones hace que las variables candidatas sean útiles y relevantes en la construcción de

modelos de clasificación legibles, parsimoniosos y más precisos, de modo que las demás

variables pueden descartarse porque no añaden información. Aunque la literatura rev-

ela numerosos esfuerzos en el diseño de métodos de ayuda en la búsqueda de variables
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relevantes para la construcción de modelos de clasificación, aparentemente son pocos

los trabajos que utilizan el poder discriminatorio y la independencia en la selección de

variables legibles para la construcción de modelos predictivos [32, 29, 34, 36, 37, 77, 33].

Algunos estudios han explorado el uso de distintos criterios de selección para mejo-

rar la eficacia de los modelos predictivos. Aunque la complejidad computacional

también se ha visto afectada, la precisión en las tareas de clasificación ha alcanzado

valores más competitivos. Utilizando métodos de filtrado, destacados estudios recur-

ren a criterios de selección basados en la información mutua [454, 412, 462], Ratio de

ganancia [426, 463], Relief [426], ReliefF [437], Ganancia de información [464, 465],

incertidumbre simétrica [464, 437], Chi-cuadrado [465, 412], la ponderación de carac-

teŕısticas [466, 467, 468, 413] y el análisis de redundancia [469, 470, 471] para predecir

la dirección de los precios de los activos.

El rendimiento obtenido con el uso de estos métodos y de diferentes medidas de

selección de caracteŕısticas se pone de manifiesto en los resultados obtenidos con los

modelos de clasificación. Los autores en [426] seleccionan los indicadores técnicos más

informativos utilizando métodos de filtrado con puntuaciones de relevancia, ratio de

ganancia y algoritmo Relief. Además, utilizando el algoritmo GBM como clasificador

obtiene una precisión del 59% prediciendo el rendimiento diario de las acciones de la

Bolsa de Estambul (BIST). [393] utiliza la correlación lineal de Pearson como criterio

de selección de las caracteŕısticas más relevantes para construir modelos de regresión

de bosque aleatorio (RFR) y de regresión de gradiente extremo (XGBR) y predecir

la tendencia del ı́ndice Nifty50. Sin embargo, hay que señalar que algunos estudios

[393] consideran que la calidad de los datos de entrada se mejora ampliando el espacio

de caracteŕısticas con atributos ”más relevantes” derivados de los atributos originales.

Lo que puede llevar a problemas de multicolinealidad si no hay un proceso previo de

selección o extracción de caracteŕısticas relevantes. El uso de predictores, altamente

correlacionados con sus variables originales, puede dar lugar a modelos de clasificación

inestables.

Por otra parte, la predicción de la dirección de los precios a partir de noticias

financieras ha planteado también un enorme desaf́ıo, dada la baja precisión de las

previsiones señalada en la bibliograf́ıa [465]. Los autores en [412] utilizando la infor-

mación mutua equilibrada y la relevancia como criterio de selección de caracteŕısticas

resuelve el problema de desequilibrio de clases. Además, alcanza una precisión del

74% en la predicción de la dirección del ı́ndice BIST 100. Este rendimiento es su-

perior al proporcionado por las caracteŕısticas seleccionadas utilizando información
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mutua y Chi-cuadrado. Algunos estudios han sugerido que enormes espacios de car-

acteŕısticas conducen a la construcción de modelos de clasificación inexactos [462]. El

mejor rendimiento en la predicción de la dirección del mercado bursátil, con una pre-

cisión de hasta el 52.3%, se consigue tras la selección, el uso de noticias financieras

y las máquinas de vectores de soporte. Los resultados sugieren que cuanto menor es

el número de caracteŕısticas que intervienen en la construcción del modelo de clasifi-

cación y más discriminativas son, mayor es la precisión. [465] utilizando cinco criterios

de selección y una SVM encontró que 300/800 variables candidatas proporcionan un

F-Score del 84% en la predicción bursátil a partir de noticias financieras. La exactitud

de la predicción (PA) es el criterio de selección que supera a la frecuencia de docu-

mentos (DF), la frecuencia de términos-invertir frecuencia de documentos (TF-IDF),

la ganancia de información (IG) y el estad́ıstico Chi-cuadrado. [466] alcanza una pre-

cisión del 97.03% en la clasificación del sentimiento de las noticias financieras para

predecir las tendencias del mercado de valores. Este rendimiento se consigue con una

máquina de vectores de soporte (SVM) como clasificador y la reducción del espacio de

caracteŕısticas utilizando la frecuencia de documentos (DF) como criterio de selección y

el enfoque n-gram con diferentes pesos para la extracción de caracteŕısticas. Utilizando

este mismo enfoque [467, 468, 413] señalan que los métodos de selección y ponderación

de caracteŕısticas pueden desempeñar un papel importante en la clasificación de sen-

timientos. Luego de seleccionar las variables de entrada más relevantes, [468] obtiene

hasta un 83.33% de precisión al predecir la tendencia intrad́ıa del tipo de cambio, mien-

tras que [413] logra un 90.33% de precisión en la predicción de la tendencia bursátil,

en ambos casos utilizando titulares de noticias financieras.

E. Métodos de envoltura

Los métodos envolventes y el renovado interés por el uso del aprendizaje supervisado

en la construcción de modelos predictivos han dado resultados prometedores [436, 437,

463, 464]. En comparación con los métodos de filtro, los métodos de envoltura también

han producido resultados comparables [472]. Esto se debe principalmente a que su

rendimiento viene determinado por la definición y solución de una función objetivo.

El resultado de la clasificación es la función objetivo que se utiliza para evaluar los

subconjuntos de variables independientes. Aśı, cuando la función objetivo maximiza

la precisión de la clasificación, con el mı́nimo número de caracteŕısticas, prácticamente

identifica el subconjunto óptimo de variables relevantes potencialmente utilizables en
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los modelos de clasificación. Sin embargo, hay que señalar que las variables selec-

cionadas con estos enfoques no se basan en propiedades de independencia y diferen-

ciación de clases. Por lo tanto, su uso en la construcción de modelos, dada la posibilidad

de utilizar variables redundantes, podŕıa dar lugar a modelos de clasificación inestables

y sobre ajustados [473].

F. Métodos integrados

La elección del subespacio de caracteŕısticas siempre ha sido un factor determinante

en la eficacia de los modelos de predicción. Su elección, en cierta medida, puede entrar

en conflicto con los méritos de los métodos de clasificación si éstos no se ajustan a

los principios que rigen la selección. Para explotar estas debilidades se han propuesto

diversos enfoques integrados. En los últimos años, el creciente interés por construir

métodos integrados [424] y modelos h́ıbridos [464, 422, 318] se ha centrado en el uso

de técnicas computacionalmente costosas. Estas técnicas han demostrado su eficacia

en la selección y extracción de caracteŕısticas. Sin embargo, la revisión de la literatura

muestra que sigue siendo dif́ıcil encontrar mejores medidas para la selección de carac-

teŕısticas. En particular, cuando se desconocen los principios y méritos de los modelos

utilizados en la selección y clasificación. Especialmente cuando se desea mejorar la

precisión de las predicciones [389].

Algunos estudios emṕıricos que predicen la dirección de los precios de los activos

han hecho hincapié en el desarrollo de métodos h́ıbridos de selección de caracteŕısticas

para mejorar el rendimiento de la predicción. [464] propone el método denominado

Puntuación F y búsqueda secuencial hacia delante admitida (F SSFS). Combinando los

métodos de filtro y envoltura en la selección de un subconjunto óptimo de caracteŕısticas

(17/30 variables candidatas), SVM supera a una red neuronal de retro propagación

(BPNN) con una tasa de precisión del 87.3% en la predicción de la tendencia del ı́ndice

NASDAQ. Otros estudios basados en enfoques h́ıbridos combinan la correlación como

método de filtrado con el método envolvente de selección de caracteŕısticas de evolución

diferencial (DEFS) [422]. Este método despliega diferentes clasificadores basados en

la distancia como criterio de evaluación. La media móvil simple de 5 d́ıas es uno de

los indicadores técnicos más relevantes seleccionados. Mientras que los datos sobre

materias primas, ı́ndices bursátiles y datos de mercado son minoritarios. Utilizando

KNN como clasificador, la predicción de la dirección del ı́ndice bursátil S&P 500 alcanza

una precisión de hasta el 90.18%.
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G. Búsqueda de subconjuntos de caracteŕısticas

Los enfoques envolventes, aśı como los enfoques integrados e h́ıbridos, como se ha

mencionado, han demostrado ser computacionalmente costosos y exhaustivos. En par-

ticular, en tareas de búsqueda de subconjuntos de caracteŕısticas antes de su evalu-

ación y selección. Para mitigar esta dificultad, la literatura especializada revela que

las búsquedas heuŕısticas ayudan a mejorar la selección de las variables de entrada

y, en consecuencia, la precisión de la clasificación [474, 475, 436, 468]. Otros enfo-

ques como el uso de algoritmos evolutivos, aplicados como estrategias de búsqueda de

soluciones y de optimización, han demostrado su utilidad en el análisis de enormes con-

juntos de datos [84, 476]. Entre los algoritmos evolutivos computacionalmente viables

para abordar este tipo de tareas se encuentran los algoritmos genéticos [473, 402] y la

optimización por enjambre de part́ıculas (PSO) [84]. Además, el uso de métodos de

búsqueda y selección secuenciales ha mejorado el rendimiento de este tipo de enfoques

para la selección de caracteŕısticas [421]. Otros enfoques de búsqueda, como Best-First,

Hill-climbing [477], Branch-and-Bound no son ampliamente utilizados en la búsqueda

de subconjuntos de caracteŕısticas. Concretamente, en la construcción de modelos de

clasificación para predecir la tendencia de los precios de los activos.

H. Análisis discriminante como método de selección

La eficacia del proceso de clasificación reside en la capacidad de identificar y seleccionar

las variables discriminantes e independientes que mejores diferencias producen entre las

categoŕıas de la variable dependiente. La revisión de la literatura cient́ıfica muestra que

el análisis discriminante como herramienta de selección de caracteŕısticas no se utiliza

con tanta frecuencia como los métodos de selección basados en inteligencia artificial

[57]. Aunque su uso como método de clasificación se ha extendido a todas las ramas del

conocimiento, su aplicación en la predicción de la evolución de variables financieras aún

no ha recibido la importancia que merece. En parte, esto puede deberse a que la fia-

bilidad de su aplicación requiere que las variables predictoras asuman una distribución

normal multivariante [81, 86]. En algunos casos, estos requisitos dif́ıciles de cumplir

limitan su aplicación, lo que no ocurre con los métodos de aprendizaje automático

que son ampliamente utilizados [87, 88]. Sin embargo, su eficacia ha quedado plena-

mente demostrada en algunos estudios emṕıricos en los que se utiliza como referencia

para evaluar el rendimiento de otros modelos de clasificación [55, 478, 479, 391, 480].

Otros enfoques se han beneficiado de la reducción de la dimensionalidad de los datos
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extrayendo caracteŕısticas y utilizándolas en la construcción de modelos [481].

La selección de variables por pasos utilizando análisis discriminante es una ex-

tensión del modelo original que ayuda a identificar las variables que ofrecen el mejor

rendimiento de clasificación. Aunque este procedimiento es demasiado exhaustivo y

costoso desde el punto de vista computacional, la literatura cient́ıfica no proporciona

pruebas de su uso en la selección de caracteŕısticas para predecir la tendencia de vari-

ables financieras. Tampoco se observa su aplicación en la detección de variables que

mejoren la precisión de los algoritmos de clasificación. Sin embargo, los estudios pub-

licados hasta la fecha śı sugieren que el uso de grandes volúmenes de datos para la

selección y extracción de caracteŕısticas se debe al desconocimiento de las variables

que mejor discriminan entre tendencias [465]. En estos enfoques, la selección de carac-

teŕısticas se basa en el rendimiento obtenido con las tareas de clasificación y el uso de

medidas de filtrado como criterios de selección. Aunque estos enfoques también han

demostrado ser computacionalmente costosos, a diferencia del análisis discriminante

por pasos, su uso si se ha intensificado.

Por otro lado, existe un importante subconjunto de métricas útiles para medir la

similitud o diferencia entre observaciones. Estas medidas de distancia o separación

entre clases han demostrado ser ideales para detectar si la caracteŕıstica medida por

esa variable contribuye o no a la diferenciación de las categoŕıas de la variable depen-

diente. Entre ellas se encuentran la lambda de Wilks, la distancia de Mahalanobis, la

varianza no explicada y la traza de Lawley-Hotelling. Otras medidas, como el ĺımite

inferior de Cramer-Rao (CRLB), también han demostrado su valor en la diferenciación

de clases [482]. Sin embargo, al revisar la literatura cient́ıfica, no se informa del uso de

medidas de diferenciación interclase como criterios de selección de caracteŕısticas. Por

lo tanto, el uso de estas medidas como criterios de selección en la detección de carac-

teŕısticas discriminativas, que contribuyen a la diferenciación entre grupos, mejoraŕıa

el rendimiento de los modelos de clasificación.

En resumen, los problemas del mundo real se caracterizan por el desconocimiento

de las variables que mejor explican el comportamiento de la variable objeto de estu-

dio. Tradicionalmente, la identificación de variables relevantes se ha abordado como un

problema de selección de caracteŕısticas, especialmente en la construcción de modelos

de clasificación. En general, estos procesos utilizan criterios de selección y algoritmos

de búsqueda para detectar y descartar las variables menos relevantes. Los estudios

emṕıricos han demostrado que la inestabilidad y el sobreajuste de los modelos de

clasificación vienen determinados por la calidad de las variables y sus relaciones de
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interdependencia entre las variables utilizadas en su construcción. Los enfoques de

selección más notables propuestos hasta la fecha incluyen el uso de técnicas de apren-

dizaje automático y métodos estad́ısticos. Entre ellos se destacan los métodos de filtro,

los métodos de envoltura y los modelos integrados. Sin embargo, en la predicción de

tendencias de activos financieros no hay pruebas del uso de medidas de separación

de clases como criterio de selección para la detección de variables discriminantes y su

utilización en la construcción de modelos de clasificación.

La selección de caracteŕısticas ha demostrado ser un procedimiento clave en el pre-

procesamiento de datos para construir modelos de clasificación más eficaces. Aunque

hasta la fecha la bibliograf́ıa ha recogido un importante número de contribuciones, aún

no existe un consenso claro sobre qué criterios y métodos utilizados en la selección de

caracteŕısticas son los más adecuados [483]. En la práctica, estos procedimientos de

selección se han estructurado en función de las particularidades de cada problema bajo

un contexto determinado. Esa falta de generalización es la que ha dado lugar a un gran

número de contribuciones divulgadas hasta la fecha. Los resultados de estos estudios

demuestran que los criterios utilizados en la selección de caracteŕısticas dependen no

sólo del tipo de datos y de la interdependencia multivariante de los atributos, sino

también de los méritos de las técnicas de clasificación empleadas en la construcción

de modelos predictivos. Llegados a este punto, los criterios a utilizar en la selección

de caracteŕısticas, además de adaptarse a la estructura de los datos, deben permi-

tir seleccionar el subconjunto de variables que mejor ayuden a explicar y predecir el

comportamiento de los datos según el propósito de cada estudio.

Por último, cabe señalar que la identificación y selección de caracteŕısticas requiere

un criterio de selección que ayude a medir y detectar las variables más relevantes entre

los datos. Una vez definido este criterio, se puede desarrollar un procedimiento para

identificar el subconjunto de variables predictoras que mejor se ajustan a los criterios

utilizados en la selección. También hay que tener en cuenta que, en estos análisis de

relevancia, las variables importantes por śı solas no son muy informativas, pero cuando

se comparan con otras, la información que proporcionan ayuda a identificar y descartar

las variables menos relevantes.

3.3.3 Extracción de caracteŕısticas

La alta dimensionalidad de los datos se ha abordado clásicamente como un problema

de extracción de caracteŕısticas. La extracción, a diferencia de la selección de car-
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acteŕısticas, consiste en obtener dos o más combinaciones lineales de las variables

originales con la menor pérdida de información posible. Estas nuevas caracteŕısticas

ortogonalmente independientes suelen utilizarse como variables predictoras en la con-

strucción de modelos de clasificación. La extracción ha demostrado ser una potente

herramienta en la definición del mejor subconjunto de variables predictoras. Además

de reducir el ruido generado por la presencia de variables irrelevantes, reduce la com-

plejidad computacional, el tiempo de entrenamiento y ayuda a producir modelos más

estables. Aunque las combinaciones lineales son estructuras de correlaciones entre vari-

ables observables, el problema de la legibilidad e interpretabilidad en su uso como vari-

ables predictoras es evidente. Tradicionalmente el análisis de componentes principales

(PCA) y el análisis discriminante lineal (LDA) han sido las técnicas más utilizadas en

la extracción de caracteŕısticas [484, 400]. Como se ha mencionado, cuando se utilizan

estos enfoques como métodos de extracción de caracteŕısticas, las nuevas combinaciones

lineales, aunque pueden utilizarse como variables predictoras independientes, la legi-

bilidad e interpretabilidad de los modelos de clasificación se ve dificultada por su uso.

Por lo tanto, este tipo de enfoque no se aborda en este trabajo porque no se ajusta a

los objetivos de este.

3.4 Construcción del modelo de clasificación

En un esfuerzo por predecir la dirección del mercado de divisas y beneficiarse de la

volatilidad de los tipos de cambio, los participantes del mercado están cada vez más

interesados en construir modelos de clasificación más eficaces. Aunque se han obtenido

resultados muy prometedores en el campo de la inteligencia artificial, sigue habiendo

una gran necesidad de desarrollar modelos de previsión parsimoniosos, legibles y más

precisos. Teniendo en cuenta estas directrices, a continuación, se presenta una breve

revisión del estado de la técnica en la construcción de modelos de clasificación. Las

obras citadas describen la eficacia y versatilidad que ofrece el análisis discriminante

en la construcción de modelos predictivos. La revisión bibliográfica de los modelos

de clasificación utilizados en la predicción de la tendencia de los precios aborda una

amplia variedad de instrumentos financieros. La sección 3.4.1 hace referencia a las

criptomonedas, la sección 3.4.2 a los tipos de cambio, la sección 3.4.3 a los valores de

renta variable, la sección 3.4.4 a las carteras de inversión y la sección 3.4.5 a los ı́ndices

bursátiles. Por último, la Sección 3.4.6 describe brevemente el estado del arte en la

definición de hiperparámetros para la configuración de métodos de clasificación y su
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influencia en el uso del análisis discriminante lineal. Predecir la dirección de las varia-

ciones de los tipos de cambio para tomar decisiones de inversión acertadas se ha con-

vertido en uno de los retos más desafiantes del sector financiero. Principalmente por la

complejidad y los riesgos que supone para instituciones, inversores y partes interesadas.

La literatura cient́ıfica demuestra que la dirección de los precios de los instrumentos fi-

nancieros se predice para distintos periodos de tiempo y utilizando métodos y variables

de entrada muy diversos. Según los estudios divulgados hasta la fecha, la construcción

de modelos de clasificación se basa en métodos estad́ısticos, algoritmos de aprendizaje

supervisado y el uso de técnicas de inteligencia artificial [485, 76, 75, 486, 487, 488].

Como ya se ha mencionado, entre las variables de entrada más utilizadas, según la

sección 3.2, se encuentran los datos de mercado, los indicadores técnicos, los funda-

mentales y la información heterogénea (noticias financieras y publicaciones en redes

sociales).

El auge de la inteligencia artificial, dado que su aplicación no requiere el cumplim-

iento de supuestos estad́ısticos en los conjuntos de datos, ha desplazado en parte el uso

de algunos enfoques tradicionales. Algunos de estos métodos convencionales incluyen

el análisis de series temporales, aplicado a la construcción de modelos predictivos me-

diante métodos ARIMA univariantes y multivariantes. Aunque estas técnicas han

arrojado resultados prometedores, el rendimiento ofrecido por los nuevos enfoques ha

relegado su uso. Estudios recientes, como ya se ha mencionado, han mostrado una

marcada preferencia por el uso de técnicas de aprendizaje automático supervisadas y

no supervisadas. Los hallazgos reportados en [75] ponen de manifiesto que, entre las

técnicas más utilizadas para predecir la evolución de los precios de los instrumentos de

renta variable, los tipos de cambio y los ı́ndices bursátiles se encuentran los modelos de

clasificación basados en máquinas de vectores de soporte (SVM), los modelos difusos,

las redes neuronales artificiales (ANN) y las redes neuronales de aprendizaje profundo

(DL). Algunos trabajos notables, de previsión de la evolución de los tipos de cambio

se basan en técnicas de inteligencia artificial. Entre los enfoques más avanzados se en-

cuentran el aprendizaje profundo por refuerzo [489], la memoria a largo plazo (LSTM)

[490], el análisis de sentimiento a partir de contenido textual [491, 492], el análisis

wavelet [493], los algoritmos genéticos [494], las máquinas de vectores de soporte y

otros enfoques [495]. En un intento por mejorar la precisión de estos algoritmos, los in-

vestigadores han propuesto técnicas para combinarlos y formar sistemas más robustos.

Entre ellos se encuentran los métodos h́ıbridos [84], los métodos ensemble [325, 329] y

los métodos de predicción conjunta por refuerzo (Boosting) [496, 497].
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La Tabla 3.2 presenta algunas de estas técnicas de clasificación y la Tabla 3.3 in-

forma sobre el desempeño en la predicción obtenido con estos métodos. El rendimiento

en la clasificación, con estos enfoques, alcanza valores de precisión competitivos.
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Tabla 3.2: Método de clasificación.

Autor a Método Instrumento

Das et al.(2022) [325] DL Tipos de cambio

Dash et al.(2022) [326] Hı́brido Tipos de cambio

Ortu et al.(2022) [324] DL, MLP, LSTM∗, ALSTM, CNN Criptomonedas

Hao et al.(2022) [315] Ensemble Materias primas

Padhi et al.(2022) [327] Fusión de modelos Portafolios

Ozer et al.(2022) [328] ML, LR∗, KNN, SVM, RF, XGBoost, CatBoost Criptomonedas

Sadeghi et al.(2021) [329] Ensemble SVM Tipos de cambio

Uras et al.(2021) [330] SVM, XGBoost (XGB), CNN∗, LSTM Criptomonedas

Ampomah et al.(2020) [331] Ensemble Índices bursátiles y Valores

Kwon et al.(2019) [332] DL, LSTM∗ Criptomonedas

Fischer et al.(2018) [333] DL Portafolios

Hu et al.(2018) [334] ANN Índices bursátiles

Bustos et al.(2017) [335] SVM∗, ANN Valores

Chakraborty et al.(2017) [336] LR, SVM∗, DT, BT, RF Índices bursátiles y Valores

Coyne et al.(2017) [337] ANN (MLP) Valores

Dingli et al.(2017) [338] DL Índices bursátiles

Huang et al.(2017) [339] GA Valores

Dang et al.(2016) [340] SVM Índices bursátiles

Di et al.(2016) [341] DL, Ensemble Índices bursátiles

Ghanavati et al.(2016) [342] SVM, LMNN, FuzzyML-SVM∗ Índices bursátiles

Chai et al.(2015) [343] Hı́brido Índices bursátiles

Dash et al.(2015) [344] RELM Índices bursátiles

Feuerriegel et al.(2015) [345] DL Valores

Gonzalez et al.(2015) [346] Ensemble SVMs∗, Bagging, Boosting y RF Índices y Tipos de cambio

aDL Deep Learning = Aprendizaje profundo, LSTM Long-Short Term Memory = Memoria a
corto plazo, ALSTM Attention-based Short-Term Memory = Memoria a corto plazo basada en la
atención, CNN Convolutional Neural Network = Red neuronal convolucional, Ensemble methods =
Combinación de varios modelos en un modelo predictivo óptimo, ML Machine Learning = Métodos
de aprendizaje automático, LR Logistic Regression = Regresión loǵıstica, KNN k-nearest neighbors =
Algoritmo de clasificación basado en la agrupación de k vecinos más cercanos, SVM Support Vector
Machine = Máquina de vectores de soporte, RF Random Forest = Bosque aleatorio, XGBoost Extreme
Gradient Boosting = Algoritmo de clasificación basado en árboles de decisión, CatBoost Categorical
Boosting = Algoritmo de clasificación basado en el refuerzo del gradiente, ANN Artificial Neural
Network = Red neuronal artificial, DT Decision Tree = Árbol de decisión, BT Boosted Tree = Árbol
reforzado, MLP Multi-layer perceptron classifier = Clasificador perceptrón multicapa, GA Genetic
Algorithm = Algoritmo genético, LMNN Large Margin Nearest Neighbor = Clasificación por vecino
más próximo de gran margen, FuzzyML = Método de aprendizaje automático basado en lógica difusa,
RELM Extreme Learning Machine Ridge = Máquina de aprendizaje extremo ridge, Bagging Bootstrap
AGGregatING = Método ensemble basado en árboles de decisión ajustados por muestras diferentes
del mismo conjunto de datos, Boosting = método ensemble basado en refuerzo secuencial de modelos
mejorados. ∗Métodos de clasificación con mejor desempeño, los valores de exactitud (Accuracy) están
referidos en la Tabla 3.3.

Trabajos basados en el análisis multidimensional de las diferencias entre grupos

muestran que el análisis discriminante es una de las técnicas estad́ısticas más aplicadas
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en el ámbito financiero [498]. En concreto, en el análisis del riesgo de insolvencia [499,

500, 501], la formulación de modelos de puntuación crediticia [502, 58, 503, 504, 505]

y el análisis de series de tiempo [506, 507], entre otros. Estos trabajos han mostrado

los mejores resultados en su campo de aplicación. Investigaciones recientes que uti-

lizan técnicas de aprendizaje automático e inteligencia artificial en el campo financiero

muestran que el análisis discriminante no se usa tan ampliamente en la predicción

de precios como los algoritmos de aprendizaje automático [498]. Esto se debe proba-

blemente al hecho de que la estructura de los datos viola los supuestos de normalidad

multivariante exigidos por el método para dar fiabilidad a las interpretaciones. A pesar

de estas dificultades señaladas por distintos autores en [54, 508, 509], se han realizado

notables investigaciones sobre la previsión de la evolución de los precios utilizando el

análisis discriminante a partir de datos de mercado, datos fundamentales y datos con

información heterogénea [51, 58, 510, 59, 511, 55, 57].

3.4.1 Criptodivisas

Predecir la evolución de los precios de las criptodivisas es una tarea compleja dado su

comportamiento altamente volátil en periodos de tiempo relativamente cortos. Aunque

son muchos los factores que pueden afectar al comportamiento de sus precios, dada la

influencia de la demanda, la regulación, los cambios tecnológicos, el sentimiento de

los inversores, entre otros aspectos, el interés por predecir su evolución futura ha au-

mentado en un intento de reducir el riesgo de inversión. El trabajo de [53] analiza

146 activos digitales que comenzaron a cotizar a fines de 2014 y se valoraron hasta

terminar 2018. Los autores construyen un modelo lineal discriminante que clasifica las

criptomonedas en dos categoŕıas: activo con riesgo de impago y activo sin riesgos de

impago con información del inversor. El modelo haciendo uso del poder discriminativo

de las variables produce una puntuación en la clasificación del 87%. Un trabajo re-

ciente basado en el procesamiento del lenguaje natural (NPL) [51] predice la dirección

del precio de Bitcoin (BTC) con un d́ıa de antelación. Haciendo uso del análisis de

sentimiento (una rama emergente del ML) identifica información relevante a partir de

titulares de noticias financieras y precios de Bitcoin para crear un modelo discriminante

lineal (LDA). El rendimiento obtenido en las tareas de clasificación alcanza una pre-

cisión del 58.5%. [58] predice la tendencia de los precios del Bitcoin mediante ingenieŕıa

dimensional de muestras. El estudio compara el desempeño de los algoritmos de apren-

dizaje automático (memoria a largo plazo (LSTM), análisis discriminante cuadrático
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(QDA), máquina de vectores de soporte (SVM), bosques aleatorios (RF) y XGBoost)

con los métodos estad́ısticos tradicionales (análisis discriminante lineal (LDA) y re-

gresión loǵıstica (LR)). Los resultados de los experimentos (predicción del Bitcoin en

marcos de tiempo de 5 minutos) sugieren que los métodos estad́ısticos superan a los

algoritmos de aprendizaje automático en la clasificación diaria con una precisión del

66%.

En general, los resultados de estos estudios sugieren que el análisis discriminante,

dependiendo de la naturaleza de los datos, es estad́ısticamente adecuado si, además de

superar los supuestos estad́ısticos, proporciona altos niveles de precisión en la clasifi-

cación. Aunque la precisión es un buen indicador del ajuste del modelo a la estructura

de los datos, las variables utilizadas, dada su capacidad discriminante, son esencial-

mente fundamentales para obtener dichos niveles de desempeño.

3.4.2 Tipos de cambio

Predecir la tendencia futura de los tipos de cambio dada la volatilidad e incertidumbre

de los mercados es también una tarea dif́ıcil. Aunque los tipos de cambio están influ-

idos por factores fundamentales, técnicos y de comportamiento, los cambios en estos

factores hacen que predecir con exactitud la tendencia futura sea una tarea compleja y

arriesgada. En cuanto a los pares de divisas más negociados en el mercado Forex, un

trabajo especializado investiga las ventajas de un algoritmo de ventana secuencial de

Parzen que se basa en representaciones discretas [510]. El modelado mapea los precios,

en una representación de cadena de mercado, utilizando casi 8 años de precios en un

marco temporal de una hora de los cuatro pares de divisas más negociados (CHF/USD,

EUR/USD, GBP/USD y AUD/USD). La tendencia de los tipos de cambio se predice

utilizando el Análisis Discriminante de Fisher (FDA), una Máquina de vectores de so-

porte (SVM), y una Ventana de Parzen (PW). El desempeño de la clasificación arrojó

una precisión de hasta el 53.25%. El desempeño de un modelo que analiza el efecto de

la discretización de los datos fundamentales en la predicción diaria del movimiento de

los tipos de cambio se presenta en [512]. Los autores evalúan el desempeño predictivo

de la regresión lineal, el análisis discriminante y el uso de una red neuronal. Además,

describen el proceso utilizado en la transformación de datos y la selección del modelo.

En general, aunque son pocos los estudios que predicen la tendencia de los tipos

de cambio utilizando el análisis discriminante, la versatilidad de este método ha de-

mostrado ser potencialmente funcional. Además de predecir la pertenencia de una
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observación a una de varias categoŕıas, también se ha demostrado su eficacia para

evaluar el rendimiento de otros métodos de clasificación.

3.4.3 Valores

Predecir la tendencia de las acciones, dada la volatilidad a la que están sujetas debido a

diversos factores, requiere un profundo conocimiento del mercado, lo que la convierte en

una tarea dif́ıcil. En este contexto [55] analizan la influencia de los datos fundamentales

en los movimientos del precio de las acciones de las empresas de telecomunicaciones

sudafricanas basándose en el análisis de sentimiento. Utilizando datos fundamentales

extráıdos de titulares de noticias financieras y publicaciones de redes sociales (twits),

los autores evaluaron el desempeño de distintos métodos tradicionales de clasificación.

La función discriminante lineal (LDA) alcanza una precisión de clasificación del 94%

al 96% en los experimentos, superando a la máquina de vectores de soporte (SVM),

los bosques aleatorios (RF) y los árboles de decisión (DT). En [57] se presenta un

nuevo enfoque que predice la tendencia de la prima de renta variable estadounidense

utilizando 14 medidas de rendimiento financiero. Los autores evalúan cuatro grupos de

técnicas de clasificación (métodos probit binarios penalizados, métodos probit binarios,

árboles de clasificación y regresión (CART) y análisis discriminante). El análisis dis-

criminante de alta dimensión (HDDA) produjo una precisión de clasificación del 67%,

superando estad́ısticamente a los demás métodos. Al evaluar el rendimiento económico

generado por la predicción, el análisis discriminante cuadrático (QDA) superó a los

demás modelos generando el mayor retorno acumulado (3.51). Un novedoso trabajo

presentado en [52] analiza el impacto de los anuncios de noticias en la predicción de

retornos financieros. La utilización de variables cuantitativas extráıdas de las noticias

del mercado y la inclusión de indicadores de sentimiento (construidos con el análisis dis-

criminante) como regresores exógenos de la volatilidad ayudan a reducir el número de

violaciones reales del VaR con respecto a los datos esperados. Se propone un modelo

de lógica difusa (n-fuzzy logic) con una máquina de vectores de soporte (SVM) en

[513] con datos de mercado para predecir la tendencia bursátil. Los autores comparan

el rendimiento de varios métodos, como el análisis discriminante múltiple (MDA), el

árbol de clasificación y regresión (CART), la máquina de vectores de soporte (SVM),

la regresión loǵıstica (LR), la red neuronal artificial (ANN) y los modelos SVM di-

fusos. Además, los métodos estad́ısticos se utilizaron como referencia para evaluar el

rendimiento de los demás modelos de clasificación. Se analiza el rendimiento de una
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máquina de vectores de soporte (SVM) y de dos métodos estad́ısticos (Naive Bayes

(NB) y análisis discriminante lineal (LDA)) en [514] para predecir los movimientos di-

arios de los valores máximos de las acciones vinculadas al ı́ndice S&P 500. Otro estudio

en [515] utiliza técnicas estad́ısticas y métodos de aprendizaje automático supervisado

en la predicción de datos de las acciones de ICICI Bank.

En general, el uso de información cŕıtica (basada en titulares de noticias financieras

y publicaciones en redes sociales) ha demostrado ser capaz de reflejar adecuadamente

las diferencias entre clases (tendencias alcistas y bajistas, retornos financieros positivos

y negativos, entre otras categoŕıas). Esto significa que, cuando se dispone de infor-

mación altamente discriminativa, una función lineal discriminante es estad́ısticamente

suficiente para diferenciar entre grupos y facilitar la clasificación con altos ı́ndices de

precisión.

3.4.4 Carteras de inversión

La estructuración de portafolios de inversión, con activos potencialmente generadores

de rentabilidad y menor exposición al riesgo, es un proceso de diversificación que

también ha demostrado su eficacia con el uso del análisis discriminante. En [56] se

propone un enfoque de clasificación de carteras. El modelo predice el déficit esperado

(ES) y el valor en riesgo (VaR) de 1500 carteras bivariantes formadas con información

de materias primas, acciones y futuros sobre divisas. Basándose en una función dis-

criminante lineal, los autores definen un modelo paramétrico de riesgo (VaR) y (ES)

utilizando los estad́ısticos descriptivos de la distribución bivariante de las carteras como

variables independientes y las categoŕıas (VaR) y (ES) como variable dependiente. El

rendimiento de la clasificación arrojó una precisión del 67.53% y el 53.80%, respecti-

vamente. En [516], se presenta un nuevo método de selección de valores, basado en

el análisis discriminante. El modelado se centra en la creación de una herramienta

de ayuda a la configuración y diversificación de carteras de inversión. Otro método

de selección de carteras se presenta en [508]. El análisis discriminante se utiliza para

seleccionar ratios financieros y comparar su poder discriminatorio con el de otros en-

foques. Los autores en [517] formulan una función discriminante lineal para clasificar

los valores según su rendimiento en valores con menor y mayor rentabilidad financiera.

Utilizando el análisis discriminante (LDA) y el análisis envolvente de datos (DEA), los

autores obtienen una precisión de clasificación del 85%. Un enfoque novedoso prop-

uesto en [54] predice la tendencia de los precios de las acciones utilizando un modelo
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de regresión loǵıstica con parámetros definidos mediante análisis discriminante. Los

resultados mostraron que los ratios financieros influyen en los precios más que los indi-

cadores macroeconómicos. En [518] se presenta un modelo que detecta la manipulación

del precio de las acciones en el mercado bursátil turco. El estudio evalúa el rendimiento

de distintos métodos de aprendizaje automático. Entre las técnicas utilizadas figuran la

regresión loǵıstica (LR), el análisis discriminante lineal (LDA), la máquina de vectores

soporte (SVM) y la red neuronal artificial (ANN).

En general, al analizar los resultados de estos estudios, se observa que el uso de infor-

mación cŕıtica es esencial para lograr una alta precisión en las tareas de discriminación

y/o clasificación. Esto sugiere que el bajo rendimiento obtenido en la clasificación se

debe en parte al uso de información irrelevante y de técnicas que no se ajustan a la

estructura de los datos. Por lo tanto, la obtención de los niveles más altos de pre-

cisión se debe principalmente al descubrimiento y uso de información cŕıtica y al uso

de métodos que mejor se ajusten a la estructura de los datos.

3.4.5 Índices bursátiles

Predecir la dirección en la que se moverán los ı́ndices bursátiles es una tarea compleja

dada la influencia que ejercen múltiples factores en su comportamiento. No obstante,

algunos trabajos destacados se han basado en el análisis discriminante. [59] evalúa el

rendimiento de algunos métodos de clasificación en la predicción de la tendencia de los

ı́ndices bursátiles FTSE 100, NIKKEI 225 y S&P 500. El análisis discriminante lineal

(LDA) produce el mejor resultado con el ı́ndice NIKKEI 225, superando a las redes

neuronales probabiĺısticas y a los modelos logit y probit, con una precisión de clasifi-

cación del 68%. Otro enfoque presentado en [511] predice la dirección de la tendencia

semanal del ı́ndice NIKKEI 225. El modelo combinado de análisis discriminante lineal

(LDA), máquina de vectores soporte (SVM), redes neuronales de retro propagación

de Elman y análisis discriminante cuadrático (QDA) genera el mayor rendimiento en

la predicción, con un porcentaje de aciertos del 75% (Hit ratio). El art́ıculo en [519]

predice tres ı́ndices bursátiles (LITIN, LITIN-A y LITIN-VVP) del mercado de valores

lituano LNSE utilizando redes neuronales artificiales (ANN). Los autores utilizan el

análisis discriminante lineal (LDA) como punto de referencia en la comparación de los

modelos de tendencia autorregresivo, autorregresivo causativo y ANN causativo. Los

mejores resultados de predicción se obtienen con diferentes enfoques ANN de retro

propagación y diferentes ajustes de los parámetros.
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En general, dada la complejidad de los mercados financieros, ha crecido el interés

por predecir con precisión la dirección de los ı́ndices bursátiles utilizando diferentes

métodos de clasificación. Los estudios aqúı analizados demuestran que las funciones

discriminantes lineales no adolecen de problemas de sobreajuste cuando las variables

discriminantes son independientes y las observaciones de las muestras de estudio son

suficientes para validar la eficacia de los modelos. Un trabajo notable que describe los

métodos de aprendizaje automático más utilizados en el análisis de eventos financieros

se resume en [520]. Los autores describen, entre otros temas de interés, los métodos

de aprendizaje automático más utilizados para predecir los precios de los instrumentos

financieros.

A la vista de los trabajos descritos, existe un interés creciente por predecir la di-

rección de los precios de los instrumentos financieros, como ayuda a la toma de deci-

siones informadas. Las contribuciones recogidas en la literatura ponen de manifiesto el

interés por mejorar la precisión de las tareas de clasificación. Algunos estudios han re-

portado niveles de precisión de hasta el 96%, sin embargo, la multiplicidad de criterios

disponibles para mejorar la eficiencia de estas predicciones sigue siendo un problema

abierto a la investigación [473, 521]. Aunque se han realizado avances significativos en

este aspecto, es innegable la necesidad de formular modelos legibles e interpretables

para predecir y mejorar la eficacia de los juicios de valor en la toma de decisiones de

inversión. Cabe señalar que la versatilidad del análisis discriminante en la clasificación

de la tendencia de los precios ha quedado plenamente demostrada. Algunos estudios

han utilizado incluso funciones lineales discriminantes como referencia para evaluar el

rendimiento de otros modelos de predicción. Además, los esfuerzos por anticipar la di-

rección futura de los precios de los activos no se han visto respaldados por estrategias

y modelos de negociación. Esto sugiere que debe avanzarse hacia la inclusión de estos

modelos de previsión en las estrategias de negociación, con el fin de evaluar la eficacia

de estas soluciones.

En resumen, la revisión bibliográfica muestra una fuerte predisposición hacia la con-

strucción de modelos predictivos mediante métodos de inteligencia artificial. Este cre-

ciente interés puede deberse en parte a la necesidad de formular modelos más precisos,

aunque se sacrifique la legibilidad e interpretación de las estimaciones. En cambio,

el aparente desinterés por el uso de métodos estad́ısticos paramétricos multivariantes

puede deberse en parte a la naturaleza asimétrica y leptocúrtica de los datos. Este
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vaćıo de conocimiento, además de que supone la necesidad de superar las limitaciones

derivadas por la disposición de los datos, también sugiere un mayor esfuerzo en la for-

mulación de modelos predictivos parsimoniosos, legibles y más precisos. Incluso esto

plantea un mayor desaf́ıo a los enfoques basados en inteligencia artificial, cuando se

decida superar el problema de la caja negra, con la formulación de modelos de clasi-

ficación legibles e interpretables. Por otro lado, los modelos discriminantes lineales,

dado su grado de simplicidad, son valiosos en términos de legibilidad, interpretabilidad

y precisión, especialmente cuando se ajustan a los datos y utilizan medidas altamente

discriminantes. Aunque se requiere que los datos satisfagan los supuestos de normal-

idad multivariante para proporcionar interpretaciones fiables, estos métodos no son

sensibles a la definición de hiperparámetros si las variables predictoras separan clara-

mente los grupos. En consecuencia, dado que estos modelos son combinaciones lineales

de las variables predictoras, maximizan la distancia de separación entre clases y mejo-

ran la precisión de la clasificación cuando la estructura de los datos lo permite.

3.4.6 Definición de hiperparámetros

La definición de los hiperparámetros de las técnicas utilizadas en la construcción de

modelos predictivos ha sido durante años uno de los principales retos a los que se han

enfrentado los investigadores [522]. La precisión de la clasificación depende en gran

medida de los valores de los parámetros asignados. Aunque el número de parámetros,

en la mayoŕıa de los modelos, viene determinado por la naturaleza de cada técnica,

se sabe por los datos de encuestas que en cada técnica hay al menos más de dos

hiperparámetros [523]. Varios estudios han revelado que, para definir los parámetros

de los métodos de aprendizaje automático, los métodos heuŕısticos y metaheuŕısticos

(MH) son los más eficaces y ampliamente utilizados [522]. Aunque la definición es

compleja y costosa desde el punto de vista computacional, muchos estudios se han visto

obligados a idear métodos que ayuden a encontrar los valores de los hiperparámetros sin

afectar la precisión y el tiempo computacional de las tareas de clasificación [524, 525].

Teniendo en cuenta estos aspectos [526] mediante la optimización de un problema

dual define los parámetros de la función Kernel de base radial gaussiana (RBF) según

las especificidades de [527] para construir el modelo (SVR) y predecir el precio y la

tendencia del mercado de valores. [528] utilizan un algoritmo genético para optimizar

los parámetros de una máquina de vectores de soporte de mı́nimos cuadrados (LS-

SVM). La predicción de la tendencia de las acciones arrojo una tasa de clasificación
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correcta fuera de la muestra de hasta el 94.5%. [529] mejoran el aprendizaje y logran

predicciones eficientes de ı́ndices bursátiles utilizando una máquina de vectores de

soporte (SVM) con optimización de parámetros con un algoritmo genético.

Los estudios emṕıricos basados en arquitecturas de redes neuronales artificiales

(ANN) y aprendizaje profundo (DL) han demostrado que son dif́ıciles de configurar y

muy sensibles a los valores de los hiperparámetros [522, 530, 531, 519]. Los autores en

[519] mediante la optimización de parámetros investigaron la mejor configuración de

las redes neuronales de retropropagacion ANN para predecir los ı́ndices del mercado

de valores de Lituania. [532] optimizan los datos de entrada y los parámetros de una

red neuronal artificial (RNA) para mejorar la precisión de la predicción de una red

neuronal NARX que predice las acciones de CIMB (Commerce International Merchant

Bankers) en Malasia. [533] optimizan los parámetros y variables de entrada de una

red neuronal artificial reparadora (RANN) generando una precisión de clasificación de

hasta el 98.37% en los ı́ndices bursátiles Nifty50, Nifty Bank, Nifty Pharma, BSE IT y

BSE Oil and Gas. [330], utilizando la técnica de búsqueda en cuadŕıcula ”Grid Search”,

definieron los mejores valores de los hiperparámetros de una máquina de vectores de

soporte (SVM), XGBoost (XGB), una red neuronal convolucional (CNN) y una red

neuronal de memoria a largo plazo (LSTM) para predecir la dirección del bitcoin. [332]

aplicaron una técnica de validación cruzada k-fold basada en la búsqueda en cuadŕıcula

para encontrar los parámetros de mejor ajuste del modelo LSTM y predecir la dirección

de las criptomonedas.

Por otra parte, varios estudios han revelado que el desarrollo de métodos heuŕısticos

puede, mediante la resolución de problemas de optimización en la definición de hiper-

parámetros, mejorar el rendimiento de los algoritmos. [534] proponen un algoritmo de

organización de conjuntos de transformación (2P-TO), en el que la definición de los

parámetros de cardinalidad y el número de variables correlacionadas mejora la selección

de atributos para predecir la tendencia de las acciones del ı́ndice NASDAQ. [535] con el

algoritmo de enseñanza y aprendizaje (TLBO) optimizan los hiperparametros de una

red neuronal convolucional hibrida con memoria a corto plazo (HPT-HCLSTM) para

predecir el precio de las acciones y reducir el error de predicción. [166] introduce un

método de optimización de parámetros para SVM a fin de mejorar el rendimiento de

la predicción de precios de futuros de EUA (European allowance). [536] desarrollan

una CNN y un algoritmo selector de caracteŕısticas para optimizar los parámetros de

una arquitectura h́ıbrida de redes neuronales profundas CNN y memoria a largo plazo

LSTM y logran una precisión del 98.31% en datos bursátiles de la Bolsa de Ghana
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(GSE).

En general, el ajuste y definición de hiperparámetros es un proceso clave en la con-

strucción de modelos de selección y clasificación [84], especialmente cuando se basan

en técnicas de aprendizaje supervisado. Aunque existen múltiples métodos para en-

contrar y definir los valores de los hiperparámetros, los algoritmos metaheuŕısticos han

demostrado su eficacia, principalmente cuando se trata de construir modelos de clasi-

ficación más precisos. En comparación con el análisis discriminante, la definición de

hiperparámetros no supone un gran reto, ya que la técnica no es sensible a estos valores

si las variables predictoras promueven una clara diferencia entre clases [57].

3.5 Evaluación de desempeño del modelo

Durante décadas, el problema de la predicción de la dirección de los precios de los

activos se ha abordado desde el campo de la inteligencia artificial como un problema

de clasificación supervisada. A lo largo de los años, ha prevalecido el uso de medidas

cuantitativas como criterios de evaluación para mejorar el rendimiento de los modelos

de clasificación. Este enfoque basado en indicadores calculados a partir de los valores

extráıdos de la matriz confusión es el más utilizado. Aunque la elección de las medidas

a utilizar en el proceso de evaluación no es infalible y depende de cada problema

espećıfico, el uso de estos indicadores revela la eficacia del proceso de clasificación y el

grado de ajuste del modelo a la estructura de los datos. En esta dirección, se presenta

a continuación una breve descripción del estado del arte sobre el uso de medidas para

evaluar y mejorar el rendimiento de los modelos de clasificación en la predicción de la

tendencia de los precios de los activos.

Las medidas de desempeño son métricas cuantitativas que ayudan a evaluar y mejo-

rar de manera objetiva el rendimiento de los modelos predictivos. Generalmente, la

predicción de la evolución de los precios de los activos se ha tratado como un problema

de clasificación de aprendizaje supervisado [38, 537, 499]. Estos movimientos di-

reccionales se han clasificado tradicionalmente en dos escenarios, tendencia alcista

y tendencia bajista [487]. Aunque algunos estudios también han incluido y explo-

rado los movimientos laterales como parte de un problema de clasificación multiclase

[330, 329, 337, 340, 345]. Las métricas utilizadas, en la medición del desempeño de

los modelos de clasificación, se calculan con los valores de la matriz confusión [538].

A saber, verdaderos positivos (Tp), falsos positivos (FP), falsos negativos (FN) y ver-

daderos negativos (Tn) (Para más detalles, véase la sección 7.2 Medidas de desempeño).
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Tabla 3.3: Medidas de desempeño de la clasificación.

a Autor Predicción Medidas Acc

Das et al.(2022) [325] A/B Diaria Acc 0.99∗

Dash et al.(2022) [326] A/B Diaria - -

Ortu et al.(2022) [324] A/B Diaria/Intrad́ıa∗ Acc, F1-S, Pr, Recall 0.84∗

Hao et al.(2022) [315] - Intrad́ıa DA 0.73∗

Padhi et al.(2022) [327] A/B Diaria Acc, F1-S, Pr, Recall, HL 0.99

Ozer et al.(2022) [328] A/B Diaria/Intrad́ıa Acc, ROI 0.63

Sadeghi et al.(2021) [329] A/B/L Diaria Acc, Recall, ROI, Drawdown 0.80

Uras et al.(2021) [330] A/B/L Intrad́ıa Acc, F1-S, Pr, Recall, SD 0.54∗

Ampomah et al.(2020) [331] A/B Diaria AUC-ROC, W Test, Acc, Pr, F1-S 0.85

Kwon et al.(2019) [332] A/B Intrad́ıa F1-S∗, Pr, Recall 0.68∗

Fischer et al.(2018) [333] A/B Diaria Rm/d, SR, SD, CP/d, Acc 0.54

Hu et al.(2018) [334] A/B Diaria HR 0.89

Bustos et al.(2017) [335] A/B Diaria Acc 0.78∗

Chakraborty et al.(2017) [336] A/B Diaria Acc, F1-S, Pr, Recall 0.79∗

Coyne et al.(2017) [337] A/B/L Diaria Acc 0.78∗

Dingli et al.(2017) [338] A/B Mensual Acc 0.65

Huang et al.(2017) [339] A/B Intrad́ıa Acc, Pr 0.55 - 1

Dang et al.(2016) [340] A/B/L 4 meses Acc, F1-S, Pr, Recall 0.73

Di et al.(2016) [341] A/B Diaria Acc 0.55

Ghanavati et al.(2016) [342] A/B Mensual Acc, ER, F1-S 0.85∗

Chai et al.(2015) [343] A/B Diaria HR 0.79

Dash et al.(2015) [344] A/B Diaria Acc, F1-S, Pr, Recall 0.80∗

Feuerriegel et al.(2015) [345] A/B/L Publicación Acc, F1-S, Pr, Recall 0.56

Gonzalez et al.(2015) [346] A/B Semanal Acc 0.72∗

aPredicción: A = Tendencia Alcista, B = Tendencia Bajista, L = Tendencia Lateral. Medidas
de desempeño: Acc = Accuracy, F1-S = F1-Score, Pr = Precision, DA = Directional accuracy, HL
= Hamming Loss, ROI = Return on investment, Recall = Sensitivity, SD = Standard Deviation, W
Test = Kendall W Test, Rm/d = Mean return per period, SR = Sharpe Ratio, CP/d = Cumulative
payouts on average invest per period, HR = Hit Ratio, ER = Error Rate. ∗ = Mejor desempeño
obtenido en la clasificación.

Entre las medidas de evaluación del rendimiento más utilizadas, según las publica-

ciones de los últimos años, se encuentran Accuracy (Exactitud) [335, 338, 341], Recall

(Sensibilidad) [340, 345], F1-Score [327, 332, 344] y Precision [324, 336, 339]. Otros

estudios han recurrido al uso de métricas más especializadas, como las mencionadas en

la Tabla 3.3, para resaltar la magnitud de los resultados obtenidos. Entre ellas cabe

citar las siguientes: Proporción de aciertos HR [334, 343], Retorno medio por periodo

Rm/d [333], Ratio de Sharpe SR [539, 333], Desviación estándar de los retornos SD

[330, 333], Pagos acumulativos por inversión media diaria CP/d [333], Tasa de error

ER [342], Retorno sobre la inversión ROI [328, 329], Reducción de fondos Drawdown

[329], Precisión direccional DA [315] y Perdida Hamming HL [327].
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Aunque no hay unanimidad en cuanto al tipo de métricas que deben utilizarse de

forma estandarizada para medir el rendimiento de los modelos de clasificación, cada

estudio define a discreción los criterios que mejor informan los resultados obtenidos con

sus modelos. Algunos estudios más especializados han utilizado otros indicadores con

fines espećıficos. G-mean es una medida de precisión particularmente útil para evaluar

el rendimiento de modelos entrenados con clases desequilibradas [540]. Además de ser

poco utilizada en este ámbito en comparación con otros dominios, [541] simplemente

hace uso de este criterio para medir y comparar el rendimiento de 14 clasificadores

ensemble para predecir los rendimientos de las acciones de la bolsa de Teherán (TSE).

Kappa es un Indicadores estad́ıstico que compara el desempeño del modelo prop-

uesto con respecto a un modelo de referencia [542]. Al revisar el desempeño del meta-

clasificador (GBM) propuesto por [543] para predecir los movimientos bursátiles de la

bolsa de Nairobi, los resultados obtenidos dejan algunas dudas. Aunque se alcanza

una precisión de 0.78 y un área bajo la curva ROC de 0.82, el valor Kappa de 0.55

lejos de 1, sugiere un rendimiento aceptable del modelo propuesto con respecto a un

modelo de referencia, como puede analizarse en [542]. Otro indicador bastante in-

teresante y poco utilizado en este campo es el coeficiente de correlación de Matthews

(MCC) [544]. Se trata de un indicador de referencia que produce puntuaciones más

altas cuando los valores de la matriz confusión son correctos. Citando las conclusiones

de [545], tras utilizar este ı́ndice como medida sintética de la calidad de las previsiones

obtenidas en el mercado bursátil estadounidense. Constata que ni siquiera el uso de

un gran conjunto de datos y de sofisticadas herramientas de aprendizaje automático

profundo conduce a un resultado satisfactorio en la práctica. Por otra parte, el uso de

pruebas no paramétricas para el análisis de correlaciones entre rangos de observaciones

está ganando aceptación en los análisis. [546] evalúa la correlación entre el perfil de

un usuario de Twitter y la popularidad de las criptomonedas mediante el coeficiente

W de Kendall. [331] utiliza este estad́ıstico como medida de concordancia para clasi-

ficar el rendimiento de los algoritmos utilizados en la predicción de ı́ndices bursátiles

y valores del mercado estadounidense. Entre otras medidas se encuentra el área bajo

la curva (AUC) [331], una medida ampliamente aceptada para evaluar la precisión de

los modelos en problemas de clasificación. [547, 548, 549] encontraron que a medida

que aumenta este valor, también lo hace la capacidad predictiva de los modelos. Otra

medida utilizada para medir el rendimiento de los modelos cuando hay clases desequi-

libradas es la pérdida de Hamming (HL). Aunque técnicamente es una proporción de

casos mal clasificados, en la práctica refleja el impacto del desequilibrio de clases en el
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entrenamiento del modelo [327].

Varios estudios han revelado asimismo que la precisión de la clasificación depende

también del número de periodos históricos considerados en la predicción. En [394]

se observa que a medida que aumenta el número de datos que preceden al periodo

de predicción, mejora el rendimiento de las métricas de precisión y F1-Score. Este

efecto positivo puede deberse en parte a que, a medida que aumenta el número de

periodos históricos, disminuye la variabilidad de los datos y mejora la precisión de la

clasificación. [394] encontró mejores resultados de precisión en la clasificación tomando

precios históricos de 17 a 20 periodos anteriores al periodo de estimación. Según

los análisis realizados por los autores, a medida que aumenta el número de periodos

históricos por encima de este umbral, se produce un proceso de degeneración en la

precisión de la clasificación. [394].

Algunos estudios emṕıricos han demostrado que un mayor ı́ndice de precisión en la

predicción no siempre produce mayores retornos en los modelos de negociación, [328]

descubrió que una precisión en la predicción del 63.3% no siempre produce mayores

rendimientos. Esto demuestra que las pautas de entrada y salida del mercado deben

validarse primero con estrategias de negociación fiables y consistentes en el tiempo y,

luego, basándose en esa información, se predice la dirección de los precios de los activos.

En este sentido, los patrones de precios que generan rendimientos positivos y que han

sido validados a lo largo del tiempo son susceptibles de predicción y, por tanto, pueden

proporcionar al menos los niveles de rentabilidad que han producido históricamente.

La evidencia emṕırica demuestra que las estrategias agregadas, que integran mode-

los de negociación y de previsión, son más eficaces que los enfoques basados únicamente

en modelos de previsión. Los autores de [327] demuestran que la previsión de activos

de bajo riesgo y alto rendimiento elegidos con la teoŕıa de carteras de Markovitz [143]

mejora la precisión de la clasificación (99%). Al analizar este enfoque, se observa que la

selección de activos de baja volatilidad, si bien plantea un problema de desequilibrio de

clases manejable [327], su elección es estratégica para la negociación y la previsión. El

uso de estos activos reduce el sesgo de previsión y, en consecuencia, aumenta la precisión

de la clasificación, dada la baja volatilidad del precio del activo. Por lo tanto, al con-

siderar activos más volátiles (de mayor riesgo), la previsión de la tendencia dif́ıcilmente

puede alcanzar los mismos niveles de precisión que con activos menos volátiles. Estos

resultados sugieren que el diseño de los modelos de negociación y de previsión debeŕıan

ser modelos agregados, es decir, además de compartir las mismas señales de mercado,

los modelos de negociación debeŕıan validar su viabilidad financiera, mientras que los
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modelos de previsión, utilizando los mismos patrones de precios, debeŕıan ser capaces

de predecir y, en consecuencia, anticipar estas entradas y salidas del mercado para

activos de diferentes niveles de riesgo.

Varios estudios han sugerido que la elección y el ajuste correcto del método al com-

portamiento de los datos, dada la estructura y tipoloǵıa de estos, proporciona un alto

rendimiento en la clasificación. Además, el uso de información cŕıtica y actualizada

también tiene un impacto significativo. [324] mejoró la precisión de la predicción de

tendencias de criptomonedas al incluir información adicional de redes sociales e indi-

cadores técnicos en los modelos entrenados con datos de mercado. Estos resultados

permiten señalar que un diseño espećıfico y un ajuste fino en la arquitectura de los

modelos de inteligencia artificial, si bien mejoran el rendimiento de la clasificación, la

ilegibilidad de estos enfoques no da cuenta de la influencia que las variables de entrada

tienen en la evolución de los precios para predecir la tendencia del mercado.

En resumen, los estudios emṕıricos han demostrado el uso preferente de cuatro me-

didas de rendimiento, entre las que se incluyen Accuracy, Recall, Precision y F1-Scores.

Aunque la elección adecuada de las medidas de rendimiento viene determinada en parte

por el problema de previsión a resolver, el uso de estos criterios de evaluación no es

infalible para construir y mejorar la eficacia y precisión de los modelos de clasificación.

Estas medidas sólo revelan el grado de ajuste generado por la técnica de clasificación a

la estructura de los datos e impĺıcitamente revelan la capacidad discriminativa y pre-

dictiva de las variables utilizadas en la construcción. Por lo tanto, el nivel de ajuste del

modelo no depende del tipo de medidas utilizadas en la evaluación, sino de las variables

y la técnica empleadas en la construcción del modelo de clasificación en función de la

naturaleza de los datos.

Desde hace varios años crece el interés de los participantes en la industria financiera

por comprender el panorama futuro del mercado y reducir el riesgo de inversión. La pre-

visión de la dirección de los precios de los activos se ha intensificado con la construcción

de modelos predictivos más precisos. La complejidad de los datos, su tipoloǵıa y sus

caracteŕısticas asimétricas y leptocúrticas han impulsado cada vez más el uso de algo-

ritmos de inteligencia artificial. Sin embargo, la construcción de modelos más precisos

sin comprometer su legibilidad es una necesidad urgente. Se han realizado numerosos

estudios para intentar descubrir las mejores variables, mejorar la calidad de los datos,

utilizar mejores técnicas de preprocesamiento y definición de parámetros y descubrir

los modelos que mejor se ajustan a los datos para lograr una mayor precisión en la
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predicción. La revisión de la literatura confirma que todos estos factores influyen en la

búsqueda del modelo de predicción más preciso.

3.6 Consideraciones generales

En resumen, un análisis adecuado de los datos suele proporcionar información valiosa,

y por lo general es evidente cuando se utilizan datos de calidad. Hay muchos prob-

lemas que pueden deteriorar la calidad de los datos y los resultados generados en la

construcción de modelos predictivos. La redundancia es uno de ellos, además de afectar

a la integridad, la coherencia y la calidad de los datos, la integridad de los datos puede

producir resultados erróneos.

El problema asociado al uso de datos redundantes, por un lado, no radica en el

aumento de la dimensionalidad, sino en la contribución al riesgo de inconsistencia y

pérdida de integridad de los datos causado por la actualización de la información. Por

otro lado, en la construcción de modelos predictivos, el uso de variables con información

redundante y altamente correlacionada puede provocar problemas de multicolinealidad

y, por tanto, generar problemas de inestabilidad con el uso de algunos modelos. Esto

ha impulsado el desarrollo de medidas de mejora, en primer lugar, para aumentar y

preservar la calidad de los datos, desde el momento en que se producen, transfieren

y preparan hasta que se almacenan y, en segundo lugar, el diseño de métodos para

identificar y eliminar las variables con valores irrelevantes y redundantes.

La dimensionalidad de los datos como concepto no es un problema para su tratamiento,

selección y análisis. Sin embargo, para algunas técnicas de análisis estad́ıstico multi-

variante cuando en matrices de datos el número de variables supera al número de

observaciones esta condición puede contribuir a la ocurrencia de cierto tipo de proble-

mas (singularidad).

Aunque los grupos de clases con instancias desequilibradas no plantean ningún

problema en śı mismos [394], algunos estudios emṕıricos señalan que estos desequilibrios

crean grandes dificultades en los algoritmos de aprendizaje automático. Frente a esta

condición, se han propuesto múltiples soluciones para ayudar a mejorar el desempeño de

los modelos en las tareas de clasificación [397]. Por otro lado, el avance de los métodos

heuŕısticos en la definición y optimización de los hiperparámetros de los métodos de

aprendizaje automático también ha contribuido notablemente a mejorar la precisión

en la clasificación.

La selección de caracteŕısticas es, en definitiva, un proceso que ayuda a filtrar las
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variables de entrada de acuerdo con criterios de selección particulares que resultan

útiles para la construcción de modelos de clasificación. En este contexto, la literatura

cient́ıfica revela con estos estudios un profundo desconocimiento del mercado y de la in-

fluencia que las variables técnicas y fundamentales pueden tener en el comportamiento

de la acción del precio para estimar su dirección futura. Los enfoques propuestos se

basan en la extracción de nuevas caracteŕısticas para generar modelos de predicción

más precisos, lo que compromete la legibilidad e interpretabilidad de los modelos de

clasificación. Aśı, resulta dif́ıcil comprender cómo influyen estas variables de entrada

en los movimientos de los precios para predecir y explicar su dirección futura.

La mayoŕıa de los problemas que surgen durante la formulación de los modelos pre-

dictivos es que están relacionados con la naturaleza de los datos, y las soluciones que

se aplican, proporcionadas por los métodos de preprocesamiento y las actividades de

preparación de los datos, dependen en gran medida de las peculiaridades de cada estu-

dio. Además, las actividades de preprocesamiento y preparación de datos permiten el

uso conjunto de varios métodos de predicción, que de forma complementaria conducen

a modelos mejorados y producen resultados más precisos. Los modelos conjuntos y los

métodos h́ıbridos no se limitan en cierto modo a los datos, sino que pueden utilizarse en

la medida en que el preprocesamiento y la preparación de los datos, dada su naturaleza,

lo permitan las distintas técnicas.

El uso de métodos de aprendizaje profundo en los últimos años ha adquirido cada

vez más relevancia en la construcción de modelos predictivos. Los considerables avances

en las técnicas de inteligencia artificial han influido en la construcción de modelos

ensemble e h́ıbridos con niveles de precisión cada vez más prometedores. También es

cada vez más frecuente diseñar y aplicar métodos heuŕısticos y modelos de optimización

en la definición de los parámetros del modelo. El escalado y la normalización de los

datos es una prioridad con el uso de redes neuronales artificiales para garantizar un

entrenamiento eficaz y mejorar la precisión de la predicción. Por último, los modelos

de previsión que han alcanzado ı́ndices de precisión superiores al 90% son los que

mejor se ajustan a los datos y, por tanto, tienen potencial para producir resultados

más fiables en la práctica. Esto es especialmente cierto porque en entornos inciertos en

los que la volatilidad de los precios ejerce una fuerte influencia, alcanzar altos niveles

de precisión en las previsiones se hace más dif́ıcil. Además, esto también sugiere un

mayor esfuerzo en la formulación de modelos predictivos parsimoniosos, legibles y más

precisos. Incluso esto plantea un mayor desaf́ıo a los enfoques basados en inteligencia

artificial, cuando se decida superar el problema de la caja negra, con la formulación de
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modelos de clasificación legibles e interpretables.
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4. Marco teórico

4.1 Introducción

Predecir la dirección del tipo de cambio ha sido siempre uno de los mayores retos

para los agentes implicados en las negociaciones financieras. Aunque muchos trabajos

basados en el uso de técnicas de inteligencia artificial han explorado este tema, lo

cierto es que, en aras de mejorar la precisión de las previsiones, se ha prescindido de

la legibilidad de las interpretaciones.

Teniendo en cuenta este contexto, a continuación se presenta una breve funda-

mentación teórica sobre los principales componentes a considerar para abordar el

problema objeto de estudio. La originalidad y novedad de la metodoloǵıa en la que

se basa esta investigación se fundamenta en la negociación algoŕıtmica de los tipos de

cambio discutida en la sección 4.5, la selección de caracteŕısticas tratada en el apartado

4.6, el uso del análisis biplot explicado en la sección 4.7 y la aplicabilidad del análisis

discriminante tratada en la sección 4.8. Este desarrollo teórico constituye el punto de

partida hacia la construcción de un modelo de clasificación que permite predecir, en el

corto plazo, la tendencia del tipo de cambio euro-dólar.

Además, el desarrollo teórico de este trabajo se basa en el tipo de cambio abordado

en la sección 4.2, el proceso de formación de precios de mercado presentado en la

sección 4.3, y los enfoques de resolución de problemas presentados en la sección 4.4.

El acercamiento a estos fundamentos teóricos proporciona el soporte teórico necesario

para tratar los problemas planteados en esta tesis.

4.2 Tipo de cambio

El mercado de divisas es uno de los mercados financieros más volátiles y dinámicos del

mundo. Factores económicos, técnicos y de comportamiento influyen en el movimiento

de los tipos de cambio. Estas caracteŕısticas han dificultado la predicción de la dirección

de los movimientos en este tipo de instrumento financiero. De ah́ı que predecir la
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dirección de los tipos de cambio se haya convertido en un reto tanto para académicos

como para la industria financiera.

En esta sección se analizan algunos fundamentos teóricos relacionados con el tipo

de cambio euro-dólar. Estos aspectos deben tenerse en cuenta en la previsión de la

dirección de los precios. Esta sección consta de tres partes que se describen a contin-

uación.

4.2.1 Fundamentos

El tipo de cambio es el precio de una divisa en relación con otra. Básicamente, hay dos

formas de obtener el valor del tipo de cambio, al contado (Spot) y a plazo (Forward).

El tipo de cambio al contado es el valor actual de una divisa en comparación con otra.

Este tipo suele utilizarse en transacciones inmediatas y su valor está prácticamente

establecido en el mercado de divisas. La expresión 4.1 determina el valor del tipo de

cambio al contado.

Tipo de cambio de contado (spot) =
Precio moneda base Cb

Precio moneda cotizada Cc
(4.1)

De acuerdo con la formula anterior, la divisa base Cb corresponde a la divisa que se

compra o se vende, y la divisa que se cotiza Cc es la divisa utilizada en la transacción.

Por su parte, el tipo de cambio a plazo, negociado hacia futuro (forward), corres-

ponde al valor convenido con el que se negocia una divisa con respecto a otra para una

determinada fecha en el futuro. Este tipo de operación se realiza para evitar y prote-

gerse de la volatilidad del mercado con el fin de anticiparse a sus posibles fluctuaciones

en el futuro. Matemáticamente el tipo de cambio hacia futuro F para el tipo de cambio

(Cb/Cc) se obtiene a partir de la ecuación 4.2:

F = Spot + T (I(Cc)− I(Cb)) (4.2)

Obsérvese que el tipo de cambio hacia futuro F se obtiene en función del diferencial

entre el tipo de interés de la moneda base ICb y el tipo de interés de la moneda

contraparte ICc multiplicado por el tiempo T hasta el cual ocurre el vencimiento del

contrato a plazo. Este procedimiento de cálculo es útil para los inversores que operan

en el mercado de divisas. En efecto, les permite calcular el ingreso o el coste que

esperaŕıan obtener si el tipo de cambio se materializa en una fecha futura. Si el tipo de

interés de la divisa cotizada Cc es superior al de la divisa base Cb, entonces se obtiene
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una prima forward (a plazo). En caso contrario, si el tipo de interés forward (a

plazo) es inferior al tipo de interés spot (al contado), entonces se obtiene un descuento

forward (a plazo).

El análisis de los tipos de cambio al contado y a plazo permite a los analistas técnicos

detectar pautas y tendencias en el mercado de divisas. Además, esta información les

permite tomar decisiones de inversión, especialmente cuando el tipo de cambio a plazo

es superior al tipo de cambio al contado. Esta forma de predecir la tendencia del

tipo de cambio puede indicar que existen expectativas de que la divisa se aprecie en el

futuro, lo que puede representar una oportunidad de compra en el momento actual.

Los inversores y especuladores también pueden utilizar el análisis de los tipos de

cambio al contado y a plazo junto con otros indicadores técnicos. Por ejemplo, los

niveles de soporte y resistencia, aśı como los indicadores de impulso, pueden utilizarse

simultáneamente para confirmar posibles decisiones de inversión y aumentar las prob-

abilidades de éxito.

4.2.2 Régimen cambiario

El régimen cambiario corresponde al conjunto de reglas y normas que regulan el in-

tercambio de divisas a nivel internacional. Este intercambio internacional de divisas

comprende todas las transacciones que implican el pago y la transferencia de mon-

eda extranjera o de valores representativos de dichas monedas. Existen tres tipos de

reǵımenes cambiarios, el régimen de cambio flotante, el fijo y el semi-fijo.

A. Régimen de cambio flotante

Este tipo de cambio se define por la acción de la oferta y la demanda en el mercado

de divisas. En este tipo de régimen, además de que el precio de las divisas fluctúa

libremente, los bancos centrales no intervienen en la definición de su valor. Este tipo

de cambio es muy común en economı́as desarrolladas como Estados Unidos, la zona

euro y Japón.

B. Régimen de cambio fijo

Las autoridades monetarias de un determinado páıs definen este tipo de cambio frente a

otras monedas. En este tipo de régimen, además de que los bancos centrales intervienen

activamente en el mercado, sus acciones están encaminadas a mantener un tipo de
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cambio oficial dentro de un nivel más o menos constante. Este tipo de regulación es

muy común en páıses con economı́as emergentes, como Panamá y China.

C. Régimen cambiario semifijo

El valor del tipo de cambio viene definido por la actuación de las autoridades monetarias

de un páıs en particular. Este régimen cambiario se define dentro de una banda de

precios en la que el tipo de cambio puede fluctuar libremente en función de la oferta y

la demanda del mercado. Tradicionalmente, este tipo de régimen es útil para aquellos

páıses cuyas economı́as se encuentran en un periodo de transición hacia la definición

de un régimen cambiario flotante.

Por ultimo, cabe señalar que Los tipos de cambio de las principales economı́as, como

Estados Unidos y la zona del euro, se basan en un régimen de tipo de cambio flotante.

Aunque los bancos centrales de ambas economı́as pueden intervenir en determinadas

condiciones, generalmente no lo hacen para no influir en el valor del tipo de cambio.

En este caso, el valor del par de divisas eur/usd se define principalmente por la acción

de la oferta y la demanda del mercado.

4.3 Formación de precios de mercado

El precio de mercado de un activo financiero es el valor al que los agentes pueden

adquirir ese activo en un momento dado. Aunque la definición de este valor se establece

mediante un proceso de interacción entre oferentes y demandantes, el valor del activo

viene determinado por una serie de factores fundamentales, técnicos y conductuales.

En la misma ĺınea, si bien la moneda es la unidad de valor que representa la soberańıa

monetaria de un páıs, el valor que asume con respecto a sus divisas homólogas vaŕıa

en función de muchos factores. Entre los factores macroeconómicos más importantes

están el nivel de actividad económica de las naciones que representan, la inflación, el

consumo interno, los tipos de interés, la estabilidad poĺıtica, la deuda pública, la salud

económica, el déficit por cuenta corriente, la especulación y la balanza comercial, entre

otros aspectos. Por tanto, la formación del precio de mercado al que se negocia un

tipo de cambio, además de considerar los aspectos mencionados, refleja en el precio

de mercado el punto de equilibrio entre oferentes y demandantes alcanzado durante la

sesión de negociación. Matemáticamente, si el tipo de cambio se denota como (Cb/Cc),

donde Cb es la moneda base y Cc la moneda de contrapartida, el valor a pagar con la
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moneda base Cb por una unidad de la moneda de contrapartida Cc viene definido por

la siguiente expresión:

Cc = Cb ·
1

(Cb/Cc)
(4.3)

De este modo, al revisar el valor del tipo de cambio del euro frente al dólar esta-

dounidense (EUR/USD). Si, por ejemplo, el valor cotizado para un peŕıodo de tiempo

dado es 1.06652, significa que por cada euro de la divisa base Cb se negocian 1.06652

dólares estadounidenses de la divisa contraparte Cc. Esto significa que un dólar esta-

dounidense puede intercambiarse por 0.93783 euros. En consecuencia, el valor asumido

por el tipo de cambio (Cb/Cc) obedece a un proceso dinámico y continuo, cuya for-

mación de precios puede cambiar en función de la evolución de las circunstancias que

le afectan. Además, observando las variaciones entre los precios de cierre cp y de aper-

tura op a lo largo del tiempo t, el valor asumido por el tipo de cambio puede describir

movimientos tendenciales al alza o a la baja. La expresión 4.4 permite detectar, en

términos generales, si se ha producido un aumento o una disminución del valor de la

moneda base Cb con respecto al valor de la moneda de contrapartida Cc. Nótese que

este valor se calcula entre el precio de apertura op y el precio de cierre cp en un intervalo

de tiempo t en el que se produce la negociación.

∆ERt =

cpt − opt−1 > 0, Tipo de cambio apreciado

cpt − opt−1 < 0, Tipo de cambio depreciado .
(4.4)

Donde ∆ERt, determina la variación del tipo de cambio (Cb/Cc) al final del periodo

de negociación, entre el instante t y el periodo inicial t−1. Estas variaciones, definidas

en estados de apreciación y depreciación, pueden reconocerse fácilmente en los gráficos

de precios basados en velas japonesas. En consecuencia, en las Figuras (4.1a) y (4.1b),

dado el proceso de formación de una vela alcista y bajista, dicho estado de apreciación

o depreciación del tipo de cambio se reconoce fácilmente por el color de la vela.

Las velas japonesas son una herramienta de análisis técnico que se utiliza para

representar gráficamente los precios de mercado de un instrumento financiero tras su

negociación dentro de una sesión bursátil. Tradicionalmente, una vela alcista se indica

en color blanco o verde. Esto significa, de acuerdo con la ecuación 4.4, que tras finalizar

la sesión bursátil el precio de cierre cp es mayor que el precio de apertura op. Por el

contrario, una vela bajista roja o negra adquiere esta connotación tras el final de la

sesión bursátil, cuando el precio de cierre cp es inferior al de apertura op. Además, en la
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Figura 4.1 se detallan algunos patrones de velas que ayudan a reconocer algunas pautas

en los precios que, una vez confirmadas, pueden provocar un cambio de dirección en la

evolución del precio y, por tanto, su reconocimiento es fundamental desde el punto de

vista del análisis técnico antes de proceder a tomar decisiones de inversión.

Apertura

Máximo

Mínimo

Cierre

Apertura

Máximo

Mínimo

Cierre

(a)

(b)

(c)

(d)

(e) (f )

(g)

Figura 4.1: Formación de precios y representación en velas.

Patrones de velas que ayudan a reconocer pautas en los precios para predecir cambios de
dirección. (a) Formación de precios en velas alcistas ”apreciación”. (b)Formación de precios
en velas bajistas ”depreciación”. (c) Velas alcistas y bajistas grandes. (d) Velas alcistas y
bajistas de cuerpos y sombras pequeñas ”Doji”. (e) Doji de sombras largas. (f) Martillo
invertido y estrella fugaz. (g) Martillo y hombre colgado.

Note que el análisis técnico, basado en el uso de velas japonesas, resume en una

sola vela los precios de mercado OHLC obtenidos durante la sesión de negociación

realizada en un marco de tiempo k. Las Figuras (4.1a) y (4.1b) detallan el proceso

de formación de una vela alcista (verde) y bajista (roja) en una sesión de negociación

k. Estas sesiones, también denominadas marcos temporales de negociación, pueden

ser de 1, 5, 15 y 30 minutos; 1 y 4 horas; y 1 d́ıa, 1 semana y 1 mes. Además

de la forma de la vela, el proceso descrito en su formación permite identificar el papel

asumido por oferentes y demandantes en cada sesión de negociación. Esta información,

dadas las señales producidas en el mercado, es útil para comprender el contexto de la

negociación y ayuda a confirmar patrones en el movimiento de los precios antes de

tomar una decisión de inversión.

La formación de velas con cuerpos largos y sombras superior e inferior cortas, como
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se muestra en la Figura (4.1c) indica que cuanto mayor sea la longitud de la vela, más

fuerte será la presión alcista o bajista según el caso. En consecuencia, una vela alcista

de gran longitud ayuda a validar los niveles de soporte históricos y, por lo general, a

romper los niveles históricos de resistencia. Una vela larga bajista ayuda a confirmar

los niveles de resistencia históricos o rompe los niveles históricos de soporte. Para más

información sobre las zonas de soporte y resistencia, véase la sección 4.3.2.

La conformación de velas de cuerpos pequeños y con sombras superior e inferior

cortas, conforme se muestra en la Figura (4.1d) es indicativo de que mientras más

corta sea la vela, menor será el movimiento del precio y, por lo tanto, se producirá la

consolidación o movimiento lateral del mismo. Al analizar la falta de movimiento del

precio puede ser una indicación de una pausa temporal en el movimiento del mercado

o un cambio en la dirección de la tendencia del precio. Por otra parte, la definición de

velas de cuerpo pequeño con largas sombras superior e inferior, como se muestra en la

Figura (4.1e), podŕıa sugerir indecisión en el mercado. Esto significa que tanto oferentes

como demandantes controlaron la negociación durante la sesión. Lo que sugiere que el

precio del mercado puede haber alcanzado un punto de equilibrio momentáneo antes

de continuar o cambiar de dirección.

La formación de velas con cuerpos pequeños y sombras superiores largas, como

se muestra en la Figura (4.1f), denota durante la sesión un control por parte de los

compradores, cuya influencia mueve al alza el precio de las cotizaciones. Sin embargo,

al final de la sesión, los vendedores intervienen y ejercen el control sobre el mercado, lo

que da lugar a la formación de una larga sombra superior. Esta señal podŕıa sugerir,

tras un largo movimiento al alza, un cambio en la dirección de los precios. Esto implica

la recogida de beneficios para las posiciones largas o la apertura de posiciones cortas.

Las formaciones de velas con cuerpos pequeños y sombras inferiores largas, como

se muestra en la Figura (4.1g), denotan que los vendedores teńıan el control de la

operación durante la sesión. Sin embargo, al final de la sesión, los compradores inter-

vinieron y consiguieron impulsar el precio al alza, cerrando la vela por encima del precio

de apertura. La aparición de estas señales, en el mercado, sugiere prestar atención a

las zonas de soporte y resistencia cercanas. En este sentido, si un patrón alcista de este

tipo se forma cerca de la zona de soporte, puede ser una señal de que el precio seguirá

subiendo. Por el contrario, si un patrón alcista aparece cerca de la zona de resistencia,

puede sugerir que el precio se moverá a la baja.
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4.3.1 Régimen de mercado

El régimen de mercado es el conjunto de condiciones o circunstancias persistentes que

influyen en el comportamiento del mercado y, por tanto, pueden afectar al rendimiento

de las estrategias de negociación e inversión. En efecto, en la actualidad, el análisis

de las condiciones del mercado permite reconocer su comportamiento a lo largo del

tiempo antes de invertir. Tradicionalmente, se ha observado que el nivel de actividad

de una economı́a se refleja en el comportamiento del mercado bursátil. Aunque no

existe una teoŕıa que vincule el nivel de actividad económica con el mercado bursátil,

la comparación entre el sector real de la economı́a y el mercado financiero se ha basado

principalmente en enfoques emṕıricos que han ayudado a determinar el estado actual

de los mercados.

PIB

Tiempo

Ciclo Económico

Ciclo Bursátil

Cima del Ciclo Bursátil Pico del Ciclo Económico

La preocupación impulsa a

los inversores a vender sus

acciones cuando los valores

caen, en lugar de comprar

más y sobrellevar la parte

inferior del mercado.

Parte baja del Ciclo Bursátil til Depresión del Ciclo Económico

La recuperación del mercado

de valores comienza

mientras que la economía

sigue en recesión y los 

titulares de los medios de

comunicación siguen siendo

negativos.

Los inversores dudan

en invertir aun cuando

el mercado comience

a recuperarse.

Economía en Recesión

para el Ciclo Económico 
La Exuberancia hace

que los inversores

deseen comprar más

acciones a precios

altos. 

u s C cl

del Ci del C

13 42

Figura 4.2: Ciclos bursátil y económico.

El ciclo bursátil (azul) como indicador adelantado del ciclo económico (gris) permite predecir
el régimen de mercado de la economı́a dentro de su ciclo económico real. Este fenómeno
es especialmente importante durante las fases de recesión y recuperación del ciclo bursátil.
La caracteŕıstica más destacada en ambos ciclos son los puntos de inflexión (máximos y
mı́nimos). (4) precede a (1) finaliza la fase de desaceleración e inicia la fase de recuperación
de la economı́a real. (2) precede a (3) termina la fase de crecimiento e inicia la fase de
recesión real.

La Figura 4.2 describe teóricamente los co-movimientos entre series temporales.

Las series azul y gris indican que el ı́ndice bursátil tiende a moverse junto con el

producto interior bruto de una economı́a a lo largo del tiempo. Aunque estas regu-
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laridades emṕıricas llevan a pensar en la posible existencia de leyes o restricciones en

el comportamiento de unas series temporales que influyen en el movimiento de otras,

lo cierto es que la identificación y definición de las etapas de los ciclos económicos

ayuda impĺıcitamente a reconocer el tipo de régimen de mercado subyacente en el que

se realizará la inversión.

En el caso de los tipos de cambio, los ciclos son patrones que registran los periodos

en los que el tipo de cambio negociado se aprecia o deprecia a lo largo del tiempo. Aśı,

los puntos más altos y más bajos de estos ciclos se reconocen como ”picos” y ”valles”.

Es precisamente en estos puntos de inflexión en los que el régimen del mercado cambia

con respecto a su tendencia anterior. Aunque en estas trayectorias la moneda base

se aprecia o deprecia con respecto a la moneda contraparte, la cronoloǵıa del ciclo

y otras caracteŕısticas como la duración, la amplitud y la asimetŕıa pueden carecer

hasta cierto punto de importancia. Sin embargo, es esencial identificar y validar las

pautas en los precios, que confirman a través de estos puntos de inflexión, el cambio de

dirección de la tendencia precedente. En este sentido, el reconocimiento del régimen de

mercado se convierte en un aspecto cŕıtico en la gestión y ejecución de las estrategias de

negociación. Esto implica que el tipo de posiciones a desarrollar deben estar a favor de

la tendencia dominante del mercado. Lo que supone que el analista debe identificar y

validar tal condición no sólo desde el punto de vista técnico sino también considerando

los principales ı́ndices macroeconómicos.

Entre los indicadores clave, que ayudan a identificar las distintas fases del ciclo

económico, están el PIB, el nivel de empleo, la producción industrial, las ventas al

por mayor y por menor y el ingreso real. Además de medir el nivel de actividad

económica de un páıs, estos indicadores ayudan a determinar la fortaleza de su moneda

en comparación con otras divisas. Por otra parte, como se observo en la Figura 4.2,

los mercados financieros también experimentan un comportamiento similar al de los

ciclos económicos y los indicadores fundamentales, como los tipos de interés, los tipos

de cambio y la inflación, pueden influir en su comportamiento.

Este enfoque integral considera una de las muchas variables que deben tenerse en

cuenta para evaluar el peso que el nivel de actividad económica tiene en el valor y el

movimiento de las divisas. Sin embargo, el análisis de los ciclos económicos y bursátiles

de las economı́as representadas por el tipo de cambio a negociar es un enfoque que queda

fuera del alcance de este estudio, dado su carácter puramente fundamental. En cambio,

la definición del régimen de mercado a partir del análisis de los precios históricos ha

demostrado ser una herramienta anaĺıtica eficaz en la gestión de las estrategias de
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negociación, especialmente en la ejecución de operaciones de mercado a corto plazo.

La Figura 4.3, representa el comportamiento histórico del tipo de cambio euro-

dólar, según los precios de mercado medidos en sesiones mensuales de negociación,

desde enero de 2006 hasta marzo de 2023. El análisis técnico del gráfico permite

detectar, tras la apreciación del euro frente al dólar estadounidense experimentada

entre 2006 y 2007, un claro cambio de régimen durante 2008. Desde ese año hasta la

actualidad, se observa un régimen de mercado enmarcado en un canal bajista. Cabe

destacar que la fluctuación del tipo de cambio ha descrito un movimiento en un rango

bajista. Los puntos de inflexión situados cerca de los niveles que definen el canal han

respetado estas zonas de soporte y resistencia.
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Figura 4.3: Régimen de mercado tipo de cambio Eur/Usd.

Régimen de mercado en canal bajista del tipo de cambio Eur/Usd. Datos medidos en un
marco de tiempo mensual, muestreados en un horizonte de tiempo de 17 años, desde enero del
2006 hasta marzo del 2023. Puntos de inflexión próximos a las zonas de soporte y resistencia
definidas por el canal descendente.

En esencia, la detección y confirmación del régimen de mercado ayuda a aprovechar

su situación evitando, por ejemplo, la negociación de instrumentos de alto riesgo, espe-

cialmente en condiciones de mercado desfavorables, al tiempo que se intenta identificar

las mejores oportunidades de inversión. Aśı, la solidez de estas evaluaciones permite,

a la vista de las señales proporcionadas por el mercado, definir el marco a considerar

para llevar a cabo o no las inversiones.

Aunque la estrategia de las economı́as de mercado también puede contemplar la

devaluación competitiva de su moneda para fomentar la inversión extranjera y aumen-

98



tar la demanda de instrumentos de capital, especialmente de las empresas locales, el

objetivo último es impulsar los mercados financieros nacionales y su economı́a real.

En este contexto, el régimen de mercado representado en la Figura 4.3, dado el com-

portamiento histórico de los precios durante el periodo de tiempo indicado, sugiere

que el modelo de negociación debe ser lo suficientemente flexible y versátil como para

adaptarse a los rápidos cambios en la dirección de los precios.

4.3.2 Niveles de soporte y resistencia

Los precios de los activos generalmente se mueven entre rangos de precios. Aśı, los

niveles de soporte y resistencia pueden ser entendidos como patrones históricos de

congestion en los que el precio actual del activo se encuentra con una zona de soporte

(nivel de precios inferior) o resistencia (nivel de precios superior) que le impide avanzar.

De manera que cuando el precio del activo se mueve en una tendencia bajista/alcista y

cruza de arriba/abajo hacia abajo/arriba dicho nivel de soporte/resistencia, esta zona

pasa a convertirse en una nueva zona de resistencia/soporte para el precio.

Los niveles de soporte y resistencia son indicadores de análisis técnico utilizados

para identificar los niveles de precios históricos mı́nimos y máximos, respectivamente,

que el valor del activo no ha podido superar en la actualidad. Estas zonas en las

que se establecen rangos históricos, dentro de los cuales se mueven los precios de

los activos, se han utilizado tradicionalmente como mecanismos de activación para

la emisión de ordenes de compra o venta. El desempeño a obtener con la ejecución

de este tipo de operaciones viene determinado en parte por el contexto en el que se

realiza la negociación. Esto significa que, una vez identificado y validado el régimen

de mercado dominante en el que se mueve el activo, las posiciones ejecutadas deben

estar en ĺınea con la tendencia dominante. En consecuencia, después de que el valor del

tipo de cambio se haya movido en un rango dentro de las zonas históricas de soporte y

resistencia, se puede activar una señal de compra cuando el precio del activo rompe el

nivel histórico de soporte desde abajo hacia arriba, mientras que se activa una orden

de venta cuando el precio del activo rompe el nivel histórico de resistencia desde arriba

hacia abajo. Sin embargo, dependiendo del tipo de estrategia de negociación ejecutada,

algunos operadores de mercado, tras abrir y mantener abierta una posición de venta

o de compra, optan por cerrar dichas posiciones tomando beneficios cuando el valor

del activo, tras acercarse a dichas zonas, no cruza los niveles históricos de soporte o

resistencia.
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Encontrar aquellos niveles en los que el precio cambia de dirección con respecto a

la tendencia precedente para anticipar la dirección futura de los precios y obtener ben-

eficios se ha convertido en una de las tareas más desafiantes. Aśı, el uso de información

histórica se ha convertido en una valiosa herramienta para confirmar la emisión de

órdenes y evitar falsas señales de mercado. Una de las estrategias de negociación más

utilizadas por los agentes del mercado consiste en aprovechar la ruptura de los niveles

de soporte y resistencia, históricamente respetados por el movimiento de los tipos de

cambio, para generar operaciones de venta y compra, según el caso.

La Figura 4.4 muestra cómo el movimiento del precio del tipo de cambio euro-dólar,

según sesiones de negociación de 15 minutos, conduce a la formación de zonas de soporte

Si y resistencia Ri. Una verdadera zona de soporte y resistencia, históricamente, se

forma en la media en que el precio del instrumento negociado las respeta. Esto significa

que cada vez que el precio del activo intenta cruzar estas zonas y no lo consigue, la

fuerza de estos niveles de precios queda perfectamente demostrada.
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Figura 4.4: Soporte y resistencia del tipo de cambio euro-dólar.

Precios de mercado del tipo de cambio eur/usd. Datos medidos en sesiones de negociación de
15 minutos, desde el 31 de enero de 2023 hasta el 10 de febrero de 2023. Niveles de resistencia
Ri y soporte Si en colores verde y rojo respectivamente. Nótese que el nivel de resistencia
R1 después de ser superado de abajo hacia arriba por el tipo de cambio, se convierte en un
nuevo nivel de soporte S1. El cruce de estos niveles produce señales de compra o venta que
pueden capitalizarse en función del régimen de mercado.

Por otro lado, cuando la fuerza con la que se mueve el precio del activo rompe estos

niveles, las zonas de resistencia/soporte, tras ser cruzadas, se convierten en nuevas
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zonas de soporte/resistencia. Este comportamiento ha demostrado históricamente que

a medida que el tipo de cambio se aprecia o deprecia con el paso del tiempo, los

máximos o mı́nimos globales históricos registrados por el precio del activo tienden a

convertirse en niveles de resistencia y soporte con valores máximos y mı́nimos locales.

También hay que tener en cuenta que la ruptura de estos niveles de soporte y

resistencia, y actuando de acuerdo con el régimen de mercado dominante, ofrecen

oportunidades de entrada y salida del mercado que deben evaluarse a lo largo del

tiempo. La fiabilidad y consistencia de estas pautas confieren a las estrategias de

negociación que las utilizan fiabilidad y consistencia en los rendimientos generados.

4.3.3 Puntos de inflexión del mercado

Tradicionalmente, la negociación de tipos de cambio en el mercado de divisas siempre

ha estado expuesta a la volatilidad e incertidumbre del entorno. La fluctuación de

los tipos de cambio viene determinada en parte por múltiples factores económicos y

poĺıticos. Teniendo en cuenta estas consideraciones, los puntos de inflexión también

pueden interpretarse como momentos decisivos en los que puede producirse un cambio

de régimen en la dirección del mercado. En este sentido, los puntos de inflexión del

mercado son técnicamente puntos de reversión en los que cambia la dirección de la

tendencia dominante del mercado. Desde el punto de vista del análisis técnico, estos

puntos de inflexión pueden reconocerse en los gráficos de precios históricos en aquellos

momentos en los que cambia la dirección de la tendencia precedente.

La Figura 4.5 muestra la evolución del tipo de cambio euro-dólar, basada en los

precios de mercado OHLC medidos en marcos temporales de 15 minutos. Los datos

de la muestra corresponden al periodo comprendido entre el 2 de febrero y el 15 de

febrero de 2023. Los niveles de soporte históricos Si en colores verde y rojo fueron

superados por el impulso del tipo de cambio euro-dólar. Durante el periodo analizado,

el tipo de cambio ha evolucionado en general en un régimen de mercado bajista.

Las señales sobre el tipo de cambio definidas por las puntas de flecha amarilla y

roja son los momentos en los que cambia la dirección de las micro tendencias y pueden

entenderse como puntos de giro. Al examinar el indicador RSI en la parte inferior del

gráfico, los puntos de giro del tipo de cambio coinciden con la señal RSI en los niveles

30 y 60, respectivamente. Esto significa que cuando la señal RSI alcanza estos niveles,

el tipo de cambio está sobrevendido y sobrecomprado, respectivamente. Por lo tanto,

es probable que la evolución del tipo de cambio se agote y que las micro tendencias
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anteriores cambien de dirección.
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Figura 4.5: Puntos de inflexión.

Precios de mercado del tipo de cambio eur/usd. Datos medidos en sesiones de negociación de
15 minutos, del 2 al 15 de febrero de 2023. Niveles de soporte Si en verde y rojo. La ruptura
de los niveles de soporte Si en un mercado bajista con movimientos en rango produce señales
de compra y venta capitalizables. La señal RSI de 9 periodos confirma en los niveles 30 y
70 un tipo de cambio sobrevendido y sobrecomprado, lo que sugiere un agotamiento de la
tendencia y un probable cambio de dirección.

El cambio de dirección de la tendencia precedente en el movimiento del tipo de cam-

bio puede deberse a fluctuaciones aleatorias. Esto hace que la definición y validación

de tales puntos de inflexión sea una tarea dif́ıcil. Lo que significa que, desde el punto

de vista del análisis técnico, los estudios deben orientarse a identificar las señales del

mercado en las que el cambio de tendencia se debe a cambios de régimen impulsados

por acontecimientos de carácter fundamental ocurridos en la economı́a.

Anticipar la ocurrencia de puntos de inflexión en el movimiento de los tipos de

cambio, si bien es una tarea compleja, desde un punto de vista fundamental existe in-

formación valiosa que puede ser utilizada como indicadores adelantados para reconocer

su posible ocurrencia. Entre los indicadores adelantados ”Leading indicators” más uti-

lizados para anticipar el cambio de dirección en los precios de mercado se encuentran

los ı́ndices basados en el análisis de sentimiento, el ı́ndice de confianza del consumidor,

las ventas al por menor, la producción industrial y los ı́ndices de precios al consumo y al

productor. Entre los indicadores rezagados ”Lagging indicators” derivados de los datos

históricos del mercado figuran los basados en la media de los datos, que comúnmente
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suelen utilizarse para identificar la tendencia de largo plazo.

La definición de estrategias de negociación basadas en la detección y capitalización

de puntos de inflexión puede ser determinante en la consecución de beneficios fiables

y constantes para los inversores. En consecuencia, el uso de estos puntos de inflexión

como señales de entrada o salida del mercado, en la ejecución de posiciones de compra

y venta, permite capitalizar los cambios de dirección en el régimen de mercado prece-

dente.Al validar la eficacia del proceso utilizado en la identificación y capitalización

de los puntos de inflexión, el proceso puede utilizarse en la definición de los niveles de

soporte y resistencia para ayudar al inversor a decidir cuándo vender y cuándo comprar

con la información adecuada.

La identificación de puntos de inflexión y la definición de zonas de soporte y re-

sistencia, basadas en datos históricos de mercado, están estrechamente relacionadas y

son útiles en la toma de decisiones de inversión. Sin embargo, teniendo en cuenta que

las zonas de soporte y resistencia, al estar por debajo y por encima de los precios, su

delimitación presupone teóricamente que el tipo de cambio no siga depreciándose y

apreciándose, respectivamente. Esto sugiere que los puntos de inflexión proporcionan

una valiosa información que ayuda a establecer estos niveles históricos de soporte y

resistencia. Esto hace que esta herramienta sea útil para la toma de decisiones de

inversión informadas.

En cuanto a la rentabilidad que pueden generar las estrategias de negociación que

basan sus operaciones en la capitalización de los puntos de inflexión, cabe señalar que la

identificación de estos puntos de inflexión no es necesariamente exacta. Aunque pueden

estar condicionados por diversos factores fundamentales, técnicos y de comportamiento,

se requiere el uso complementario de indicadores adicionales que ayuden a confirmar

las señales del mercado antes de tomar posiciones de compra y venta.

4.3.4 Índice de fuerza relativa RSI

En la actualidad existen numerosas metodoloǵıas y reglas de decisión aplicables a la

negociación de divisas y al desarrollo de posiciones de compra y venta. Algunos de

los enfoques más comunes se basan en el uso de indicadores técnicos, para ayudar a

identificar los niveles de soporte y resistencia, aśı como para confirmar cuándo el activo

está sobrecomprado y sobrevendido, antes de abrir posiciones en el mercado.

El Índice de Fuerza Relativa RSI es un indicador de análisis técnico utilizado

tradicionalmente para el seguimiento de precios con el fin de identificar cuándo un
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instrumento financiero está sobrecomprado o sobrevendido. J. Welles Wilder introdujo

el cálculo de este ı́ndice basado en 14 periodos históricos, aunque las configuraciones

basadas en 9 y 25 periodos también se han hecho muy populares hasta la fecha. Este

ı́ndice actúa como un oscilador de movimiento con valores que van de 0 a 100, lo que

facilita el reconocimiento de las zonas de soporte y resistencia en las que el activo está

sobrevendido y sobrecomprado.

La Figura 4.6, muestra el comportamiento histórico de los precios de mercado

OHLC del tipo de cambio euro-dólar medido en marcos temporales de 15 minutos.

La parte inferior de la Figura 4.6 muestra también el ı́ndice de fuerza relativa RSI

calculado a partir de 9 periodos históricos. Los datos muestreados van del 10 de marzo

al 14 de marzo de 2023. Los niveles de resistencia Ri en rojo fueron superados de abajo

a arriba por el movimiento del tipo de cambio, lo que supone un régimen de mercado

alcista. Esta condición del mercado también la confirma la pendiente descrita por la

media móvil exponencial de 27 periodos (ĺınea verde) situada cerca del tipo de cambio.
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Figura 4.6: Índice de Fuerza Relativa.

Precios de mercado OHLC del tipo de cambio eur/usd. Datos medidos en marcos temporales
de 15 minutos, del 10 al 14 de marzo de 2023. La ruptura de los niveles de resistencia Ri en
un mercado alcista con movimientos en rango produce señales de compra capitalizables. La
señal RSI de 9 periodos confirma en los niveles 30 y 70 un tipo de cambio sobrevendido y
sobrecomprado. Este agotamiento de la tendencia sugiere un cambio de dirección.

Observe que la señal del RSI alcanza máximos y mı́nimos por encima y por debajo

de los niveles 70 y 30 respectivamente. Esto facilita la distinción en los precios de

mercado cuando el tipo de cambio forma estos máximos y mı́nimos. Además, dentro
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del análisis técnico de señales, el indicador RSI ayuda a identificar patrones que no

son fáciles de distinguir en los gráficos de precios. Entre los patrones ”Chartistas” más

comunes se encuentran los patrones de reversión de tendencia de ”cabeza y hombros”

y los patrones bilaterales de ”triángulo”. Para más detalles, véase el apartado 4.3.5.

Entre los métodos de negociación más utilizados se encuentra el basado en la iden-

tificación y capitalización de divergencias entre el precio del activo negociado y el valor

del RSI. Una divergencia bajista/alcista se produce cuando el precio después de haber

registrado un valor máximo/mı́nimo, el RSI no ha superado su máximo/mı́nimo an-

terior. Esta señal de mercado es un indicio probable de que el movimiento de los

precios está perdiendo fuerza y, por lo tanto, luego de que el tipo de cambio se encuen-

tra sobrecomprado/sobrevendido, es inminente un cambio de dirección de la tendencia

precedente.

El análisis de divergencias, como ya se ha mencionado, permite identificar los mo-

mentos previos que conducirán a un cambio de dirección en la tendencia de los precios.

La Figura 4.7, muestra el proceso que conduce a la formación de una divergencia bajista

D1. Obsérvese que la posterior cáıda del precio del activo confirma la señal producida

por dicha divergencia en la señal del RSI.
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Figura 4.7: Divergencia bajista.

Precios de mercado OHLC del tipo de cambio eur/usd. Datos medidos en sesiones de nego-
ciación de 15 minutos, del 10 al 14 de marzo de 2023. La divergencia bajista D1 formada en
el gráfico de precios y el RSI confirma en el nivel 70 un agotamiento de la tendencia alcista.
En ese nivel de precios, dado que el tipo de cambio está sobrecomprado, es inminente un
cambio de tendencia.
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En general, las divergencias bajistas pueden aparecen en los gráficos, una vez que

la fuerza alcista del precio se ha agotado. Por ejemplo, estas se forman cuando el tipo

de cambio después de alcanzar un máximo b que supera el máximo anterior a, en el

RSI ocurre lo contrario, la señal del RSI en b′ no ha superado su máximo anterior a′.

Aśı, el agotamiento de la tendencia alcista se confirma con una divergencia bajista,

lo que lleva al inicio de un proceso de depreciación. Del mismo modo, una divergencia

alcista se forma en el gráfico, después de que la fuerza bajista del precio se ha agotado.

En concreto, cuando el precio del activo después de caer a un mı́nimo por debajo

del mı́nimo anterior, en el RSI sucede lo contrario, después de haber alcanzado un

máximo, este valor supera el máximo anterior.

En consecuencia, el agotamiento de la tendencia bajista se confirma con una di-

vergencia alcista, lo que conduce al inicio de un proceso de apreciación. Asimismo, el

RSI tiene otra caracteŕıstica importante, y es que ayuda a reconocer más fácilmente

los niveles de soporte y resistencia en comparación con los datos de mercado que pro-

porciona el gráfico de precios.

El cálculo del indicador RSI tiene numerosas variantes en la literatura. Sin embargo,

el método tradicional introducido por J. Welles Wilder, se obtiene mediante la ecuación

4.5. Este ı́ndice RSI mide la fuerza del movimiento del precio, lo que permite reconocer

si el tipo de cambio negociado está sobrecomprado o sobrevendido.

Esta categorización supone un agotamiento de la fuerza con la que se ha movido

el precio del activo. Esto da lugar a la toma de beneficios o a la apertura de nuevas

posiciones de mercado.

RSI(9p) = 100− 100

(1 + P/G)
(4.5)

Donde, P es la media de las variaciones positivas del precio de cierre cp de los

últimos i periodos. G es la media de las variaciones negativas del precio de cierre cp

de los últimos i periodos. Ambos criterios calculados para 9 periodos históricos.

Obsérvese que el ratio P/G mide la relación entre la media de las variaciones al

alza y la media de las variaciones a la baja. Aśı, un valor alto de este ratio sugiere

que el tipo de cambio tiende más a apreciarse que a depreciarse, mientras que un valor

bajo sugiere que el tipo de cambio tiende a depreciarse.
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Estos resultados vaŕıan en función del número de periodos históricos considerados

en el cálculo del indicador, lo que también hace dif́ıcil su elección.

La ecuación 4.6, una variante del modelo anterior, modifica los valores de P y G

por los nuevos valores de Ū y D̄, respectivamente. Estos valores, que calculan la media

de las variaciones al alza y a la baja, dan mayor peso a la variación más actual entre

cpi y cpi−1.

RSI(i=n+j) = 100− 100(
1 + Ūi/D̄i

) , j, n ∈ Z+, j ≥ 1, 2 ≤ n < m (4.6)

Esta expresión mide la fuerza del movimiento del precio en la formación de la

tendencia, aśı como su posible cambio de dirección.

Obsérvese que el valor RSI(i=n+j) representa el valor del RSI suavizado y estimado

para el periodo i correspondiente a (n + j) periodos en el futuro. j además de ser un

entero positivo es mayor o igual a 1. n y m son también enteros positivos, donde n

es el número de periodos históricos utilizados en el cálculo del RSI y m es el número

total de datos utilizados en el estudio, tal que 2 ≤ n < m.

Asimismo, Ū , D̄ ∈ ∆cp, donde, la media de las variaciones alcistas Ū y la media

de las variaciones bajistas D̄ forman parte del conjunto de variaciones de precio ∆cp.

La media de las variaciones entre los precios de cierre ∆cp tiene dos procedimientos de

cálculo diferentes. En la ecuación 4.7 se estiman los valores de Ū y D̄ para el primer

periodo futuro i = (n+ j), donde j = 1.

∆cp(j=1) =

Ūi=n+j = 1
n

∑n+j
i=1+j ui, si j = 1

D̄i=n+j =
1
n

∑n+j
i=1+j di, si j = 1

(4.7)

La fórmula señala para el caso j = 1 que ∆cp, la variación media sobre el precio de

cierre, se obtiene calculando dos expresiones. Ū(i=n+j) cuando se trata de movimientos

alcistas ui (variaciones entre precios de cierre, donde el precio de cierre actual cpi es

mayor que el precio de cierre anterior cpi−1) o bien D̄(i=n+j) si se trata de movimientos

bajista di (variaciones entre precios de cierre, donde el precio de cierre actual cpi es
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menor que el precio de cierre anterior cpi−1). En ambos casos, se realiza el cálculo

de la media de las n variaciones entre precios consecutivos históricos ui y di, desde

i = (1 + j) hasta i = (n+ j)

La ecuación 4.8 resume los procedimientos para calcular los valores de Ū y D̄ para

el segundo y sucesivos periodos futuros i = (n+ j), donde j ≥ 2.

∆cp(j≥2) =

Ūi=n+j =
Ūi−1(n−1)+ui

n
, si j ≥ 2

D̄i=n+j =
D̄i−1(n−1)+di

n
, si j ≥ 2

(4.8)

La expresión ∆cp(j≥2) indica que para los casos j ≥ 2, la media móvil suavizada de

las variaciones al alza Ū y a la baja D̄, se obtiene calculando dos expresiones. El valor

de Ūi=n+j utiliza en su cálculo la media de las variaciones al alza del periodo anterior

Ūi−1 y la variación al alza del periodo actual ui.

Del mismo modo, el cálculo de D̄i=n+j se basa en la media de la variación a la baja

del periodo anterior D̄i−1 y la variación a la baja del periodo actual di. En ambos

casos, nótese que las medias móviles suavizadas de las variaciones al alza y a la baja

asignan mayor peso en el cálculo de Ūi y D̄i a las variaciones actuales ui y di que a las

variaciones medias históricas Ūi−1 y D̄i−1.

La variación entre precios de cierre ∆cp para dos periodos consecutivos i y i− 1, a

partir del periodo i = 2 viene determinada por las expresiones referidas en la ecuación

4.9:

∆cp =


ui = cpi − cpi−1, para i ≥ 2 si cpi > cpi−1

di = cpi−1 − cpi, para i ≥ 2 si cpi−1 > cpi

0, para i ≥ 2 si cpi−1 = cpi

(4.9)

∆cp corresponde a la diferencia entre dos precios de cierre consecutivos cp, cuyo

cálculo está sujeto al signo de las variaciones. Esto sugiere tres tendencias, al alza, a

la baja y lateral.

El primer caso, cuando cpi > cpi−1, corresponde a un movimiento al alza ui. En el

segundo caso, cuando cpi−1 > cpi, se refiere a un movimiento a la baja di. Por último,

cuando cpi−1 = cpi dado que ∆cp = 0, se trata de un movimiento lateral.
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Es importante señalar que el cálculo de estas variaciones supone tres posibles

movimientos en el comportamiento del precio. Sin embargo, la fórmula del ı́ndice

RSI sólo considera el cálculo de la fuerza de su movimiento a partir de las medias de

las variaciones al alza y a la baja.

4.3.5 Patrones de precios

Los patrones en los precios son formaciones gráficas que se han producido a través de

interpretaciones realizadas sobre la acción de los precios. Estas formaciones pueden

proporcionar señales tempranas de posibles cambios en la dirección de los precios de

los instrumentos financieros.

Aunque no todos los patrones son fiables, deben utilizarse como herramienta de

confirmación en conjunción con otras técnicas de análisis técnico y análisis fundamental

para tomar decisiones fundamentadas en el movimiento de los mercados.

Tradicionalmente, el análisis de patrones de precios se ha utilizado como her-

ramienta de análisis técnico para identificar y confirmar cambios en la dirección de

los precios, especialmente cuando se negocia con tipos de cambio.

Estos análisis se han realizado para confirmar los momentos en los que deben

tomarse posiciones de compra y venta. Los tipos más comunes de formaciones in-

cluyen patrones de reversión, de continuación y bilaterales. Estos patrones tienen car-

acteŕısticas especiales que hacen necesario reconocerlos para aprovechar y capitalizar

las anomaĺıas del mercado.

La Figura 4.8 resume estos tres grandes grupos de pautas en el comportamiento

de los precios. (a) Patrones de reversión donde hay un cambio de dirección de la

tendencia previa. (b) Patrones de continuidad que confirman la continuación de la

tendencia precedente. (c) Patrones bilaterales donde el precio, dada la confirmación de

las señales proporcionadas por el mercado, puede cambiar o continuar con la dirección

de la tendencia anterior.

Hay que tener en cuenta que en cada pauta se ha establecido el momento en el que

hay que entrar en el mercado ET, con una operación de compra o venta, según el caso.

El ĺımite de pérdida máxima admisible fijado como SL si el precio se mueve en la

dirección equivocada. Por último, el ĺımite en el que debe producirse la recogida de

beneficios, donde se establece el precio objetivo XT.
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Los patrones de reversión son formaciones gráficas que ayudan a identificar y con-

firmar si la tendencia actual está a punto de cambiar de dirección. Entre este grupo

de patrones hay básicamente dos efectos predecibles, los patrones de reversión en los

que la dirección de la tendencia cambia de alcista a bajista y de bajista a alcista.

En general, en cualquiera de estos casos, después de que la fuerza en el movimiento

del tipo de cambio haya sufrido un proceso de agotamiento, aparecen formaciones

gráficas que confirman ese agotamiento y que es inminente un cambio de dirección de

la tendencia precedente.

Entre los tipos más comunes de formaciones de patrones de reversión se encuentran

el doble techo y el doble fondo; el patrón de cabeza y hombros y el patrón de cabeza

y hombros invertidos; y la cuña ascendente y descendente.

Los patrones de continuidad son pautas en los precios con formaciones gráficas

que indican que la tendencia del mercado continuará en la misma dirección. Este

grupo de patrones precede a las indicaciones de continuación en la tendencia alcista o

bajista de los precios. Una vez confirmada la formación de estos patrones, la fuerza

del movimiento del precio tras alcanzar estos niveles de soporte o resistencia, según el

caso, los rompe para continuar la misma tendencia.

Entre los patrones de continuidad de tendencia más comunes se encuentran la cuña

descendente y ascendente; el rectángulo alcista y bajista; y el bandeŕın alcista y bajista.

La Figura 4.8 también muestra los patrones bilaterales, a diferencia de los anteriores,

estas pautas se caracterizan porque el precio del activo se mueve en un rango lateral

en el que no hay una tendencia clara al alza o a la baja.

En cuanto el precio se aproxime al vértice de estas formaciones triangulares, se prevé

una ruptura en cualquiera de las dos direcciones. Aśı, cuando el volumen aumente y

el precio rompa la ĺınea de soporte o resistencia, el precio continuará la trayectoria a

la baja o al alza. Los patrones bilaterales más comunes son el triángulo ascendente, el

triángulo descendente y el triángulo simétrico.

En general, cabe señalar que estas pautas se forman después de que la fuerza del

precio se haya agotado al alcanzar un nivel de soporte o resistencia. Aśı, si la fuerza del

precio es débil, confirma estos niveles generando un retroceso en su movimiento tras

alcanzarlos. Por el contrario, si la fuerza del precio rompe estos niveles, la tendencia

del precio continuará o cambiará de dirección según sea el caso. En cualquiera de

estos comportamientos, la confirmación de estos patrones es valiosa para aumentar la

probabilidad de éxito en la ejecución de posiciones de compra y venta en el mercado.
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Doble techo                                    Cabeza y hombros                                 Cuña ascendente

Doble fondo                            Cabeza y hombros invertido                       Cuña descendente

Cuña descendente                                   Rectángulo alcista                                     Banderín alcista

Cuña ascendente                                    Rectángulo bajista                                      Banderín bajista

Triángulo ascendente                            Triángulo descendente                              Triángulo simétrico

(c)  Patrones bilaterales

(b)  Patrones de continuidad

(a) Patrones de reversión

Figura 4.8: Patrones en el movimiento de los precios.

Patrones que señalan una entrada ET o una salida anticipada del mercado XT debido a una
posible reversión o continuación de la tendencia del precio con un nivel de pérdida tolerable
SL. (a) Patrones de cambio de dirección. (b) Patrones de continuidad de la tendencia. (c)
Patrones bilaterales con movimiento del precio en dirección alcista o bajista.
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4.4 Enfoque para la solución de problemas

El acto de elegir entre dos o más cursos de acción debe conducir a una toma de de-

cisiones eficaz. Los problemas en los que se consideran múltiples criterios de decisión

suelen constar de varias alternativas, en algunos casos contradictorias. Teniendo en

cuenta estas observaciones, a continuación se describen brevemente las bases teóricas

a considerar para la solución de problemas que pueden tener múltiples criterios y que

deben ser considerados en su solución para una efectiva toma de decisiones.

Este apartado describe dos procedimientos útiles para resolver problemas multi-

criterio: la sección 4.4.1 trata de la programación por objetivos y la sección 4.4.2 se

ocupa de la programación no lineal.

4.4.1 Programación por metas

La programación por metas (Goal programming) es una técnica de resolución de prob-

lemas multi-criterio, una variante de los modelos de programación lineal, que considera

varias metas a resolver con la definición de la función objetivo. La estructura general

de estos modelos sigue el mismo formato que los modelos de programación lineal. Estos

métodos se caracterizan porque parten de la definición de una función objetivo con res-

tricciones, en la que su solución es similar a la obtenida por métodos de programación

lineal. En la ecuación 4.10 se formula un problema convencional de programación li-

neal, la función objetivo Z especifica lo que se quiere conseguir, en este caso maximizar

la función Z. c1 y c2 son los coeficientes de las variables de decision x1 y x2. Las

variables de decisión son, en este caso, los valores a obtener.

Maximizar: Z = c1x1 + c2x2

sujeto a: a11x1 + a12x2 ≤ b1

a21x1 + a22x2 ≤ b2

x1, x2 ≥ 0

donde:

x1, x2 = variables de decisión

(4.10)

Nótese que para alcanzar el objetivo de la Función Z se han especificado tres limita-

ciones o condiciones que deben cumplirse en la solución del problema. Estas restriccio-
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nes pueden expresarse como una ecuación o bien como una desigualdad que incluya las

variables de decisión. Las dos primeras condiciones limitan el uso de las restricciones b1

y b2, esto significa que las combinaciones lineales definidas por las variables de decisión

x1 y x2 deben ser menores o iguales que las restricciones b1 y b2.

El modelo anterior forma parte de los modelos de programación lineal clásicos,

caracterizados por una única función objetivo. Este mismo modelo, sin embargo, puede

transformarse en uno basado en múltiples objetivos que deben alcanzarse según su nivel

de importancia. Asumiendo los siguientes objetivos mas adelante se describe el proceso

que llevaŕıa a su consecución:

P1: No utilizar menos de la restricción b1.

P2: Alcanzar un nivel de la función objetivo Z en el nivel k.

P3: Evitar mantener más de la restricción b2.

P4: Reducir la sobre-utilización de la restricción b1.

Estos objetivos deben formularse en términos de funciones, lo que implica que el

analista debe transformar las restricciones del modelo de programación lineal de la

ecuación 4.10 en objetivos. Esto implica transformar el modelo original en uno que

incluya múltiples objetivos. Cuando esto ha sido posible, el analista debe conseguir un

nivel de solución que se acerque lo mejor posible a la consecución de cada uno de estos

objetivos. A continuación se describe el procedimiento utilizado en la transformación

de las restricciones en restricciones objetivo.

• Convirtiendo la restricción b1 en los objetivos P1 y P4.

El primer objetivo consiste en evitar la sub-utilización de la restricción b1, lo que

supone emplear menos de lo que permite la restricción b1. En consecuencia, la desigual-

dad a11x1 + a12x2 ≤ b1 necesita ser transformada en una restricción objetivo como se

observa en la ecuación 4.11:

a11x1 + a12x2 + s−1 − s+1 = b1 (4.11)

En la ecuación anterior nótese la incorporación de dos nuevas variables s−1 y s+1 ,

denominadas variables de desviación. Donde s−1 es la variable de desviación que repre-

senta un valor de utilización inferior a b1, es decir, una sub-utilización de la restricción

b1, mientras que s+1 representa una sobre-utilización de b1. Aśı, en la búsqueda de

la solución objetivo, al menos una de las variables de decisión será igual a cero. En
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caso contrario, cuando s+1 = 0 y s−1 = 0 significa que el valor de la restricción b1 se

utiliza exactamente. Hay que tener en cuenta que para conseguir este objetivo P1, de

no utilizar menos de la restricción b1, es necesario crear una nueva función objetivo

definida en la ecuación 4.12:

Minimizar: P1s
−
1 (4.12)

Obsérvese que el propósito de la función objetivo es minimizar la variable de

desviación s−1 , la sub-utilización del valor de la restricción b1. Además, es preciso

destacar que el cuarto objetivo P4, que busca minimizar la sobre-utilización, también

está asociado a la utilización de la restricción b1. Por tanto, al incorporar este objetivo,

la nueva función objetivo que toma la ecuación 4.12 queda expresada de la siguiente

forma:

Minimizar: P1s
−
1 , P4s

+
1 (4.13)

Hay que tener en cuenta que la variable exceso de desviación s+1 se minimiza.

Además, se debe considerar el orden de prioridad en el cumplimiento de los obje-

tivos en la solución del problema. Esto significa que antes de buscar el cumplimiento

del objetivo P4 se deben perseguir los tres primeros objetivos.

• Ajustando la función objetivo Z a un nivel deseado k.

En la formulación del modelo de programación por objetivos, el segundo objetivo a

conseguir P2 busca alcanzar un nivel k de solución. Por tanto, reformulando la función

objetivo Z = c1x1+c2x2 transformándola en una nueva restricción objetivo que incluye

un nivel de beneficio deseado k, la expresión 4.10 se transforma en la nueva ecuación

4.14:

c1x1 + c2x2 + s−2 − s+2 = k (4.14)

Según la expresión anterior, las variables de desviación s−2 y s+2 representan el nivel

de la función objetivo a obtener, por debajo y por encima del nivel k respectivamente.

Aśı, el objetivo P2, que especifica alcanzar un nivel de solución k, una vez incorporado

a la función objetivo se expresa de la siguiente forma:

Minimizar: P1s
−
1 , P2s

−
2 , P4s

+
1 (4.15)
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Al observar la nueva función objetivo, cabe destacar que como segunda prioridad,

el interés del segundo objetivo (P2) consiste en minimizar la variable de desviación s−2 ,

es decir, que la búsqueda de la mejor solución supere el nivel k a través de la variable

de desviación s+2 .

• Transformado la restricción b2 en la restricción objetivo P3.

Considerando la restricción a21x1 + a22x2 ≤ b2 de la ecuación 4.10, ésta pasa a ser

la nueva restricción objetivo:

a21x1 + a22x2 + s−3 − s+3 = b2 (4.16)

La variable de desviación s−3 representa el valor de la restricción por debajo de b2,

mientras que la variable de desviación s+3 representa el valor de la restricción por encima

de b2. Al añadir este objetivo a la función objetivo, la expresión 4.15 se convierte en

la nueva función objetivo:

Minimizar: P1s
−
1 , P2s

−
2 , P3s

+
3 , P4s

+
1 (4.17)

Obsérvese que la variable de desviación s+3 vinculada al objetivo P3 pretende min-

imizar el exceso de uso de la restricción b2. Aśı, el término P3s
+
3 , según el orden de

prioridad, constituye el tercer objetivo que se pretende alcanzar.

• Definición del modelo de programación por metas.

Teniendo en cuenta los resultados obtenidos tras transformar las restricciones en

restricciones objetivo, a partir de los objetivos Pi previamente establecidos, se presenta

a continuación el modelo de programación por objetivos final:

Minimizar: P1s
−
1 , P2s

−
2 , P3s

+
3 , P4s

+
1

sujeto a: a11x1 + a12x2 + s−1 − s+1 = b1

c1x1 + c2x2 + s−2 − s+2 = k

a21x1 + a22x2 + s−3 − s+3 = b2

x1, x2, s
−
1 , s

+
1 , s

−
2 , s

+
2 , s

−
3 , s

+
3 ≥ 0

donde:

x1, x2 = variables de decisión

s−1 , s
+
1 , s

−
2 , s

+
2 , s

−
3 , s

+
3 = variables de desviación

(4.18)
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Al comparar el nuevo modelo de programación por metas con el modelo de pro-

gramación lineal, mencionado en 4.10, se observa que los términos de la nueva función

objetivo no suman en función de Z. Esto se debe a que las variables de desviación

s definidas en la nueva función objetivo poseen unidades de medida diferentes. En

consecuencia, las funciones objetivo del modelo de programación por metas señalan

que las variables de desviación s se minimizarán de forma individual considerando el

orden de prioridad de los objetivos Pi definidos en dicha función.

• Ponderación de restricciones objetivo.

Suponiendo que las variables de decisión x1 y x2 sólo pueden alcanzar el nivel de

restricción b3 y b4 respectivamente. Al considerar la inclusión de este objetivo P5 en

el modelo 4.18, además de que es más importante para el analista que la variable de

decisión x2 alcance el nivel de restricción b4 que la variable x1. Este hecho implica la

adopción de dos nuevas restricciones objetivo, que se describen a continuación:

a31x1 + s−5 = b3

a41x2 + s−6 = b4
(4.19)

En las expresiones anteriores se puede observar que las variables de desviación

positivas s+5 y s+6 se descartaron de la definición de las restricciones objetivo. Esto se

debe al propósito del objetivo P5, que las variables de decisión x1 y x2 sólo pueden

alcanzar el nivel de restricción b3 y b4 respectivamente.

Ahora bien, dado que el propósito adicional del analista, en la búsqueda de la

solución del objetivo P5, es conferir mayor importancia a la variable de decisión x2

en relación con su nivel de restricción b4, este nivel de interés puede reflejarse en la

definición de esta restricción objetivo asignando como coeficientes los pesos w1 y w2

tal y como se muestra a continuación:

Minimizar: P1s
−
1 , P2s

−
2 , P3s

+
3 , P4s

+
1 , w1P5s

−
5 + w2P5s

−
6 (4.20)

De acuerdo con la expresión anterior, la restricción objetivo P5 está formada por los

coeficientes w1 y w2, donde w1 < w2, nótese que se han asignado estos pesos, de forma

que al minimizar las variables de desviación s−5 y s−6 se observa un mayor interés en

conseguir una mayor utilización de la restricción b4 para la variable de decisión x2 que

para la variable x1. Además, cabe destacar que estos objetivos ponderados, además

de sumar, se encuentran en el mismo nivel de prioridad P5. Aśı, a continuación se
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presenta el nuevo modelo de programación por objetivos en el que se incluye un quinto

objetivo restrictivo:

Minimizar: P1s
−
1 , P2s

−
2 , P3s

+
3 , P4s

+
1 , w1P5s

−
5 + w2P5s

−
6

sujeto a: a11x1 + a12x2 + s−1 − s+1 = b1

c1x1 + c2x2 + s−2 − s+2 = k

a21x1 + a22x2 + s−3 − s+3 = b2

a31x1 + s−5 = b3

a41x2 + s−6 = b4

x1, x2, s
−
1 , s

+
1 , s

−
2 , s

+
2 , s

−
3 , s

+
3 , s

−
5 , s

−
6 ≥ 0

donde:

x1, x2 = variables de decisión

s−1 , s
+
1 , s

−
2 , s

+
2 , s

−
3 , s

+
3 , s

−
5 , s

−
6 = variables de desviación

(4.21)

4.4.2 Programación no lineal

La programación no lineal es una técnica versátil que se aplica ampliamente a una

multiplicidad de problemas. A diferencia de los modelos de programación lineal, este

enfoque se caracteriza por el hecho de que las funciones objetivo y las restricciones son

funciones no lineales. De hecho, muchos problemas del mundo real tienen relaciones

no lineales, por lo que es necesaria su modelización no lineal. Esto significa que,

aunque dichos problemas se ajustan a la estructura general de la programación lineal,

no están formados necesariamente por funciones lineales y, por lo tanto, su solución

es extremadamente compleja y dif́ıcil, especialmente cuando se trata de encontrar una

solución óptima.

En este tipo de enfoques, el espacio de soluciones puede considerar superficies no

lineales en las que existe prácticamente un número infinito de puntos o soluciones. Aśı,

una solución óptima (máximo o mı́nimo) podŕıa coincidir con un pico o un valle lo

que dificulta establecer si esta solución corresponde a un óptimo local o si realmente

se trata de una solución óptima global.

En este sentido, las técnicas de resolución de problemas de programación no lineal

se centran simplemente en encontrar picos o valles en la superficie de la solución. Por

tanto, la principal limitación de estos métodos de búsqueda es determinar si la solución
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encontrada corresponde a un óptimo local o global. Esto puede llevar a procedimientos

de calculo demasiado complejos, lo que hace que este tipo de procedimientos queden

por fuera del ámbito de este estudio.

La selección de carteras de inversión es uno de los modelos de programación no

lineal más conocidos en el ámbito del mercado de capitales. En los años 50, Harry

Markowitz demostró que los inversores basan sus decisiones de inversión en dos criterios

particulares: el riesgo si y el rendimiento ri que se obtendrá sobre el valor de la inversión

i. El objetivo de este modelo es minimizar el riesgo de la cartera de inversión obteniendo

al mismo tiempo una rentabilidad. De hecho, el riesgo está asociado a la variabilidad

de los rendimientos obtenidos con la cartera de inversión, lo que le llevó a proponer la

diversificación de la cartera de activos como una alternativa para reducir el riesgo.

Minimizar: Z =
n∑
i=1

x2i s
2
i +

∑
i̸=j

xixjrijsisj

sujeto a: r1x1 + r2x2 + r3x3 + r4x4 ≥
1

n

n∑
i=1

ri

x1 + x2 + x3 + x4 = 1.0

xi ≥ 0

donde:

Z = S = varianza del retorno anual del portafolio

xi, xj = proporción de dinero invertido en inversiones i y j

s2i = varianza de la inversión i

rij = correlación entre los retornos de las inversiones i y j

si, sj = desviación t́ıpica de los retornos de las inversiones i y j

ri = retorno anual esperado de la inversión i

(4.22)

En la actualidad, algunos modelos de aprendizaje automático se basan en el uso

de métodos de programación no lineal. Estos enfoques aprovechan las ventajas de

estas técnicas para encontrar la solución óptima a cualquier tipo de problema. Entre

las aplicaciones más destacadas se encuentran la definición de hiper-parámetros o la

selección del mejor subconjunto de caracteŕısticas para maximizar la precisión en tareas

de clasificación.
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4.5 Negociación algoŕıtmica

El desarrollo de los mercados financieros ha propiciado un gran cambio en la forma en

que los inversores ejecutan sus órdenes en la negociación de activos. La negociación

algoŕıtmica se trata de un método de negociación automatizado que sigue un conjunto

de reglas de decisión basadas en una ”Estrategia de Negociación” que ha demostrado

ser viable y coherente en el tiempo. Estos modelos de negociación abren y cierran posi-

ciones, teniendo en cuenta datos de mercado, fundamentales, información heterogénea

o una combinación de todos ellos. Aśı, la emisión de órdenes de mercado para com-

prar o vender un activo a un precio determinado se basa en la definición de órdenes

pendientes de compra o venta. Estas órdenes se definen por debajo/por encima del

precio de mercado actual y se activan cuando el precio de mercado alcanza el nivel de

precio de la orden. El cierre de posiciones, para obtener beneficios o limitar el nivel

de pérdidas, se basa en la emisión de órdenes limitadas. Una vez fijadas, se ejecutan

cuando los precios actuales alcanzan el nivel definido por estas órdenes. Todos estos

aspectos técnicos, incluida la liquidación automática de una posición, se definen en

función de la parametrización del modelo, que entre otros aspectos incluye la gestión

del riesgo y del capital.

4.5.1 Estrategia de negociación

La negociación algoŕıtmica de un determinado activo financiero, además de eliminar el

error humano en la ejecución, mejora significativamente la eficacia de la negociación.

Esto sólo ocurre cuando la estrategia de negociación, además de ser verificable en el

tiempo, es cuantificable, consistente, objetiva y extensible. Aunque el proceso que

conduce a la construcción de una estrategia de negociación es muy complejo, según la

Figura 4.9, deben tenerse en cuenta al menos los siguientes pasos interrelacionados e

interdependientes.

Formulación          Especi�cación       Comprobación        Optimización            Evaluación             Negociación         Monitorización        Re�namiento 

Figura 4.9: Desarrollo de estrategias de negociación.

Etapas interrelacionadas e interdependientes utilizadas en la construcción de estrategias de
negociación. La primera parte, en términos generales, comprende la formulación, evalu-
ación y mejora de la estrategia. La fase final, de implementación, incluye la negociación, el
seguimiento en tiempo real y el refinamiento de la estrategia de negociación.
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La Figura 4.9 resumen en ocho pasos el proceso general utilizado en la creación de

estrategias de negociación. Sin embargo, a fin de diseñar estrategias eficaces basadas

en una metodoloǵıa sistémica, es preciso utilizar el método cient́ıfico descrito en la

Figura 4.10. Esta metodoloǵıa contempla tres grandes etapas, la definición de reglas

de decisión, la construcción de la estrategia de negociación y finalmente la puesta en

marcha y mejora. En la primera fase, hay que tener en cuenta que la definición de reglas

de decisión, instrucciones de negociación que se activan en función de las condiciones

y señales del mercado, además de traducirse a un lenguaje de programación, debe

verificarse y evaluar su eficacia en el tiempo. Este proceso conduce a la formulación y

comprobación de pruebas de hipótesis. En la segunda fase, tras validar las reglas de

decisión, la construcción de la estrategia de negociación implica no sólo su evaluación

preliminar, sino también su optimización y validación en el tiempo. Este proceso

incluye la identificación de un instrumento financiero, el análisis retrospectivo de la

estrategia a partir de precios históricos de mercado, la formulación y comprobación

de hipótesis y la gestión de riesgo y capital. Finalmente, en la última fase, una vez

confirmada la viabilidad técnica y financiera de la estrategia de negociación, se utiliza

en tiempo real en la negociación del activo en cuestión. Además de su seguimiento y

mejora, se evalúa su uso extensivo en diferentes ventanas temporales y con otros tipos

de instrumentos financieros.

Es preciso señalar que la formulación de modelos de negociación bajo el enfoque

cient́ıfico ha demostrado ser una metodoloǵıa valiosa en la construcción de estrategias

de negociación eficaces. Los modelos de negociación que surgen bajo este enfoque

suplen las siguientes caracteŕısticas esenciales:

• Capacidad para prever resultados de negociación coherentes basados en un fun-

cionamiento correcto de las reglas de decisión y la estrategia de negociación.

• Conocimiento exhaustivo y pormenorizado de los principios y fundamentos sobre

los que se sustenta la estrategia.

• Formulación basada en un sólido fundamento teórico y en pruebas emṕıricas que

avalan su eficacia.

• Optimización integral de la estrategia diseñada para superar retos espećıficos y

aumentar sus posibilidades de éxito, mitigando el sobreajuste.

• Capacidad de aplicación y uso extensivo hacia otros instrumentos, en contextos

diferentes, especialmente bajo condiciones adversas.
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Figura 4.10: Enfoque cient́ıfico para el desarrollo de estrategias de negociación.

Enfoque sistemático utilizado en la construcción de estrategias de negociación. Este proceso
de tres fases incluye la definición y mejora de las reglas de decisión utilizadas en la negociación
de activos. La formulación, evaluación y mejora de la estrategia de negociación. Por último,
la fase de ejecución se ocupa de la negociación, la supervisión en tiempo real y la mejora del
modelo de negociación.

4.5.2 Perfil de la estrategia

El perfil de rendimiento es la śıntesis estad́ıstica del desempeño obtenido con la es-

trategia de negociación y proporciona una visión detallada de su salud financiera. El

análisis exhaustivo de estos resultados estad́ısticos ayuda a comprender mejor cómo
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funcionan las reglas de decisión, la estrategia y el modelo de negociación.

El perfil estad́ıstico de rendimiento es una medida del valor de la estrategia, in-

herente a las caracteŕısticas medidas. En el mejor de los casos, conocer el perfil de

la estrategia contribuye a generar confianza en el uso de la misma y a transmitir la

sensación de seguridad del analista a la hora de operar con el activo en los merca-

dos. En el caso contrario, proporciona información valiosa que ayuda a diagnosticar

y mejorar el rendimiento de la estrategia. Además, conocer el perfil de la estrate-

gia ayuda a identificar las condiciones del mercado que afectan al rendimiento normal

de la estrategia y, por tanto, ayuda a comprender mejor las causas que contribuyen

a esas desviaciones. Esta información no sólo proporciona una referencia para eval-

uar y mejorar el rendimiento de la estrategia, sino que también permite comparar el

rendimiento obtenido durante las fases de diseño e implementación con la negociación

en tiempo real. Una medida precisa, estad́ısticamente fiable y coherente de los resul-

tados obtenidos revela una gestión adecuada del riesgo y del capital. Estas medidas

ayudan a detectar si existe unicidad y coherencia entre los resultados obtenidos en la

fase de implementación con respecto a los conseguidos durante la fase de concepción.

Nótese que este proceso de análisis y mejora es mucho más factible en los procesos de

negociación algoŕıtmica frente a la negociación racional, donde se hace aún más dif́ıcil,

dada la dificultad de obtener un mayor número de posiciones que permitan evaluar la

viabilidad de la estrategia. Ahora bien, sin importar el tipo de enfoque empleado en la

negociación la gestión del riesgo es el principal factor que determina la salud financiera

de la estrategia y, por tanto, su viabilidad depende de la gestión del capital.

Por otra parte, el perfil de rendimiento ofrece una imagen clara del desempeño de la

estrategia en diferentes condiciones de mercado, volatilidad e incertidumbre. Los estu-

dios emṕıricos han demostrado un mejor rendimiento de las estrategias de seguimiento

de tendencias en mercados con fuertes tendencias alcistas o bajistas, mientras que

dichos perfiles pueden verse afectados en mercados laterales o durante cambios de

régimen.

Las Tablas 4.1 y 4.2 muestran el perfil de rendimiento de una estrategia de ne-

gociación de seguimiento de tendencia que se basa en el tipo de cambio eur/usd. La

operativa se realiza en un marco temporal de 15 minutos y el periodo muestreado es

de 18 d́ıas, del 13 de febrero de 2023 al 3 de marzo del mismo año. La negociación

se realiza en una cuenta ”mini” con un depósito inicial de 1000 dólares americanos,

un nivel de apalancamiento de 1:100, un tamaño de contrato de 100000 unidades de la

divisa base, el tamaño del lote negociado es 0.070 veces el tamaño de contrato estándar
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y un nivel de riesgo de pérdida de dinero por posición del 0.84%.

Tras la realización de cada operación, delimitada por una orden de entrada y otra

de salida, se cobra una comisión de 45/1000000 USD por orden. En caso de mantener

una posición abierta durante la noche, después de las 17:00 (hora de Nueva York), se

cobra una comisión que se calcula en función del tipo de posición, swap largo $-4.96 y

swap corto $-0.96.

Tabla 4.1: Perfil de rendimiento de la estrategia

a Especificaciones

Śımbolo: EUR/USD Moneda base: USD

Barras: 1471 Tamaño de contrato: 100000

Deposito inicial ($): 1000 Apalancamiento: 1:100

Valor del Pip ($): 0.70 Swaps ($): -9.40

Saldo final ($): 1151.98 Volumen negociado en lotes: 0.070

Posición cerrada G/P ($): 228.47 Comisiones ($): -67.09

Nivel de margen mı́nimo (%): 7939 Tasa libre de riesgo (%): 0.00

Riesgo de mercado (%): -

Beneficio Neto Total ($): 151.98 Beneficio bruto ($): 788.52

Pérdida bruta ($): -636.54 Riesgo por operación (%): 0.84

Factor de beneficio: 1.24 Beneficio esperado: 1.55

Factor de recuperación 0.92 Ratio de Sharpe: 0.08

AHPR: 1.0016 GHPR: 1.0014

Probabilidad de éxito: 0.57 Probabilidad de fracaso: 0.43

Operaciones totales: 98 Operaciones cortas ganadoras: 46

Operaciones largas ganadoras: 52 Operaciones perdedoras: 42

Operaciones nulas: 0 Operaciones ganadoras: 56

ROI: 0.152 Operación mayor beneficio ($): 69.32

Operación mayor pérdida ($): -61.64 Pérdida media / operación ($): -14.47

Periodo de análisis (Años): 0.06 Beneficio medio / operación ($): 14.60

Operaciones rentables (%): 55.10 Máx de victorias consecutivas: 6

Máx pérdidas consecutivas: 7 Máx pérdida consecutiva($): -165.85

Operaciones con pérdidas (%): 44.90 Máx beneficio consecutivo ($): 200.21

Ratio (Win / Loss): 1.23:1 Media victorias consecutivas: 3

Media pérdidas consecutivas: 3

aBarras = Número de velas analizadas en un marco de tiempo de 15 minutos. Posición cerrada G/P
= Ganancias/Pérdidas totales de todas las operaciones cerradas (Comisiones y swaps no descontados).
Comisiones ($) = Comisión cobrada tras la apertura y cierre de una operación ($ 45/1000000 USD por
operación). Swaps ($) = Comisión cobrada cuando la posición se mantiene abierta durante la noche
(Swap largo = -4,96, Swap corto = -0,96). Riesgo de mercado (%) = Porcentaje de dinero en riesgo
de pérdida sobre el saldo disponible. Beneficio neto total ($) = Resultados financieros de operaciones
cerradas (Beneficios + comisiones + swaps). Beneficio bruto ($) = Suma de beneficios de operaciones
rentables (Comisiones y swaps descontados). Pérdida bruta ($) = Suma de perdidas de operaciones
perdedoras (Comisiones y swaps descontados). Factor de beneficio = Relación entre el beneficio bruto
y la pérdida bruta. Beneficio esperado = Retorno medio de una operación. Factor de recuperación =
Relación entre el beneficio neto total y la reducción máxima. Ratio de Sharpe = (Rentabilidad - Tasa
libre de riesgo) / Desviación estándar de los retornos. AHPR = Media aritmética de las variaciones de
capital por operación cerrada. GHPR = Media geométrica de las variaciones de capital por operación
cerrada.
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Tabla 4.2: Perfil de rendimiento de la estrategia

a Especificaciones

Esperanza matemática: $ 2.33 Ratio (Beneficio / Pérdida): 1.01 : 1

Ventaja operativa: 0.10 Prueba de corridas Z-Score: -3.2817

Desviación Estándar Beneficios: $ 22 Ĺımite de confianza Z-Score: 0.9973

Coeficiente de variación: 9.44 LR Correlación: 0.847

LR Error Estándar: 38.95

Reducción Absoluta de Saldo: $ 55.79 Reducción Máxima de Saldo: $ 165.85

Reducción Relativa de Saldo: 12.95 %

aRiesgo por operación (%) = Cantidad de capital en riesgo por operación. Operaciones ganadoras
= Número de operaciones ganadoras (Comisiones y swaps sin descontar). Operaciones perdedoras
= Número de operaciones perdedoras (Comisiones y swaps sin descontar). ROI = Beneficio neto
total dividido por el depósito inicial. Operación mayor beneficio ($) = Beneficio máximo de todas
las operaciones rentables (Comisiones y swaps descontados). Operación mayor pérdida ($) = Pérdida
máxima de todas las operaciones perdedoras (Comisiones y swaps descontados). Beneficio medio por
operación ($) = Beneficio bruto dividido por el número de operaciones rentables. Pérdida media
por operación($) = Pérdida bruta dividida por el número de operaciones no rentables. Operaciones
rentables (%) = Número de operaciones rentables (Comisiones y swaps descontados) dividido por
el número de operaciones totales. Máx de victorias consecutivas (Recuento) = Serie más larga de
operaciones ganadoras. Máx pérdidas consecutivas (Recuento) = Serie más larga de operaciones
perdedoras. Operaciones con pérdidas (%) = Número de operaciones con pérdidas (comisiones y swaps
descontados) dividido por el número de operaciones totales. Máx Beneficio consecutivo ($) = Beneficio
máximo acumulado de una serie de operaciones rentables. Máx Pérdida consecutiva ($) = Máxima
pérdida acumulada de una serie de operaciones perdedoras. Ratio (Win / Loss) = Operaciones con
beneficios (%) dividido por Operaciones con pérdidas (%) Media victorias consecutivas = Promedio
de operaciones ganadoras en series rentables. Media pérdidas consecutivas = Promedio de operaciones
perdedoras en series perdedoras. Ratio (Beneficio / Pérdida) = Beneficio medio por operación ($)
dividido por la pérdida media por operación ($). Ventaja comercial = Operaciones con beneficios (%)
- Operaciones con pérdidas (%). Correlación LR = Correlación entre la ĺınea de balance de la cuenta
y la ĺınea de regresión. Z-Score = Detección de periodos consecutivos de beneficios/pérdidas. LR
Error Estándar = Error estándar de la desviación entre la ĺınea de saldo de la cuenta y la ĺınea de
regresión. Reducción (Drawdown) Absoluta de Saldo ($) = La mayor cáıda de saldo por debajo del
depósito inicial. Reducción máxima del saldo ($) = La mayor cáıda del saldo en términos monetarios.
Reducción relativa del saldo (%) = La mayor cáıda del saldo en términos porcentuales.

En general, las posiciones de mercado generadas con el modelo de negociación tienen

una probabilidad de producir beneficios del 57%, lo que se traduce en un resultado neto

de $151.98 en el balance de la cuenta. Las posiciones ganadoras representan el 57.14%

de las 98 posiciones efectuadas. El ratio Beneficio/Pérdida, con un valor de 1.23, revela

un modesto rendimiento de la estrategia, dando lugar a una posición ganadora por cada

posición perdedora. Esto se confirma al analizar el factor de beneficio por posición,

la estrategia consigue una ganancia de $1.24 por cada dólar perdido. Hay que señalar

que todos los criterios anteriores determinan el perfil de rendimiento de una estrategia

de negociación. Sin embargo, hay algunos criterios que describen mejor dicho perfil de

rendimiento. Por ello, la Tabla 4.3 resume los criterios más relevantes.
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Tabla 4.3: Determinantes del perfil de rendimiento.

aCriterios relevantes Medida

Beneficio Neto Total ($): 151.98

Retorno sobre la inversión ROI (%): 15.20

Beneficio esperado: 1.55

Probabilidad de éxito (%): 57.14

Ratio de Sharpe: 0.08

Riesgo de perdida de dinero por operación (%): 0.84

Prueba de corridas Z-Score: -3.2817

Ĺımite de confianza Z-Score (%): 99.73

Factor de beneficio: 1.24

aBeneficio neto total ($) = Resultados financieros de operaciones cerradas (Beneficios + comi-
siones + swaps). ROI = Beneficio neto total dividido por el depósito inicial. Beneficio esperado =
Retorno medio de una operación. Probabilidad de éxito = operaciones rentables respecto al total de
operaciones. Ratio de Sharpe = (Rentabilidad - Tasa libre de riesgo) / Desviación estándar de los
retornos. Riesgo por operación (%) = Cantidad de capital en riesgo por operación. Corridas Z-Score
= Detección de periodos consecutivos de beneficios o de pérdidas. Factor de beneficio = Relación
entre el beneficio bruto y la pérdida bruta.

Los resultados presentados en la Tabla 4.3, describen un perfil moderado de la

estrategia de seguimiento de tendencia. Teniendo en cuenta el número de d́ıas de ne-

gociación analizados, el beneficio neto total y el rendimiento obtenido por la estrategia

sobre el valor de la inversión inicial (ROI = 15.20%) es relativamente modesto. Sin em-

bargo, dada esta condición, la estrategia ha generado beneficios moderados de $ 151.98.

En cuanto al beneficio esperado, el valor de 1.55 indica que la estrategia de negociación

tiende a generar un mayor número de posiciones ganadoras que perdedoras. La prob-

abilidad de éxito del sistema de negociación, con un ı́ndice del 57%, también confirma

que el número de posiciones ganadoras es superior al de las posiciones perdedoras.

Al evaluar el Ratio de Sharpe (0.08) en comparación con el riesgo de pérdida de

dinero por operación (0.84%), estos valores sugieren que la rentabilidad por operación,

derivada de la estrategia de negociación, es relativamente baja en comparación con

el riesgo asumido. La prueba de corridas Z-Score (-3.2817) indica que los resultados

obtenidos con la estrategia, dada la estructura de sus reglas de decisión de negociación,

no son fruto del azar y, por tanto, dichos resultados están determinados por la eficacia

de la estrategia. La puntuación Z-Score, por su valor negativo, indica que la estrategia

tiene una dependencia positiva, es decir, que el modelo de negociación es propenso a
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experimentar largas rachas de victorias y de derrotas. Esto significa que las operaciones

ganadoras van seguidas de más posiciones ganadoras, lo que significa que el tamaño

del lote puede aumentarse/disminuirse cuando comienza la racha ganadora/perdedora.

El ĺımite de confianza Z-Score del 99.3% sugiere que los resultados obtenidos con la

estrategia son estad́ısticamente significativos. No obstante, dado el modesto perfil de

la estrategia de negociación, los resultados sugieren mejorar la gestión de exposición al

riesgo por posición y mejorar el factor de beneficio antes del cierre de cada posición.

En consecuencia, las operaciones tienen una probabilidad de ganar del 72% y gen-

eran unos beneficios netos de 13162.85 USD, durante el periodo de la muestra, de

enero de 2006 a diciembre de 2020. Aśı pues, las operaciones ganadoras representan

el 75.34% de las 20894 operaciones realizadas y tardan una media de 7 horas. El 75%

de estas operaciones obtuvieron rendimientos brutos en los dos primeros tercios del

periodo de tenencia. El Ratio Win/Loss, con un valor de 2.37, muestra que el número

de posiciones ganadoras es 2 veces mayor que el número de posiciones perdedoras. El

Factor de Beneficio de 1.68 muestra que se gana 1.68 dólares por cada dólar perdido.

Estad́ısticamente, la prueba de las rachas y el Z-score del sistema de negociación

determina la existencia de dependencia entre los resultados de las operaciones. Aśı,

una puntuación Z de -47.68 confirma una dependencia positiva entre las operaciones

dentro de un ĺımite de confianza del 99.7%. Esto significa que el número de rachas

es menor de lo que implicaŕıa la función de probabilidad normal, de modo que las

operaciones ganadoras generan más ganadores y las perdedoras más perdedores. Sin

duda, es posible explotar las relaciones de dependencia que existen entre las posiciones

y mejorar el rendimiento del sistema, pero el uso de medidas de gestión del capital y

de señales de confirmación queda fuera del ámbito de este trabajo.

4.5.3 Estrategia de negociación y modelo de predicción

La Figura 4.11 resume el procedimiento a seguir en la construcción de modelos de

predicción de la tendencia de los precios. El enfoque presentado supone, de antemano,

un conocimiento del mercado y del instrumento financiero para el que se desea estimar

la dirección de su movimiento futuro. Los procedimientos de la Figura 4.11 suponen

una clara integración entre la construcción de estrategias de negociación y los modelos

de predicción. Desde el punto de vista del análisis técnico, las variables que miden la

acción del precio del activo negociado se utilizan en la definición de reglas de decisión.

Los patrones en el comportamiento de los precios, dadas las reglas de decisión, son los
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que identifican las señales para entrar y salir del mercado. En este sentido, lo que hacen

los modelos de previsión es anticipar la aparición de dichas señales, que finalmente son

confirmadas entre el modelo de previsión y las reglas de decisión antes de emitir las

órdenes que abrirán y cerrarán las posiciones en el mercado.
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Figura 4.11: Estrategia de negociación y modelo de predicción.

Desarrollo de (a) estrategias de negociación y (b) modelos de previsión. Estos procedimientos
integran elementos comunes, patrones o pautas en los precios, medidos por variables que
componen la estrategia de negociación y el modelo de previsión. Los resultados obtenidos
con el modelo de previsión se incorporan a la definición de las reglas de decisión, la estrategia
de negociación y la negociación de activos en tiempo real.

127



Como se muestra en la Figura (4.11b), cabe señalar que la construcción de modelos

de previsión se resume prácticamente en tres etapas: (i) identificación y selección

de las variables predictoras que mejor influyen en la evolución de los precios y que,

dado su poder discriminatorio, permiten diferenciar entre movimientos al alza y a la

baja; (ii) identificación y selección del mejor método de clasificación, dado el poder

discriminatorio de las variables predictoras a utilizar. Además de evaluar la idoneidad

de las variables predictoras y de la técnica de clasificación a utilizar; (iii) definición

de los hiperparámetros y selección de los criterios de evaluación que mejor ayuden a

evaluar el rendimiento de la clasificación. Hay que tener en cuenta que, en cada una

de estas subetapas, se evalúan los resultados obtenidos. Esto implica que cuando no se

cumplen los resultados esperados, es necesario volver a la etapa anterior para realizar

las correcciones oportunas. Una vez que el modelo predictivo cumple las expectativas

en términos de legibilidad, interpretabilidad y precisión, puede integrarse en el modelo

de negociación, bien como herramienta anaĺıtica para emitir juicios de valor antes de

tomar decisiones de inversión, o como mecanismo de confirmación de las señales del

mercado antes de emitir órdenes de mercado.

4.6 Selección de caracteŕısticas

La selección de variables mediante el método de inclusión por pasos es una extensión

del análisis discriminante que permite detectar el mejor subconjunto de variables dis-

criminantes. Las variables elegibles son aquellas con valores de inclusión superiores

a los criterios de entrada definidos en el análisis y al valor de tolerancia especificado

(T = 0, 001). Antes de incluir una nueva variable en el análisis, las variables inclu-

idas previamente se evalúan para su remoción. Una variable se descarta si su valor

F de remoción es menor que el nivel de supresión especificado en el análisis. Si las

variables a remover son demasiadas, se elimina la variable que produce el menor valor

del estad́ıstico para el resto de las variables. Este proceso finaliza cuando no quedan

variables candidatas por remover. Teniendo en cuenta este contexto, a continuación

se describe brevemente la fundamentación teórica utilizada en el proceso de selección

de caracteŕısticas con alto poder discriminativo. Este enfoque es el que se utilizará en

la definición del proceso de selección de variables predictoras para la construcción del

modelo de clasificación.

En la selección de caracteŕısticas, la importancia de cada variable se evalúa individ-
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ualmente con respecto al conjunto de datos. El operador de barrido simétrico aplicado

por [550] se utiliza para reemplazar, en cada paso, la matriz W por una nueva matriz

W∗. La matriz W, según la expresión 4.23, una vez incluidas las primeras q variables

en el análisis, se puede expresar de la siguiente manera:

W =

[
W11 W12

W21 W22

]
q×q

(4.23)

Los nuevos elementos de la matriz W∗ se obtienen utilizando la matriz W11−1,

como se muestra en la expresión 4.24:

W∗ =

[
−W−1

11 W−1
11 W12

W21W
−1
11 W22 −W21W

−1
11 W12

]
(4.24)

de modo que los nuevos elementos de la matriz W∗ se concretan en la expresión

4.25:

W∗ =

[
W∗

11 W∗
12

W∗
21 W∗

22

]
(4.25)

Simultáneamente, la matriz T también sigue el mismo procedimiento que la matriz

W y debe sustituirse por la matriz T∗. Estos cálculos producidos durante el método

de selección por pasos son los que permiten detectar las caracteŕısticas más relevantes

respecto al conjunto de datos. Además, estos análisis incluyen el cálculo de algunas

medidas estad́ısticas como la tolerancia, los valores F de remoción e inclusión, las

pruebas de igualdad de medias de grupo, entre otras medidas, como se describe a

continuación:

4.6.1 Tolerancia

La tolerancia ψi, para un predictor potencial i, es la proporción de varianza no explicada

por los predictores ya incluidos en el modelo. Es una medida de importancia relativa

que determina la calidad del predictor potencial con respecto a otras variables. La

tolerancia ψi de acuerdo con la expresión 4.26, se calcula como una relación entre la

nueva matriz W∗ y la matriz W.

El cálculo de ψi, depende de si la variable i está incluida o no en el análisis y si

129



el valor wii es igual a cero o no. En el caso de que wii = 0, ψi es igual a cero. En el

caso de que la variable i no esté incluida en el análisis y wii ̸= 0, ψi se calcula como la

relación entre la diagonal de W∗ y la diagonal de W. Finalmente, en el caso de que

la variable i esté incluida en el análisis y wii ̸= 0, ψi se calcula como el inverso de la

relación entre la diagonal de W∗ y la diagonal de W.

ψi =


0, si wii = 0

w∗
ii (wii)

−1 , si la variable i no está en el análisis y wii ̸= 0

−w−1
ii (w∗

ii)
−1 , si la variable i está en el análisis y wii ̸= 0.

(4.26)

En el método de selección por pasos, las variables independientes se introducen en

el análisis en el orden en que disminuye la tolerancia.

Los estad́ısticos a los que se hace referencia a continuación se calculan para un

predictor potencial cuando se cumplen los siguientes supuestos. (i) Cuando su toler-

ancia es mayor o igual que el ĺımite de tolerancia establecido en el análisis. (ii) La

inclusión de un nuevo predictor en el análisis no reduzca la tolerancia, de ninguna de

las variables ya incluidas, por debajo o hasta el ĺımite establecido. Obsérvese que la

definición de un nivel de tolerancia protege la construcción del modelo de clasificación

de la multicolinealidad y la singularidad. Además, evita la inclusión de variables que

no sean relevantes o que puedan afectar la estabilidad y precisión del modelo.

4.6.2 Valor F de entrada

El valor F de entrada es una medida estad́ıstica que se calcula para cada predictor

potencial con el fin de determinar su importancia relativa con respecto a las demás

variables. El valor del estad́ıstico Fi que se calcula para cada variable i y que permite

determinar si dicha variable es elegible se presenta en la ecuación 4.27. Si el valor ”F

de entrada” (Fi) calculado para cada variable i supera el ĺımite de entrada definido en

el análisis, la variable i entra en el modelo.

Fi =
(t∗ii − w∗

ii)

w∗
ii

· (n− q − g)
(g − 1)

(4.27)

con (g − 1), y (n− q − g) grados de libertad.
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Obsérvese que el Valor F de entrada calculado para la variable i mide la relación

entre la variabilidad entre grupos y la variabilidad dentro de los grupos. Aśı, el valor

Fi de entrada mide la contribución de la variable i a la variabilidad explicada por el

modelo después de incluir la variable i en el modelo.

4.6.3 Valor F de remoción

El valor F de remoción es un estad́ıstico calculado para cada variable predictiva poten-

cial a fin de averiguar su relevancia con respecto al resto de variables. En la ecuación

4.28 se presenta la forma de obtener el valor del estad́ıstico Fi. Este valor se calcula

para cada variable i y permite determinar si esa variable es elegible o no. Si el valor ”F

de remoción” (Fi) que se calcula para cada variable i es menor al ĺımite de remoción

definido por el análisis, la variable i sale del modelo.

Fi =
(w∗

ii − t∗ii)
t∗ii

· (n− q − g + 1)

(g − 1)
(4.28)

con (g − 1) y (n− q − g + 1) grados de libertad.

En el proceso de selección de caracteŕısticas por pasos, los valores definidos para

la tolerancia (ψi = 0.001), el nivel de entrada (Fε = 3.84) y el nivel de eliminación

(Fr = 2.71) son valores por defecto que han demostrado un mejor rendimiento en la

selección de caracteŕısticas. Sin embargo, los autores en [551] sugieren en términos

de probabilidad un criterio de entrada entre 0.15 y 0.20 para favorecer la entrada de

variables importantes.

4.6.4 Lambda de Wilks

La ecuación 4.29 detalla cómo se calcula el estad́ıstico Lambda de Wilks Λ. Esta

medida de referencia permite evaluar el poder discriminativo de las variables utilizadas

en la construcción del modelo de clasificación. Este criterio se utiliza para probar la

hipótesis nula de que no existen diferencias significativas entre las medias de los grupos.

Λ =

∣∣∣∣W11

T11

∣∣∣∣ (4.29)

con q, g − 1, and n− g grados de libertad.
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Lambda de Wilks Λ según la ecuación 4.29 se define como el cociente entre el deter-

minante de la matriz de varianza-covarianza dentro de grupos (W11) y el determinante

de la matriz de varianza-covarianza total (T11). El valor del estad́ıstico Lambda de

Wilks Λ se encuentra en el intervalo [0, 1], cuanto más se acerque a cero indica una

mayor separación entre las medias de los grupos y, por tanto, el subconjunto de vari-

ables seleccionadas son altamente discriminantes.

4.6.5 Prueba F aproximada para Lambda

Siempre que se cumplan los supuestos por defecto del análisis discriminante y se trate de

un problema con tres o menos grupos, la transformación de la lambda en un estad́ıstico

F producirá un valor con una distribución F exacta. En el caso de problemas de

clasificación con cuatro o más grupos, ocurrirá lo mismo con la primera y la segunda

variables de entrada. Fuera de este contexto, la selección de predictores utilizando

lambda de wilks Λ como criterio de selección producirá un valor F aproximado Fa. La

ecuación 4.30 hace referencia a la prueba F aproximada Fa para lambda.

Fa =
1− ΛS

ΛS
· (r/S+ 1− qh/2)

qh
(4.30)

La prueba aproximada Fa para Lambda, también conocida como R de Rao [552],

requiere la variable S, r y h cuyo cálculo se describe en las ecuaciones 4.31, 4.32 y

4.33:

S2 =

(q2 + h2 − 5) · (q2h2 − 4)
−1
, si h2 + q2 ̸= 5

1, en caso contrario
(4.31)

r = (n− 1)− q + g

2
(4.32)

h = (g − 1) (4.33)

donde qh y (r/S+1− qh/2) son los grados de libertad. El valor del estad́ıstico Fa

es exacto cuando q o h es 1 o 2.
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4.6.6 Distancia de Mahalanobis

La distancia de Mahalanobis es una medida útil introducida por Prasanta Chandra

Mahalanobis en 1936 para determinar la similitud entre dos o más conjuntos de obser-

vaciones. La ecuación 4.34 calcula la distancia de Mahalanobis al cuadrado entre dos

conjuntos M2
a b. Esta expresión definida por [553] se utiliza como criterio de selección

en la detección de variables que resulten ser más eficaces en la diferenciación entre

grupos.

M2
a b = −(n− g)

(
q∑
i=1

q∑
l=1

w∗
il

(
X̄ia − X̄ib

) (
X̄la − X̄lb

))
(4.34)

El Valor F del estad́ıstico Fa b utilizado para evaluar la igualdad de medias entre los

grupos a y b se basa en el cuadrado de la distancia de Mahalanobis M2
a b y se calcula

a partir de la ecuación 4.35:

Fa b =M2
a b ·

nanb
(na + nb)

· (n− q − g + 1)

q(n− g)
(4.35)

La suma de las variaciones no explicadas por el modelo Vr se calculan mediante la

ecuación 4.36.

Vr =

g−1∑
a=1

g∑
b=a+1

4

(4 +M2
a b)

(4.36)

Esta medida ayuda a evaluar la calidad del modelo de clasificación en función del

cuadrado de la distancia de Mahalanobis M2
a b y el número de grupos g. Mientras mas

pequeña sea la suma de dichas variaciones no explicadas por las variables utilizadas

en el modelo mejor sera el modelo. En caso contrario, cuando la suma de dichas

variaciones es mayor significa que muchas de esas variaciones no se explican con las

variables seleccionadas y utilizadas en el modelo y, por lo tanto, el modelo es poco

preciso.

4.7 Análisis Biplot

Los métodos Biplot han demostrado ser una potente herramienta para la visualización

e inspección de grandes matrices de datos multivariantes en un espacio de dimensión

reducida. Estos métodos permiten representar y analizar en un mismo plano cartesiano
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los marcadores fila (observaciones) y columna (variables) de la matriz de datos, donde

estos últimos corresponden a las caracteŕısticas medidas sobre las observaciones. La

eficacia del análisis de las interrelaciones entre observaciones y variables ha probado ser

efectiva con este tipo de representaciones. Concretamente, con el análisis de patrones de

similitud entre observaciones y patrones de covariación entre variables. A continuación

se hace una breve descripción sobre los fundamentos teóricos, reglas de interpretación

y otros aspectos relacionados con los métodos biplot.

4.7.1 Fundamentos teóricos

Sea X ⟨I × J⟩ una matriz de datos multivariantes de tamaño I × J formada por las

caracteŕısticas de J variables continuas medidas en I observaciones. La matriz de datos

X puede representarse gráficamente en un biplot de dimensión S mediante marcadores

ai, i = {1, 2, . . . , I} para sus filas y marcadores bj, j = {1, 2, . . . , J} para sus columnas.

Los marcadores ai y bj se eligen de forma que el producto interno de a⊤
i bj esté lo más

cerca posible del elemento xij de la matriz X.

xij ≈ ai
′bj (4.37)

El ajuste de una matriz de datos de dos v́ıas a una matriz de rango dos precisa

de la descomposición de valores singulares (SVD). De este modo, las dos primeras

componentesA y B, siempre y cuando expliquen la mayor parte de la variabilidad total

de los datos, pueden representarse y mostrar la información de X en el biplot. Aśı, la

matriz X se puede aproximar mediante la ecuación 4.38, disponiendo los marcadores

adecuados en dos matrices A y B. Por tanto, la representación en un mismo gráfico de

las I filas de la matriz A y las J columnas de la matriz B recibe el nombre de biplot.

X ≈ AB⊤ (4.38)

Mediante la descomposición en valores singulares (SVD), la matriz X puede expre-

sarse como se muestra en la ecuación 4.39.

X ∼= UDV⊤, (4.39)

donde U y V son matrices con vectores columna ortonormales obtenidos de los

vectores propios de los productos matriciales de XX⊤ y X⊤X. De modo que U⊤U =

V⊤V = I. La matriz diagonal D está formada por los valores singulares de la matriz
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X. Como ya se ha mencionado, la mejor aproximación de la matriz de datos X a una

matriz de rango S viene determinada por los primeros valores y vectores singulares S.

Por consiguiente, la expresión 4.39 puede definirse tal como aparece en 4.40.

X ∼=
S∑
s=1

λsusv
⊤
s (4.40)

De acuerdo con la ecuación 4.40 la matriz X se puede aproximar por la suma de un

número s de términos de la forma λsusv
⊤
s . Nótese que λs es el s-ésimo valor singular,

mientras que us y vs son el s-ésimo vector singular izquierdo y derecho, respectiva-

mente. El número de componentes necesarios para conseguir una aproximación precisa

de X depende del rango de la matriz X y de sus valores singulares.

Al operar con los componentes adecuados, definidos en la expresión 4.39, se obtienen

las coordenadas de los marcadores fila y columna en las matrices A y B.

A = UDω, B = VD1−ω, ω = {0, 1} (4.41)

La representación simultánea de las matrices A y B en el mismo espacio produce

distintos tipos de biplots, como se muestra en 4.42.

Biplot←

A = UD, B = V, si ω = 1

A = U, B = VD, en caso contrario
(4.42)

Según la ecuación 4.42 en el primer caso se observa que al sustituir el valor de

ω = 1 en la expresión 4.41, la matriz A de marcadores fila y con mejor información

contribuye a una representación JK−Biplot. En caso contrario, cuando ω = 0, la

matriz B de marcadores columna y con mejor información contribuye a una repre-

sentación GH−Biplot. Obsérvese que tomando de cada caso las matrices A y B con

mejor información, su representación simultánea en el mismo espacio contribuye a un

análisis HJ−Biplot.

4.7.2 Reglas de interpretación

Una representación Biplot, como ya se ha mencionado en la ecuación 4.37, está formada

por marcadores fila ai que aparecen como puntos y marcadores columna bj en forma

de vectores. El estudio de los ejes factoriales, las contribuciones y la detección de

interacciones entre variables y observaciones ayuda a descubrir patrones y relaciones
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ocultas en la estructura de los datos. Este nivel de detalle se alcanza cuando se adoptan

algunas reglas de interpretación que ayudan a este tipo de análisis.

Teniendo en cuenta estos aspectos, a continuación se esbozan brevemente las reglas

de interpretación que deben considerarse en el análisis biplot.

A. Relaciones entre observaciones

Al explorar las relaciones entre observaciones se pueden identificar tanto grupos de

observaciones similares como relaciones entre variables que caracterizan a estos grupos.

Este proceso se lleva a cabo teniendo en cuenta las siguientes consideraciones.

• El valor de xij se aproxima mediante el producto escalar de la longitud del vector

bj por la proyección del marcadores fila ai sobre el vector bj.

• El valor de xij se aproxima mediante el producto escalar de la longitud del vector

bj por la proyección del marcadores fila ai sobre el vector bj.

• La proyección de los marcadores fila ai sobre los vectores bj se utiliza para

analizar las relaciones entre observaciones y variables.

• La distancia entre observaciones ai puede entenderse como una medida de disim-

ilaridad.

• La proyección de las observaciones ai al vector bj define el orden que siguen

dichas observaciones en esa variable.

• Una observación ai cuanto más se aleja de la punta del vector bj más se aleja de

la media de esa variable.

B. Relaciones entre variables

El análisis de las relaciones entre variables, además de ayudar a descubrir las vari-

ables que más influyen en la distribución de las observaciones, proporciona información

valiosa sobre la estructura de las variables en la matriz de datos. La lectura de estas

interrelaciones se facilita teniendo en cuenta las reglas de interpretación que se men-

cionan a continuación.

• El origen del biplot puede entenderse como el valor medio de las diferencias entre

observaciones ai con respecto al valor de las variables bj.

136



• La longitud del vector bj es una medida de variabilidad de las mediciones en esa

variable.

• La punta del vector bj señala la dirección en la que se incrementan los valores

de esa variable.

• El coseno de los ángulos que se forman entre vectores bj es una medida de co-

variación entre esas variables. Aśı, ángulos aproximados de 90◦ sugieren indepen-

dencia entre variables, ángulos agudos cercanos a 0◦ sugieren variables altamente

correlacionadas, ángulos aproximados de 180◦ indican variables inversamente cor-

relacionadas.

C. Plano factorial y contribuciones

Los ejes factoriales constituyen una dimensión en la que se comparan variables y obser-

vaciones. Los planos factoriales se eligen de forma que sean capaces de explicar la mayor

parte de la variabilidad de los datos. Además, el análisis de las contribuciones entre

ejes y variables puede mostrar qué variables son más importantes en cada eje y cómo

contribuyen a la variabilidad en ese eje. Teniendo en cuenta estas condiciones, a con-

tinuación se exponen las reglas de interpretación más importantes que deben tenerse

en cuenta durante el análisis.

• La independencia entre ejes factoriales está confirmada por el ángulo de 90◦ que

se forma entre ellos.

• La relación de los ejes factoriales con las variables bj y observaciones ai es inter-

pretable a través de las contribuciones relativas.

• Las contribuciones relativas son proporciones de variabilidad explicadas en dos

direcciones, desde los ejes factoriales del biplot a los elementos fila y columna, y

desde los elementos fila y columna a los ejes factoriales.

• Las relaciones entre ejes factoriales y variables bj o ejes factoriales y observaciones

ai se denominan contribuciones relativas del factor a los elementos columna o fila,

respectivamente.

• Las contribuciones relativas permiten identificar qué variables bj están mejor

representadas en un plano factorial y qué variables bj están mejor relacionadas

con cada eje factorial.
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4.7.3 Análisis GH-Biplot

Esta técnica de análisis multivariante es útil para el análisis de grandes matrices de

datos continuos. El método se destaca por su calidad de representación que lo hace es-

pecialmente útil en el análisis de relaciones entre variables. En efecto, para las variables,

la calidad de la representación es superior a la de las observaciones. A continuación se

describen brevemente las propiedades más importantes de esta técnica para el análisis

de datos.

El producto escalar de las variables de la matriz X coincide, según la ecuación 4.43,

con el producto escalar de sus marcadores columna B.

X′X = BB′ (4.43)

La propiedad definida por la ecuación anterior, donde X es la matriz de datos cen-

trada y B es la matriz de coordenadas de la variable en el subespacio de dimension

reducida permite destacar tres aspectos importantes.

(i). El cuadrado de la longitud del marcador columna bj se aproxima a la varianza de

las medidas en la variable de la matriz X. Por consiguiente, la longitud de los vectores

definidos por los marcadores columna bj se acerca al valor de la desviación t́ıpica de

dichas variables.

∥∥..b2j ..∥∥ =
1

n− 1
·

n∑
i=1

(xij − x̄j)2 (4.44)

La expresión anterior corresponde a la norma del vector columna bj de la matriz

de datos X estandarizada. Lo que significa que la norma del marcador columna bj

corresponde a la desviación t́ıpica de la variable en cuestión xj. Esta expresión es la

ráız cuadrada de la varianza de la columna j de la matriz X. Donde xij es el valor de

la variable xj para la observación i.

Si la matriz de datos X está centrada, esto implica que la media de cada columna

es cero y su desviación t́ıpica es 1. Esto resulta útil cuando se compara la importancia

relativa de cada variable j de X. Cuanto mayor sea la norma, mayor será la variabili-

dad de las medidas de esta variable respecto de otras en la matriz de datos.

(ii). El valor del coseno del ángulo formado entre dos vectores columna bj se aproxima
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a la correlación existente entre esas variables.

cos (bi, bj) =
b⊤i bj
|.bi.||.bj.|

∼= corr (xi, xj) =
cov(xi, xj)

σiσj
(4.45)

El coseno del ángulo entre dos marcadores columna bi y bj se puede calcular usando

su producto punto y sus normas. b⊤i bj representa el producto punto entre los dos

vectores, y |.bi.| y |.bj.| son las normas de los vectores. Como los marcadores columna

bi y bj están unidos por su origen, el coseno de su ángulo puede interpretarse como una

medida de la similitud entre los vectores. Aśı, valores cercanos a 1 sugeriŕıan similitud

(altamente correlacionados) y valores cercanos a -1 indicaŕıan que están inversamente

correlacionados.

Por otra parte, si rij = cov(xi, xj)/σiσj es el coeficiente de correlación de Pear-

son que mide la fuerza y la dirección de la relación lineal entre las variables xi y xj,

cov(xi, xj) es la covarianza entre xi y xj, σi y σj son las desviaciones estándar de xi y

xj, respectivamente. Por lo tanto, si rij > 0, existe una relación lineal positiva entre

xi y xj. Si rij < 0, existe una relación lineal negativa. Si rij = 0, sugiere que no hay

relación lineal entre xi y xj.

(iii). La distancia Eucĺıdea d2 entre dos variables xi y xj equivale a la distancia existente

entre los marcadores columna bi y bj de dichas variables.

d2 (xi, xj) = d2 (bi, bj) (4.46)

Según la expresión anterior, la distancia Eucĺıdea al cuadrado entre las variables xi

y xj se define como la diferencia entre dichas variables multiplicada por su transpuesta.

De modo que d2 (xi, xj) = (xi − xj)⊤ (xi − xj).
Al expandir esta expresión y aplicando la propiedad del producto punto para separar

la norma al cuadrado de cada variable y el producto punto de ambas variables se tiene

que (xi − xj)⊤ (xi − xj) = ∥xi∥2 + ∥xj∥2 − 2
(
x⊤i xj

)
.

Al sustituir los marcadores columna bi y bj, de los vectores xi y xj se tiene la suma

de los cuadrados de los marcadores columna bi y bj, menos el doble del producto punto

entre ellos ∥xi∥2 + ∥xj∥2 − 2
(
x⊤i xj

)
= |bi|2 + |bj|2 − 2

(
b⊤i bj

)
.

De manera que d2 (bi, bj) es la distancia Eucĺıdea al cuadrado entre los puntos

en el subespacio de dimension reducida definido por los marcadores columna bi y bj,

obtenidos de la expresión anterior. Esta distancia mide la similitud entre las variables

xi y xj en términos de sus correlaciones y covarianzas en el subespacio del análisis
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GH−Biplot.

(iv). La distancia de Mahalanobis entre dos observaciones xi y xj de la matriz X se

aproxima a la distancia Eucĺıdea entre los marcadores fila ai y aj, donde S es la matriz

de varianzas-covarianzas.

(xi − xj)⊤ S−1 (xi − xj) ∼= (ai − aj)⊤ (ai − aj) (4.47)

Teniendo en cuenta que, las coordenadas enB son las contribuciones de las variables

en los ejes factoriales, xi = Bai y xj = Baj se obtiene la siguiente equivalencia:

(xi − xj)⊤ S−1 (xi − xj) = (Bai −Baj)
⊤ S−1 (Bai −Baj).

De la anterior expresión se factoriza B(ai − aj) del producto de matrices, de

forma que la ecuación en términos de las coordenadas ai y aj queda definida como:

(xi − xj)⊤ S−1 (xi − xj) = (B(ai − aj))⊤ S−1 (B(ai − aj)).
Haciendo uso de la propiedad de simetŕıa de la matriz S y de la inversa de S,

es decir, S⊤ = S y S−1 = S, se obtiene que B⊤S−1B =
(
B⊤S−1B

)⊤
= B⊤S−⊤B =

B⊤S−1B. De este modo, la expresión anterior se define como (xi − xj)⊤ S−1 (xi − xj) =
(ai − aj)⊤

(
B⊤S−1B

)
(ai − aj).

Por lo tanto, la expresión final (ai − aj)⊤
(
B⊤S−1B

)
(ai − aj) = (ai − aj)⊤ (ai − aj)

es equivalente a la del enunciado 4.47. En consecuencia, estas expresiones establecen

una relación entre la distancia de las observaciones en el espacio de las variables origi-

nales y el subespacio de dimensión reducida con sus respectivos marcadores de fila.

(v). El producto escalar de los marcadores fila es igual al producto escalar de las filas

de la matriz X con métrica (X⊤X)−1 dentro del espacio columnas. Teniendo en cuenta

que X = AB′ se obtiene la siguiente ecuación:

X(X′X)−1X′ = AA′ (4.48)

Sustituyendo X = AB′ en la primera parte de la ecuación anterior se obtiene

X(X′X)−1X′ = AB′(B′B)−1BA′. Nótese que A es la matriz de coordenadas de los

marcadores fila y (B′B)−1 es también la métrica en el espacio de las columnas. Lo que

da lugar al hecho de que X(X′X)−1X′ = AA′.

En este sentido, esta propiedad es útil en el análisis GH−Biplot porque permite

visualizar la relación entre los marcadores fila y los datos en el espacio de las columnas

y comprender la contribución de cada variable en la estructura de los datos.
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4.7.4 Medidas de bondad del ajuste

En el análisis estad́ıstico, es esencial evaluar la calidad con la que los modelos utilizados

se ajustan a la estructura de los datos. Las medidas de bondad de ajuste se utilizan para

determinar la calidad del ajuste y permiten la comparación entre distintos modelos.

En el contexto del análisis GH-Biplot, a continuación se describen brevemente las

principales medidas de bondad de ajuste utilizadas para evaluar el desempeño de este

método.

A. Variabilidad explicada

La bondad de ajuste proporcionada por el método GH−Biplot en un subespacio

de dimensión reducida R puede evaluarse conociendo la proporción de variabilidad

de la matriz X que está siendo explicada mediante su matriz X̃ aproximada. La

”variabilidad total” o también denominada ”suma de cuadrados total” definida por

VtX en la ecuación 4.49, hace referencia a la suma de cuadrados de los elementos de

la matriz X.

VtX = ∥..X..∥2 =
I∑
i=1

J∑
j=1

(
x2ij
)

(4.49)

La expresión anterior se utiliza en el contexto del análisis de datos para evaluar la

cantidad total de información presente en un conjunto de variables dispuestas en la

matriz de datos X antes de realizar una representación GH−Biplot.

Ahora, la variabilidad total VtX de la matriz de datos X puede dividirse en dos

partes. La variabilidad explicada por el modelo o su respectiva aproximación, y la

variabilidad residual que no puede ser explicada por el modelo o la aproximación. La

ecuación en 4.50 se denomina identidad de suma de cuadrados. Esta expresión define

que la suma total de cuadrados de la matriz de datos X se desagrega en la suma de

cuadrados explicada por el modelo o su aproximación X̃, y la suma de cuadrados no

explicada por el modelo, que se mide por la distancia al cuadrado entre X y X̃.

∥∥∥X̃XX̃
∥∥∥2 =

∥∥∥..X̃..∥∥∥2 + ∥∥∥..X− X̃..
∥∥∥2 (4.50)

Desde un punto de vista estad́ıstico, esta identidad es útil en el análisis de datos,

ya que permite evaluar el grado de ajuste del modelo o de su aproximación. Además,

su uso resulta práctico a la hora de explicar la variabilidad del conjunto de datos, aśı
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como al realizar análisis de varianza y formular pruebas de hipótesis.

La ecuación de identidad también puede expresarse a partir del cuadrado de los

valores singulares, como ocurre en la ecuación 4.51. Los componentes λr corresponden

a valores singulares de la matriz X. Esta expresión relaciona la varianza total de los

datos (en la primera parte de la igualdad) con la varianza explicada y la variación

residual. Estos valores se definen como una función de los cuadrados de los valores

singulares.

R̃∑
(r)=1

λ2(r) =
R∑

(r)=1

λ2(r) +
R̃∑

(r)=R+1

λ2(r) (4.51)

Los primeros R valores singulares suelen explicar la mayor parte de la variabilidad

de los datos y tienden a ser los más importantes en el análisis. En ĺıneas generales,

los valores singulares restantes, de R + 1 a R̃, explican la varianza residual que los

primeros valores singulares R no pueden explicar. Por lo tanto, la ecuación, además de

que permite determinar la cantidad de varianza explicada por cada conjunto de valores

singulares, se utiliza para seleccionar el número adecuado de ejes factoriales para llevar

a cabo el análisis.

Por otro lado, otra forma útil de medir la bondad de ajuste del modelo se resume en

la función f(R) de la ecuación 4.52. Esta expresión mide la proporción de variabilidad

total explicada por los primeros R valores singulares al cuadrado, con respecto a la

suma total de los valores singulares al cuadrado.

f(R) =

∑R
r=1 λ

2
(r)∑S̃

r=1 λ
2
(r)

, (4.52)

donde S̃ es el rango de la matriz X y λ2(r) representa el cuadrado del r-ésimo valor

singular. La proporción f(R) es una medida de la bondad de ajuste del modelo y se

suele utilizar en el análisis de componentes principales y otros métodos que implican

descomposiciones de valores singulares (SVD). Debe tenerse en cuenta que cuanto

mayor sea la proporción de variabilidad explicada por el modelo f(R), utilizando los

primeros R valores singulares, mejor será la bondad de ajuste del método, lo que

significa que una pequeña proporción de la variabilidad restante puede ser explicada

por los valores singulares restantes. De lo contrario, si sólo hay una pequeña proporción

de variabilidad explicada por los R primeros valores singulares, significa que hay un

alto porcentaje de variabilidad explicada en otras dimensiones superiores.
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B. Calidad de representación

La fiabilidad de las interpretaciones realizadas sobre el análisis GH-Biplot, en el que

se representan simultáneamente variables y observaciones, viene determinada por la

bondad de ajuste del método y la calidad de representación de los datos. En esta

sección se describen brevemente las medidas más utilizadas para evaluar la calidad de

representación de variables y observaciones.

La calidad de representación de las variables viene determinada, en parte, por la

matriz de varianzas - covarianzas S. Según la ecuación 4.53, la matriz de varianzas -

covarianzas S, está definida por las matrices de vectores propios U y V y la matriz

diagonal D que contiene los valores singulares de X.

S = VDU⊤UDV⊤ (4.53)

Dado que A′A = U′U = I, en la ecuación original se puede sustituir U⊤U por I,

La matriz S, se expresa como se define en 4.54.

S = VD2V⊤ (4.54)

Esta expresión indica que la matriz de varianzas - covarianzas S se compone de la

matriz de vectores propios ortonormales V (que refleja la calidad de representación de

las variables de X) y los cuadrados de los valores singulares D2 (que reflejan la calidad

de representación de las observaciones de X).

A partir de la expresión anterior, la suma del cuadrado de los valores singulares de

S es igual a la norma de Frobenius ∥ · ∥F y a la traza de la matriz tr(·), en la forma

referida en la ecuación 4.55.

S̃∑
s=1

λ4 =
∥∥.VD2V⊤.

∥∥2
F
= tr(S2) (4.55)

A esta igualdad se la puede denominar ”la relación entre la suma de los cuadrados

de los valores singulares, la norma de Frobenius de la matriz de vectores propios al

cuadrado y la traza de la matriz de varianzas-covarianzas al cuadrado”.

La expresión
∑S̃

s=1 λ
4 es la suma de los cuadrados de los valores singulares a la

cuarta de la matriz X, donde S̃ es el rango de la matriz.

Esta medida permite evaluar la calidad de representación de la matriz X a partir de

su descomposición en valores singulares (SVD). De manera que, una mayor suma de
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cuadrados de los valores singulares a la cuarta parte indica una mejor representación

de la matriz X en cuanto a su estructura latente. Por tanto, esta medida también

resulta útil para determinar el número óptimo de dimensiones que deben incluirse en

un modelo de análisis de valores singulares o de análisis factorial.

Considerando
∑S̃

s=1 λ
4 como punto de referencia sobre el que se evalúa la calidad de

representación de los marcadores columna, la aproximación matricial X determinada

para un subespacio de dimensión R se divide sobre dicho punto de referencia como se

indica en la ecuación 4.56.

Cr =

∑R
r=1 λ

4∑S̃
r=1 λ

4
(4.56)

Es de notar que el ı́ndice Cr mide la proporción del modelo aproximado representado

en el subespacio de dimensión R con respecto al espacio de las variables en la matriz

X. Cuanto mayor sea el valor de Cr, mejor será la calidad de representación de las

variables.

A diferencia de los marcadores columna, que son los mejor representados en el

subespacio de dimensión reducida R, los marcadores fila no gozan de esta propiedad.

Sin embargo, la calidad de representación de los marcadores fila viene determinada por

la relación R/S̃. Obsérvese que el valor R corresponde a la aproximación del modelo,

mientras que S̃ es la suma de los cuadrados de los valores singulares de XS−1X⊤ sobre

el espacio de filas de la matriz X. Por tanto, cuanto mayor sea la proporción R/S̃,

mejor será la calidad de representación de las observaciones.

4.7.5 Contribuciones

En el análisis e interpretación de las relaciones de interacción entre ejes factoriales,

variables y observaciones, no sólo es esencial medir y evaluar el ajuste del modelo,

dada su aproximación a la estructura de los datos, sino también evaluar el ajuste de

cada una de las variables y observaciones. En esta sección se analiza brevemente el

concepto de contribución como medida de ajuste individual. Esta descripción sólo tiene

en cuenta el papel desempeñado por las variables, dada su calidad de representación

definida en el GH-Biplot.
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A. Contribución relativa del elemento al factor

Esta medida de desempeño, definida por sus siglas como CR.EjFl y que se detalla en la

ecuación 4.57, permite determinar la contribución que un elemento columna Ej, dado

su poder explicativo, tiene en el comportamiento subyacente del factor Fl. Aśı, esta

contribución mide esa parte de variabilidad del factor l que está siendo explicada por

el elemento variable j.

CR.EjFl =
h2jl
λ2l

(4.57)

B. Contribución relativa del factor al elemento

Esta medida de desempeño, definida por sus siglas como CR.FlEj y que se detalla en la

ecuación 4.58, permite medir la contribución que un factor Fl, dado su poder explica-

tivo, tiene sobre el elemento columna Ej. Por tanto, este ı́ndice mide la contribución,

es decir, la parte de la variabilidad de cada uno de los elementos variables j que está

siendo explicada por el factor l.

CR.FlEj =
h2jl∑r
k=1 j

2
jk

(4.58)

Impĺıcitamente, esta métrica permite reconocer, en la forma en que se distribuyen

las observaciones, las variables responsables de esa distribución en los ejes factoriales.

El análisis de las contribuciones individuales puede hacerse en dos direcciones, desde

los factores hacia los elementos variables o en dirección opuesta. Este nivel de detalle

puede ser necesario en algunos estudios cuando se desea analizar las relaciones e inter-

acciones entre factores y variables espećıficas. En consecuencia, estos enfoques pueden

ser útiles cuando se desea analizar la influencia que estas contribuciones ejercen sobre

el valor o el significado tanto de variables como de factores.

4.7.6 Diagnóstico de modelos

El diagnóstico de modelos mediante métodos de visualización de datos continuos, en

particular a partir de métodos biplot, se basa en las aportaciones de Gollob [554] y Man-

del [555]. Los primeros estudios desarrollados por Gollob mostraron que el producto

escalar de dos vectores puede conducir a la definición de modelos bajo aproximaciones

bilineales. Más tarde, Mandel descubrió que las interacciones de los modelos bilin-
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eales, además de aproximarse mediante términos multiplicativos, pueden representarse

en un biplot. Teniendo en cuenta estos aportes, a continuación se ofrece una breve

descripción sobre este tipo de procedimientos para el diagnóstico de modelos.

Las contribuciones de Bradu y Gabriel mostraron que el análisis biplot, además de

ser una herramienta útil para el análisis descriptivo de datos multivariantes, también

ayuda en el diagnóstico de modelos, especialmente para datos procedentes de tablas

de dos v́ıas. Los resultados obtenidos con sus estudios mostraron que, inspeccionando

la posición geométrica de los marcadores columna bj y fila ai, es posible deducir el

modelo bilineal que mejor se ajusta a la estructura de los datos.

En general, un modelo aditivo es ajustable a una matriz de dos vias X de rango 2

cuando se cumplen dos condiciones. Además de que los marcadores columna bj y los

marcadores fila ai sean colineales, las dos ĺıneas Lb y La que unen los subconjuntos

de marcadores columna y fila deben ser ortogonales. En cambio, los modelos Tukey, a

diferencia de los anteriores, se caracterizan por el hecho de que existe interacción entre

las rectas Lb y La definidas por los marcadores columna bj y fila ai, lo que hace posible

el ajuste de un modelo basado en la interacción.
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Figura 4.12: Diagnóstico de modelos.

Modelos bilineales que explican la variable dependiente yij a partir de los efectos de los fac-
tores fila ai, columna bj e interacción (ai)(bj) fila-columna. (a) Modelo Aditivo de la forma:
yij = µ + γai + δbj , donde ai ∈ La y bj ∈ Lb. Rectas La y Lb (] = 90◦) perpendiculares.
(b) Modelo Tukey de la forma: yij = µ+ γai + δbj + λ(γai)(δbj), donde ai ∈ La y bj ∈ Lb.
Rectas La y Lb (] ̸= 90◦) no perpendiculares.

En algunos casos no se sabe de antemano si hay interacción o no cuando se anal-

iza la influencia que una variable puede tener en el comportamiento de otra mediante
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tablas bidireccionales. Las aportaciones de Bradu y Gabriel muestran que, inspeccio-

nando mediante una analisis biplot la disposición geométrica de las ĺıneas que unen

los respectivos marcadores columna y marcadores fila, es posible identificar el modelo

bilineal que mejor describe la estructura de los datos.

El modelo aditivo de la Figura (4.12a) queda expresado en la ecuación 4.59. Este

modelo explica las relaciones lineales entre la matriz de datos yij y los dos vectores de

puntos ai y bj. Según este modelo, su media global µ es diferente de cero y sus vectores

de marcas ai y bj contribuyen de forma aditiva a la variable respuesta yij.

yij = µ+ γai + δbj (4.59)

Según la Figura (4.12a), las rectas La y Lb son perpendiculares (] = 90◦). Obsérvese

que los marcadores fila ai son colineales a la recta La si y sólo si ai puede expresarse

como una combinación lineal de los vectores que definen la recta La. Es decir, si existen

µ, γ y δ tales que, ai = µ + γva + δwa, donde va y wa son los vectores que definen la

recta La. Análogamente los marcadores columna bj también son colineales a la recta

Lb ya que bj ∈ Lb.

Este modelo es útil principalmente en el análisis de relaciones entre las variables de

un conjunto de datos. Diagnosticar, mediante análisis biplot, si un modelo aditivo es

apropiado para los datos es un proceso que consiste en comprobar si las observaciones

ai y los marcadores columna bj se alinean con las ĺıneas La y Lb. En caso afirmativo,

esto indica que estos componentes tienen una contribución aditiva significativa en la

variable respuesta yij.

Por otra parte, el modelo Tukey de la Figura (4.12b) expresado en la ecuación 4.59

explica las relaciones lineales entre la matriz de datos yij y los dos vectores de puntos

ai y bj. Según este modelo, su media global µ es diferente de cero y sus vectores de

marcas ai y bj contribuyen de forma aditiva a la variable respuesta yij. A diferencia

de la ecuación 4.59, tiene un termino adicional en el que se mide el efecto interacción

entre el factor fila γai y el factor columna δbj. Este efecto interacción denominado

λ(γai)(δbj) es debido a factores externos. Lo que significa que el efecto de la variable

a sobre la variable respuesta y está en función del valor de la variable b, y viceversa.

yij = µ+ γai + δbj + λ(γai)(δbj) (4.60)

Según la Figura (4.12b), las rectas La y Lb no son perpendiculares (] ̸= 90◦).
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Obsérvese que los marcadores fila ai y bj son colineales a las rectas La y Lb, respec-

tivamente, si y sólo si ai y bi pueden expresarse como una combinación lineal de los

vectores que definen las rectas La y Lb, respectivamente.

Este modelo suele utilizarse en situaciones en las que existe una interacción sig-

nificativa entre dos o más variables predictoras. Asimismo, se pueden aprovechar los

valores de los coeficientes γ, δ y λ a fin de cuantificar la magnitud de los efectos de las

variables predictoras y su interacción sobre la variable respuesta.

Estos enfoques han alcanzado un desarrollo destacado en el campo de la agricultura,

en particular con la formulación y evaluación de modelos en los que se estudian las

interacciones genotipo-ambiente [556]. Otros autores en [557] han explorado los puntos

fuertes del análisis biplot en el estudio de modelos de tres v́ıas, especialmente con el

análisis de la interacción de segundo orden en un único eje factorial. Investigaciones más

especializados han empleado el análisis biplot también en el estudio de las interacciones

en modelos de dos y tres v́ıas [558].

4.8 Análisis discriminante

El análisis discriminante es una técnica de análisis multivariante utilizada en el estudio

de las diferencias entre grupos. Este método estad́ıstico paramétrico ha demostrado

ser una potente herramienta anaĺıtica para identificar, a partir de un subconjunto de

variables, las caracteŕısticas que mejor discriminan a fin de construir modelos de clasi-

ficación más precisos. En términos generales, el análisis discriminante extrae combina-

ciones lineales, denominadas funciones discriminantes, de un subconjunto de variables

independientes. Estas funciones ayudan a clasificar las nuevas observaciones en las

categoŕıas de clase definidas en la variable dependiente. Por lo tanto, si las variables

predictoras son buenas para discriminar entre grupos, también es importante saber en

qué se diferencian los grupos con respecto a estas caracteŕısticas y la media de los datos

del grupo es el mejor estimador de tendencia central útil para detectar si existen o no

diferencias estad́ısticamente significativas entre grupos. El procedimiento descrito a

continuación aplica para dos grupos cuyo número de casos o suma de pesos supere el

número de grupos no vaćıos.
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4.8.1 Media de los datos

La media de los datos de una muestra de estudio es el mejor estimador de tendencia

central de una población. La ecuación 4.61 a través de la variable, X̄ij calcula la media

de una variable i en un grupo j.

X̄ij =
1

nj
·
mj∑
k=1

fjkXijk (4.61)

donde fjk puede interpretarse como un factor que puede utilizarse para dar peso a

cada caso k que forma parte del grupo j. Xijk representa el valor de la variable i en el

caso k del grupo j. mj es el número de casos k en el grupo j, nj es el número total de

pesos de los casos en el grupo j.

Otro estad́ıstico básico es el referido en la ecuación 4.62. Este calcula la media de

la variable i en todos los grupos.

X̄i =
1

n
·

g∑
j=1

mj∑
k=1

fjkXijk (4.62)

La idea que subyace a las ecuaciones 4.61 y 4.62 es que la media de los valores de

la variable i puede ser calculada en función de cada uno de los grupos j o del número

total de casos o ponderaciones. Debe notarse que el uso de ponderaciones permite

diferenciar la importancia asignada a los casos.

4.8.2 Varianza

La variabilidad de los datos respecto a su media se expresa mediante las ecuaciones

4.63 y 4.64. La primera expresión calcula la varianza S2
ij de la variable i para cada

uno de los grupos j a partir de la suma de los cuadrados de los residuos dividida por

el número de observaciones en cada grupo j.

S2
ij =

1

(nj − 1)
·
mj∑
k=1

fjkX
2
ijk − njX̄2

ij (4.63)

La ecuación 4.64 a diferencia de la anterior mide la varianza S2
i de la variable i.

S2
i =

1

(n− 1)
·

g∑
j=1

mj∑
k=1

fjkX
2
ijk − nX̄2

i (4.64)
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4.8.3 Productos cruzados intragrupos

A fin de realizar el análisis discriminante, las sumas de cuadrados intragrupos y matriz

de productos cruzados W referida en la ecuación 4.65 se utiliza para calcular la matriz

de covarianzas intragrupos. La expresión wil, además de representar la matriz de

productos cruzados de las variables, i y l, se utiliza para calcular la covarianza entre

dichas variables.

wil = (4.65)
g∑
j=1

mj∑
k=1

fjkXijkXljk −
1

nj
·

g∑
j=1

(
mj∑
k=1

fjkXijk

)(
mj∑
k=1

fjkXljk

)
i, l = 1, . . . , p

donde p es el número de variables.

Obsérvese que la primera parte de la expresión wil representa la suma de los pro-

ductos cruzados de las variables i y l para cada caso k en cada grupo j. La segunda

parte de esta ecuación representa la suma de las medias ponderadas de las variables i

y l para cada grupo j, dividida por el número de casos ponderados en el grupo j.

La matriz de productos cruzados es el punto de partida en el cálculo de las com-

binaciones lineales que producirán la máxima separación entre grupos. La matriz de

covarianza intragrupo proporciona información sobre las relaciones entre las variables

y cómo vaŕıan juntas en cada grupo.

4.8.4 Productos cruzados Totales

Las sumas totales de cuadrados y la matriz de productos cruzados T son una medida de

la variabilidad total de los datos. La expresión 4.66 es una forma de calcular la matriz

de productos cruzados T para cada par de variables (i y l). La matriz de productos

cruzados es una medida de correlación entre dichas variables.

til =

g∑
j=1

mj∑
k=1

fjkXijkXljk −
1

n
·

(
g∑
j=1

mj∑
k=1

fjkXijk

)(
g∑
j=1

mj∑
k=1

fjkXljk

)
(4.66)

Al desagregar la ecuación 4.66 en dos partes, la primera parte definida por la ex-
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presión 4.67 es una medida de la variabilidad de las variables i y l entre los grupos.

g∑
j=1

mj∑
k=1

fjkXijkXljk (4.67)

La segunda parte de la expresión 4.66 definida en la ecuación 4.68 es una medida

de la variabilidad total en las variables i y l.

− 1

n
·

(
g∑
j=1

mj∑
k=1

fjkXijk

)(
g∑
j=1

mj∑
k=1

fjkXljk

)
(4.68)

Por lo tanto, al restar la expresión 4.68 de la expresión 4.67, se obtiene una medida

de la variabilidad entre las variables i y l que no es explicada por la variabilidad total de

los datos. Se debe tener en cuenta que el calculo de la matriz T de productos cruzados

es esencial para estimar las diferencias en las medias de las variables entre grupos y

seleccionar las variables con mayor poder discriminante.

4.8.5 Covarianza intragrupos

La matriz de covarianza intragrupos, Cv, definida en la ecuación 4.69 es una medida de

la variabilidad entre las variables de un mismo grupo. Esta matriz se obtiene a partir de

la matriz de productos cruzados intragrupos, W, y un factor de normalización (n− g),
donde n es la suma total de pesos y g es el número de grupos.

Cv =
W

(n− g)
, donde n > g (4.69)

La matriz de covarianza intragrupo Cv es útil para el cálculo de la matriz de

covarianza total y la matriz de correlación. Además de ser importante en el análisis de

componentes principales (PCA), se utiliza para identificar las relaciones lineales entre

las variables dentro de cada grupo.

4.8.6 Covarianza de grupos

La matriz de covarianza individual Cv(j) para cada grupo j se presenta en la ecuación

4.70. Esta expresión calcula la covarianza entre los valores de las variables i y l para

los casos de estudio k en un determinado grupo j. Note que el término X̄ij calcula la

media de los valores de la variable i en el grupo j, en tanto que X̄lj calcula la media
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de los valores de la variable l en el grupo j.

Cv
(j)
il =

1

(nj − 1)
·
mj∑
k=1

fjkXijkXljk − X̄ijX̄ljnj, donde i, l = 1, . . . , p (4.70)

En consecuencia, la matriz de covarianza individual Cv(j) para cada grupo j se cal-

cula restando el producto de los promedios y multiplicando el resultado por un factor

de normalización (nj − 1)−1. Este factor de normalización se utiliza para ajustar el

tamaño de la muestra y asegurarse de que la matriz de covarianza refleje adecuada-

mente las relaciones entre variables dentro de cada grupo.

4.8.7 Correlación dentro de grupos

La matriz de correlación intragruposRmide la relación lineal entre dos variables dentro

de un grupo determinado. La matriz R se obtiene de la matriz de sumas de cuadrados

y productos cruzados W. De acuerdo con la ecuación 4.71, la correlación entre las

variables i y l se obtiene dividiendo la entrada wil de la matriz W por la ráız cuadrada

del producto de las entradas wii y wll de la misma matriz.

ril =
wil√
wii · wll

(4.71)

donde i, l = {1, . . . , p} y p es el número de variables.

De modo que la medida de correlación lineal entre las variables i y l dentro de un

grupo determinado esta determinado en función de los siguientes casos:

ril ←

ril si wii · wll > 0

0 en caso contrario

El valor de la correlación lineal ril se calcula en la medida en que el producto de los

valores de entrada wii y wll sea positivo. En caso contrario, se asigna un valor cero, lo

que indica que no existe correlación lineal entre estas variables.
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4.8.8 Covarianza total

La matriz T′ de la ecuación 4.72 calcula la covarianza total de un conjunto de datos.

Esta se obtiene dividiendo la matriz T por n−1, donde n es la suma total de los pesos.

T′ = T(n− 1)−1 (4.72)

La matriz de covarianzas aporta información muy útil para comprender la estruc-

tura de los datos y la relación entre las variables.

4.8.9 Valores F y Λ

Medir la importancia relativa de cada variable con respecto a un subconjunto de vari-

ables predictoras es crucial con el análisis de la varianza. Los estad́ısticos univariantes

F de Snedecor y Λ definidos en las ecuaciones 4.73 y 4.74 permiten analizar la impor-

tancia relativa de la variable I con respecto a las demás variables.

Fi =
(tii − wii)

wii
· n− g
(g − 1)

(4.73)

con grados de libertad: n - g, y g - 1.

Cabe destacar que el estad́ıstico F de Snedecor de la variable i se calcula como la

relación entre la variabilidad entre grupos y la variabilidad dentro de los grupos para

la variable i.

Λi = wii · (tii)−1 (4.74)

con grados de libertad: 1, g - 1, y n - g.

Por otro lado, el estad́ıstico Λ para la variable i se calcula como la relación entre la

variabilidad dentro del grupo, para la variable i, y la variabilidad total.

Ambos estad́ısticos son influenciados por sus respectivos grados de libertad.

4.8.10 Funciones lineales discriminantes

Una vez identificadas las variables que producen las mejores diferencias entre grupos,

el objetivo del análisis discriminante es obtener, a partir de las variables predictoras Xi

una combinación lineal y(x) que maximice la separación entre j grupos. La ecuación
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4.75 presenta la función discriminante lineal y(x).

y(x) = b◦ijXij + . . .+ b◦qjXqj + a◦j (4.75)

Cabe señalar que las variables predictorasXi miden las caracteŕısticas i = {1, 2, . . . , q}
que mejores diferencias producen entre un número de grupos j = {1, 2, . . . , g}. El

número dem funciones discriminantes yi, i = {1, 2, . . . ,m}, tales quem =mı́n(g − 1, q)

son las que producen el mejor desempeño en la clasificación.

Los coeficientes b◦ij y las constantes a◦j para la construcción de las funciones lineales

de Fisher se obtienen según las expresiones 4.76 y 4.77.

4.8.11 Funciones de clasificación

Las funciones lineales discriminantes de Fisher son funciones de clasificación que se

construyen a partir de un subconjunto de q variables predictoras independientes. Los

coeficientes de dichas funciones se obtienen a partir de la ecuación 4.76.

b◦ij = (n− g)
q∑
l=1

(
w∗
il · X̄lj

)
(4.76)

donde la variable independiente i= {1, 2, . . . , q} y el número de grupos j = {1, 2, . . . , g}.
El coeficiente b◦ij calculado con la ecuación 4.76 representa el peso de la variable i en

la función lineal discriminante para el grupo j.

La ecuación se calcula sumando, para cada variable i en cada grupo j, el producto

de la media de la variable l en el grupo j y el peso w∗
il. Este peso corresponde a la nueva

matriz de sumas de cuadrados y productos cruzados intragrupo W calculados entre las

variables i y l según ecuación 4.23. El término (n− g) es prácticamente una constante

de normalización utilizada para que los coeficientes tengan una escala común.

Las constantes de las funciones discriminantes lineales pueden calcularse mediante

la ecuación 4.77.

a◦j = logΠj −
q∑
i=1

(
b◦ij · X̄ij

)
/2 (4.77)

donde j ∈ {1, 2, . . . , q} y la probabilidad a priori del grupo j se denota como Πj.

Los valores constantes a◦j de las funciones discriminantes lineales para cada grupo j

maximizan la separación entre los grupos.
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4.8.12 Clasificación

Existen muchos procedimientos válidos para realizar tareas de clasificación. Uno de los

métodos más tradicionales se basa en la utilización de las funciones lineales de Fisher

y(xj) obtenidas de la ecuación principal (4.75) y que se describe en la sección 4.8.11.

La regla de clasificación descrita en la expresión 4.78 funciona cuando j = 2 grupos.

y(xj) =

y(x1), si y(x1) > y(x2)

y(x2), en caso contrario
(4.78)

La clasificación de un nuevo caso k se realiza en función de la puntuación dis-

criminante y(xj). El modelo asigna el caso k al grupo j que produce la puntuación

discriminante más alta.

4.8.13 Bondad de ajuste del modelo

La capacidad de las funciones discriminantes lineales para ajustarse a la estructura de

los datos puede valorarse con medidas de bondad de ajuste. Entre las más utilizadas

se encuentran la varianza explicada por el modelo ϖ(yi), la correlación canónica de la

función discriminante C (yi) y la prueba de funciones basada en el estad́ıstico Lambda

de Wilks Λ. Estas medidas, en su orden, se expresan en las ecuaciones 4.79, 4.80 y

4.81.

ϖ(yi) = λi/
m∑
i=1

λi, m = min (g − 1, q) (4.79)

donde i = 1, 2, . . . , m funciones discriminantes, g es el número de grupos y q el

número de variables utilizadas en el modelo. Nótese que la varianza explicada por la

función ϖ(yi) es una proporción de la varianza total explicable por todas las funciones

extráıbles ym. Por tanto, cuanto más se acerque el valor a uno, mejor explica el modelo

la variabilidad total de los datos.

La correlación canónica calculada mediante la expresión 4.80 es una medida de la

relación global entre grupos. Este valor permite evaluar la eficacia con la que la com-

binación lineal consigue separar los grupos. Cuanto mayor sea la correlación canónica

C (yi), mayor será la capacidad de la función discriminante lineal para separar los
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grupos.

C (yi) =
√
λi/ (1 + λi) (4.80)

donde λi es el autovalor vinculado a cada función lineal discriminante yi.

Por último, la prueba de funciones definida por la ecuación 4.81 mide en la función

discriminante lineal la capacidad de diferenciar entre grupos.

Λ = 1/ (1 + λi) (4.81)

Conviene señalar que cuanto más cercana a cero sea la lambda de Wilks (Λ), mejor

será el rendimiento de la función discriminante.
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Parte III

Materiales y métodos
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5. Datos
La fiabilidad de los procesos de clasificación y predicción de la dirección de los precios a

corto plazo depende de la calidad de los datos y de la información cŕıtica utilizada. Este

estudio utiliza puntos de inflexión del mercado definidos por un modelo algoŕıtmico de

seguimiento de tendencias, junto con datos de mercado (OHLCV) del tipo de cambio

euro-dólar, para realizar la previsión. En la sección 5.1 se abordan los detalles de los

datos de mercado utilizados en la medición de caracteŕısticas discriminativas. En la

sección 5.2 se presenta un resumen de los resultados financieros de la estrategia de

negociación basada en los puntos de inflexión detectados en el mercado. En la sección

5.3 se hace referencia a las operaciones de mercado ejecutadas en los puntos de inflexión

y las medidas utilizadas para su caracterización. En el apartado 5.3.1 se presentan

los ı́ndices y variables utilizados para medir y caracterizar dichas operaciones. En el

apartado 5.3.2 se introducen las expresiones matemáticas utilizadas en la medición de

los indicadores y variables. Finalmente, en el apartado 5.3.3 se resume las principales

estad́ısticas sobre estas mediciones.

5.1 Datos de mercado

El estudio utiliza dos conjuntos de datos con información de mercado sobre el tipo de

cambio euro-dólar. Las cotizaciones del par euro-dólar se obtienen de la plataforma

de negociación Alpari International. Estas cotizaciones corresponden a marcos tem-

porales de 15 minutos y 1 semana. La primera muestra de análisis abarca 15 años,

desde el 1 de enero de 2006 hasta el 31 de diciembre de 2020. La segunda muestra

abarca 18 años, del 4 de enero de 2004 al 27 de junio de 2021. El primer conjunto

de datos se compila en una matriz Q ⟨375000× 7⟩ que consta de 375000 observaciones

y 7 métricas. El segundo conjunto se compila en una matriz W ⟨913× 7⟩ que consta

de 913 observaciones y 7 métricas. Cada observación, en ambos conjuntos de datos,

consta de número de registro (id), fecha y hora (dt), precio de apertura (opi), precio

máximo (hpi), precio mı́nimo (lpi), precio de cierre (cpi) y volumen negociado en el

mercado (V oi).
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La Figura 5.1 muestra el historial de precios (a) y los rendimientos logaŕıtmicos

(b) del tipo de cambio euro-dólar. Las series de precios y rendimientos corresponden a

marcos temporales de 15 minutos y 1 semana. Estos valores proceden de las matrices

de datos Q y W. La Figura (5.1a) muestra que el tipo de cambio, aunque presenta

un movimiento de rango, tiende a mantener un régimen de mercado bajista durante

el periodo de análisis. El efecto tendencia de las series históricas de precios queda

suprimido por los rendimientos logaŕıtmicos. Las series de retornos se obtienen a

partir de la siguiente expresión ϑi = ln (cpi/cpi−1), donde ϑi es el retorno entre precios

calculado para cada marco temporal y cpi es el precio de cierre asociado al instante de

tiempo i.

Figura 5.1: Datos de mercado del tipo de cambio euro-dólar.

(a) Precios de cierre históricos. Datos medidos en un marco de tiempo de 15 minutos,
muestreados en un horizonte de tiempo de 15 años, va desde el 1 de enero del 2006 hasta
el 31 de diciembre del 2020. (b) retornos logaŕıtmicos. Datos semanales muestreados en un
periodo de 18 años, desde enero 4 del 2004 hasta junio 27 del 2021.

La media ϑ̄ de estos rendimientos es mayor en los retornos de 15 minutos que en

los de 1 semana
(
ϑ̄15m = 8.42× 10−08, ϑ̄1w = −6.56× 10−05

)
. El análisis de la Figura

(5.1b) revela que la volatilidad, en ambos marcos de tiempo, es mayor a finales del

2008 y principios del 2009. Posteriormente, la volatilidad en el marco de tiempo
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de 15 minutos se hace fuerte a principios del 2014 y finales del 2015, mientras que

en el marco de tiempo semanal se hace fuerte a mediados del 2010 y principios del

2020. Los coeficientes de asimetŕıa (γ) de estos rendimientos son negativos. El sesgo

negativo es más fuerte en los retornos de 15 minutos (γ15m = −1.02, γ1w = −0.30).
El coeficiente de curtosis (κ) es mayor en la distribución de retornos de 15-minutos

(κ15m = 7570.83, κ1w = 1.60). Aśı, las distribuciones de rendimientos logaŕıtmicos,

del tipo de cambio euro-dólar para ambos marcos de tiempo, son asimétricas y lep-

tocúrticas. Además, esto sugiere preparar los datos para viabilizar el uso de técnicas

de predicción multivariantes.

Por otro lado, el análisis de los rendimientos del tipo de cambio euro-dólar revela

resultados significativos. Los rendimientos de 15 minutos muestran una media superior

a los rendimientos de 1 semana, lo que indica un potencial de ganancias a corto plazo.

La presencia de periodos de mayor volatilidad en ambos marcos temporales pone de

relieve la necesidad de tener en cuenta la volatilidad a la hora de tomar decisiones de

inversión, especialmente en los marcos temporales más pequeños. Además, los eleva-

dos valores de curtosis en la distribución de los rendimientos de 15 minutos sugieren

capitalizar y cubrirse frente a las volatilidades, especialmente en los valores extremos,

lo que puede ser útil a la hora de tomar decisiones financieras.

5.2 Puntos de inflexión

El uso de información cŕıtica es relevante para mejorar la eficacia de la toma de de-

cisiones de inversión, especialmente cuando se utiliza en la construcción de modelos

de clasificación interpretables y precisos. Este estudio se basa en una colección de op-

eraciones intrad́ıa exitosas generadas por un modelo de negociación algoŕıtmica. Los

datos se obtienen a partir de una estrategia de seguimiento de tendencias que utiliza un

enfoque de negociación por impulso (Momentum Trading Strategy). El modelo cap-

tura los puntos de inflexión del mercado, donde comienza la dirección del movimiento

de los precios, y los denomina momentos de entrada (ET). Estos puntos de referencia

son útiles para identificar las variables que mejor predicen el inicio de la dirección del

movimiento futuro del tipo de cambio euro-dólar. Además, las operaciones realizadas

en los puntos de entrada ET, a favor de la tendencia, producen márgenes de beneficios

positivos con una exposición al riesgo reducida.

Las Tablas, 5.1 y 5.2, muestran el rendimiento de la estrategia de negociación.

Cabe señalar que las posiciones con rendimiento financiero negativo se excluyen de la
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preparación y el análisis de los datos, ya que afectan negativamente a los resultados del

estudio. La apertura y cierre de cada contrato se realiza sobre los precios de cierre (cp)

en un marco temporal de 15 minutos. Este marco temporal se selecciona en función

de los mejores resultados financieros y la menor exposición al riesgo obtenidos con la

estrategia de negociación. Cada contrato se ejecuta en el instante ET en que se produce

el cambio de tendencia. Los costos de comisión de $45/1000000 USD se cobran después

de cada transacción. La comisión cobrada por mantener una posición abierta durante

la noche se aplica según el tipo de posición, Swap Largo = -$4.96 y Swap Corto = -

$0.96. El deslizamiento no se aplica a las operaciones porque los retrasos en la ejecución

afectan negativamente a la definición de los momentos de estudio ET y a la definición

de las microtendencias.

Tabla 5.1: Perfil de rendimiento de la estrategia

a Especificaciones

Śımbolo: EUR/USD Moneda base: USD

Barras: 370903 Tamaño de contrato: 100000

Deposito inicial ($): 1000 Apalancamiento: 1:100

Valor del Pip ($): 0.10 Swaps ($): -267.30

Saldo final ($): 14162.85 Volumen negociado en lotes: 0.010

Posición cerrada G/P ($): 15800.68 Comisiones ($): -2370.53

Nivel de margen mı́nimo (%): 6570.47 Tasa libre de riesgo (%): 0.00

Riesgo de mercado (%): 0.063

Beneficio Neto Total ($): 13162.85 Beneficio bruto ($): 32496.94

Pérdida bruta ($): -19334.09 Riesgo por operación (%): 0.14

Factor de beneficio: 1.68 Beneficio esperado: 0.63

Factor de recuperación 38.39 Ratio de Sharpe: 0.13

AHPR: 1.0003 GHPR: 1.0003

Probabilidad de éxito: 0.72 Probabilidad de fracaso: 0.28

Operaciones totales: 20894 Operaciones cortas ganadoras: 10502

Operaciones largas ganadoras: 10392 Operaciones perdedoras: 5780

Operaciones nulas: 88 Operaciones ganadoras: 15026

ROI: 13.16 Operación mayor beneficio ($): 74.36

Operación mayor pérdida ($): -39.79 Pérdida media / operación ($): -3.12

Periodo de análisis (Años): 15.21 Beneficio medio / operación ($): 2.21

Operaciones rentables (%): 70.32 Máx de victorias consecutivas: 33

Máx pérdidas consecutivas: 21 Máx pérdida consecutiva($): -342.01

Operaciones con pérdidas (%): 29.68 Máx beneficio consecutivo ($): 278.76

Ratio (Win / Loss): 2.37:1 Media victorias consecutivas: 5

Media pérdidas consecutivas: 2

aBarras = Número de velas analizadas en un marco de tiempo de 15 minutos. Posición cerrada G/P
= Ganancias/Pérdidas totales de todas las operaciones cerradas (Comisiones y swaps no descontados).
Comisiones ($) = Comisión cobrada tras la apertura y cierre de una operación ($ 45/1000000 USD
por operación). Swaps ($) = Comisión cobrada cuando la posición se mantiene abierta durante la
noche (Swap largo = -$4.96, Swap corto = -$0.96). Riesgo de mercado (%) = Porcentaje de dinero
en riesgo de pérdida sobre el saldo disponible.
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Tabla 5.2: Perfil de rendimiento de la estrategia

a Especificaciones

Esperanza matemática: $ 0.76 Ratio (Beneficio / Pérdida): 0.71:1

Ventaja operativa: 0.41 Prueba de corridas Z-Score: -47.68

Desviación Estándar Beneficios: $ 4.10 Ĺımite de confianza Z-Score: 0.997

Coeficiente de variación: 5.43 LR Correlación: 0.99

LR Error Estándar: 397.52

Reducción Absoluta de Saldo: $ 34.06 Reducción Máxima de Saldo: $ 342.84

Reducción Relativa de Saldo: 2.42 %

aBeneficio neto total ($) = Resultados financieros de operaciones cerradas (Beneficios + comisiones
+ swaps). Beneficio bruto ($) = Suma de beneficios de operaciones rentables (Comisiones y swaps
descontados). Pérdida bruta ($) = Suma de perdidas de operaciones perdedoras (Comisiones y swaps
descontados). Factor de beneficio = Relación entre el beneficio bruto y la pérdida bruta. Beneficio es-
perado = Retorno medio de una operación. Factor de recuperación = Relación entre el beneficio neto
total y la reducción máxima. Ratio de Sharpe = (Rentabilidad - Tasa libre de riesgo) / Desviación
estándar de los retornos. AHPR = Media aritmética de las variaciones de capital por operación cer-
rada. GHPR = Media geométrica de las variaciones de capital por operación cerrada. Riesgo por
operación (%) = Cantidad de capital en riesgo por operación. Operaciones ganadoras = Número de
operaciones ganadoras (Comisiones y swaps sin descontar). Operaciones perdedoras = Número de
operaciones perdedoras (Comisiones y swaps sin descontar). ROI = Beneficio neto total dividido por
el depósito inicial. Operación mayor beneficio ($) = Beneficio máximo de todas las operaciones renta-
bles (Comisiones y swaps descontados). Operación mayor pérdida ($) = Pérdida máxima de todas
las operaciones perdedoras (Comisiones y swaps descontados). Beneficio medio por operación ($) =
Beneficio bruto dividido por el número de operaciones rentables. Pérdida media por operación($)
= Pérdida bruta dividida por el número de operaciones no rentables. Operaciones rentables (%) =
Número de operaciones rentables (Comisiones y swaps descontados) dividido por el número de opera-
ciones totales. Máx de victorias consecutivas (Recuento) = Serie más larga de operaciones ganadoras.
Máx pérdidas consecutivas (Recuento) = Serie más larga de operaciones perdedoras. Operaciones con
pérdidas (%) = Número de operaciones con pérdidas (comisiones y swaps descontados) dividido por el
número de operaciones totales. Máx Beneficio consecutivo ($) = Beneficio máximo acumulado de una
serie de operaciones rentables. Máx Pérdida consecutiva ($) = Máxima pérdida acumulada de una
serie de operaciones perdedoras. Ratio (Win / Loss) = Operaciones con beneficios (%) dividido por
Operaciones con pérdidas (%) Media victorias consecutivas = Promedio de operaciones ganadoras en
series rentables. Media pérdidas consecutivas = Promedio de operaciones perdedoras en series perde-
doras. Ratio (Beneficio / Pérdida) = Beneficio medio por operación ($) dividido por la pérdida media
por operación ($). Ventaja comercial = Operaciones con beneficios (%) - Operaciones con pérdidas
(%). Correlación LR = Correlación entre la ĺınea de balance de la cuenta y la ĺınea de regresión.
Z-Score = Detección de periodos consecutivos de beneficios/pérdidas. LR Error Estándar = Error
estándar de la desviación entre la ĺınea de saldo de la cuenta y la ĺınea de regresión. Reducción (Draw-
down) Absoluta de Saldo ($) = La mayor cáıda de saldo por debajo del depósito inicial. Reducción
máxima del saldo ($) = La mayor cáıda del saldo en términos monetarios. Reducción relativa del
saldo (%) = La mayor cáıda del saldo en términos porcentuales.

Por consiguiente, las operaciones tienen una probabilidad de ganar del 72% y gen-

eran un beneficio neto de 13162.85 USD durante el periodo de la muestra, de enero

de 2006 a diciembre de 2020. Las operaciones ganadoras representan el 75.34% de las

20894 operaciones realizadas, con una duración media de 7 horas. Del total de opera-

ciones, el 75.34% obtuvieron rendimientos brutos en los dos primeros tercios del periodo
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de tenencia. El Ratio Win/Loss, con un valor de 2.37, muestra que el número de posi-

ciones ganadoras es 2 veces superior al número de posiciones perdedoras. Además, el

Profit Factor de 1.68 indica que se ganan 1.68 USD por cada 1 USD que se pierde.

Estad́ısticamente, la prueba de rachas y la puntuación Z-score del sistema de nego-

ciación determinan la existencia de dependencia entre los resultados de las operaciones.

Aśı, una puntuación Z de -47.68 confirma una dependencia positiva entre las opera-

ciones dentro de un ĺımite de confianza del 99.7%. Esto indica que el número de rachas

es menor de lo esperado según la función de probabilidad normal, lo que implica que

las operaciones ganadoras generan más ganadores y las perdedoras más perdedores.

Los resultados obtenidos con la estrategia comercial sugieren que existen oportu-

nidades para explotar estas relaciones de dependencia y mejorar el rendimiento del

sistema, pero el uso de medidas de gestión del capital y señales confirmatorias queda

fuera del alcance de este documento.

En general, los puntos de inflexión del mercado pueden ofrecer oportunidades de

inversión o indicar cambios en la oferta y la demanda de un activo negociado. La

detección y capitalización de los puntos de inflexión ET en la negociación del tipo de

cambio euro-dólar proporciona información cŕıtica para lograr rendimientos con una

exposición reducida al riesgo.

Los sólidos resultados de la estrategia de negociación demuestran la importancia de

estos puntos de inflexión y respaldan su uso en modelos de clasificación para predecir

la evolución futura de los precios.

5.3 Operaciones de mercado

Las operaciones ganadoras intrad́ıa se obtienen a partir de un modelo de seguimiento de

tendencias que aprovecha los puntos de inflexión del mercado (ET). El conjunto de datos

A ⟨14770× 18⟩ constituye la unidad de partida para la detección de micro-tendencias

en favor de los movimientos tendenciales de largo plazo que se van a pronosticar.

Esta colección de datos consta de 14770 contratos con rendimientos positivos y 18

métricas que miden el comportamiento del mercado antes y después de su apertura

en el instante ET. Las unidades de análisis constan de 7380 operaciones largas y 7390

operaciones cortas intrad́ıa. El periodo de análisis es de 15 años y va desde enero de

2006 hasta diciembre del 2020.

164



5.3.1 Índices y variables

Las operaciones de compra y venta se miden mediante 18 indicadores. Los quince

primeros ı́ndices, mencionados en la Tabla 5.3, miden el comportamiento del mercado

18 periodos previos al momento ET (en un marco temporal de 15 minutos). Estos

indicadores se calculan con un número de periodos definido por el mejor rendimiento

alcanzado con el modelo de clasificación.

Tabla 5.3: Variables e Índices

Nemotécnico a Denominación Medida

Acción del Precio:

s.V.PT Dispersión de retornos precios de cierre Numérica continua

x.V∗PT Rendimiento medio Numérica continua

Sp.CP.PT Pendiente precios de cierre Numérica continua

Sp.Vr∗CP.PT Pendiente variaciones precios de cierre Numérica continua

Sp.Vr.HL.PT Pendiente variaciones precios alto y bajo Numérica continua

Sp.Vr.CO.PT Pendiente variaciones precios cierre y apertura Numérica continua

s.Vr.RSI.PT Variación RSI Numérica continua

Sp.Vr.RSI.PT Pendiente variaciones RSI Numérica continua
∗∗Volumen:

s.Vr.Vo.PT Variación del volumen Numérica continua

x.Vr.Vo.PT Variación media del volumen Numérica continua

Sp.Vr.Vo.PT Pendiente de las variaciones de volumen Numérica continua

Sp.Vo.PT Pendiente del volumen Numérica continua

Divergencias:

Dv.CP-RSI.PT Divergencia Precio de Cierre y RSI Numérica continua

Dv.Vo-CP.PT Divergencia Precio de Cierre y Volumen Numérica continua

Dv.Vo-RSI.PT Divergencia RSI y Volumen Numérica continua

Tras mantener abierta una operación:
⋆ GPL $ Beneficio o Pérdida bruta Numérica continua
⋆ RP% M[1] Dinero en riesgo por operación Numérica continua
⋆ Sp.XP-EP Pendiente precios de apertura y cierre Numérica continua

Tendencia a largo plazo (W1):

M.Sp.P.ET Pendiente de mercado antes de ET Numérica continua
⋆ LTT Pendiente de mercado luego de ET Numérica continua
⋆ M.Sp Pendiente de mercado incluye ET Numérica continua

RSI(9p)Smooth Índice de fuerza relativa Numérica continua

Tendencia 0 = Alcista, 1 = Bajista Variable categórica

aTodas las variables se miden en marcos de tiempo de 15 minutos, excepto (W1) que se miden en
marcos de tiempo de 1 semana. ∗∗Volumen = Número de veces que cambia el precio en cada periodo
en un marco de tiempo de 15 minutos. (W1) = Formulas utilizadas para definir los movimientos de
tendencia a largo plazo. ET = Punto de inflexión del mercado utilizado como momento de estudio.
⋆ = Mediciones posteriores al momento de estudio ET (no participan en el proceso de selección de
caracteŕısticas).

Estos indicadores se agrupan en tres áreas de análisis, precio, volumen negociado

y divergencia entre las variables de las dimensiones precio y volumen. Además, estos
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indicadores se utilizan como variables candidatas en el proceso de selección de carac-

teŕısticas. Los mejores ı́ndices se utilizan para predecir el comienzo del movimiento

direccional del tipo de cambio euro-dólar.

Los indicadores ( GPL $, RP% M[1], y Sp.XP-EP ) miden el rendimiento obtenido

por la operación una vez finalizado el tiempo de mantenimiento del contrato. Estos

indicadores se utilizan en la detección de estructuras subyacentes y en la identificación

de los determinantes de las diferencias entre los movimientos tendenciales.

Los indicadores ( M.Sp.P.ET, LTT y, M.Sp ) ayudan a integrar las micro-tendencias

de las operaciones ganadoras intrad́ıa (A) en un marco temporal más amplio (W). En

consecuencia, las instancias que están a favor de los movimientos de tendencia de

largo plazo se extraen y forman la población de estudio O (véase la sección 6.3 sobre

preparación de datos).

Por último, la variable categórica Tendencia etiqueta en el momento ET la dirección

de la tendencia del tipo de cambio. Las etiquetas de clase utilizadas son Movimiento

tendencial alcista y Movimiento tendencial bajista. Los movimientos de precios later-

alizados no se consideran en el presente trabajo.

5.3.2 Cálculo de ı́ndices y variables

En la Tabla 5.4 se muestran las fórmulas introducidas en este documento para calcular

las variables e ı́ndices a utilizar en el análisis técnico de los precios del tipo de cambio.

La tabla está dividida en diferentes secciones que se centran en aspectos espećıficos

del análisis técnico. Estas secciones incluyen: Acción del precio, que mide la variación

y dispersión del precio del activo negociado; Volumen, que mide el volumen del activo

negociado o el número de variaciones del precio del tipo de cambio negociado en un

intervalo de 15 minutos; Divergencias, que examina las discrepancias en el movimiento

de dos variables a lo largo del tiempo; Después de mantener abierta una operación, que

analiza los beneficios, las pérdidas y los riesgos asociados tras mantener abierta una

operación; y Tendencia a largo plazo (W1), que se centra en el análisis de tendencias

a largo plazo superponiendo las microtendencias de las posiciones ganadoras con los

movimientos de tendencia a largo plazo.

Estos indicadores miden el comportamiento de los precios de mercado antes, du-

rante y después de los puntos de inflexión, en los que también se producen operaciones

intrad́ıa. El objetivo de utilizar esta información cŕıtica es detectar y medir las carac-

teŕısticas discriminantes que mejor distinguen entre tendencias alcistas y bajistas.
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Tabla 5.4: Fórmulas de cálculo1

Nemotécnico Fórmulas

Acción del Precio:

...

s.V.PT
√∑

(xi−x̄)2
(n−1) , xi = cpi−cpi−1

cpi−1
i = 1, ..., n; n = 18

...

x.V∗PT
∑n

i=1 xi
n , xi = ln cpi

cpi−1
, i = 1, ..., n

...

Sp.CP.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = cpi, xi = {x1, ..., xn}
...

Sp.Vr∗CP.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = ln cpi
cpi−1

, xi = {x1, ..., xn}
...

Sp.Vr.HL.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = (hpi−lpi)
(hpi−1−lpi−1)

− 1, xi = {x1, ..., xn}
...

Sp.Vr.CO.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = (cpi−opi)
(cpi−1−opi−1)

− 1, xi = {x1, ..., xn}
...

s.Vr.RSI.PT
√∑

(xi−x̄)2
(n−1) , xi = RSI(9p)i

RSI(9p)i−1
− 1, i = 1, ..., n

...

Sp.Vr.RSI.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = RSI(9p)i
RSI(9p)i−1

− 1, xi = {x1, ..., xn}
...

Volumen:

...

s.Vr.Vo.PT
√∑

(xi−x̄)2
(n−1) , xi = V oi−V oi−1

V oi−1
i = 1, ..., n

...

x.Vr.Vo.PT
∑n

i=1 xi
n , xi = V oi

V oi−1
− 1, i = 1, ..., n

...

Sp.Vr.Vo.PT
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = V oi−V oi−1

V oi−1
, xi = {x1, ..., xn}

...

Sp.Vo.PT
∑

(xi−x̄)(V oi−V̄ o)∑
(xi−x̄)2

, xi = {x1, ..., xn}
...

Divergencias:

...

Dv.CP-RSI.PT
∑

(cpi−c̄p)(yi−ȳ)√∑
(cpi−c̄p)2

∑
(yi−ȳ)2

, yi = RSI(9p)i

...

Dv.Vo-CP.PT
∑

(V oi−V̄ o)(cpi−c̄p)√∑
(V oi−V̄ o)

2 ∑
(cpi−c̄p)2

...

Dv.Vo-RSI.PT
∑

(V oi−V̄ o)(yi−ȳ)√∑
(V oi−V̄ o)

2 ∑
(yi−ȳ)2

, yi = RSI(9p)i
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Tabla 5.4 Fórmulas de cálculo

Nemotécnico Fórmulas

...

Tras mantener abierta una operación:

...
⋆ GPL $ V o · cs (xp− ep), V o · cs (ep− xp)
...
⋆ RP% M[1] V o·cs(lp−ep)

sb , V o·cs(ep−hp)
sb

...
⋆ Sp.XP-EP Slope (∆p/∆t), Long = xp−ep

xt−et , Short = ep−xp
xt−et

...

Tendencia a largo plazo (W1):

...

M.Sp.P.ET
∑

(xi−x̄)(yi−ȳ)∑
(xi−x̄)2

, yi = {cpi−96, ..., cpi=et}, xi = {x1, ..., xn}
...
⋆ LTT

∑
(xi−x̄)(yi−ȳ)∑

(xi−x̄)2
, yi = {cpi=et, ..., cpi=96}, xi = {x1, ..., xn}

...
⋆ M.Sp.P.ET

∑
(xi−x̄)(yi−ȳ)∑

(xi−x̄)2
, ... yi = {cpi−96, ..., cpi=et, ..., cpi=96}, xi = {x1, ..., xn}

...

RSI(9p)S 100−
(
100/

(
1 + Ū/D̄

))
...

Tendencias:
0 = Alcista (GPL $ > 0, ...Slope (∆p/∆t) > 0, ...Long Trade)
1 = Bajista (GPL $ > 0, ...Slope (∆p/∆t) < 0, ...Short Trade)

...

Entre otra información relevante, la Tabla 5.4, contiene las relaciones matemáticas y

estad́ısticas que se miden entre las distintas variables e indicadores calculados. Algunas

fórmulas utilizan la media y la desviación t́ıpica para calcular la variación y dispersión

de los datos. Estas relaciones pueden revelar patrones y tendencias en los datos que

no son evidentes a simple vista.Además, la tabla proporciona fórmulas para calcular

las pendientes de las ĺıneas de tendencia, lo que permite analizar y prever la dirección

y la fuerza de las tendencias de los precios y el volumen de veces que cambia el precio

1Las variables se miden en marcos de tiempo de 15 minutos, excepto (W1) que se miden en marcos
de tiempo de 1 semana. (W1) = Formulas utilizadas para definir los movimientos de tendencia de
largo plazo. ⋆ = Mediciones posteriores al punto de inflexión ET (No participan en el proceso de
selección de caracteŕısticas). νi = Volumen registrado en el periodo i. cpi = Precio de cierre del
periodo i. hpi = Precio máximo del periodo i. lpi = Precio mı́nimo del periodo i. opi = Precio de
apertura en el periodo i. RSI(9p)i = Índice de fuerza relativa suavizado del peŕıodo i calculado a
partir de 9 peŕıodos históricos. xi = {x1, ..., xn} Serie de tiempo de n observaciones. et = Punto de
inflexión o momento de estudio. V o = Volumen. cs = Tamaño de contrato 100000 unidades de la
divisa base (Euro). sb = Saldo inicial de la cuenta en dólares americanos. xp = Precio de salida. ep
= Precio de entrada. xt = Momento de cierre. Ū = Media de las diferencias de los precios al alza. D̄
= Media de las diferencias de los precios a la baja.
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del activo negociado.

En términos generales, las fórmulas utilizadas en el cálculo de indicadores para el

análisis técnico del tipo de cambio euro-dólar se centran en evaluar el comportamiento

de los precios e identificar patrones para aprovechar las anomaĺıas del mercado, mejo-

rando aśı la toma de decisiones de inversión.

5.3.3 Estad́ısticas descriptivas de ı́ndices

La tabla 5.5 resume las estad́ısticas descriptivas de la matriz de datos multivariantesA,

incluidos los ı́ndices relacionados con el análisis técnico y el cálculo de indicadores en un

marco temporal de 15 minutos. Estas medidas proporcionan información importante

sobre el comportamiento de los precios y el volumen de veces que cambia el precio del

tipo de cambio negociado en un periodo determinado.

Tabla 5.5: Estad́ısticas descriptivas de los ı́ndices.

a Medida Media ⋆DS Mediana Mı́nimo Máximo Asimetŕıa Curtosis

Acción del Precio:

s.V.PT 0.00051011 0.00034042 0.00042776 0.000044579 0.00439635 2.3730 11.7879

x.V∗PT -0.0000002 0.00019849 0.00000143 -0.00209697 0.00164601 0.0050 5.15348

Sp.CP.PT -0.0000008 0.00025970 0.00000289 -0.00233251 0.00192982 -0.028 6.19084

Sp.Vr∗CP.PT -0.0000004 0.00003325 -0.0000002 -0.00040831 0.00033698 -0.055 6.48955

Sp.Vr.HL.PT 0.00630912 0.03272341 0.00538741 -0.58322522 0.72498519 0.6652 38.0406

Sp.Vr.CO.PT 0.00800454 0.46597394 0.01403601 -6.46007878 8.77988644 0.0522 31.9152

s.Vr.RSI.PT 0.16739490 0.07751317 0.15280451 0.031895221 1.33360205 2.6943 18.7865

Sp.Vr.RSI.PT -0.0005816 0.00824177 -0.0004332 -0.04381362 0.08385499 0.2604 3.14648

∗Volumen:

s.Vr.Vo.PT 0.47597319 1.24018626 0.35617189 0.047287739 69.8530494 40.416 1937.19

x.Vr.Vo.PT 0.10736958 0.31392351 0.07387271 -0.12090153 16.9855561 35.890 1639.09

Sp.Vr.Vo.PT 0.00231944 0.05945863 0.00230310 -3.32210627 2.84634278 -1.024 1542.24

Sp.Vo.PT 10.7184210 41.9964534 5.06553148 -295.573787 357.643962 0.5038 6.78630

Divergencias:

Dv.CP-RSI.PT 0.85151545 0.20628068 0.93089873 -0.65551962 0.99928244 -2.903 9.93598

Dv.Vo-CP.PT -0.01375776 0.51348876 -0.0276017 -0.97874454 0.9763092 0.0360 -1.1499

Dv.Vo-RSI.PT -0.01580351 0.49230421 -0.0234383 -0.97742819 0.96606119 0.0382 -1.1572

Tras mantener abierta una operación:

GPL $ 2.174395396 2.51882690 1.47000000 0.010000000 44.3000000 4.4641 34.7811

RP% M[1] -0.00079658 0.01564524 -0.0017000 -0.22980000 0.17700000 0.8083 14.9109

Sp.XP-EP 0.000009683 0.03751680 -0.0000302 -0.54240000 1.03680000 1.1255 57.2277

a⋆DS = Desviación Estándar. ∗Volumen = Número de cambios de precios en cada peŕıodo en un
marco de tiempo de 15 minutos.
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La media de los datos en los momentos ET (en los que se produce el cambio de

dirección de la tendencia precedente) es mayor para las variables Sp.Vo.PT, GPL $,

Dv.CP-RSI.PT y s.Vr.RSI.PT. Además, en este grupo de indicadores, los dos primeros

ı́ndices ( Sp.Vo.PT y GPL $ ) muestran un efecto volátil, mientras que los dos últimos

tienen una de las desviaciones estándar más bajas. La media y la mediana de los datos

son diferentes. Los estad́ısticos de asimetŕıa y curtosis están lejos de cero. Los indi-

cadores s.Vr.Vo.PT, x.Vr.Vo.PT y Sp.Vr.Vo.PT evidencian valores desproporcionados

en las colas de las distribuciones. Dado que ninguna de estas medidas se aproxima a la

media, se trata de una prueba contundente de que el conjunto de datos, para algunos

indicadores, presenta un comportamiento asimétrico y leptocúrtico.

En términos generales, La matriz de datos A, formada por operaciones ganadoras

intrad́ıa, muestra un comportamiento asimétrico y leptocúrtico en ciertos indicadores,

especialmente en los instantes de tiempo (ET) en los que se realizan las operaciones de

compra o venta. Este desaf́ıo, inherente a los datos, requiere una preparación previa

antes de construir modelos de clasificación, especialmente cuando se utilizan técnicas

paramétricas que se basan en supuestos estad́ısticos. Además, es crucial disponer de

caracteŕısticas interpretables que ayuden a explicar y predecir la tendencia, teniendo

en cuenta la acción de los precios, para construir modelos precisos e interpretables que

mejoren la toma de decisiones de inversión y reduzcan el riesgo.
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6. Metodoloǵıa propuesta

6.1 Introducción

Este caṕıtulo presenta una propuesta metodológica que aborda las oportunidades y

limitaciones de los actuales modelos de clasificación. El objetivo es proporcionar una

valiosa herramienta metodológica para construir modelos de clasificación interpretables,

parsimoniosos y precisos. Este enfoque pretende mejorar la toma de decisiones de

inversión mediante la predicción de la tendencia a corto plazo del tipo de cambio

euro-dólar sin comprometer la legibilidad de las interpretaciones. En este contexto, la

metodoloǵıa propuesta se basa en el uso sistemático de un conjunto de procedimientos

bien definidos. La sección 6.3 trata la preparación de datos, la sección 6.4 describe

el proceso de selección de caracteŕısticas discriminantes e independientes, la sección

6.5 trata la detección y el análisis de estructuras subyacentes, la sección 6.6 resume la

construcción de modelos de clasificación mediante análisis discriminante y la sección

6.7 trata la evaluación del rendimiento del modelo de clasificación con datos fuera de

muestra.

6.2 Generalidades

La metodoloǵıa propuesta permite predecir el inicio del movimiento futuro del tipo de

cambio euro-dólar. El diseño metodológico consta de cinco etapas y se fundamenta

en cuatro colecciones de datos Ξ ⟨i× j⟩ de tamaño i filas por j atributos. Donde i es

el número de momentos de estudio ET en los que se produce un cambio de dirección

de la tendencia precedente, y j son las variables numéricas observables que miden el

comportamiento de los precios de cierre antes y después de esos momentos ET.

La Figura 6.1 presenta un procedimiento de cinco fases para construir un modelo

de clasificación mediante análisis discriminante. Cada fase (representada en amarillo)

se divide en acciones (azul) y sus resultados correspondientes (blanco). Estas fases son:
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preparación de datos, selección de caracteŕısticas, análisis de estructuras, construcción

del modelo de clasificación mediante análisis discriminante y evaluación del rendimiento

del modelo de clasificación.

 MND

Colecciones

      de datos

Preparación

      de datos

         Selección 

de predictores  

           Analisis

multivariante

      GH-Biplot

            Analisis

discriminante

        Evaluación 

de desempeño

       del modelo

Cotizaciones 15M                 Cotizaciones 1S                        Datos Mcdo

      Usar modelo de negociación con instantes (ET)

Datos de operaciones ganadoras intradía A

Categorizar tendencias         Extraer instantes (ET)

 Tendencias de corto plazo en
 tendencias de largo plazo

  Muestra               Población               Estructuras 

 Seleccionar variables predictoras para

 distinguir regímenes alcistas y bajistas

Variables discriminativas e independientes

Detectar estructuras subyacentes

Diferencias en movimientos tendenciales

E"cacia e idoneidad de predictores y LDA

Test M de Box                                   Validar supuestos

Validación    Entrenamiento

Evaluación

           Formular y evaluar 

       modelo de clasi"cación

Predecir la tendencia del par euro-dólar

Rendimiento predictivo fuera de muestra

Capacidad predictiva del modelo de clasi"cación

    Medir el 

rendimiento

 del modelo

1

2

3

4

5

  (Q)                             (W)

    (Z)                            (O)                              (B) 

Tendencias

  Alcistas y

    Bajistas

Figura 6.1: Enfoque para la construcción de modelos de clasificación.

Metodoloǵıa propuesta para predecir, en el corto plazo, el comienzo del movimiento futuro
del tipo de cambio euro-dólar. Esta metodoloǵıa se resume en los procedimientos de: (1)
Preparación de datos. (2) Selección de caracteŕısticas con poder discriminante. (3) Análisis
multidimensional de las diferencias entre movimientos de tendencia. (4) Análisis discrimi-
nante y (5) Evaluación del poder predictivo del modelo de clasificación.

En primer lugar, se preparan las colecciones de datos para hacerlas analizables y rel-

evantes según los propósitos establecidos en cada fase propuesta. En segundo lugar, se

seleccionan los predictores independientes con mayor poder discriminatorio basándose
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en su mérito estad́ıstico. Tercero, se detectan y analizan las estructuras subyacentes

para identificar los determinantes de las diferencias entre movimientos tendenciales.

La eficacia de los predictores seleccionados y la idoneidad del análisis discriminante

se validan con los resultados obtenidos de esta fase. En cuarto lugar, estas soluciones

parciales se integran en la construcción de un modelo de clasificación interpretable y

preciso. En esta fase se clasifica la dirección del movimiento del tipo de cambio me-

diante análisis discriminante. Por último, se evalúa el poder predictivo del modelo de

clasificación utilizando datos fuera de muestra. La eficacia de la metodoloǵıa prop-

uesta y la generalización del modelo se evalúan con datos en diferentes condiciones de

mercado y horizontes temporales.

En términos generales, el enfoque propuesto tiene aplicaciones prácticas en es-

cenarios reales, especialmente en la negociación intrad́ıa de instrumentos financieros

como los tipos de cambio. En este contexto, es crucial tomar decisiones informadas en

condiciones de incertidumbre. Esta metodoloǵıa permite a los analistas aprovechar los

puntos de inflexión del mercado al utilizar la preparación de datos, la selección de car-

acteŕısticas y la detección de estructuras para desarrollar modelos de clasificación más

eficaces. Estos modelos de clasificación facilitan la interpretación del comportamiento

de los precios y proporcionan predicciones precisas de la tendencia a corto plazo del

activo negociado. Además, la incorporación de estas predicciones a los marcos de ne-

gociación intrad́ıa mejora la eficacia de los juicios de valor, la precisión de la toma de

decisiones de inversión y reduce la exposición al riesgo.

6.3 Preparación de datos

La preparación de datos es esencial en los procesos de selección de caracteŕısticas, de-

tección de estructuras y formulación de modelos. Los datos que se utilizaran en estas

fases se organizan en colecciones Ξ ⟨i× j⟩, donde i representa los instantes de estudio

ET, y j son las variables utilizadas en los análisis.

La Figura 6.2 muestra las cuatro fases simplificadas del proceso de preparación

de datos. En primer lugar, los puntos de inflexión (ET) se etiquetan como micro-

tendencias alcistas y bajistas para identificar los predictores más discriminativos me-

diante la selección de caracteŕısticas. Segundo, la población de estudio (O) se extrae

teniendo en cuenta que las micro-tendencias (ET) coinciden con las tendencias a largo
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plazo. Los casos que cumplen este requisito se utilizan para predecir, a corto plazo, la

dirección del movimiento del tipo de cambio euro-dólar. Tercero, se elige el conjunto

óptimo de variables observables (B) para la detección de estructuras. La eficacia dis-

criminativa de los predictores y el análisis discriminante se verifican con las variables

representadas. Finalmente, una muestra de datos (Z), con distribución normal multi-

variante (MND), se extrae de la población de estudio. Este muestreo ayuda a superar

la naturaleza asimétrica y leptocúrtica de las observaciones y a cumplir los supuestos

estad́ısticos del análisis discriminante.

Universo

Muestra

Población

Análisis discriminante

Selección de carácteristicas

GH-Biplot

Tendencias de corto plazo

Tendencias de largo plazo                          Movimientos de tendencia 

                                                                                    y premio al riesgo

Datos con distribución normal

               multivariante

Cotizaciones 15M

Cotizaciones 1S

Tipo de cambio Eur/Usd Preparación de datos

Figura 6.2: Estructura del proceso de preparación de datos.

Proceso de preparación para predecir a corto plazo el comienzo de la dirección del movimiento
futuro del tipo de cambio euro-dólar. (1) Definición de micro-tendencias. (2) Validación de
puntos de inflexión (ET) en función de los movimientos de tendencia de largo plazo. (3)
Preparación de datos para la detección de estructuras subyacentes. (4) Extracción de micro-
tendencias con distribución normal multivariante.

Teniendo en cuenta la metodoloǵıa propuesta, a continuación se aborda cada una

de las fases de preparación y disposición de las distintas colecciones de datos para

garantizar el cumplimiento de los objetivos propuestos.

6.3.1 Preparación de datos: Selección caracteŕısticas.

La preparación de datos para la selección de caracteŕısticas es crucial para identificar

y destacar atributos relevantes, discriminantes e independientes en el análisis poste-

rior. En este proceso de preparación, las unidades de estudio (ET) se etiquetan según

su comportamiento alcista o bajista, y se realizan mediciones utilizando las variables

presentadas en la Tabla 5.4. A continuación, se describen los procedimientos asociados.
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A. Categorización de puntos de inflexión

En esta fase, las unidades de estudio (ET) se preparan para la discretización en micro-

tendencias alcistas y bajistas. Las etiquetas de clase asignadas se utilizan como factor

de agrupación en todas las matrices de datos preparadas. Las instancias de la matriz de

datos multivarianteA ⟨14770× 18⟩, que consisten en operaciones ganadoras intrad́ıa de

una estrategia de negociación de seguimiento de tendencias, se clasifican en dos grupos:

micro-tendencias alcistas y micro-tendencias bajistas. La información utilizada para

asignar estas etiquetas de clase se muestra en la Tabla 6.1.

Tabla 6.1: Categorización de micro-tendencias.

Posición aPendiente Tipo Categoŕıa

Ganadora Slope (∆p/∆t) > 0 Posición larga Micro-tendencia alcista

Ganadora Slope (∆p/∆t) < 0 Posición corta Micro-tendencia bajista

aPendiente de la operación: Sp.XP-EP = Slope (∆p/∆t). Las fórmulas para calcular pendientes,
para posiciones largas y cortas, se mencionan en la Tabla 5.4.

Este proceso de discretización asigna una etiqueta de clase (micro-tendencia alcista

o micro-tendencia bajista) en función del beneficio bruto declarado por la operación

realizada en ese instante (ET). Esta asignación de etiqueta de clase se confirma mediante

una variable categórica real (tipo de operación). Aśı, una unidad de estudio (ET)

se etiqueta como micro-tendencia alcista si la operación larga (buy) generada en ese

instante produce un beneficio bruto positivo (GPL $ > 0) con pendiente positiva (Slope

(∆p/∆t) > 0). Una unidad de estudio (ET) se etiqueta como micro-tendencia bajista

cuando la operación corta (sell) generada en ese instante produce un beneficio bruto

positivo (GPL $ > 0) con pendiente de mercado negativa (Slope (∆p/∆t) < 0).

B. Medición de variables observables

La precisión de la predicción se fundamenta en el uso de información cŕıtica sobre el

comportamiento histórico de los precios. La medición de los puntos de inflexión (ET) y

de las caracteŕısticas observables en los últimos (n) periodos refleja la importancia del

análisis histórico en la predicción de la tendencia futura. En este contexto, la definición

del número de periodos históricos en la medición de las variables observables de la Tabla

5.4 es decisiva en la precisión de los modelos de clasificación. Estas mediciones basadas

en una secuencia de periodos históricos son las que se utilizan posteriormente en la

selección de caracteŕısticas.
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La tabla 6.2 muestra información sobre las contribuciones y variaciones analizadas

en relación con la medición de las caracteŕısticas utilizando un número diferente de

periodos de tiempo. Los pesos asignados a cada periodo aumentan a medida que se

consideran más periodos históricos en el estudio, en relación con el horizonte de análisis

intradiario de 96 sesiones diarias de 15 minutos. Esto indica que, a medida que aumenta

el número de periodos considerados en el análisis histórico de precios, se da más peso

a los datos más antiguos en el proceso de medición de caracteŕısticas.

Tabla 6.2: Contribuciones y pesos en diferentes periodos observados.

Contribuciones
aTipo de datos Periodos (n) Pesos (w)

Mediciones (c) Variaciones (c∆(v))

Datos más recientes 3 0.031 0.969 0.979

6 0.063 0.937 0.948

9 0.094 0.906 0.917Datos recientes

12 0.125 0.875 0.885

15 0.156 0.844 0.854

18 0.188 0.812 0.823

21 0.219 0.781 0.792
Datos intermedios

24 0.250 0.750 0.760

27 0.281 0.719 0.729

30 0.313 0.687 0.698

36 0.375 0.625 0.635
Datos antiguos intermedios

45 0.469 0.531 0.542

72 0.750 0.250 0.260
Datos antiguos

96 1.000 0.000 0.010

aUn d́ıa se compone de 96 periodos o intervalos de 15 minutos. El peso de la medición (w) se
calcula dividiendo el número de periodos utilizados en la medición por el número total de periodos
disponibles, w = (No Peŕıodos) / 96. La contribución de la medición (c) se obtiene restando el peso
de la medición (w) de la contribución total de la caracteŕıstica medida, c = (1 − w). Esto significa
que los valores más antiguos de la caracteŕıstica medida también se reflejan en los (n) peŕıodos más
recientes. Las variaciones (∆v) entre las mediciones de las caracteŕısticas observadas se obtienen
dividiendo la diferencia entre dos mediciones consecutivas por el valor de la medición anterior, ∆v =
(vi − vi−1) /vi−1. El número de variaciones (n∆(v)) de una variable observable medida en 96 peŕıodos
se obtiene restando 1 al número de peŕıodos, n∆(v) = (n− 1). El peso de las variaciones (w∆(v))
se calcula como el cociente entre el número de variaciones (n∆(v)) y el número total de variaciones

disponibles, w∆(v) =
(
n∆(v)/95

)
. La contribución de las variaciones (c∆(v)) se obtiene restando el peso

de las variaciones (w∆(v)) de uno, c∆(v) =
(
1− w∆(v)

)
. Esto significa que la volatilidad actual de las

mediciones viene determinada a su vez por la acción actual de los precios y no por el comportamiento
histórico de sus variaciones más antiguas.

Por otro lado, respecto a la columna Contribuciones, a medida que aumenta el

número de periodos históricos analizados, se observa una tendencia decreciente en

las contribuciones. Esto indica que los datos más recientes tienen un impacto más

significativo en las contribuciones globales. Este patrón sugiere que los movimientos
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y variaciones recientes son más relevantes en el análisis de precios para la toma de

decisiones informadas.

Al medir las caracteŕısticas con datos de mercado de los últimos 18 periodos según

la Ley de Pareto, se observa que el 18.8% de los datos más actualizados captura el

81.2% del comportamiento reciente de la acción del precio. Estos resultados ponen

de relieve la importancia de considerar un horizonte temporal adecuado para medir

la acción del precio a la hora de predecir la tendencia futura y tomar decisiones de

inversión mejor informadas. Además, la tabla revela que el uso de datos más an-

tiguos, con 72 y 96 periodos históricos, aunque abarcan un horizonte temporal más

largo, muestra contribuciones bajas, del 25% y el 0% respectivamente. Esto sugiere

que el uso de datos más antiguos tiene poca relevancia para el análisis de los precios ac-

tuales y puede no reflejar las condiciones actuales del mercado de forma representativa.

En términos generales, al utilizar el 18.8% de los datos más actuales para medir las

caracteŕısticas del momento previo a los puntos de inflexión (ET), se captura teóricamente

el 81.2% del comportamiento dinámico de la acción del precio que precede al cambio

de tendencia. Sin embargo, al medir las caracteŕısticas utilizando el 75% de las obser-

vaciones intrad́ıa disponibles, solo se captura el 25% de la información actual sobre la

acción de los precios. Estas consideraciones revelan tres alternativas clave basadas en

la medición de caracteŕısticas con 12, 18 y 36 periodos históricos. Cada opción cap-

tura información relevante que precede al cambio de dirección de la tendencia en los

puntos de inflexión (ET). Aunque se exploraron 14 alternativas en la medición de carac-

teŕısticas, este estudio introduce la medición de caracteŕısticas discriminativas basada

en los 18 periodos más recientes. Esto se debe al alto rendimiento obtenido en términos

de diferenciación entre movimientos tendenciales y a la mayor precisión alcanzada por

el modelo de clasificación.

6.3.2 Preparación de datos: Muestra de estudio

En este apartado se abordan dos aspectos esenciales que garantizan la calidad y rep-

resentatividad de los datos en la construcción de modelos de clasificación. En primer

lugar, la población de estudio se define a partir de los movimientos tendenciales a largo

plazo, incluyendo las micro-tendencias y los puntos de inflexión (ET). Estos compo-

nentes son integrados para establecer la base de la población analizada. En segundo

lugar, se extrae de la población de estudio una muestra de observaciones con dis-
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tribución normal multivariante para superar la naturaleza asimétrica y leptocúrtica de

los datos. Aśı, el enfoque propuesto garantiza la fiabilidad de los resultados aplicando

el análisis discriminante como método de clasificación en la construcción de modelos

interpretables y precisos.

A. Definición de la población de estudio

En esta fase, se identifica y compila la población de estudio en la matriz de datos O.

Estos datos se utilizan para predecir el inicio de la dirección futura del tipo de cambio

euro-dólar a corto plazo. La matriz O ⟨1873× 2⟩ contiene i momentos de análisis ET,

en los que ocurre el cambios de dirección de la tendencia precedente, y en los que se

miden p variables predictoras seleccionadas x̂j.

Las micro-tendencias generadas en los instantes (ET) de la matriz A se validan con

los movimientos tendenciales a largo plazo según los precios de mercado de la matriz de

datos W ⟨913× 7⟩. Además, la autenticidad de las micro-tendencias generadas en los

intervalos de 15 minutos se valida mediante un análisis de 96 periodos semanales antes

y después del momento (ET). Los resultados muestran que 96 periodos son suficientes

para confirmar la tendencia dominante en un marco temporal semanal.

En este contexto, el instante (ET) es válido cuando el cambio de dirección de la ten-

dencia precedente en las sesiones de negociación de 15 minutos coincide con la tendencia

dominante en las sesiones de negociación semanales; en caso contrario, se descarta la

observación. Es importante señalar que los cambios de tendencia a corto plazo forman

parte de los movimientos de tendencia a largo plazo, pero no determinan su formación.

Además, este estudio se limita a predecir el inicio de la dirección de la tendencia en

sesiones de negociación de 15 minutos y, por tanto, no significa necesariamente que

dicha predicción sea determinante del comienzo del movimiento de tendencia de largo

plazo.

La Figura 6.3 muestra los resultados del proceso de selección de unidades de análisis

(ET) descrito en la Tabla 6.3. Los reǵımenes de mercado alcistas y bajistas a largo plazo,

con los momentos de estudio (ET), incluyen movimientos de precios con continuidad y

cambio de dirección de la tendencia precedente. Es relevante señalar que los momentos

de estudio (ET), en los que se producen cambios en la dirección de la tendencia a

corto plazo en sesiones de negociación de 15 minutos, están vinculados a la tendencia

dominante del mercado en sesiones de negociación semanales.
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Figura 6.3: Movimientos de mercado del tipo de cambio euro-dólar.

Movimientos de mercado según precios de cierre semanales con integración de datos intrad́ıa
en momentos (ET). Datos normalizados por filas. (a) Cambio de régimen, movimiento di-
reccional alcista a bajista. (b) Continuidad de régimen, Movimiento direccional bajista. (c)
Cambio de régimen, movimiento direccional bajista a alcista. (d) Continuidad de régimen,
movimiento direccional alcista.

La Tabla 6.3 detalla en su primera columna el proceso de formación de los movimien-

tos tendenciales a largo plazo para la selección de las unidades de estudio (ET). La

superposición de puntos de inflexión (ET) y micro-tendencias en los movimientos ten-

denciales a largo plazo es una referencia que confirma la continuidad (FT ) o el cambio

de dirección (CT ) de la tendencia precedente en las sesiones de negociación semanales.

Aśı, dos formaciones tendenciales se reconocen, movimientos alcistas y movimientos

bajistas, con dos formas de origen, cambio de tendencia o continuidad en la tendencia.

En la segunda y tercer columna se definen las premisas utilizadas para identificar el

tipo de régimen previo y posterior al momento (ET). La cuarta columna confirma la

pendiente dominante del mercado. Finalmente, la última columna muestra el número

de observaciones obtenidas para el estudio.
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Tabla 6.3: Micro-tendencias integradas en tendencias de largo plazo

Régimen aPendiente ĺınea de regresión precios de cierre Eur/Usd Población

de Mercado Hasta ET Luego de ET Incluye ET O

[−96p,ET, 96p] [−96p, ..., ET ] [ET, ..., 96p] [−96p, ..., ET, ..., 96p] 1873

Bajista-CT-Alcista Slope RL (p/t) < 0 Slope RL (p/t) > 0 Slope RL (p/t) > 0 414

Alcista-FT-Alcista Slope RL (p/t) > 0 Slope RL (p/t) > 0 Slope RL (p/t) > 0 228

Alcista-CT-Bajista Slope RL (p/t) > 0 Slope RL (p/t) < 0 Slope RL (p/t) < 0 556

Bajista-FT-Bajista Slope RL (p/t) < 0 Slope RL (p/t) < 0 Slope RL (p/t) < 0 675

aET = Instante de Entrada y punto de inflexión (ET). CT = Cambio de tendencia, FT = Siguiendo
la tendencia. Hasta ET = M.Sp.P.ET = Pendiente del mercado antes del punto de inflexión (ET).
Luego de ET = ⋆LTT = Ĺınea de tendencia a largo plazo. Incluye ET = ⋆M.Sp = Pendiente del
mercado. Las ecuaciones para su computo están referenciadas en la Tabla 5.4.

Obsérvese que este procedimiento ayuda a identificar y validar los momentos de

análisis (ET) en los que las micro-tendencias se mantienen o cambian en favor de la

dirección de la tendencia a largo plazo. Además, el desconocimiento de las causas que

originan los movimientos de tendencia requiere la identificación de diversos momentos

de estudio (ET) que reflejan la relación entre el corto y largo plazo.

En términos generales, la población de estudio O consta de 1873 micro-tendencias

en favor de la dirección de la tendencia dominante, pero que no son determinantes de la

formación inicial de la tendencia de largo plazo. Por consiguiente, la población de estu-

dio está compuesta por 414 y 228 micro-tendencias alcistas. Las primeras con cambio

de tendencia a favor de la tendencia alcista dominante, y las segundas respaldan la ten-

dencia alcista de largo plazo. Además, hay 556 micro-tendencias bajistas con cambio

de dirección de la tendencia precedente en función de la tendencia bajista dominante,

y 675 micro-tendencias bajistas que respaldan la continuidad del movimiento bajista

de largo plazo.

Por otra parte, la población de estudio O se compone principalmente de dos cat-

egoŕıas: alcistas y bajistas, con un mayor número de tendencias bajistas (1231) que

alcistas (642). Es esencial tener en cuenta este desequilibrio a la hora de construir

modelos de clasificación precisos e interpretables. El muestreo balanceado ofrece una

solución útil para equilibrar la representación de las clases sin afectar la selección de

caracteŕısticas relevantes e interpretables. Este valioso procedimiento ayuda a mejo-

rar la precisión de la clasificación durante el entrenamiento del modelo. Además, la

validación del rendimiento del modelo con datos independientes y el uso de métricas
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adecuadas son esenciales para garantizar la precisión y la generalización del modelo

para cada clase.

B. Definición de la muestra de estudio

En esta fase se prepara la muestra de estudio Z, que se utilizará para formular, validar

y evaluar el rendimiento del modelo de clasificación. Para superar el efecto asimétrico

y leptocúrtico de la población de estudio O ⟨1873× 2⟩ y garantizar el cumplimiento de

los supuestos que validan la aplicación del análisis discriminante, se extrae una mues-

tra pequeña con distribución normal multivariante. Este procedimiento garantiza el

cumplimiento de los supuestos de normalidad multivariante e igualdad de las matrices

de varianza y covarianza dentro de los grupos, tanto para los predictores como para

los grupos. A continuación se describe el procedimiento utilizado mediante la formu-

lación de una función objetivo para extraer una muestra de datos multivariantes con

distribución normal.

1. Consideraciones generales. La muestra de datos se extrae teniendo en cuenta

la estructura de la población O. En este caso, la población corresponde a los puntos de

inflexión (ET) del tipo de cambio euro-dólar detectados y validados en marcos tempo-

rales de 15 minutos y una semana, respectivamente. Cabe destacar que esta población

sigue una distribución asimétrica y leptocúrtica, lo que implica una distribución no

simétrica y una mayor concentración en torno a determinados valores.

Esta concentración de información recurrente en valores concretos tiene un efecto

acumulativo a lo largo del tiempo, alterando la distribución normal inicial y generando

una distribución asimétrica y leptocúrtica. Esta caracteŕıstica es relevante en el análisis

de datos con métodos de clasificación paramétricos, ya que puede afectar la fiabilidad

de los resultados e interpretaciones.

Para determinar y extraer las instancias que preservan la distribución normal mul-

tivariante inicial de la población de datos O, se formula una función objetivo. El

propósito de esta función es seleccionar las instancias xi que mejor se ajustan a una

distribución normal multivariante, permitiendo realizar inferencias e interpretaciones

relevantes en el análisis.

• Normalidad univariante

La búsqueda exhaustiva de casos con distribución normal univariante se realiza medi-

ante la prueba de Shapiro-Wilk. El ajuste del modelo base, con distribución normal,
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a los datos analizados se evalúa mediante el estad́ıstico de prueba SW . Este valor se

calcula mediante la ecuación 6.1 y aplica solo a las colas derechas para tamaños de

muestra entre 3 y 50 observaciones. Aśı, un valor positivo alto de SW indica una clara

proximidad de los datos a una distribución normal.

SW =

(
n∑
i=1

aixi

)2

/

n∑
i=1

(xi − x̄)2 , (6.1)

donde, xi son los valores aleatorios ordenados de la muestra de análisis, ai son

constantes generadas a partir de las covarianzas, varianzas y medias muestrales de una

muestra distribuida normalmente de tamaño n. En consecuencia, el estad́ıstico SW es

el cociente entre la suma de los productos de los coeficientes y los valores observados,

al cuadrado, y la suma de los cuadrados de las diferencias entre los valores observados

y la media muestral.

El p−valor de la prueba de normalidad univariante, denominada SWTest, se calcula

mediante distintos procedimientos, uno de ellos basado en tablas. Utilizando una

relación lineal, el p − valor correspondiente se estima entre los ĺımites p1 y p2, que

corresponden a los valores SW1 y SW2 del estad́ıstico SW . La ecuación 6.2 expresa

esta relación lineal.

SWTest = p1 +
(SW − SW1)

(SW2 − SW1)
(p2 − p1) , (6.2)

donde, SWTest es el estad́ıstico de prueba o p − valor de la prueba de normalidad

univariante. Los valores p1 y p2 representan los ĺımites inferiores y superiores respec-

tivamente del rango de valores p que se corresponden con los valores SW1 y SW2 del

estad́ıstico SW . De este modo, el p− valor proporciona una medida de la significación

estad́ıstica de la prueba de Shapiro−Wilk, determinando si la muestra de datos sigue

o no una distribución normal. Esto es especialmente relevante, sobre todo en este caso,

en el que se busca preservar la normalidad univariante y multivariante de la muestra

extráıda de la población O.

• Normalidad multivariante

El estad́ıstico de prueba de normalidad multivariante Henze-Zirkler mide la distancia

funcional no negativa entre dos funciones de distribución. En caso de que los datos sigan

una distribución normal multivariante, este estad́ıstico sigue una distribución aproxi-

madamente log-normal. El cálculo de este estad́ıstico comienza calculando la media, la
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varianza y un parámetro de suavidad. A continuación, se normalizan logaŕıtmicamente

la media y la varianza y, por último, se calcula el p− valor. La ecuación 6.3 presenta

el cálculo del estad́ıstico de prueba Henze-Zirkler.

HZ =
1

n

n∑
i=1

n∑
j=1

e−
α2

2
Mij − 2ξ−

p
2

n∑
i=1

e−
α2

2ξ
Mi + n

(
1 + 2α2

)− p
2 ,

donde:

ξ =
(
1 + α2

)
α =

1√
2

(
n (2p+ 1)

4

) 1
p+4

Mij = (xi − xj)′S−1 (xi − xj)

Mi = mii = (xi − x̄)′S−1 (xi − x̄)

p = número de variables

(6.3)

En la ecuación 6.3, Mi es la distancia de Mahalanobis al cuadrado entre la i-ésima

observación y su respectivo centroide, Mij es la distancia de Mahalanobis entre la

i-ésima y la j-ésima observación. Cuando los datos analizados siguen una distribución

normal multivariante, el estad́ıstico de prueba (HZ ) se distribuye aproximadamente

con una distribución log-normal con media µ y varianza σ2, como se muestra en las

ecuaciones 6.4 y 6.5

µ = 1−
b−

p
2

(
1 + pα

2
b + (p (p+ 2)α4)

)
2b2

(6.4)

σ2 = 2
(
1 + 4α2

)− p
2 +

2b−p (1 + 2pα4)

b2
+

3p (p+ 2)α8

4b4
(6.5)

−4ϖ− p
2

α

(
1 +

3pα4

2ϖα

+
p (p+ 2)α8

2ϖ2
α

)
Según las ecuaciones 6.4 y 6.5, b = (1 + 2α2), ϖα = (1 + α2) (1 + 3α2). En este

sentido, la media y la varianza logaŕıtmicas normalizadas del estad́ıstico Henze-Zirkler

se obtienen mediante las expresiones 6.6 y 6.7, respectivamente.

log (µ) =
1

2
log

(
µ4

σ2 + µ2

)
(6.6)
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log
(
σ2
)
= log

((
σ2 + µ2

)
/σ2
)

(6.7)

Utilizando los parámetros dados, la significación de normalidad multivariante se

evalúa utilizando el estad́ıstico de prueba HZTest definido en la ecuación 6.8.

HZTest =

(
log (HZ)− log (µ)

log (σ)

)
(6.8)

La distribución normal multivariante en los datos del análisis se puede verificar

mediante la prueba de Royston. Esta prueba se basa en el estad́ıstico de prueba

de Shapiro − Wilk/Shapiro − Francia (WFj). De modo que para cada variable

j = 1, 2, . . . , p, se calcula el estad́ıstico WFj, y se obtienen los valores R mediante la

transformación de normalidad de Royston.

ωfj = log (1−WFj) , x = log (n) , 12 ≤ n ≤ 2000 (6.9)

R =
(ωfj − µ)

σ
(6.10)

Los valores de µ y σ se obtienen mediante la aproximación polinomial definida en

la ecuación 6.11. Estos coeficientes son proporcionados por Royston para diferentes

tamaños de muestra.

µ = β0µ + β1µx+ β2µx
2 + . . .+ βmµx

m

log (σ) = β0σ + β1σx+ β2σx
2 + . . .+ βmσx

m
(6.11)

El estad́ıstico de prueba de Royston (RTest) se utiliza para evaluar la normalidad

multivariante de los datos. Este estad́ıstico se obtiene aplicando la ecuación 6.12.

Obsérvese que el estad́ıstico RTest sigue una distribución chi-cuadrado con k grados de

libertad (RTest ∼ χ2
k). Esto significa que la distribución chi-cuadrado proporciona una

184



base sólida para evaluar la significación estad́ıstica de los resultados obtenidos.

RTest =
k
∑p

j=1 γj

p
∼ χ2

k

donde:

k =
p

1 + (p− 1) s̄

γj =

(
ϕ−1

(
ϕ (−R)

2

))2

, j = {1, 2, . . . , p}.

s̄ =
∑
i

∑
j

sij/p(p− 1)′, s̄ij =

f (tij, n) , if i ̸= j

1 if i = j.

f (t, n) = tθ
(
1− µ

g
(1− t)µ

)

(6.12)

El estad́ıstico RTest se obtiene dividiendo la suma de los términos γj por el número

de variables p consideradas en el análisis. El parámetro k se calcula a partir de p

variables y un término adicional s̄ que involucra la media de los elementos de la matriz

de covarianzas. El término γj, calculado para cada variable j, se obtiene a partir

de la función inversa normal estándar (ϕ−1). Obsérvese que s̄ es la media de los

elementos de la matriz de covarianzas que se calcula sumando los elementos individuales

y dividiéndolos por p(p − 1). La función f(t, n) calcula los elementos de la matriz de

covarianzas, mostrando una relación no lineal con los parámetros t y n. Los parámetros

µ y θ, se obtienen a partir del modelo de simulación propuesto por [559], asignando

los valores µ = 0.715 y θ = 5. Por otro lado, el valor de g viene determinado por la

expresión 6.13, con un tamaño de muestra de 10 ≤ n ≤ 2000.

g (n) = 0.21364 + 0.015124
(
y2
)
− 0.0018034

(
y3
)
, y = log (n) . (6.13)

En términos generales, según el teorema del ĺımite central multivariante, la media

muestral de una variable aleatoria multivariante se aproxima a una distribución normal

multivariante. En este sentido, para obtener resultados válidos en el análisis discrim-

inante cuando una muestra de instancias con caracteŕısticas espećıficas se extrae de

una población asimétrica y leptocúrtica, deben cumplirse los supuestos de normali-

dad multivariante y univariante. Estos criterios deben medirse con los estad́ısticos de
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prueba analizados hasta ahora. Además, también es importante medir la igualdad de

las matrices de varianza y covarianza entre los grupos, que se analiza a continuación.

• Igualdad de matrices de varianzas y covarianzas dentro de grupos.

Además de garantizar la normalidad en la estructura de los datos en la muestra de

análisis, es importante garantizar la igualdad de las matrices de varianza y covarianza

entre los grupos. En este contexto, se utiliza la prueba M de Box, representada por la

ecuación 6.14 para evaluar el cumplimiento de este criterio.

La prueba M de Box es una medida que evalúa tanto la variabilidad entre grupos

como la variabilidad dentro de los grupos en el análisis multivariante de la varianza. Su

finalidad es determinar si existen diferencias significativas entre los grupos en relación

con las variables dependientes consideradas en el estudio.

Utilizando un nivel de significación del 5% se examina el p−valor obtenido mediante

la prueba M de Box. Si el p− valor es superior a 0.05, se concluye que las matrices de

varianza y covarianza son homogéneas entre los grupos. Es decir, no existen diferencias

significativas en la estructura de la variabilidad entre los grupos analizados.

M −Box = log |V ′|(n−g) −
n∑
j=1

(nj − 1) log
∣∣V (j)

∣∣ , (6.14)

donde, el primer termino, log |V ′|(n−g), se refiere a la covarianza total entre grupos y
refleja la variabilidad total en todas las variables dependientes utilizadas en el análisis.

El segundo término,
∑n

j=1 (nj − 1) log
∣∣V (j)

∣∣, tiene en cuenta las covarianzas dentro de

cada grupo y refleja la variabilidad dentro de cada grupo individual. n es el tamaño de

la muestra de análisis. g es el número de grupos. V ′ es la matriz de covarianza total que

captura las relaciones entre las variables dependientes en todos los grupos combinados.

nj es el tamaño de cada grupo j. Por último, V (j) es la matriz de covarianza dentro

del grupo j, que captura las relaciones entre las variables dependientes dentro de cada

grupo.

2. Función objetivo: Extracción de instancias La selección de una muestra

de observaciones bajo restricciones de normalidad multivariante se aborda mediante

la formulación de un modelo de optimización multicriterio. La figura 6.4, resume

en términos generales la selección de instancias considerando dos objetivos esenciales,

preservar la normalidad multivariante en la muestra de datos seleccionada y garantizar

la igualdad de las matrices de varianzas y covarianzas entre grupos.
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Figura 6.4: Modelo de selección de instancias.

La selección de instancias, en la conformación de muestras de estudio, se basa en cinco
criterios fundamentales. Estos requisitos incluyen la evaluación de la normalidad univariante
y multivariante de los grupos y las variables, y la verificación de la homogeneidad de las
matrices de covarianza. Estos criterios garantizan una selección adecuada de las instancias
que cumplen los requisitos de normalidad multivariante.

Nótese que para alcanzar el objetivo del modelo de selección de instancias se han

especificado cinco condiciones que deben satisfacerse en la solución del problema. Estas

restricciones se pueden expresar como una desigualdad en la que se busca el cumplim-

iento de las condiciones establecidas para las variables de decisión. Además, estas

restricciones controlan, en el conjunto de instancias seleccionadas, la distribución y

estructura de los datos.

Las dos primeras condiciones (1 y 2) limitan la búsqueda a instancias que en su

conjunto asuman una distribución normal. Las condiciones 3 y 4 restringen aún más la

selección de instancias, buscando que el conjunto seleccionado asuma una distribución

normal multivariante. Por último, la quinta condición restringe aún más la búsqueda

de instancias que en conjunto garanticen la homogeneidad de las matrices de varianza

y covarianza. Una vez finalizado el proceso de selección, la muestra de estudio extráıda

cumple todos los supuestos estad́ısticos establecidos. Esto hace que la muestra del

estudio sea adecuada para la aplicación del análisis discriminante.

La ecuación 6.15 presenta la función objetivo que maximiza el número de instancias

seleccionadas xi en el subconjunto de instancias Xj. El modelo de selección multi-

criterio tiene en cuenta el equilibrio de clases y las restricciones de normalidad e igual-
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dad de las matrices de covarianza de las instancias seleccionadas.

Maximizar: Z = f(Xj, xi) =
n∑
i=1

(xi)

sujeto a: 1. Restricciones de normalidad univariante para Xj (en grupos):

SWTest xV (T1) ≥ 0.05

SWTest Sp(T1) ≥ 0.05

SWTest xV (T2) ≥ 0.05

SWTest Sp(T2) ≥ 0.05

2. Restricciones de normalidad univariante para Xj (en variables):

SWTest xV ≥ 0.05

SWTest Sp ≥ 0.05

3. Restricciones de normalidad multivariante para Xj (en grupos):

HZTest xV, Sp(T1) ≥ 0.05

RTest xV, Sp(T1) ≥ 0.05

HZTest xV, Sp(T2) ≥ 0.05

RTest xV, Sp(T2) ≥ 0.05

4. Restricciones de normalidad multivariante para Xj (en variables):

HZTest xV, Sp ≥ 0.05

RTest xV, Sp ≥ 0.05

5. Restricciones de homogeneidad de matrices de covarianzas para Xj:

M −BoxTest xV, Sp ≥ 0.05

6. Restricciones de equilibrio de clases para Xj:∣∣∣∣∣
n∑
i=1

(xi) · 1{T1} −
n∑
i=1

(xi) · 1{T2}

∣∣∣∣∣ ≤ ω · n

donde:

n = número total de instancias xi seleccionadas

xi = variable binaria de selección

xi = 1 instancia xi seleccionada

xi = 0 instancia xi no seleccionada

(6.15)
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donde: T1 = subconjunto de instancias alcistas seleccionadas

T2 = subconjunto de instancias bajistas seleccionadas

Xj = conjunto de instancias seleccionadas

1{T1} = función indicadora, toma valor 1 si xi ∈ T1
en caso contrario, toma valor 0 si xi /∈ T1

1{T2} = función indicadora, toma valor 1 si xi ∈ T2
en caso contrario, toma valor 0 si xi /∈ T2

ω = parámetro que controla el equilibrio de clases T1 y T2

ω = 0.5 si el número total de instancias seleccionadas n es impar

ω = 0.0 si el número total de instancias seleccionadas n es par

xV, Sp = predictores seleccionados: xV = x.V∗PT y Sp = Sp.Vr∗CP.PT

SWTest = p-valor de la prueba de Shapiro-Wilk

HZTest = p-valor de la prueba de Henze-Zirkler

RTest = p-valor de la prueba de Royston

M −BoxTest = p-valor de la prueba M de Box

El modelo de optimización multi-criterio (Z) maximiza el número de instancias

xi en el subconjunto de instancias seleccionadas Xj, considerando la normalidad, la

igualdad de las matrices de covarianza y un equilibrio de clases entre T1 y T2. Cada

instancia xi a seleccionar se evalúa en el subconjunto acumulativo de instancias Xj ya

seleccionadas, de forma que, si el subconjuntoXj satisface las restricciones establecidas,

dicha instancia xi asume el valor de 1 y, por tanto, se incorpora al subconjunto Xj.

En caso contrario, dicha instancia xi asume el valor de cero y se descarta su inclusión

en el subconjunto de instancias seleccionadas Xj. Además, el número de instancias

seleccionadas n debe mantener un equilibrio de clases independientemente de que n

sea un número entero positivo par o impar. Las instancias xi con etiqueta de clase T1

deben ser aproximadamente el 50% del número total n de instancias seleccionadas.

La restricción de equilibrio entre clases establece que la diferencia absoluta entre

las sumas de instancias seleccionadas en T1 y T2 debe ser menor o igual que ω. El

valor de ω se define en función de la disponibilidad de datos y determina el equilibrio

entre clases. Si el número total de instancias seleccionadas n es impar, ω debe ser 0.5
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para permitir una diferencia de 0.5 entre las sumas de instancias seleccionadas en T1 y

T2. Si n es par, ω puede ser 0, lo que implica un equilibrio exacto entre las sumas de

instancias seleccionadas en ambos grupos.

La figura 6.5 presenta los resultados del proceso de validación estad́ıstica de la

muestra de instancias seleccionadas mediante el modelo. La eficacia del modelo se

evalúa seleccionando un subconjunto (Xj) de instancias de la población de estudio

O. Este subconjunto cumple las condiciones requeridas y se confirma con pruebas

estad́ısticas rigurosas, como Shapiro-Wilk (SW), Henze-Zirkler (HZ), Royston (R) y

M de Box. Los resultados de estas pruebas, con p − valores superiores al nivel de

significación del 5%, confirman la normalidad multivariante y la homogeneidad de las

matrices de varianzas y covarianzas en los casos seleccionados.
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x i = { x1, x 2, . . . , xn } x j = { x1, x 2, . . . , x j }

SW               =Test xV (T1) 0 . 1 9

SW               =Test Sp (T1) 0 . 8 7

SW               =Test xV (T2) 0 . 1 6

SW               =Test Sp (T2) 0 . 3 7

SW           =Test xV 0 . 1 1

SW           =Test Sp 0 . 7 1

HZ                =Test  xV, Sp 0 . 0 5 1

R                =Test  xV, Sp 0 . 2 6

HZ                      =Test  xV, Sp (T1) 0 . 0 6 1

HZ                      =Test  xV, Sp (T2) 0 . 3 1 7

R                      =Test  xV, Sp (T1) 0 . 4 1 9

R                      =Test  xV, Sp (T2) 0 . 2 5 9

M-Box                 =Test  xV, Sp 0 . 3 9

3.
NNNNNoorrmmaalliiddaaadddddddddddddd
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ddde grupos

No                                     Si

Figura 6.5: Validación estad́ıstica de la selección de instancias.

Evaluación de la eficacia del Modelo de Selección de Muestras. La selección de un subconjunto
(Xj) de instancias cumplen con los tests estad́ısticos de Shapiro-Wilk (SW ), Henze-Zirkler
(HZ ), Royston (R) y M de Box. Los p − valores obtenidos en estas pruebas, a un nivel de
significación superior a 0.05, validan la normalidad multivariante y la homogeneidad de las
matrices de varianzas y covarianzas en las instancias seleccionadas.

Como ya se ha mencionado, la población de estudio O consta de 1873 microten-

dencias, a favor de la dirección de la tendencia dominante, con un mayor número
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de tendencias a la baja (1231) que al alza (642). El modelo de selección de instan-

cias aborda este desequilibrio de clases sin comprometer la selección de caracteŕısticas

relevantes e interpretables. De las 1873 observaciones, se seleccionan 125 instancias

que cumplen las restricciones de normalidad, igualdad de matrices de covarianza y

equilibrio de clases entre T1 = 62 y T2 = 63 movimientos al alza y a la baja, re-

spectivamente. El cumplimiento de estos supuestos es esencial para aplicar técnicas

estad́ısticas paramétricas y obtener resultados válidos y significativos. Por lo tanto,

la colección de datos Z ⟨125× 2⟩ consta de 125 puntos de inflexión (ET) sobre los que

se miden 2 variables predictoras elegidas y garantiza el cumplimiento de los supuestos

estad́ısticos señalados. La figura 6.6 pone de manifiesto la relevancia de que la muestra

de instancias extráıdas, cumpliendo los supuestos de normalidad e igualdad de matrices

de covarianza entre grupos, sea representativa de la población O.

x.V*PT

S
p
.V
r*
C
P.
P
T

Figura 6.6: Dispersión multivariante de instancias extráıdas.

El análisis de la muestra de datos Z con distribución normal multivariante revela relaciones y
patrones significativos entre los mejores predictores. La disposición de las instancias muestra
tanto independencia entre ellas como una clara separación entre clases. Estos puntos de
inflexión revelan patrones distintivos en los precios, lo que respalda la construcción de modelos
de clasificación para favorecer la toma de decisiones de inversión informadas.

Los datos muestran una clara diferenciación entre instancias alcistas y bajistas,

especialmente en el eje x con la variable x.V∗PT. Esta capacidad discriminativa se

mantiene en la muestra extráıda, diferenciando los puntos de inflexión que contribuyen

191



al inicio de los movimientos alcistas y bajistas en el cruce de las variables x.V∗PT y

Sp.Vr∗CP.PT. Estos patrones son útiles en la construcción de modelos de clasificación

para predecir nuevas tendencias. El potencial predictivo de estos patrones, conservado

en la muestra de instancias extráıdas, puede contribuir potencialmente a mejorar la

toma de decisiones de inversión basada en datos. En consecuencia, la normalidad

multivariante de las instancias extráıdas es esencial en el uso de métodos de clasificación

paramétricos, especialmente cuando se desea garantizar la fiabilidad de los resultados

y las interpretaciones.

La figura 6.7 se divide en dos partes: (a) Gráficos de densidad para variables y

movimientos de tendencia, y (b) Gráficos QQ normales para variables, ambos repre-

sentados por las instancias extráıdas.

x.V*PT                                                                                               S p.Vr*CP.PT
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Figura 6.7: Distribución y normalidad multivariante en instancias extráıdas.

Distribución y normalidad multivariante y univariante de las instancias extráıdas. (a)
Gráficos de densidad para variables y movimientos de tendencia; (b) Gráficos QQ Normales
para variables. Los gráficos de densidad demuestran la aproximación de las variables y grupos
representados a una distribución normal. Los gráficos QQ revelan una marcada linealidad
entre cuantiles, lo que indica una aproximación a una distribución normal.
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Los gráficos de densidad de la figura muestran que las variables y los grupos repre-

sentados siguen una distribución normal. Los gráficos QQ revelan una clara linealidad

entre los cuantiles de la muestra y los cuantiles esperados, lo que sugiere una aproxi-

mación a una distribución normal en los casos seleccionados.

Los gráficos de densidad respaldan la presunción de normalidad multivariante en

las instancias extráıdas, mostrando que los datos siguen una distribución normal entre

variables y grupos. Los gráficos QQ revelan una correspondencia entre cuantiles, lo que

indica una distribución normal entre instancias. Estos hallazgos son relevantes para la

construcción de modelos de clasificación basados en el análisis discriminante, ya que

garantizan resultados confiables.

En términos generales, el modelo de extracción de instancias permite construir

muestras de datos multivariantes con distribución normal, útiles en la formulación de

modelos de clasificación paramétricos. Los resultados estad́ısticos y visuales confirman

la normalidad multivariante en los datos, lo que hace que este modelo de extracción de

instancias sea relevante para formar muestras representativas para la formulación de

modelos de clasificación. Además, la relevancia de estos resultados hace que este tipo

de muestreo sea pertinente para la predicción de tendencias en la negociación de otro

tipo de instrumentos financieros.

6.3.3 Preparación de datos: Detección de estructuras

Comprender el comportamiento y la covariación de las variables observables y su

v́ınculo con los factores subyacentes es esencial para obtener una imagen completa

y precisa del fenómeno estudiado. Aunque la selección de variables predictoras, en la

construcción de modelos de clasificación sigue un proceso exhaustivo, es necesario me-

diante el análisis de estructuras validar su poder discriminativo para obtener modelos

de clasificación interpretables y precisos.

Esta sección presenta una metodoloǵıa novedosa para seleccionar un subconjunto

óptimo de variables con el fin de mejorar la eficacia de las estructuras detectadas y

validar la capacidad discriminativa de los predictores seleccionados. La metodoloǵıa

propuesta utiliza una función objetivo basada en un enfoque de programación lineal

entera mixta (MILP) para seleccionar un conjunto óptimo de variables.

El núcleo central de esta metodoloǵıa se basa en evaluar la adecuación de los datos,

el enfoque de solución para la selección de variables y la visualización de datos me-
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diante análisis GH-Biplot. Los resultados y las interpretaciones se validan mediante

los estad́ısticos de prueba KMO y MSA para evaluar la adecuación de los datos y la

prueba de esfericidad de Bartlett para verificar la estructura de correlación entre las

variables y garantizar la solidez del análisis. Los experimentos se basan en las medi-

ciones hechas sobre los puntos de inflexión (ET) del tipo de cambio euro-dólar. La

metodoloǵıa propuesta logra una elevada adecuación muestral (KMO) y una fuerte

correlación anti-imagen (MSA) de hasta 0.72, lo que favorece la formación de estruc-

turas para la validación de patrones.

A. Generalidades sobre la detección de estructuras

La eficacia y validez de un modelo de selección de variables, que contribuye a reforzar

las estructuras subyacentes en la validación de patrones, se basa en la consideración de

aspectos fundamentales. A continuación se examinan los elementos clave que sientan las

bases para la formulación de la función objetivo, incluida la evaluación de la adecuación

de los datos, la singularidad de las matrices de datos, las medidas de adecuación del

muestreo y la prueba de esfericidad de Bartlett.

• Adecuación de los datos.

La evaluación de la adecuación de los datos es crucial antes de confirmar y validar

el poder discriminante de los predictores en el análisis y la detección de estructuras.

Estudios notables sugieren tamaños de muestra grandes y relaciones de covariación

entre variables con coeficientes de correlación (r > 0.3) para la detección fiable de

estructuras [560].

Aunque la presencia de multicolinealidad entre variables puede detectarse en el

análisis de estructuras, su presencia en variables predictoras puede afectar negativa-

mente la estabilidad de los modelos de clasificación. Por tanto, la eficacia del sub-

conjunto de variables seleccionadas puede tener un impacto positivo o negativo en la

construcción de estructuras, dependiendo de su capacidad para capturar adecuada-

mente la variabilidad y las relaciones subyacentes entre las variables observadas.

En este sentido, La selección de un subconjunto óptimo de variables y la evaluación

previa de la adecuación de los datos proporciona una base sólida para la detección,

análisis, confirmación y validación del poder discriminante de los predictores en las

estructuras subyacentes.
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• Singularidad

La singularidad se manifiesta en las matrices de datos cuando no se puede calcular

su matriz inversa y, por tanto, no tienen una solución única al sistema de ecuaciones

lineales. Esta condición dificulta la interpretación de las relaciones entre variables y

puede generar correlaciones espurias o infladas en los análisis de correlación. Aśı,la de-

tección de matrices de datos singulares es crucial para obtener resultados significativos

y fiables en el análisis de correlación y la detección de estructuras.

El determinante (det(X)) es una medida comúnmente utilizada para determinar si

una matriz de datos X es singular o no singular. Su cálculo vaŕıa en complejidad y

eficiencia en función del tamaño y la estructura de la matriz. Normalmente, se utiliza

un umbral de tolerancia cercano a cero (u = 10−10) para determinar la singularidad,

como se indica en la expresión 6.16. Sin embargo, este valor puede ajustarse en función

de la precisión numérica requerida y de las caracteŕısticas de los datos, tomando valores

más pequeños cercanos a u = 10−12 en los casos que lo requieran.

|det(X)|

< u, si la matriz es singular

≥ u, si la matriz es no singular
(6.16)

En la ecuación presentada, u representa el umbral de tolerancia utilizado para de-

terminar la singularidad de la matriz de datos X. El valor de u puede ajustarse en

función de la precisión requerida en el análisis. Es importante señalar que cuando el

determinante de la matriz es inferior a u, es indicativo de la presencia de una alta multi-

colinealidad entre las variables de la matriz de datos. En casos extremos, cuando existe

una multicolinealidad perfecta (cuando las variables predictoras son combinaciones lin-

eales exactas), el determinante de la matriz de covarianzas (o matriz de correlaciones)

de las variables predictoras es igual a cero. En estas situaciones, es pertinente con-

siderar que la eliminación de variables linealmente dependientes o la aplicación de

técnicas de regularización como ridge o lasso no sólo reducen la multicolinealidad, sino

que también mejoran la singularidad de una matriz de datos.

• Medida de adecuación de los datos de Kaiser-Meyer-Olkin (KMO)

El estad́ıstico KMO es una medida de adecuación del muestreo utilizada para evaluar

y determinar qué tan adecuada es una matriz de datos para el análisis y la detección
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de estructuras factoriales. Esta medida se calcula utilizando la ecuación 6.17.

KMOj =

∑
i̸=j r

2
ij∑

i ̸=j r
2
ij +

∑
i̸=j V

2∗
ij

(6.17)

Obsérvese que la matriz de correlaciones rij representa las correlaciones entre to-

das las variables implicadas en el análisis, incluida la variable j. Por otra parte, la

matriz de covarianza parcial Vij representa las covarianzas parciales entre todas las

variables distintas de la variable j. La covarianza parcial mide la relación única entre

dos variables después de eliminar la influencia de las otras variables. Los coeficientes

de correlación de la anti-imagen están determinados por v∗ij. Por lo tanto, la medida

de adecuación KMO proporciona un valor numérico que va de 0 a 1 e indica lo bien

que se ajustan los datos a una estructura latente. Aunque no existe una escala con

rangos de categoŕıas estándar, se sabe que los valores de KMO superiores a 0.5 indican

una idoneidad razonable de los datos para el análisis estructural. Sin embargo, es im-

portante tener en cuenta que la interpretación exacta del valor KMO puede depender

del contexto espećıfico y de las caracteŕısticas de los datos objeto de estudio. También

deben tenerse en cuenta otros factores, como la finalidad del análisis y la complejidad

del modelo, a la hora de evaluar la idoneidad de los datos.

• Matriz de correlaciones anti-imagen (MSA)

La Medida de Adecuación de la Muestra (MSA) es una medida clave en el análisis

y la detección de estructuras. Estos valores se utilizan para evaluar la adecuación

de cada variable en el conjunto de datos. Estas medidas individuales complementan

la medida de adecuación global KMO, y proporcionan información detallada sobre la

contribución que cada variable hace a la estructura factorial. Los valores MSA se basan

en las correlaciones parciales de cada variable con las correlaciones parciales totales,

lo que refleja su capacidad para representar la estructura subyacente de los datos. El

uso combinado de valores MSA y KMO proporciona una evaluación completa de la

idoneidad de los datos para el análisis de estructuras. Estos valores ayudan a formarse

una idea más precisa de la estructura de los datos, especialmente para la toma de

decisiones relacionadas con el análisis de estructuras.

Las matrices de correlación y de covarianza parcial contienen los coeficientes de

correlación y las covarianzas parciales, respectivamente. La matriz de correlaciones

refleja las relaciones lineales entre las variables, mientras que la matriz de covarian-

zas parciales muestra las relaciones únicas tras controlar las influencias de las demás
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variables. Espećıficamente, los elementos diagonales de la matriz de correlaciones anti-

imagen representan la medida de adecuación MSA de la muestra para cada variable en

particular. La matriz de covarianza anti-imagen de la matriz V = (vij) viene determi-

nada por la ecuación 6.18.

vij =
r(ij)

r(ii)r(jj)
(6.18)

Los elementos de la matriz de covarianza anti-imagen V se calculan utilizando los

coeficientes de correlación parcial de la matriz de correlación R. Cada elemento vij

en la posición (i, j) de V representa la covariación espećıfica entre las variables i y j,

después de eliminar las influencias de las otras variables.

• Prueba de esfericidad de Bartlett

La prueba estad́ıstica de esfericidad de Bartlett es una herramienta crucial que per-

mite evaluar previamente la adecuación de los datos antes de proceder a la detección de

estructuras subyacentes. Además, el valor obtenido con esta prueba respalda los resul-

tados obtenidos con la medida KMO. En la ecuación 6.19 se resume el procedimiento

utilizado para su calculo.

χ2 = −
[
(n− 1)− 1

6
(2p+ 5)

]
· ln |R| (6.19)

El valor de χ2 en la prueba de esfericidad de Bartlett, a partir de la ecuación

anterior, permite evaluar si la matriz de correlaciones R es una matriz de identidad.

Donde n es el tamaño de la muestra y p el número de variables implicadas en el estudio.

En este contexto, cuando el valor χ2 es mayor que el valor cŕıtico y el p − valor

es menor que el nivel de significancia de 5% se rechaza la hipótesis nula H0. Esto

significa que las variables están correlacionadas y, por tanto, el análisis y la detección

de estructuras son adecuados para el conjunto de datos. En caso contrario, cuando el

valor χ2 es inferior al valor cŕıtico o el p−valor es mayor al nivel de significancia del 5%,

no se rechaza la hipótesis nula. Esto sugiere que las variables no están correlacionadas

y, por lo tanto, las variables evaluadas no son adecuadas para el análisis y la detección

de estructuras.

B. Función objetivo: Selección de variables para fortalecer estructuras

En el contexto de la selección óptima de variables para la construcción de estructuras

y la detección de patrones discriminativos, se utiliza un modelo de programación lineal
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entera mixta (MILP) con una función objetivo que busca maximizar la medida de

adecuación muestral KMO. La figura 6.8 resume, en la función objetivo, la inclusión

de las restricciones más importantes relacionadas con el tamaño de los subconjuntos

de variables observables fijas, disponibles y de elección. Estas restricciones aseguran

una selección precisa y eficaz de las variables y garantizan resultados fiables en la

construcción de estructuras.

KMO

Tamaño
m

Tamaño
b

Previo 

(ET)
•

Después 

(ET)
• Premio al riesgo

Previo 

(ET)
• Otras mediciones (n)

Subconjunto base (b)

MILP

Subconjunto 

de variables 

óp!mas

Variables predictoras

C(n, r)

r = m - b

n

i=1

Xi=m

XiVariables observables fijas

Variables observables disponibles Variables observables elegidas

Datos de operaciones                                                                          Datos de estructuras

Selección de variables

Figura 6.8: Selección óptima de variables para máximo KMO con modelo MILP.

Optimización de variables en un modelo MILP para maximizar la medida de adecuación
muestral KMO. Incluye variables de entrada, función objetivo y restricciones. La salida es
el subconjunto óptimo de variables seleccionadas. Las variables de entrada son predictores,
prima de riesgo y otras medidas. El modelo MILP selecciona el mejor subconjunto dentro
del espacio de combinaciones

(
n
r

)
, maximizando KMO para los tamaños m y b.

La ecuación 6.20 representa la función objetivo que maximiza el valor KMO al

seleccionar el subconjunto óptimo de variables observables Xi según restricciones de

tamaño en los subconjuntos de variables fijas (b), disponibles(n) y de elección (m).

Obsérvese que la función objetivo pretende maximizar el valor KMO seleccionando

el subconjunto óptimo de caracteŕısticas. Para garantizar que la maximización se

realiza con el mı́nimo número de variables, se incorpora la restricción adicional de que

la suma de las variables seleccionadas sea igual a m, según la restricción
∑n

i=1 xi =

m. Esto garantiza que el subconjunto evaluado tenga el tamaño deseado. Además,

al considerar un número fijo de variables (b) el modelo incorpora y selecciona sobre

esta base las variables que mejor contribuyen a la construcción de estructuras. Esto

demuestra que las variables complementarias, seleccionadas por el modelo, se eligen

en función de su contribución a la construcción de estructuras sobre la base de las
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variables fijas.

Maximizar: KMOXi
=

∑
i̸=j r

2
ij∑

i̸=j r
2
ij +

∑
i̸=j V

2∗
ij

sujeto a: Xi = b ∪ r
n∑
i=1

xi = m

m ∈ C(n, r)

C(n, r) = n!/(r! · (n− r)!)

r = m− b, r = {1, 2, 3, . . . , n}

m ≥ b

m ≤M, M = b+ n

det(Xi) ≥ u

u = 10−10

xi ∈ {0, 1} ,∀i
donde:

KMOXi
= valor KMO del subconjunto de variables xi evaluadas

b ∪ r = conjunto Xi que contiene los elementos de b y r

V ∗
ij = coeficientes de correlación anti-imagen (MSA)

rij = correlaciones originales entre variables i y j

KMO = medida de adecuación muestral de grupo: 0 ≤ KMO ≤ 1

MSA = medida de adecuación muestral de cada variable: 0 ≤MSA ≤ 1

xi = variable binaria de selección

i = 1 variable xi incluida en el subconjunto de evaluación

i = 0 variable xi no incluida en el subconjunto de evaluación

m = tamaño del subconjunto de variables a evaluar

C(n, r) = subespacio combinatorio de los conjuntos de variables a evaluar

M = tamaño máximo permitido del subconjunto de evaluación

n = número de variables disponibles

r = cantidad de variables adicionales para alcanzar el tamaño m

b = número de variables fijas en el subconjunto base

(6.20)
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De acuerdo con la ecuación 6.20 el modelo MILP esta formado por una función ob-

jetivo y restricciones espećıficas que se definen de acuerdo a los objetivos del problema.

Este modelo busca optimizar la estructura subyacente de un grupo de variables Xi

conformado por un subconjunto de variables fijas (b) y variables adicionales (r) nece-

sarias para formar un grupo de evaluación de tamaño m, donde r = m − b. Además,

el número total de variables disponibles para la formación de grupos es n.

• Restricciones de cumplimiento

El modelo de optimización esta sujeto al cumplimiento de las siguientes restricciones:

El subconjunto de variables seleccionadas (Xi) está compuesto por las variables fijas

(b) y las variables adicionales (r), tal como lo confirma la expresión Xi = b ∪ r.
La suma de todas las variables seleccionadas (xi) es igual al tamaño deseado del sub-

conjunto (m), donde
∑n

i=1 xi = m y b < m ≤ n.

El tamaño del subconjunto (m), dada su estructura combinatoria, pertenece al espacio

de los conjuntos de variables a evaluar (C(n, r)), de modo que m ∈ C(n, r).
La cantidad de variables adicionales (r) necesarias para alcanzar el tamaño deseado del

subconjunto (m), considerando las variables fijas (b) esta determinado por r = m− b.
El tamaño del subconjunto (m) debe ser mayor o igual al número de variables fijas (b)

de modo que m ≥ b. Además, el tamaño del subconjunto (m) esta condicionado al

tamaño máximo permitido (M) de forma que m ≤M , y M = b+ n.

El umbral de tolerancia fijado para que la matriz de datos (X)i se considere no singular

es (u), de forma que det(Xi) ≥ u, donde u = 10−10

Las variables de selección (xi) son binarias, es decir, pueden tomar valores de 1 o

0 cuando son y no son elegidas para la evaluación, respectivamente. De forma que

xi ∈ {0, 1} , ∀i
Las variables de selección (xi) son binarias, es decir, pueden tomar valores de 0 cuando

no son elegidas y 1 cuando son elegidas para la evaluación. De forma que xi ∈ {0, 1} , ∀i.

• Formación de grupos en el subespacio de combinaciones

Las estructuras latentes se construyen en grupos de tamaño m, compuestos por b

variables fijas y r variables observables seleccionadas de un conjunto de n variables

disponibles. Las variables fijas (b) se dividen en dos grupos. El primer grupo incluye las

variables predictoras, como el rendimiento medio del precio de cierre (x.V∗PT) y la pen-

diente de la linea de regresión de las variaciones de los precios de cierre (Sp.Vr∗CP.PT),
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tomadas 18 periodos antes del punto de inflexión (ET). El segundo grupo incluye medi-

das de tendencia (Sp.XP-EP) y prima de riesgo (GPL $ y RP%M[1]), tomadas después

del punto de inflexión (ET). El conjunto de variables disponibles (n) consta de 13 medi-

das tomadas antes del punto de inflexión (ET). Todas estas mediciones tomadas antes y

después de los puntos de inflexion (ET) se compilan en la matriz de datosA ⟨14770× 18⟩
(véase la tabla 5.3).

Los grupos de tamaño m se forman con variables observables fijas b y disponibles

n. Para cada grupo, se seleccionan r variables adicionales de entre las disponibles para

alcanzar el tamaño m. El número total de combinaciones posibles de r variables selec-

cionadas de un conjunto de n variables disponibles se calcula mediante la fórmula de

combinaciones C(n, r) como se ve en la ecuación 6.21. En consecuencia, para construir

grupos de tamaño m (de 6 a 18 variables observables), se itera sobre los valores de m

y se calcula r como la diferencia entre m y el número de variables fijas b. Este proced-

imiento iterativo crea los grupos correspondientes según el espacio de combinaciones

posibles C(n, r). Aśı, cada grupo de variables esta formado por las variables fijas b y

una combinación de r variables disponibles.(
n

r

)
=

n!

r! · (n− r)!
(6.21)

Tabla 6.4: Variables e Indices

Tamaño de Variables Variables Variables
C(n, r) Combinaciones

grupos (m) fijas (b) disponibles (n) adicionables (r)

6 5 13 1 C(13, 1) 13

7 5 13 2 C(13, 2) 78

8 5 13 3 C(13, 3) 286

9 5 13 4 C(13, 4) 715

10 5 13 5 C(13, 5) 1287

11 5 13 6 C(13, 6) 1716

12 5 13 7 C(13, 7) 1716

13 5 13 8 C(13, 8) 1287

14 5 13 9 C(13, 9) 715

15 5 13 10 C(13, 10) 286

16 5 13 11 C(13, 11) 78

17 5 13 12 C(13, 12) 13

18 5 13 13 C(13, 13) 1

Total 8568

La tabla 6.4 muestra las posibilidades de formar grupos de variables en función del

tamaño b < m ≤ n y del número de variables adicionales (r). Resumiendo los datos

del subespacio, la tabla representa todas las combinaciones posibles de variables para
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grupos de 6 a 18 variables. Cinco variables fijas (b) se mantienen en todos los grupos,

mientras que 13 variables (n) están disponibles para la selección. El valor de (r) vaŕıa

de 1 a 13, indicando el número de variables que pueden añadirse al subconjunto base

para alcanzar el tamaño del grupo. C(n, r) representa el número de combinaciones

posibles al seleccionar (r) variables de un conjunto de (n) variables disponibles.

Los datos de la tabla anterior revelan que el número de combinaciones posibles en el

subespacio de combinaciones para grupos de 6 a 18 variables es de 8568 subconjuntos

a evaluar. Obsérvese que a medida que aumenta el tamaño del grupo (m), también lo

hace el número de combinaciones posibles, que alcanza su máximo cuando (m) es igual

al número total de variables disponibles (n = 13). La combinación con el menor número

de variables adicionales (r = 1) tiene 13 posibilidades, mientras que la combinación con

el mayor número de variables adicionales (r = 13) sólo tiene una posibilidad. Estos

resultados proporcionan información valiosa sobre las opciones de formación de grupos

en función del tamaño y el número de variables adicionales.

La Figura 6.9 presenta los valores de KMO y MSA para diferentes tamaños de

grupo de variables, lo que permite evaluar el ajuste de los datos a diferentes estructuras

subyacentes en función del tamaño de los grupos.
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Figura 6.9: Efecto del tamaño de grupo en medidas de KMO y MSA.

Valores KMO y MSA para distintos tamaños de grupo. (a) Subespacio de combinaciones
de grupos de variables. (b) Valores máximos y mı́nimos de adecuación muestral. Grupos
más pequeños (6, 7 y 8 variables) con mejor ajuste y mayor capacidad para capturar la
estructura subyacente de los datos. Grupos más grandes requieren un análisis más detallado
para comprender su idoneidad.

El análisis del subespacio de combinaciones de la figura (6.9a) y la evaluación de
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los valores máximo y mı́nimo de KMO y MSA para cada tamaño de grupo de la figura

(6.9b) revelan resultados importantes. Puede observarse que, a medida que aumenta

el tamaño del grupo de variables, el valor máximo de KMO disminuye gradualmente.

Los grupos más pequeños (6, 7 y 8 variables) muestran un mejor ajuste del modelo en

comparación con los grupos más grandes. Esto puede indicar una estructura subyacente

más robusta o una mayor coherencia entre las variables seleccionadas para detectar y

validar los patrones discriminativos de las variables fijas.

Al analizar los valores medios de MSA, la Figura 6.9 muestra que son más altos

para los grupos más pequeños de 6, 7 y 8 variables. Esto indica que dichos grupos son

capaces de capturar mejor la estructura subyacente de los datos que los grupos más

grandes. En estas condiciones, es más probable que los grupos más pequeños revelen

patrones y relaciones relevantes entre variables en comparación con los grupos de mayor

tamaño.

Por otra parte, es importante señalar que los tamaños de grupo de 16, 17 y 18

variables muestran valores de KMO y MSA más bajos. Sin embargo, esto no im-

plica necesariamente que deban evitarse por completo, ya que cada tamaño de grupo

puede proporcionar información única. En estas condiciones, también seŕıa deseable un

análisis más detallado de estos grupos para comprender mejor la estructura subyacente

de los datos y determinar su idoneidad.

• Enfoques de selección de estructuras.

El subespacio combinatorio de variables ofrece 8568 combinaciones o grupos de

diferentes tamaños, que son útiles para detectar estructuras y validar patrones. El

modelo MILP mapea desde el subespacio combinatorio cada grupo de variables y evalúa

la adecuación muestral de los datos utilizando la medida KMO. El modelo selecciona

dentro de cada tamaño de grupo la estructura subyacente que produce los valores más

altos de KMO y MSA. La elección de los mejores grupos de variables, que representan

las mejores estructuras, son los más adecuados para confirmar los patrones discrimi-

nantes mediante el análisis GH-Biplot.

En este contexto, al considerar el subespacio combinatorio de variables para difer-

entes tamaños de grupo, se pueden identificar tres tipos diferentes de soluciones en

relación con la elección de la estructura subyacente que se va a estudiar.

El primer enfoque de solución se centra en la selección y el análisis de los grupos

con los mejores resultados, concretamente los de menor tamaño (6, 7 y 8 variables)

con los valores más altos de KMO y MSA. Estos grupos representan una combinación
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óptima de variables que se ajusta mejor a los datos. Por lo tanto, son especialmente

adecuados para evaluar las estructuras subyacentes, explorar y visualizar las relaciones

entre variables y desvelar patrones discriminantes mediante el análisis GH-Biplot.

El segundo enfoque de solución es aplicable cuando se conocen de antemano el

tamaño del grupo, las variables fijas y las posibles variables que se incluirán en el

análisis. En este caso, tomando como referencia el subespacio de combinaciones con

los tamaños de grupo que han mostrado los mejores resultados (por ejemplo, grupos

de 6, 7 y 8 variables), se configura el grupo con el conjunto espećıfico de variables

fijas y las variables de interés. A continuación, se evalúa la estructura subyacente y

se compara con los mejores conjuntos. Este enfoque proporciona información valiosa

sobre la estructura analizada en comparación con las configuraciones que producen

mejores resultados.

El tercer enfoque de solución se basa en seleccionar una estructura que haya ex-

perimentado mejoras significativas en comparación con una estructura base inicial. La

estructura base (b) se define mediante la ecuación 6.22, que determina el tamaño del

conjunto de variables (m). En este enfoque, la estructura base se mejora añadiendo un

subconjunto de variables (r) que optimicen la estructura. Si la adición de variables no

consigue la mejora requerida (evaluada por el valor KMO), se mantiene la estructura

base sin incluir variables adicionales.

n∑
i=1

xi = m

m(b+r), si KMO(b+r) > KMO(b)

m(b), si KMO(b+r) ≤ KMO(b)

(6.22)

Esta ecuación establece que la suma de las variables (xi) determina el tamaño del

grupo (m). Si la mejora de la estructura, medida por el valor KMO, es significativa al

añadir el subconjunto de variables (r) a la estructura base (b), se selecciona el tamaño

de grupo m(b+r). En caso contrario, se mantiene el tamaño de grupo m(b). Este enfoque

permite obtener una estructura mejorada considerando cuidadosamente la adición de

variables.

En términos generales, el primer enfoque de solución se basa en la selección de

estructuras óptimas utilizando criterios espećıficos y bien definidos. El segundo enfoque

consiste en elegir una estructura basándose en una selección previa de variables de

interés. Por último, el tercer enfoque se centra en la mejora de la estructura existente

mediante la inclusión de variables adicionales o el mantenimiento de la estructura base

utilizando criterios de mejora establecidos.
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6.4 Selección de caracteŕısticas

Desde un enfoque estad́ıstico exploratorio - confirmatorio, en esta sección se describe

el procedimiento utilizado para identificar y seleccionar los determinantes que explican

mejor la acción del precio y ayudan a clasificar y predecir el movimiento direccional del

tipo de cambio euro-dólar. La sección consta de tres apartados. El apartado 6.4.1 ofrece

una descripción general del proceso de selección de caracteŕısticas. El apartado 6.4.2

detalla el procedimiento utilizado para seleccionar variables predictoras independientes

con alto poder discriminante. El apartado 6.4.3 describe en detalle el procedimiento

utilizado para determinar el potencial discriminante de las variables seleccionadas.

6.4.1 Generalidades del proceso de selección

El poder predictivo de un modelo de clasificación depende de las variables predictoras

seleccionadas y del proceso de selección. La inclusión de variables irrelevantes afecta

negativamente el rendimiento del modelo. Para abordar este problema, se utiliza un

enfoque estad́ıstico exploratorio-confirmatorio basado en las diferencias multidimen-

sionales entre movimientos alcistas y bajistas. Este enfoque ayuda a identificar y con-

firmar la efectividad de las variables responsables de la separación de estas estructuras

de agrupación.

La metodoloǵıa propuesta se utiliza para identificar y seleccionar los determinantes

del movimiento del tipo de cambio euro-dólar a partir de una matriz de datos multivari-

ante A ⟨i× j⟩. En esta matriz, i representa los movimientos de tendencia basados en

puntos de inflexión (ET) a los que p variables numéricas observables xj = (x1, ..., xp) se

miden. La distinción entre grupos se realiza mediante una variable categórica definida

por el vector de datos ẏ = {0, 1}, donde 0 indica ”Movimiento Tendencial Alcista” y

1 indica ”Movimiento Tendencial Bajista”. El proceso de selección busca identificar el

subconjunto de predictores x̂j, formado por p variables independientes, que es mejor

que xj, siguiendo la condición (x̂j ⊂ xj) y (xj > x̂j). El resultado es una nueva matriz

A
′
con dimensiones Ri×ĵ, donde ĵ < j.

La función de maximización de la ecuación 6.23 evalúa las variables xj de la ma-

triz de datos A. Los vectores βj representan los coeficientes, y las matrices L y T

corresponden a las matrices de covarianza.

Maximizar: Z =
β⊤
j Lβj

β⊤
j Tβj

(6.23)
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La función Z evalúa las variables xj utilizando la matriz de datos A e intenta

maximizar la variabilidad entre grupos en relación con la variabilidad total. Esto se

consigue seleccionando un subconjunto de variables xj. La covarianza total T = K+L,

se compone de las covarianzas dentro del grupo y entre grupos. βj es el vector de

coeficientes de la función discriminante que evalúa las variables observables xj. De

este modo, el subconjunto de predictores elegibles x̂j es el que mejor contribuye a

la diferenciación entre grupos, tiene el mayor poder discriminante y ofrece el mejor

rendimiento predictivo. Además, la selección de las caracteŕısticas más fehacientes se

valida realizando pruebas de significación estad́ıstica. Estos predictores se utilizan en

la construcción del modelo de clasificación.

6.4.2 Proceso de selección de variables

Este proceso consta de tres etapas: cribado de variables observables, evaluación del

potencial discriminante y selección de variables predictoras independientes, como se

ilustra en la Figura 6.10.

 Colección de datos                       Selección de características                                      Análisis estadístico

Variables observables

Cribado inicial

   Evaluación 

 del potencial 

discriminante

Selección de variables

      independientes

Análisis ANOVA de una vía

Estadístico Lambda de Wilks

Prueba de homogeneidad

              de varianzas

Coe!ciente de correlación

               de Pearson

Figura 6.10: Procedimiento para la selección de caracteŕısticas.

Procedimiento propuesto para identificar y seleccionar variables predictoras independientes
con mayor poder discriminante. Método basado en un enfoque estad́ıstico de tipo explorato-
rio - confirmatorio. Este procedimiento se resume en tres etapas: (1) Cribado inicial de
variables observables. (2) Evaluación del potencial discriminante y (3) Selección de variables
predictoras independientes.

En primer lugar, se mide la capacidad que tiene una variable para diferenciar entre

grupos. Este criterio es lo que hace que una variable candidata sea potencialmente
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elegible. Este criterio se detecta mediante un análisis ANOVA de una v́ıa. El número

de variables candidatas se reduce con esta selección inicial. En segundo lugar, se iden-

tifican los predictores que mejor contribuyen a la separación entre grupos mediante el

estad́ıstico Lambda de Wilks. El potencial discriminante de cada variable candidata

se mide mediante este criterio. La prueba de homogeneidad de varianzas de Levene

valida la prueba de igualdad de medias de grupo y reduce el número de variables eleg-

ibles detectadas con el estad́ıstico Lambda de Wilks. Por último, la asociación entre

variables elegibles se mide con el coeficiente de correlación de Pearson. Los predic-

tores que pueden causar problemas de multicolinealidad se descartan de la formulación

del modelo. Las variables que se dejan fuera del análisis, no mejoran la separación

de los grupos, no aportan información al modelo y, por lo tanto, se excluyen de los

procedimientos posteriores.

6.4.3 Potencial discriminante de variables elegibles

En relación con el proceso que se muestra en la Figura 6.10, el segundo momento se

basa en el método de selección por pasos. Esto ayuda a identificar, estad́ısticamente,

las variables explicativas que tienen un fuerte poder discriminativo y proporcionan el

mejor rendimiento en la construcción de modelos de clasificación. Este procedimiento

estad́ıstico es un método iterativo en el que las variables de estudio se analizan in-

dividualmente hasta obtener un subconjunto de variables elegibles x̂j. El estad́ıstico

LambdadeWilks y el valor del estad́ıstico asociado, F de Snedecor, se utilizan para

determinar el potencial discriminante de cada variable y el subconjunto de variables

elegibles x̂j. Los atributos con valores F de Snedecor grandes contribuyen a la sepa-

ración de las medias de los grupos y, por tanto, discriminan mejor. Por el contrario,

los valores más bajos no discriminan debido a atributos con grupos muy espaciados

y datos muy dispersos. El procedimiento comienza calculando, para cada variable de

análisis, los valores F de Snedecor de inclusión Fε y de eliminación Fr dados por las

ecuaciones (6.24) y (6.25), como sigue:

Fε =

(
f̌ − ě

)
(n− q − g)

ě (g − 1)
(6.24)

Fr =

(
ě− f̌

)
(n− q − g + 1)

f̌ (g − 1)
(6.25)

Donde ě es la matriz de sumas de cuadrados y productos cruzados dentro de los
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grupos, f̌ es la matriz de sumas de cuadrados y productos cruzados totales, q corres-

ponde al grupo de variables incorporadas en el análisis, g es el número de grupos, n es

el número de observaciones.

Las variables con niveles de inclusión superiores al valor F para entrar (Fε = 3.84)

entran en el subconjunto, de variables elegibles x̂j, y las variables con valores de re-

moción inferiores al valor F de eliminación (Fr = 2.71) salen del análisis. El proceso

se repite hasta que no haya variables candidatas para eliminar. Si la tolerancia de

la variable de análisis cae por debajo de la tolerancia especificada (0.001), la variable

no es elegible. La tolerancia ψi puede escribirse como ψi = (1−R2). La tolerancia

se entiende como el porcentaje de varianza no explicada entre la variable analizada

y las variables incluidas. El valor disminuye drásticamente si las variables están cor-

relacionadas, mientras que producirá pequeñas variaciones cuando las variables son

independientes.

El modelado del poder discriminante de la función lineal se realiza en función de

algunas o todas las p variables elegibles x̂j. El estad́ıstico Lambda de Wilks es el

criterio de referencia utilizado para evaluar el poder discriminante de las variables

utilizadas en el modelo. Este criterio contrasta la dispersión de las instancias dentro

de los grupos y la dispersión de los datos sin distinguir entre grupos. Su cálculo se da

en la ecuación (6.26). Cuanto más se aproxime el valor a cero, mayor será el poder

discriminante de las variables analizadas, mientras que si el valor se aproxima a uno,

menor será el poder discriminante.

Λ =
|K|
|T|

(6.26)

El estad́ıstico Lambda de Wilks (Λ) se define como la razón entre la determinante

de la covarianza dentro del grupo (|K|) y la determinante de la covarianza total (|T|),
donde T = K + L. Mediante pruebas de significación estad́ıstica, se identifican las

variables elegibles (x̂j) que, desde una perspectiva estad́ıstica y de análisis técnico,

explican el origen de una nueva tendencia basada en el proceso de culminación del

movimiento anterior. Estos predictores elegibles proporcionan valor explicativo, mejo-

ran la interpretación de los resultados y contribuyen a la formulación de modelos de

predicción más precisos e interpretables

En notación matricial T = K + L es la covarianza total, con K y L como las

covarianzas dentro del grupo y entre grupos. Λ es el estad́ıstico Lambda de Wilks.

Finalmente, el uso de pruebas de significación estad́ıstica facilita la identificación del
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subconjunto de variables elegibles x̂j que, por su validez estad́ıstica y desde el punto de

vista del análisis técnico, ayudan a explicar el origen de una nueva tendencia en función

del proceso de culminación del movimiento anterior. Además de esta connotación, los

predictores elegibles x̂j son más útiles porque aportan valor explicativo a los resultados

obtenidos y contribuyen a la formulación de modelos de predicción interpretables y más

precisos.

6.5 Análisis multivariante de estructuras

GH−Biplot es un método de análisis multivariante útil para representar e inspec-

cionar grandes matrices de datos [561]. Esta técnica de análisis es un enfoque alter-

nativo al método original introducido por Gabriel [562] que mejora la calidad de la

representación de las observaciones (puntos) y variables (vectores) en el mismo sistema

de referencia de dimensiones reducidas. En este trabajo, el análisis GH−Biplot se

utiliza para detectar estructuras y describir las relaciones subyacentes entre las vari-

ables observables seleccionadas x̂j y los factores que las explican. Aśı, el análisis

permite sugerir, en función de la estructura de los datos y de la capacidad discrimi-

nante de las variables predictoras seleccionadas, la conveniencia de formular un modelo

discriminante.

En la Figura (6.11a), la matriz de datos multivariante B ⟨i× j⟩ después de la des-

composición de valor singular (SV D) se aproxima a la matriz B ∼= UDVT , donde, U y

V son matrices ortogonales, y D = (λ1, ..., λJ) contiene los valores singulares. En con-

secuencia, G es la matriz U, y H la matriz de las dos primeras columnas del producto

VD. Aśı, esta técnica con la adecuada selección de marcadores, ði = (ði, ..., ðn) para
las unidades de análisis(ET) y hj = (hj, ..., hn) para las variables, permite representar

simultáneamente en el mismo espacio observaciones (puntos) y variables (vectores).

La Figura (6.11b) muestra la representación gráfica y las reglas de interpretación de

un análisis biplot. Aunque el análisis GH−Biplot se utiliza espećıficamente para la

detección y estudio de patrones y relaciones de covariación entre variables, este análisis

se sirve de las siguientes reglas de interpretación: la longitud de cada vector representa

la variabilidad de las medidas; los ángulos formados entre variables determinan el nivel

de covariación o correlación; y los ángulos formados entre variables y factores se entien-

den como la relación o contribución de cada variable al factor. Sin embargo, aunque

este tipo de análisis no se centra en el estudio de las relaciones entre observaciones y

variables, la distancia entre unidades de análisis (ET) se interpreta como una medida
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de similaridad y la proyección ortogonal de cada observación sobre el cuerpo del vector

determina el orden de la medida en la matriz original.
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(a) Tipologías de Biplots                                                                           (b) Análisis Biplot

Disimilaridad

Proyección

Magnitud

Contribución

Covariación
Eje 1

Eje 2

Figura 6.11: Estructura del análisis GH− Biplot.

(a) Tipoloǵıas del análisis biplot. (b) Representación gráfica y reglas de interpretación de
un análisis biplot. El análisis GH− Biplot es apropiado para la detección de relaciones
de covariación entre variables. Los ejes factoriales comparten la variabilidad común de las
variables observadas. Los puntos de inflexión (ET) se etiquetan como puntos ði, las variables
y los ı́ndices son los vectores etiquetados como hj.

6.6 Análisis discriminante

El análisis discriminante es una técnica estad́ıstica multivariante introducida por Fisher

[458]. Permite modelar y predecir, sobre una variable dependiente categórica, la

pertenencia a un grupo en función de un conjunto de variables cuantitativas inde-

pendientes. La violación de supuestos y la limitación en el cumplimiento de requisitos

pueden distorsionar los resultados y las interpretaciones. Para superar estas dificul-

tades, se construye, valida y evalúa la función discriminante lineal a partir de la matriz

de datos Z ⟨i× j⟩ formada por i momentos de análisis (en los que cambia la dirección

de la tendencia precedente) sobre los que se miden p variables predictoras elegidas

x̂j = (x̂1, ..., x̂p). El grupo de pertenencia corresponde al inicio de la dirección del

movimiento futuro y se define mediante el vector de etiquetas ẏ = {0, 1}, donde 0 =

Movimiento Tendencial Alcista CU, y 1 = Movimiento Tendencial Bajista CD. El vec-

tor de datos ẏ se divide en y̌g grupos con g = {1, ...G}, donde, y̌g denota el gth grupo
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de tamaño ng, tal que y̌g = {y̌1, y̌2}. πg = π1 = π2 = 1/2 es la probabilidad a priori de

pertenencia de cada caso al grupo y̌g. En consecuencia, la función lineal expresada en

la ecuación (6.27) es la que mejor discrimina entre movimientos alcistas y bajistas.

y(X̂) = β⊤
j X̂j + β0, (6.27)

donde y(x̂) es la puntuación discriminante. βj es el vector de pesos o coeficientes

discriminantes. x̂j son las variables independientes seleccionadas y β0 es una constante.

La función (6.27) se puede escribir como la ecuación (6.28)

y(x̂) = β0 + β1x̂1 + β2x̂2. (6.28)

Los criterios de clasificación disponibles para la asignación de casos son múltiples,

sin embargo, en este trabajo se emplean las funciones de clasificación de Fisher y(x̂g)

derivadas de la ecuación principal (6.28). Para cada grupo g se extrae una función, aśı

y(x̂U) y y(x̂D) discriminan entre movimientos alcistas CU y bajistas CD, respectiva-

mente. Los coeficientes de estas funciones se obtienen suponiendo normalidad bivari-

ante para el subconjunto de predictores x̂j, máxima verosimilitud e iguales probabili-

dades a priori para y̌g. El vector de coeficientes de cada función de clasificación viene

determinado por la ecuación (6.29).

y(x̂g) = ¯̂x⊤jgS
−1x− 1

2
¯̂x⊤jgS

−1 ¯̂xjg + ln (πg) , (6.29)

donde ¯̂x⊤jg es el vector transpuesto de las medias de las variables predictoras x̂j

del grupo g. S es la matriz de covarianza intra-grupo combinada, x es el nombre de

las variables independientes elegidas, πg es la probabilidad a priori de pertenencia al

grupo g. La clasificación de cada observación i se hace en función de la puntuación

discriminante obtenida y(x̂). El modelo asigna el caso al grupo que obtiene la mayor

puntuación discriminante. La regla que asigna los casos al grupo de pertenencia se

resume a continuación:

Si y(x̂U) ≥ y(x̂D) entonces y(x̂U) pertenece a CU.

En caso contrario, si y(x̂U) < y(x̂D) entonces y(x̂D) pertenece a CD,

donde y(x̂U) es la función lineal alcista, y(x̂D) es la función lineal bajista, CU y CD

son las etiquetas de identificación de grupo según movimientos alcistas y bajistas.

Las medidas de bondad de ajuste indican la capacidad del modelo para ajustarse

al conjunto de datos. El análisis de estos resultados puede revelar discrepancias entre
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valores observados y esperados por el modelo. La varianza explicada, la correlación

canónica y la prueba de funciones son las medidas de bondad de ajuste más utilizadas.

La varianza total explicada se debe a los primeros valores propios asociados a cada

una de las funciones discriminantes extráıdas. Aśı, las m funciones discriminantes

yi = (y1, ..., ym), donde m = Min (g − 1, x̂j) son linealmente independientes y llevan

asociado un valor propio λ que indica la proporción de la varianza total explicada por

esa función. Para una única función discriminante m = 1, sólo hay un valor propio

distinto de cero λ1. La proporción de varianza explicada por la función yi con respecto

a la varianza total explicada por las funciones extráıbles ym esta determinada por la

expresión ϖ(yi) de la ecuación (6.30)

ϖ(yi) =
λi∑m
i=1 λi

, (6.30)

obsérvese que en el denominador de la ecuación (6.30) está la suma de todos los

valores propios λi, correspondientes a la varianza total explicada por todas las funciones

discriminantes ym. En el numerador se encuentra el valor propio λi asociado a la función

discriminante de análisis yi.

La correlación canónica es una medida de la eficacia del poder discriminante de

una función y proporciona información valiosa cuando la diferenciación se hace entre

dos grupos. Una vez más, la efectividad de la función se conoce a partir de los valores

propios extráıdos. La correlación canónica mide el porcentaje de la varianza total

que en la i-ésima función yi está siendo explicada por la diferencia entre grupos. En

consecuencia, la i-ésima función yi es más discriminante cuanto más cercana a uno sea

la correlación canónica. Este valor se obtiene a partir de (6.31)

C (yi) =

√
λi

1 + λi
, (6.31)

donde, C (yi) es la correlación canónica de la función discriminante yi, λi es el

autovalor asociado a la función discriminante yi.

Finalmente, la prueba de funciones evalúa en el modelo construido la capacidad

de diferenciación entre grupos. La significación global de la función discriminante se

obtiene mediante el estad́ıstico de contraste Lambda de Wilks de la ecuación (6.32).

Donde λi es el autovalor de la función discriminante lineal. La función lineal discrimina
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más entre grupos cuando el estad́ıstico Lambda de Wilks está más próximo a cero.

Λ =
1

1 + λi
. (6.32)

6.7 Evaluación de desempeño del modelo

En esta fase se evalúa el poder predictivo del modelo de clasificación. Luego de entrenar

la función discriminante lineal, el modelo se utiliza para clasificar la dirección del

movimiento futuro del tipo de cambio euro-dólar. Sustituyendo las medidas de las

variables predictoras x̂j en la función discriminante y(x̂), se predice, a corto plazo, la

dirección que tomará el movimiento del tipo de cambio euro-dólar. El desempeño del

modelo se evalúa utilizando cuatro muestras adicionales, OOS1, OOS2, OOS3 y OOS4,

que capturan información de diferentes condiciones de mercado y horizontes temporales

en un marco temporal de 15 minutos. Los ı́ndices de rendimiento utilizados para medir

el poder predictivo del modelo se describen con más detalle en la sección (7.2). El uso

de medidas de rendimiento y de datos adicionales permiten una evaluación objetiva y

comparativa del modelo con otros enfoques en términos de generalización, precisión e

interpretabilidad.
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7. Configuración de experimentos
Teniendo en cuenta la naturaleza de los datos y su disposición asimétrica y leptocúrtica,

la metodoloǵıa propuesta está diseñada para reducir el sesgo natural de los datos y dar

fiabilidad a las interpretaciones. Para ello, se extrae y prepara un subconjunto de

los datos. Los casos son independientes, los predictores y los grupos asumen una

distribución normal multivariante, las matrices de varianza-covarianza intragrupo son

iguales y la pertenencia de cada caso a un grupo determinado es excluyente.

La identificación de los determinantes del movimiento direccional del tipo de cambio

euro-dólar debido al cambio de ”régimen de mercado” se aborda como un problema de

selección de caracteŕısticas observables [563] y la distinción entre grupos se realiza con

una única variable categórica compuesta por dos clases (tendencia alcista y tendencia

bajista).

La predicción de la dirección del tipo de cambio se aborda como un problema de

clasificación de aprendizaje supervisado. La formulación del modelo de clasificación se

realiza a partir de los datos muestreados y las variables seleccionadas. La evaluación

del rendimiento del modelo de clasificación se realiza con cuatro muestras de datos

adicionales. Por lo tanto, para validar la eficacia de los resultados obtenidos en todos

los experimentos, la metodoloǵıa propuesta utiliza un enfoque interpretativo basado en

la potencia estad́ıstica de las pruebas paramétricas y la fiabilidad de los resultados.

Durante la fase experimental, seis consideraciones técnicas clave influyen significa-

tivamente en la calidad de los resultados obtenidos con la metodoloǵıa propuesta: (i)

Garantizar la calidad de los datos manteniendo la precisión y la coherencia, especial-

mente en las actividades cŕıticas durante la fase de preparación. (ii) Utilizar variables

discriminantes que diferencien eficazmente entre observaciones. (iii) Las categoŕıas de

la variable dependiente deben ser relevantes en número, independientes y significativa-

mente discriminantes. (iv) La eficacia del proceso de selección de variables predictoras

debe ser demostrable y observable mediante el análisis de estructura GH-Biplot. (v)

La integración de estas soluciones parciales en un modelo de clasificación debe refle-

jarse con valores de alto rendimiento. Por último, (vi) Las pruebas de significación
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estad́ıstica deben respaldar la generalización, la validez de las interpretaciones y las

conclusiones realizadas sobre el modelo.

La biblioteca PyCaret [564] de aprendizaje automático y de código abierto se utilizó

en el entorno notebook de Python (3.9.5) [565] para la preparación de datos y la

implementación de modelos. Los programas IBM SPSS Statistics for Windows, Versión

27.0. (IBM Corp. Released, 2019) [566] y RStudio Team (2021) [567] se utilizaron para

el análisis estad́ıstico. El software MultBiplot [568] se utilizó para el análisis GH-Biplot

y la visualización de datos multivariantes. El paquete MVN [569] en código R se utilizó

para evaluar los supuestos de normalidad multivariante y univariante y proporcionar

la evidencia gráfica. Los experimentos se realizaron en un equipo Intel(R) Xeon(R)

Silver 4110 CPU @ 2.10Ghz (2 Procesadores) con 32 Gb en RAM a 64-Bits.

7.1 Entrenamiento, validación y evaluación

La muestra de análisis consta de 125 observaciones divididas en dos subconjuntos, uno

de entrenamiento y otro de evaluación. Es importante señalar que el tamaño de estos

subconjuntos debe ser suficientemente grande y representativo para que el modelo

aprenda, generalice y evalúe con precisión su rendimiento. Sin embargo, no existe

una solución estándar única que defina su tamaño espećıfico, ya que puede variar en

función del contexto. Para realizar el análisis, los casos se seleccionan aleatoriamente,

aproximadamente el 70% de los movimientos alcistas y bajistas se utilizan para crear

el modelo (conjunto de entrenamiento) y con los mismos casos se hace la validación

cruzada del mismo. Los casos restantes, aproximadamente el 30% de los movimientos

tendenciales, se reservan para validar el rendimiento del modelo, garantizando aśı una

evaluación imparcial.

En la evaluación del poder predictivo del modelo se utilizan cuatro conjuntos de

datos adicionales. El conjunto OOS3 consta de 1748 movimientos de tendencia confir-

mados en un marco temporal semanal a largo plazo, mientras que los conjuntos OOS1,

OOS2 y OOS4 constan de 6581, 1645 y 2336 movimientos de tendencia, respectiva-

mente, medidos en un marco temporal de 15 minutos. Estos conjuntos abarcan un

horizonte temporal de 24 años desde la introducción del euro, lo que permite evaluar

exhaustivamente la capacidad de generalización y la precisión del modelo.

La Tabla 7.1, proporciona los valores de los parámetros utilizados en la realización

de los experimentos, incluyendo las especificaciones técnicas de los criterios utilizados

en el proceso de selección de caracteŕısticas, el análisis discriminante, aśı como el
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tamaño de los conjuntos de datos utilizados en el análisis. En el proceso de selección

de caracteŕısticas, los valores por defecto asignados para Tolerancia (ψi), los niveles de

entrada (Fε = 3.84) y remoción (Fr = 2.71), en la evaluación de atributos, son los que

producen el mejor rendimiento.

Tabla 7.1: Valores de parámetros

aParámetros Criterios Descripción

Selección de caracteŕısticas:

F-Snedecor (inclusión) Fε = 3.84 Umbral para variable de entrada

F-Snedecor (remoción) Fε = 2.71 Umbral para remoción de variables

Tolerancia mı́nima ψ = 0.001 Valor para entrar en el análisis

Análisis discriminante:

Probabilidades iguales πg = 0.50 Definición coeficientes funciones

Matriz de covarianza Intra-grupos iguales Clasificación de casos

Validación cruzada Dejando uno fuera Clasificación validación cruzada

Conjuntos ET para el análisis:

Entrenamiento: (70%) 87/125 instancias Casos usados para crear el modelo

Validación cruzada: (70%) 87/125 instancias Casos validados de forma cruzada

Evaluación: (30%) 38/125 instancias Casos usados para evaluar el modelo

Fuera de muestra (OOS):

OOS1: 1999-2005 6581 instancias Movimientos alcistas y bajistas

OOS2: 2006-2020 14645 instancias Movimientos en canal bajista

OOS3: 2006-2020 1748 instancias Movimientos en canal bajista

OOS4: 2021-2023 2336 instancias Movimientos alcistas y bajistas

aValores de los parámetros utilizados en todos los experimentos. Estas asignaciones han mostrado
el mejor rendimiento en términos de precisión durante el entrenamiento, la validación y la evaluación
del rendimiento del modelo de clasificación.

7.2 Medidas de desempeño

El desempeño del modelo de clasificación se mide en función de los resultados dados en

la Tabla 7.2. La matriz confusión está formada por cuatro categoŕıas. En la diagonal

principal se ubican las observaciones clasificadas correctamente por el modelo. Están

los Verdaderos Positivos TP que es el número de observaciones clasificadas correcta-

mente como movimientos alcistas y los Verdaderos negativos TN que es el número de

casos clasificados correctamente como movimientos bajistas. En la diagonal opuesta

están los casos clasificados incorrectamente por el modelo. Los Falsos Positivos FP es

el número de movimientos bajistas incorrectamente clasificados como alcistas y los Fal-

sos Negativos FN es el número de movimientos alcistas que se clasifican erróneamente
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como bajistas.

Tabla 7.2: Matriz confusión.

Predicciones / Actuales Positivos Actuales Negativos Actuales Total

Predicción Positiva (PP) Verdaderos Positivos (TP ) Falsos Positivos (FP ) PP = TP + FP

Predicción Negativa (PN) Falsos Negativos (FN ) Verdaderos Negativos (TN ) PN = FN + TN

Total PA = TP + FN NA = FP + TN PA + NA = PP + PN

Si bien no existe un consenso general sobre el uso eficaz de una medida de rendimiento

concreta, Exactitud es una de las métricas más utilizadas para evaluar el rendimiento

de los modelos a la hora de clasificar nuevas observaciones. La ecuación (7.1) mide la

proporción de observaciones que el modelo clasifica correctamente:

Exactitud =
TP + TN

FP + TP + TN + FN
. (7.1)

La media geométrica G−mean es una medida de desempeño que se emplea cuando

los grupos están desequilibrados [570]. La ecuación (7.4) mide la media geométrica del

ratio de aciertos positivos (Sensibilidad) y el ratio de aciertos negativos (Especificidad).

Sensibilidad y Especificidad se miden a partir de las ecuaciones (7.2) y (7.3) respecti-

vamente.

Sensibilidad =
TP

TP + FN
, (7.2)

Especificidad =
TN

FP + TN
, (7.3)

Exactitud G−mean =
√
Sensibilidad · Especificidad. (7.4)

El valor predictivo positivo, también denominado Precisión, es el ratio que se com-

puta entre el número de casos clasificados como verdaderos positivos y el número total

de casos positivos. La ecuación (7.5) define su cálculo.

Precisión =
TP

FP + TP
. (7.5)
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Puntuación F1 es la media armónica de Sensibilidad y Precisión. Esta medida es útil

para comparar la calidad de la predicción entre modelos y puede ser interpretada como

una función de recuentos de verdaderos positivos, falsos negativos y falsos positivos

[571]. La ecuación (7.6) muestra la forma de cálculo.

F1 =
2 · Sensibilidad · Precisión
Sensibilidad+ Precisión

. (7.6)

El estad́ıstico Kappa de Cohen se calcula a partir de la ecuación (7.7). Es útil en

la construcción de modelos y sirve para saber si el modelo formulado es mejor, igual

o peor que un modelo aleatorio [572]. Note que el estad́ıstico Kappa se computa en

función de una tasa denominada Ĺınea base. Este ı́ndice define un punto de referencia

para la comparación de modelos y se calcula con la expresión (7.8).

Kappa =
Exactitud− Ĺınea base

1− Ĺınea base
, (7.7)

donde:

Ĺınea base =
(PP · AP )

(PP + PN)2
+

(PN · AN)

(AP + AN)2
. (7.8)

Coeficiente de correlación de Matthews (MCC) es un ı́ndice estad́ıstico robusto

que proporciona una medida más confiable del rendimiento del modelo de clasificación.

Produce puntuaciones más altas sólo cuando las predicciones son correctas en las cuatro

categoŕıas de la matriz confusión [544]. Se calcula como se muestra en la ecuación (7.9):

MCC =
TP · TN − FP · FN√

(TP + FP ) · (TP + FN) · (TN + FP ) · (TN + FN)
(7.9)

219





Parte IV

Discusión de resultados
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8. Resultados y discusión
En este caṕıtulo se presentan y analizan los resultados de la metodoloǵıa descrita en

la Figura 6.1. Se abordan cuatro áreas concretas: selección de atributos con alto

poder discriminante e independientes (Sección 8.1), análisis multidimensional de las

diferencias entre los movimientos de tendencia (Sección 8.2), construcción, validación

y evaluación de un modelo de clasificación para predecir a corto plazo la tendencia del

par euro-dólar (Sección 8.3), y evaluación del rendimiento del modelo utilizando datos

fuera de muestra y comparación con otros enfoques de previsión (Sección 8.4).

8.1 Selección de caracteŕısticas

El proceso de selección de caracteŕısticas desempeña un papel crucial en la construcción

de modelos de clasificación interpretables y precisos. En la Tabla 5.3 se resumen las

variables e ı́ndices que capturan la información previa al cambio de régimen de mercado

en los puntos de inflexión (ET). En cuanto a las 15 primeras métricas, que son objeto

de análisis en esta sección, no se conocen a priori las variables más eficaces para la

construcción de modelos de clasificación. No todas son útiles y significativas en el

proceso de discriminación de la dirección de la tendencia del tipo de cambio euro-

dólar. La importancia de las variables no solo radica en la significación estad́ıstica que

cada una aporta en la diferenciación entre tendencias sino en su precisión y capacidad

explicativa para la interpretación del problema de estudio. Teniendo en cuenta este

contexto, la identificación y selección de las variables predictoras que mejor contribuyen

a la diferenciación entre movimientos tendenciales alcistas y bajistas se realiza en tres

pasos, utilizando la matriz de datos multivariantes A.

8.1.1 Evaluación de la contribución de cada predictor

La prueba de igualdad de medias de grupo define el potencial que cada variable pre-

dictora tiene en la diferenciación de grupos antes de participar en la formulación del

modelo. La evaluación de la contribución que cada variable aporta en la diferenciación
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de grupos permite reconocer las variables predictoras que deben ser consideradas en

el estudio. La prueba de igualdad de medias entre grupos referida en la Tabla 8.1

contrasta la H0 sobre igualdad de medias entre grupos. Según análisis ANOVA de

una v́ıa y con un valor de significación superior al 5%, se acepta la H0 sobre igualdad

de medias entre grupos. Las variables resaltadas en gris no tienen el potencial para

discriminar entre movimientos tendenciales alcistas y bajistas, y por tanto, no deben

ser consideradas en el estudio.

Tabla 8.1: Análisis ANOVA de una v́ıa

Medida
Suma de aDf Media Estad́ıstico

P-Valor
Cuadrados Df1 Df2 Cuadrática F

x.V∗PT 0.00 1 14768 0.00 16856.79 0.000

Sp.Vr∗CP.PT 0.00 1 14768 0.00 5001.01 0.000

s.Vr.Vo.PT 1.80 1 14768 1.80 1.17 0.279

x.Vr.Vo.PT 0.07 1 14768 0.07 0.67 0.412

Sp.Vr.Vo.PT 0.00 1 14768 0.00 0.05 0.830

Sp.Vo.PT 24.89 1 14768 24.89 0.01 0.905

s.V.PT 0.00 1 14768 0.00 5.50 0.019

Sp.CP.PT 0.00 1 14768 0.00 11645.00 0.000

Sp.Vr.HL.PT 0.00 1 14768 0.00 0.16 0.688

Sp.Vr.CO.PT 0.04 1 14768 0.04 0.19 0.667

s.Vr.RSI.PT 10.41 1 14768 10.41 1962.97 0.000

Sp.Vr.RSI.PT 0.09 1 14768 0.09 1500.26 0.000

Dv.CP-RSI.PT 0.06 1 14768 0.06 1.38 0.241

Dv.Vo-CP.PT 872.86 1 14768 872.86 4266.50 0.000

Dv.Vo-RSI.PT 1129.54 1 14768 1129.54 6808.76 0.000

aDf= Grados de libertad.

8.1.2 Evaluación del poder discriminante de cada predictor

La búsqueda de un modelo de predicción preciso, interpretable y parsimonioso conduce

a la identificación y selección de los predictores que mejor explican la acción de los

precios y, en consecuencia, mejor contribuyen a la separación entre grupos. El método

de selección de variables por pasos es útil para lograr este propósito y garantiza aśı la

disponibilidad de las mejores variables candidatas que se utilizarán en la formulación

del modelo.

El estad́ıstico Lambda de Wilks es una herramienta fundamental en la identificación

de variables con alto poder discriminante. Este estad́ıstico permite detectar aquellas

caracteŕısticas que presentan diferencias significativas entre grupos, siendo muy útil en

el proceso de selección de variables en la construcción de modelos de clasificación. La

Tabla 8.2 resume las estad́ısticas para el subconjunto de variables candidatas significa-
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tivas que potencialmente podŕıan incorporarse en un único modelo y, que en conjunto,

son las variables predictoras que mejor discriminan entre movimientos alcistas y bajis-

tas.

En la tabla 8.2, se sigue un proceso de selección de variables por pasos. En cada

paso, se añade al modelo el predictor con el mayor valor F de entrada que supera el cri-

terio de entrada (por defecto, 3.84). Aśı, las variables con los valores más pequeños del

estad́ıstico Lambda de Wilks obtenidos en cada paso indican una mayor contribución

al proceso de separación entre grupos, lo que sugiere que forman parte del subconjunto

de predictores que mejor contribuye a la diferenciación entre grupos. En el último paso,

las variables que quedan fuera del análisis tienen todas valores F de entrada inferiores

a 3.84, lo que indica que no cumplen con el criterio de inclusión en el subconjunto.

Tabla 8.2: Poder discriminante de variables predictoras

Paso
Atributo Lambda a Df Valor Df

P-Valor
Elegible de Wilks Df1 Df2 Df3 F Df1 Df2

1 x.V∗PT 0.467 1 1 14768 16856.787 1 14768 0.000

2 Sp.Vr.RSI.PT 0.365 2 1 14768 12851.92 2 14767 0.000

3 Dv.Vo-RSI.PT 0.337 3 1 14768 9666.854 3 14766 0.000

4 s.Vr.RSI.PT 0.327 4 1 14768 7590.954 4 14765 0.000

5 Sp.Vr∗CP.PT 0.325 5 1 14768 6137.861 5 14764 0.000

6 Sp.CP.PT 0.324 6 1 14768 5142.587 6 14763 0.000

7 Dv.Vo-CP.PT 0.323 7 1 14768 4410.364 7 14762 0.000

8 s.V.PT 0.323 8 1 14768 3861.226 8 14761 0.000

aDf= Grados de libertad.

Según resultados de la Tabla 8.2, s.V.PT no minimiza el valor del estad́ıstico

Lambda de Wilks obtenido en el paso previo (7), en consecuencia esta variable (8)

no aporta información al modelo y por tanto se excluye de los análisis posteriores. El

potencial que cada predictor tiene en la diferenciación de clases y la capacidad para

lograr un alto nivel de desempeño en la clasificación se miden a través del estad́ıstico

Lambda de Wilks. La Figura 8.1 muestra en orden de importancia el poder discrimi-

nante de las mejores variables predictoras.

Las variables x.V∗PT, Sp.Vr∗CP.PT y Sp.CP.PT son variables que capturan infor-

mación relevante sobre la acción del precio antes del cambio de régimen de mercado.

La segunda, tercera y cuarta variable miden el comportamiento del mercado en función

del indicador técnico RSI(9P ).

Por otro lado, la variable Dv.Vo-CP.PT mide la divergencia entre el precio de cierre

y el volumen, que representa la frecuencia de los cambios en el precio del par euro-dólar
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por cada sesión de 15 minutos.
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Figura 8.1: Poder discriminante de variables predictoras.

Orden de importancia de las variables predictoras según su capacidad discriminante. El
estad́ıstico Lambda de Wilks determina el potencial discriminante que cada predictor tiene
en la diferenciación entre movimientos alcistas y bajistas. Los predictores con los valores más
altos del Estad́ıstico F de entrada superan el criterio de entrada (por defecto, 3.84) y son
adecuados en la diferenciación entre medias de clases.

La prueba de homogeneidad de varianzas de Levene se utiliza para determinar si

los grupos de estudio tienen varianzas iguales. Esta prueba es un requisito previo para

asegurar la igualdad de varianzas antes de realizar la prueba de igualdad de medias

(ANOVA de una v́ıa).

En la Tabla 8.3 se comprueba el cumplimiento del supuesto de homogeneidad de

varianzas mediante el estad́ıstico de Levene. Al rechazar la hipótesis nula Ho de igual-

dad de medias para los predictores 1, 2, y 6 se confirma que las medias de los grupos

difieren. Por lo tanto, ahora que se sabe que las medias de los grupos difieren en el

caso de los predictores resaltados en gris, es posible, mediante un análisis multivariante,

acercarse a la comprensión de las diferencias en la acción de los precios generadas por

los cambios en el régimen de mercado.

Tabla 8.3: Prueba de homogeneidad de varianzas

ID Medida
Estad́ıstico Grados de libertad

P-Valor
de Levene Df1 Df2

1 x.V∗PT 0.578 1 14768 0.446

2 Sp.Vr∗CP.PT 1.820 1 14768 0.177

3 Sp.Vr.RSI.PT 439.873 1 14768 0.000

4 Dv.Vo-RSI.PT 16.092 1 14768 0.000

5 s.Vr.RSI.PT 188.975 1 14768 0.000

6 Sp.CP.PT 3.165 1 14768 0.075

7 Dv.Vo-CP.PT 9.311 1 14768 0.002
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8.1.3 Análisis de independencia entre variables predictoras

El análisis de independencia en la selección de variables predictoras es crucial en la

construcción de modelos de clasificación. El uso de variables no independientes puede

tener un efecto negativo en la estabilidad de los coeficientes de los modelos y por tanto

puede afectar los resultados y la interpretación de los mismos. Según los resultados

presentados en la Tabla 8.4, existe una alta correlación entre las variables Sp.CP.PT y

x.V∗PT. La correlación del 95.6% es significativa en el nivel del 1% bilateral. Si todas

las variables se utilizan en la formulación del modelo, la inestabilidad en los signos

de los coeficientes de las funciones discriminantes lineales de Fisher podŕıan afectar

negativamente los resultados de la clasificación. Por lo tanto, para evitar el problema

de multicolinealidad, se excluye de la formulación del modelo la variable Sp.CP.PT.

Tabla 8.4: Prueba de independencia de variables predictoras

Medidas Sp.Vr∗CP.PT x.V∗PT Sp.CP.PT

Sp.Vr∗CP.PT 1 0.362 0.312

x.V∗PT 1 0.956

Sp.CP.PT 1

En resumen, según metodoloǵıa propuesta, de 15 variables candidatas, las variables

predictoras e independientes seleccionadas son dos: Rendimiento medio de los precios

de cierre x.V∗PT y Pendiente de la linea de regresión de las variaciones entre precios de

cierre Sp.Vr∗CP.PT, ambas calculadas sobre la base de los últimos 18 periodos antes

del cambio de régimen de mercado en el momento ET. Según mérito estad́ıstico, el

subconjunto de variables elegidas x̂j son las que mejor contribuyen a la separación de

grupos y tienen el mayor poder discriminante y, desde el punto de vista del análisis

técnico, son las que mejor explican la acción del precio antes de que ocurra un cambio

de régimen de mercado en el instante ET.

8.2 Análisis Multivariante

El propósito del análisis GH−Biplot es detectar y describir, en las estructuras subya-

centes de los datos, la naturaleza multidimensional de las diferencias entre el comienzo

de un movimiento direccional alcista y bajista en función de las variables predictoras

elegidas x̂j. Los resultados del análisis permiten confirmar la idoneidad de las vari-
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ables predictoras seleccionadas y la pertinencia del análisis discriminante en las tareas

de clasificación.

El análisis se realiza sobre la colección de datos B ⟨14770× 7⟩ estructurada según

el proceso de preparación de datos abordado en la sección (6.3.3). Esta matriz con-

sta de 14770 movimientos tendenciales sobre los que se miden 7 variables numéricas

observables y una variable categórica que etiqueta la dirección de la tendencia del

tipo de cambio euro-dólar en dos grupos y̌g. Los grupos, según el vector de etiquetas

ẏ = {0, 1}, están identificados con las categoŕıas 0 = ”Movimiento Tendencial Alcista”

y 1 = ”Movimiento Tendencial Bajista”.

La efectividad del análisis GH−Biplot, en la detección de estructuras subya-

centes, esta determinada por la suficiencia de los datos. La pertinencia de la matriz

de datos multivariantes B ⟨14770× 7⟩ para la detección de estructuras se verifica con

las medidas de adecuación del muestreo de Kaiser-Meyer-Olkin KMO y la prueba de

esfericidad de Bartlett. Los resultados de estas pruebas estad́ısticas sugieren que el

análisis es procedente. El valor KMO de 0.639 cercano a 1, indica que la proporción

de variación de las variables utilizadas en el análisis son causadas por factores subya-

centes. El valor Chi-cuadrado χ̃2 = 47208.373 asociado al estad́ıstico de prueba KMO

y un P-Valor inferior al 5% sugiere el rechazo de la hipótesis nula H0 de que la matriz

de correlación es una matriz de identidad (χ̃2 = 47208.373, Df = 21, P-Value = 0.000).

De ah́ı que, la covariación entre variables es adecuada para la detección de estructuras

subyacentes.

La interpretación de la solución propuesta se hace sobre los dos primeros factores

que explican el 55.012% de la variabilidad acumulada de las variables analizadas. Esto

sugiere dos influencias latentes asociadas con el cambio de dirección de las tendencias

precedentes, con un importante margen de variación no explicado. Por consiguiente,

la proporción de varianza absorbida es suficiente para explicar la relación subyacente

entre el comportamiento histórico del tipo de cambio y el beneficio bruto realizable,

cuando se conoce a priori la dirección de la tendencia futura.

Las variables manifiestas que mejor explican a los ejes factoriales se resumen en

la Tabla 8.5. Las contribuciones relativas del factor a los elementos columna pueden

interpretarse como una medida de bondad de ajuste con la que las variables obser-

vadas mejor explican a los ejes factoriales. La fiabilidad del análisis y del modelo de

clasificación sugerido se verifica con la precisión lograda en el proceso de clasificación.

En la Tabla 8.5 se detalla, por grupos, las variables implicadas en el análisis. El

primer grupo mide el comportamiento de los precios de cierre que preceden al cambio
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de tendencia en el momento ET. Este grupo de variables 1, 2, 4 y 5 son las que mejor

discriminan entre direcciones de movimientos alcistas y bajistas. La solución prop-

uesta, por el método de selección de caracteŕısticas, la conforman las variables 1 y 4

resaltadas en color gris. El segundo grupo está formado por las variables 3, 6 y 7 que

validan la dirección de la tendencia predicha, luego del momento ET. Otros parámetros

disponibles en la Tabla 5.4 no participan en el análisis porque no ayudan a explicar

la naturaleza multidimensional de las diferencias entre el comienzo de un movimiento

alcista y bajista.

Tabla 8.5: Contribuciones relativas del factor a los elementos columna

ID Variables Grupo 1 Grupo 2 Eje 1 Eje 2

1 x.V∗PT 1 875 2

2 Sp.CP.PT 1 831 5

3 Sp.XP-EP 2 411 27

4 Sp.Vr∗CP.PT 1 301 75

5 s.Vr.RSI.PT 1 221 119

6 RP%M[1] 2 0 461

7 GPL$ 2 0 523

La Figura 8.2 muestra la representación GH−Biplot de la colección de datos B.

Los marcadores columna o vectores representan las medidas de las variables (parámetros

técnicos previos y posteriores al comienzo de cada micro tendencia luego del momento

ET). Los marcadores fila representados por puntos definen, en términos de valores, el

momento previo al cambio de tendencia ET. La escala de medida de los vectores define

la magnitud de la varianza de las mediciones. Los ángulos formados entre vectores

representan las correlaciones entre variables. El centro del GH−Biplot es el punto

medio de las diferencias entre movimientos alcistas y bajistas.

En consecuencia, dos factores latentes se identifican y están asociados con la nat-

uraleza multivariante de las diferencias entre grupos. El primer eje factorial (Eje 1)

describe el comportamiento histórico del tipo de cambio que precede al cambio de ten-

dencia. Este eje está altamente correlacionado con las variables: retorno medio x.V∗PT

y tendencia de los precios de cierre Sp.CP.PT. En el primer factor, existe una mayor

variabilidad en las mediciones del lado izquierdo que en el origen del GH−Biplot.

Estas variaciones negativas, entre precios de cierre, deprecian al tipo de cambio. Aśı,

la acumulación sostenida de rendimientos medios negativos es un indicador que pre-

cede al comienzo de un nuevo movimiento al alza. Este efecto experimentado por la

depreciación del euro respecto al dólar americano se destaca durante el periodo 2006 -

2020.
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Figura 8.2: GH−Biplot del movimiento direccional del tipo de cambio euro-dólar.

Datos normalizados estandarizados por columna y particionados según SVD. Plano factorial
1-2. Varianza explicada del 55.012 % (37.71 % del eje 1 y 17.29 % del eje 2). Análisis de
la estructura de los datos y perfiles de los puntos de inflexión ET. Detección de relaciones
subyacentes entre variables (vectores) y diferencias entre movimientos de tendencia. Poder
discriminante de variables predictoras en la construcción de modelos de clasificación.

Hacia el lado derecho del primer factor la variabilidad de las mediciones es menor.

La apreciación sostenida del tipo de cambio es un efecto de las variaciones positivas, en-

tre precios de cierre y, es un indicador que precede al comienzo de un nuevo movimiento

bajista. En consecuencia, el primer eje factorial es el que mejor discrimina entre las

medias de los grupos. De acuerdo con los ángulos de covariación formados entre el
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factor y las variables que lo explican, el rendimiento medio x.V∗PT es mejor predictor.

Teniendo en cuenta la alta correlación entre el primer eje factorial y la tendencia de los

precios de cierre Sp.CP.PT, la inclusión de esta variable en la construcción de modelos

de clasificación puede generar problemas de multicolinealidad.

El segundo eje factorial (Eje 2) describe el premio al riesgo. Este eje es explicado por

las variables: Riesgo de mercado RP%M[1] y Ganancia o Perdida Bruta GPL$. Ambos

vectores puntúan en sentido contrario. Teóricamente, los beneficios brutos sujetos a

riesgo se consiguen, con la apertura y cierre de comercios, en función del comienzo y fin

de cada micro-tendencia. Aśı, en el segundo eje, la variabilidad del beneficio obtenido

en función de la exposición al riesgo es mayor por encima del punto medio del biplot

que por debajo.

Las variables de plano: Pendiente de las variaciones entre precios de cierre definida

por Sp.Vr∗CP.PT y medida antes del momento ET, y la pendiente de la micro-tendencia

Sp.XP-EP medida posterior al evento ET, entre ambos vectores, registran una co-

variación inversa. De manera que, las pendientes negativas de las variaciones entre

precios de cierre preceden a la formación de micro-tendencias alcistas (Puntos en cuad-

rantes II y III) y las pendientes positivas de las variaciones entre precios de cierre

preceden a la formación de micro-tendencias bajistas (Puntos en cuadrantes I y IV).

La independencia entre Sp.Vr∗CP.PT y s.Vr.RSI.PT se confirma por el ángulo de 90◦

que forman entre ellas, note que esta caracteŕıstica no es suficiente para discriminar

entre movimientos alcistas y bajistas.

En general, tomados en conjunto, estos resultados sugieren la formación de cuatro

cuadrantes que explican la naturaleza multivariante de las diferencias entre movimien-

tos alcistas y bajistas. Los cuadrante II y III se pueden interpretar como la zona de

sobre-venta, en donde cada marcador fila representa, respecto al primer eje factorial,

la depreciación mas baja, experimentada por el tipo de cambio, previo al cambio de

tendencia. Los cuadrantes I y IV pueden entenderse como la zona de sobre compra,

en donde las observaciones representan, respecto al primer eje factorial, la apreciación

mas alta alcanzada, previa al cambio de tendencia. Los cuadrantes I y II se pueden

interpretar como zona de exposición de alto riesgo, en donde cada marcador fila corres-

ponde, respecto al segundo eje factorial, a Micro tendencias generadoras de beneficios

brutos positivos con exposición a perdidas flotantes antes de alcanzar el precio de cierre

objetivo. Los cuadrantes III y IV pueden entenderse como zona de exposición de bajo

riesgo, en donde cada marcador fila corresponde, respecto al segundo eje factorial, a

micro tendencias generadoras de beneficios brutos positivos con exposición a ganancias
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flotantes antes de alcanzar el precio de cierre objetivo. La evidencia de este estudio

sugiere que el primer eje factorial es el que mejor explica las diferencias entre las me-

dias de los movimientos al alza y a la baja. Dado el patrón de correlación con las

variables observables, la variable predictora x.V∗PT es la que mejor contribuye en la

diferenciación entre el comienzo de un nuevo movimiento tendencial alcista y bajista.

Este predictor es el mas influyente para considerar en la construcción de un modelo

de clasificación. Por lo tanto, una función discriminante lineal es suficiente para inter-

pretar, clasificar y predecir con precisión el inicio de un movimiento tendencial, como

demuestran los elevados valores de precisión obtenidos en las tareas de clasificación

(véase la sección 8.3.4).

8.3 Análisis discriminante lineal (LDA)

Para explorar las ventajas de las soluciones aportadas por la metodoloǵıa propuesta,

en términos de datos, predictores y estructuras, este trabajo evalúa el rendimiento del

modelo de clasificación basándose en tres medidas establecidas: (i) muestra con nor-

malidad multivariante para superar la naturaleza asimétrica y leptocúrtica de los datos;

(ii) variables predictoras elegidas según mérito técnico y estad́ıstico; (iii) idoneidad del

análisis discriminante respecto a la naturaleza multidimensional de las diferencias entre

movimientos alcistas y bajistas. Para ello, esta sección presenta resultados en cinco

áreas espećıficas. 1) Estad́ıstica descriptiva para el subconjunto de estudio (matriz de

datos Z). 2) Verificación de los supuestos y requisitos del análisis discriminante. 3)

Evaluación del ajuste del modelo. 4) Clasificación de la dirección de los movimientos

del tipo de cambio euro-dólar y 5) Validación del modelo. El análisis discriminante se

realiza sobre el conjunto de datos Z ⟨125× 2⟩ utilizando dos variables independientes

x̂j que recogen información sobre la acción del precio. Estos predictores se utilizan

para clasificar las observaciones i en dos grupos y̌g. Las variables predictoras x̂j son:

Rendimiento medio de los precios de cierre x.V∗PT y pendiente de la ĺınea de regresión

de las variaciones entre precios de cierre Sp.Vr∗CP.PT, ambos predictores se calculan

18 periodos previos al momento de estudio (ET), en el que ocurre el cambio de di-

rección de la tendencia precedente. Los grupos, según el vector de etiquetas ẏ = {0, 1},
son movimientos tendenciales descritos por el tipo de cambio euro-dólar, donde 0 =

”Movimiento Tendencial Alcista” y 1 = ”Movimiento Tendencial Bajista”. Estas eti-

quetas de clase identifican el comienzo de un nuevo movimiento direccional de corto

plazo (medido en un marco de tiempo de 15 minutos) confirmado en un marco de
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tiempo de largo plazo (1 semana).

8.3.1 Estad́ısticas descriptivas

Las estad́ısticas descriptivas previas al comienzo del evento (ET), en donde ocurre el

cambio de dirección en relación con el inicio de un nuevo movimiento direccional, se

informan en la Tabla 8.6. En promedio, el rendimiento medio x.V∗PT registra, durante

el periodo de análisis (2006-2020), una ligera depreciación del euro respecto al dólar

americano con una alta variación en los rendimientos medios. La pendiente de las

variaciones entre precios de cierre Sp.Vr∗CP.PT que preceden a la formación de un

nuevo régimen de mercado (alcista/bajista) reporta en promedio una ligera tendencia

positiva con mucha variación en las mediciones.

Tabla 8.6: Estad́ısticas descriptivas de variables y grupos. Valores previos al momento ET

Medida n Media aDS Mediana Mı́nimo Máximo Asimetŕıa Curtosis

Variables predictoras:

x.V∗PT 125 -0.0000024 0.0001211 0.0000017 -0.0002938 0.000263 -0.0880643 -0.88373

Sp.Vr∗CP.PT 125 0.0000011 0.0000204 0.0000013 -0.0000482 0.0000461 -0.021371 -0.3078016

Movimiento alcista:

x.V∗PT 62 -0.0001056 0.0000676 -0.0000967 -0.0002938 0.0000006 -0.3798269 -0.4650322

Sp.Vr∗CP.PT 62 -0.000012 0.000016 -0.0000122 -0.0000482 0.0000286 -0.0526824 -0.0757937

Movimiento bajista:

x.V∗PT 63 0.0000992 0.0000607 0.0000929 0.0000017 0.000263 0.4674263 -0.4223248

Sp.Vr∗CP.PT 63 0.0000139 0.0000154 0.0000124 -0.0000207 0.0000461 0.1728039 -0.5063708

aDS = Desviación Estándar.

Al analizar los valores medios de los grupos, la media de los rendimientos medios

x.V∗PT que preceden a la formación de una tendencia alcista reporta en promedio una

perdida de valor (depreciación) ligeramente mayor con relación a su proceso de apre-

ciación, y una alta variación entre precios de cierre cp. La pendiente de las variaciones

entre precios de cierre Sp.Vr∗CP.PT que preceden al comienzo de un movimiento di-

reccional alcista/bajista reporta en promedio una ligera tendencia negativa/positiva

con una alta variación en las mediciones. Aunque los rendimientos medios x.V∗PT que

preceden a la formación de movimientos alcistas/bajistas presentan una ligera asimetŕıa

negativa/positiva, este efecto asimétrico y leptocúrtico es común en los rendimientos

generados por activos financieros [573]. Sin embargo, como se describe en la sección B.,

durante la preparación de la muestra de estudio, el subconjunto de datos Z tiene una
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distribución normal multivariante, superando los problemas de asimetŕıa y curtosis.

Además, los resultados de las pruebas estad́ısticas exhaustivas confirman el cumplim-

iento de los supuestos estad́ısticos exigidos por el análisis discriminante, como se explica

en la siguiente sección.

8.3.2 Validación de supuestos

El supuesto de normalidad multivariante es uno de los requisitos mas importantes que

requieren algunos procedimientos estad́ısticos paramétricos multivariantes para garan-

tizar la fiabilidad de las interpretaciones. Si los contrastes de significación y la evalu-

ación de la bondad de ajuste no se satisfacen, afectara negativamente la confiabilidad

de las interpretaciones basadas en los resultados de esos procedimientos [429, 574]. A

continuación se presenta los resultados de las pruebas que validan el cumplimiento de

estos requisitos.

A. Pruebas de normalidad multivariante para predictores

Existen numerosas pruebas que evalúan los supuestos de normalidad multivariante pero

no existe un único procedimiento estándar. Sin embargo, en este estudio se utilizan

las pruebas de Henze-Zirkler y Royston sugeridas en [575] debido a su buen control del

error tipo I y potencia. La Tabla 8.7 muestra los resultados de la prueba Henze-Zirkler

para muestras mayores de 100 observaciones y su resultado se valida con la prueba de

Royston.

Los predictores x.VPT y Sp.VrCP.PT, con un nivel de significación superior a

0.05, se ajustan a una distribución normal multivariante. Esto implica que, en el

contexto de este análisis, los datos relacionados con estas variables y grupos espećıficos

tienen una mayor probabilidad de seguir una distribución normal univariante. Este

hallazgo se ve corroborado por el uso del estad́ıstico de prueba de Henze-Zirkler, que

tiene una distribución aproximadamente log-normal. Estos resultados son coherentes

con la literatura existente [429] y apoyan la hipótesis de que los conjuntos de datos

multivariantes, en el análisis de estos predictores, también asumen una distribución

normal univariante.
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Tabla 8.7: Pruebas de normalidad multivariante para predictores

Prueba Medidas Estad́ıstico P-Valor

Henze-Zirkler x.V∗PT Sp.Vr∗CP.PT 0.987 0.051

Royston x.V∗PT Sp.Vr∗CP.PT 2.708 0.260

Los métodos gráficos también validan los resultados obtenidos. En la Figura 8.3

se resume dicho análisis. El primer gráfico (a) muestra la clara concordancia entre los

cuantiles de las distribuciones de probabilidad hipotetizada y observada. Los valores

en Y tienden a ser iguales en X. Es decir, los datos evaluados no se desv́ıan de la

normalidad multivariante.

a)     Grá�ca Q-Q Chi-Cuadrado                      b)     Grá�ca de contornos                       c)     Grá�ca de perspectiva
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Figura 8.3: Gráficas multivariantes de variables predictoras.

La estructura de los datos, de las variables predictoras, se aproxima a una distribución
normal multivariante. Las representaciones se han obtenido a partir de la matriz de
datos Z ⟨125× 2⟩.(a) Gráfica Q-Q Chi-Cuadrado. (b) Gráfica de contornos de x.V∗PT y
Sp.Vr∗CP.PT. (c) Gráfica de perspectiva de variables predictoras.

La representación de las ĺıneas de contorno elipsoidal (b) es útil para verificar la

normalidad multivariante de los predictores. La vista superior del gráfico de contorno

de x.V∗PT y Sp.Vr∗CP.PT insinúa una ligera figura de campana de gauss con una sep-

aración y diferenciación evidentes entre los rendimientos medios negativos y positivos

generados por la depreciación / apreciación del tipo de cambio, antes del cambio de

tendencia.

Al observar los histogramas de la Figura 8.4, esta diferencia es más evidente en

x.V∗PT que en Sp.Vr∗CP.PT y esto se debe a que los rendimientos logaŕıtmicos son

leptocúrticos y asimétricos. Además, las ĺıneas de contorno confirman la correlación

positiva entre grupos, como se detectó en el análisis GH−Biplot de la Figura 8.2.
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El gráfico de perspectiva (c) es una representación bivariada en una superficie de

distribución de probabilidad tridimensional. Esta figura proporciona información sobre

dónde tienden a concentrarse los datos y cómo se correlacionan las variables. La forma

de esta representación se aproxima a una distribución gaussiana.

B. Pruebas de normalidad univariante para predictores

Los resultados obtenidos en las pruebas de la Tabla 8.8 apoyan la afirmación de que

el subconjunto de datos cumple el supuesto de normalidad univariante al nivel de

significación del 5%. Esto implica que las variables objeto de estudio presentan una

distribución que se asemeja a la distribución normal, fundamental para muchos análisis

estad́ısticos.

El valor del estad́ıstico de prueba Anderson-Darling, denominado Estad́ıstico AD,

se utiliza para probar la hipótesis nula H0 de que la muestra procede de una población

con distribución normal. Su uso permite evaluar cuantitativamente la adecuación de

la distribución de los datos a la normalidad y respalda la validez de los resultados

obtenidos en las pruebas. Estos resultados son importantes para garantizar la solidez

y fiabilidad de los análisis posteriores basados en el supuesto de normalidad.

Tabla 8.8: Pruebas de normalidad univariante para predictores

Prueba Medida Casos aEstad́ıstico AD P-Valor

Anderson-Darling x.V∗PT 125 0.724 0.058

Anderson-Darling Sp.Vr∗CP.PT 125 0.182 0.912

aEstad́ıstico de prueba Anderson-Darling.

En la Figura 8.4, se examina la estructura de los datos mediante gráficos de normal-

idad. Se observa que los predictores x.VPT y Sp.VrCP.PT presentan una distribución

normal univariante al nivel de significación del 5%. Estos resultados apoyan el supuesto

de normalidad en el análisis de estos predictores y proporcionan una base sólida para

su uso en modelos posteriores.
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Figura 8.4: Gráficas univariantes de variables predictoras.

La distribución de los datos, de las variables predictoras, se aproxima a una distribución
normal. Las representaciones se basan en la matriz de datos Z ⟨125× 2⟩. (a) Gráficas Q-
Q Normal para variables predictoras x.V∗PT y Sp.Vr∗CP.PT. (b) Histogramas con curva
normal.

C. Pruebas de normalidad multivariante para grupos

La asunción de una distribución normal multivariante en grupos de dos o más variables

es de vital importancia en el análisis discriminante, puesto que garantiza el cumplim-

iento de los supuestos de normalidad multivariante. Esta condición es fundamental

para garantizar la validez y eficacia de los resultados obtenidos en el análisis discrimi-

nante. Además, permite una correcta interpretación de las relaciones entre las variables

predictoras y las categoŕıas de clasificación.

Los resultados obtenidos de las pruebas de Henze-Zirkler y Royston, que se muestran

en la Tabla 8.9, indican que el conjunto de datos de las direcciones de los movimien-

tos al alza y a la baja del tipo de cambio euro-dólar se ajusta adecuadamente a

una distribución normal multivariante. Aśı lo demuestran los valores de significación

237



obtenidos, que son estad́ısticamente superiores a 0.05. Estos resultados apoyan la

validez del supuesto de normalidad multivariante en el contexto del análisis de grupos.

Tabla 8.9: Pruebas de normalidad multivariante para grupos

Prueba Tendencia Medidas n Estad́ıstico P-Valor

Henze-Zirkler Alcista x.V∗PT Sp.Vr∗CP.PT 125 0.874 0.061

Bajista x.V∗PT Sp.Vr∗CP.PT 125 0.594 0.317

Royston Alcista x.V∗PT Sp.Vr∗CP.PT 125 1.737 0.419

Bajista x.V∗PT Sp.Vr∗CP.PT 125 2.705 0.259
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Figura 8.5: Gráficas multivariantes de grupos.

Las estructuras de los grupos, movimientos de tendencia alcistas y bajistas, se aproximan a
una distribución normal multivariante. Las representaciones se obtienen a partir de la matriz
de datos Z ⟨125× 2⟩. (a) Gráficas Q-Q normal para grupos. (b) Gráficas de contorno para
grupos. (c) Gráficas de perspectiva para grupos.

El análisis gráfico complementa y refuerza la evidencia obtenida a partir de las

238



pruebas estad́ısticas, proporcionando una mayor confianza en el supuesto de normalidad

multivariante en el análisis realizado. Aunque los subconjuntos de observaciones de

precios al alza y a la baja se ajustan a una distribución normal multivariante, el análisis

gráfico de la Figura 8.5 revela una ligera distribución asimétrica negativa y positiva

en los grupos respectivos. Los gráficos de contorno (b) y de perspectiva (c) muestran

esta asimetŕıa, que se atribuye al comportamiento asimétrico y leptocúrtico de los

rendimientos de los precios de cierre antes del cambio de tendencia. A pesar de esta

observación, es importante señalar que las muestras siguen una distribución normal

multivariante, lo que respalda la validez de los resultados obtenidos en el análisis.

Si los resultados de la Tabla 8.9 indican que el subconjunto de datos satisface los

supuestos de normalidad multivariante a un nivel de significación del 5% y el análisis

gráfico de la Figura 8.5 corrobora los resultados de las pruebas, entonces es valido

afirmar, tal como se confirma en el apartado siguiente, que cada predictor y por ende

cada grupo dentro de cada predictor tiene una distribución normal univariante [429].

D. Pruebas de normalidad univariante para grupos

Es crucial que los datos de grupo de cada uno de los predictores utilizados en la

construcción de modelos de clasificación paramétricos asuman una distribución normal.

La normalidad de los datos es un supuesto fundamental en muchos métodos estad́ısticos

y contribuye a obtener resultados más fiables y sólidos. Esto significa que al garantizar

la normalidad de cada categoŕıa dentro de cada variable individual es esencial para

realizar un análisis estad́ıstico adecuado y obtener resultados válidos.

Tabla 8.10: Pruebas de normalidad univariante para grupos

Prueba Medida Tendencia Casos
aEstad́ıstico

P-Valor
AD

Anderson-Darling x.V∗PT Alcista 62 0.343 0.480

Bajista 63 0.402 0.348

Anderson-Darling Sp.Vr∗CP.PT Alcista 62 0.212 0.851

Bajista 63 0.462 0.251

aEstad́ıstico de prueba Anderson-Darling.

Según resultados de la Tabla 8.10, en todos los análisis, el P-Valor del estad́ıstico de

prueba Anderson-Darling es mayor a 0.05, en consecuencia, los subconjuntos de obser-

vaciones de cada uno de los grupos tendenciales dentro de cada uno de los predictores
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x.V∗PT y Sp.Vr∗CP.PT se ajustan a una población con distribución normal.

El análisis gráfico de los grupos dentro de cada variable complementa las pruebas es-

tad́ısticas de normalidad multivariante y univariante al proporcionar una visualización

de la distribución de los datos y las posibles desviaciones de normalidad. En la Figura

??, se observa que los grupos de precios en los movimientos al alza y a la baja presentan

distribuciones normales en los predictores x.V∗PT y Sp.Vr∗CP.PT. Estos resultados

respaldan la validez de los supuestos de normalidad multivariante y univariante en

la muestra de selección, y se confirman mediante la inspección visual de los gráficos

correspondientes.
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Figura 8.6: Gráficas univariantes de grupos.

Las estructuras de los grupos, movimientos de tendencia alcistas y bajistas, se aproximan a
una distribución normal. Las representaciones se obtienen de la matriz de datos Z ⟨125× 2⟩.
(a) Gráficas Q-Q normal para grupos. (b) Histogramas de grupos con curva normal.

En términos generales, los resultados obtenidos corroboran que la muestra de selección

(Z) cumple con los supuestos de normalidad tanto multivariante como univariante para

los predictores y los grupos. Además, la validez de los resultados obtenidos mediante

los estad́ısticos de prueba se confirma al observar los correspondientes gráficos de nor-

malidad. Esto proporciona una base sólida para análisis posteriores y aumenta la

confianza en la interpretación de los resultados.
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E. Evaluación de la contribución de cada predictor

La evaluación de la contribución de cada predictor en la construcción de modelos de

clasificación es esencial para obtener modelos más eficaces. Esta evaluación permite

comprender la importancia relativa que tiene cada variable en la predicción del resul-

tado y ayuda a validar la selección de los predictores más relevantes. Ademas, la prueba

de igualdad de medias de grupo se utiliza para evaluar el potencial discriminante de

cada variable predictora antes de su inclusión en el modelo.

La Tabla 8.11 muestra los resultados de la prueba, utilizando el estad́ıstico Lambda

de Wilks. Los valores más pequeños de Lambda de Wilks indican una mejor capaci-

dad para discriminar entre grupos. Los resultados de la prueba confirman que el

rendimiento medio medido 18 periodos antes del cambio de régimen x.V∗PT presenta

un valor Lambda de Wilks más bajo en comparación con la pendiente de las variaciones

medidas 18 momentos antes del cambio de tendencia Sp.Vr∗CP.18P, lo que sugiere que

el primero es un mejor discriminante entre grupos. Además, los p− valores asociados
a ambos predictores son inferiores al 5%, lo que indica significación estad́ıstica en la

discriminación entre medias de grupos.

Tabla 8.11: Prueba de igualdad de medias de grupos

ID Medida Lambda de Wilks F-Valor aDf1
⋆Df2 P-Valor

1 x.V∗PT 0.293 205.529 1 85 0.000

2 Sp.Vr∗CP.PT 0.638 48.238 1 85 0.000

aDf= Grados de libertad.

F. Evaluación de la colinealidad de los predictores

Es fundamental evaluar la multicolinealidad en las variables utilizadas como predictores

en la construcción de modelos de clasificación basados en el análisis discriminante. Esto

se debe a que la multicolinealidad puede afectar la estabilidad de los coeficientes y la

interpretación de los resultados, comprometiendo la precisión y fiabilidad del modelo.

Al identificar y abordar la multicolinealidad, se puede garantizar que los predictores

seleccionados sean independientes entre śı, lo que refuerza la capacidad del modelo

para discriminar correctamente entre grupos y mejora su capacidad predictiva.

En este contexto, la matriz de correlaciones dentro de grupos, presentada en la

Tabla 8.12, revela la correlación entre los predictores x.V∗PT y Sp.Vr∗CP.PT. El

valor obtenido sugiere una clara independencia entre los predictores, lo que implica
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que no existen problemas significativos de multicolinealidad. Además, el coeficiente de

correlación no es lo suficientemente alto como para generar inestabilidad en los signos de

los coeficientes del modelo de clasificación. En consecuencia, la metodoloǵıa propuesta

de selección de predictores es eficaz para superar el problema de multicolinealidad,

garantizando aśı la estabilidad y fiabilidad de los coeficientes en la construcción de

modelos de clasificación.

Tabla 8.12: Matriz de correlación intragrupos

Medidas x.V∗PT Sp.Vr∗CP.PT

x.V∗PT 1 -0.026

Sp.Vr∗CP.PT -0.026 1

En la Tabla 8.13, la matriz de estructuras esta definida por las correlaciones den-

tro de grupos combinados entre los predictores y la función canónica discriminante

estandarizada. El orden de las variables esta en función del valor absoluto de esa cor-

relación y de los coeficientes de las funciones de clasificación. Además, dicho orden es

idéntico al que se muestra en la prueba de igualdad de medias de grupos de la Tabla

8.11. Esta concordancia confirma la ausencia de multicolinealidad entre las variables

independientes seleccionadas.

Los coeficientes estandarizados facilitan la comparación de las variables indepen-

dientes medidas en diferentes escalas. El coeficiente con el valor absoluto mas alto

corresponde a la variable predictora con mayor capacidad discriminante. De manera

que, el orden de los predictores, según sus coeficientes estandarizados, muestra la im-

portancia que tiene el rendimiento medio x.V∗PT en la clasificación y predicción de la

dirección futura del tipo de cambio euro-dólar.

En consecuencia, como la función discriminante no esta afectada por la multicol-

inealidad, es seguro mencionar que la dirección futura del movimiento del precio esta

determinada, principalmente, por el rendimiento medio x.V∗PT del tipo de cambio

euro-dólar y, por tanto, el rendimiento medio x.V∗PT discrimina mejor entre las direc-

ciones de los movimientos tendenciales alcistas y bajistas.

Tabla 8.13: Matriz de estructuras y coeficientes de función estandarizados

ID Medidas
Función Coeficientes de

discriminante función estandarizados

1 x.V∗PT 0.891 0.902

2 Sp.Vr∗CP.PT 0.432 0.455

242



G. Evaluación de homogeneidad de matrices de covarianza

La medición y evaluación de la homogeneidad de las matrices de covarianza dentro de

grupos es crucial en la construcción de modelos de clasificación basados en el análisis

discriminante. En la Tabla 8.14 se presenta los valores de los rangos y los logaritmos

de los determinantes de las matrices de covarianzas de los grupos. Los logaritmos

de los determinantes son una medida de la variabilidad dentro de cada grupos. Las

pequeñas diferencias en los logaritmos de los determinantes indican grupos con matrices

de covarianzas más similares y compactas. El estad́ıstico M de Box de la Tabla 8.15

evalúa el supuesto de igualdad de matrices de covarianzas entre grupos.

Tabla 8.14: Medida de variabilidad de los grupos

Tendencia
Rango Logaritmo

de matriz de determinantes

Movimiento alcista 2 -41.261

Movimiento bajista 2 -41.395

Agrupados dentro de grupos 2 -41.283

Según resultados de la Tabla 8.15, el P-Valor del estad́ıstico de prueba M de Box

es mayor a 0.05, en consecuencia, los subconjuntos de observaciones de los grupos

en los predictores x.V∗PT y Sp.Vr∗CP.PT provienen de poblaciones con matrices de

varianzas-covarianzas iguales y, por tanto, impĺıcitamente se puede inferir que la for-

mulación de las funciones de clasificación no requieren de matrices de covarianzas de

grupos separados. El cumplimiento de este supuesto le otorga elegibilidad a los resul-

tados generados por el uso del análisis discriminante.

Tabla 8.15: Prueba M de Box de igualdad de matrices de covarianzas entre grupos

M de Box F-Valor aDf1 Df2 P-Valor

3.092 1.004 3 1122087.83 0.390

aDf= Grados de libertad.

8.3.3 Evaluación del ajuste del modelo

Teóricamente el tamaño de los grupos de la muestra de análisis determina la proba-

bilidad a priori de pertenencia a cada grupo. La definición de los coeficientes de las
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funciones de clasificación y el desempeño del proceso de clasificación están determina-

dos por las probabilidades previas utilizadas en la formulación del modelo. Según la

Tabla 8.6, la muestra de estudio Z esta formada por grupos de igual tamaño. En con-

secuencia, para evitar cualquier influencia del desequilibrio de los grupos en el cálculo

de los coeficientes de las funciones discriminantes, se establecen probabilidades a priori

iguales para ambos grupos (πg = 0.50). Esta igualdad en las probabilidades a priori

garantiza la igualdad de trato de los grupos y ayuda a evitar cualquier sesgo en los

resultados del análisis discriminante.

La Tabla 8.16 presenta información sobre la medida de la eficacia de la función

discriminante lineal mediante la correlación canónica. En este contexto, la correlación

canónica evalúa la relación entre los valores reales de las observaciones de cada grupo y

las puntuaciones discriminantes predichas. Esta medida proporciona información sobre

la capacidad discriminante de la función lineal para clasificar los grupos. En conse-

cuencia, con un apreciable eigenvalor de 3.048 las variables predictoras que intervienen

en la formulación del modelo explican el 100% de la varianza total acumulada, y la

correlación canónica del 87% entre las variables del modelo y las puntuaciones discrim-

inantes pronosticadas deja vislumbrar un modelo que se ajusta al comportamiento de

los datos y que ofrece, en términos de eficacia, una alta correlación entre los valores

observados y los datos pronosticados.

Tabla 8.16: Eficacia de la función lineal discriminante

Eigenvalor % Varianza % Varianza acumulada Correlación canónica

3.048 100 100 0.868

En la Tabla 8.17 el estad́ıstico Lambda de Wilks se utiliza como una medida que

verifica que tan bien la función lineal discriminante separa los casos en los grupos.

Valores pequeños, cercanos a cero, del estad́ıstico Lambda de Wilks son indicadores

de la capacidad discriminante de la función. Chi-cuadrado es el valor del estad́ıstico

asociado utilizado para contrastar la hipótesis H0. De manera que con un P-Valor

inferior al 5% se rechaza la hipótesis H0 de que las medias de las funciones lineales de

Fisher son iguales entre grupos y, por tanto, el modelo lineal discriminante contribuye

a la diferenciación de los casos entre las medias de los grupos.
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Tabla 8.17: Prueba de funciones

Lambda de Wilks Chi-Cuadrado aDf1 P-Valor

0.247 117.443 2 0.000

aDf=Grados de libertad.

8.3.4 Clasificación de la dirección del movimiento

Las funciones lineales de Fisher ayudan a asignar los casos a un grupo de pertenencia

en particular. Para cada caso se calcula una puntuación de clasificación y el modelo

de análisis discriminante asigna el caso al grupo cuya función de clasificación obtuvo

la puntuación discriminante mas alta. Las funciones lineales de Fisher que mejor

discriminan entre movimientos tendenciales alcistas y bajistas se resumen en la ecuación

(8.1).

y(X̂) = β0 + β1X̂1 + β2X̂2 (8.1)

Donde, y(X̂) es la puntuación discriminante, X̂1 es el rendimiento medio (x.V∗PT),

X̂2 es la pendiente de la linea de regresión de las variaciones entre precios de cierre

(Sp.Vr∗CP.PT), ambos criterios calculados en los últimos 18 periodos. Los coeficientes

de las funciones de clasificación β0, β1 y β2 están referidos en la Tabla 8.18.

Ahora bien, partiendo de la función principal (8.1), el modelo de análisis discrimi-

nante trabaja con dos funciones lineales denotadas como y(X̂U) and y(X̂D) para dis-

criminar entre movimientos tendenciales alcistas CU y movimientos tendenciales bajis-

tas CD. La regla que asigna los casos al grupo de pertenencia es:

Si y(X̂U) ≥ y(X̂D) entonces y(X̂U) pertenece a CU

En caso contrario, si y(X̂U) < y(X̂D) entonces y(X̂D) pertenece a CD

La estructura de las puntuaciones discriminantes se afecta con los signos y la mag-

nitud de los coeficientes de las variables que participan en el modelo. La función de

clasificación de movimientos al alza, según la Tabla 8.18, se caracteriza porque los coe-

ficientes de los predictores son menores a cero. Esto significa, según la contribución que

cada variable hace en el modelo, que cuanto menor sea el rendimiento medio x.V∗PT

respecto a la pendiente de estas variaciones Sp.Vr∗CP.PT, es menos probable que la

cotización del euro frente al dólar americano continué depreciándose. En consecuen-

cia, luego de que la cáıda del tipo de cambio se desacelera y entra en una fase de
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agotamiento y corrección, en este nivel, el comportamiento negativo de la acción del

precio y que se produce antes del cambio de régimen de mercado, es el valor utilizado

por la función discriminante para predecir el comienzo de un movimiento alcista.

Asimismo en la Tabla 8.18, en la función de clasificación del movimiento bajista, el

cambio de signo en los coeficientes indica que los casos con rendimientos medios pos-

itivos x.V∗PT mayores que las pendientes de dichas variaciones Sp.Vr∗CP.PT, tienen

mas probabilidades de haber llegado al final de un proceso de apreciación, anunciando

aśı el inicio de un régimen de mercado bajista.

Tabla 8.18: Coeficientes de las funciones de clasificación

Medida Śımbolo
Dirección del movimiento

Alcista y(X̂U ) Bajista y(X̂D)

x.V∗PT β1 -24598.42 22755.91

Sp.Vr∗CP.PT β2 -44485.91 52112.42

Constante β0 -2.26 -2.16

En contraste con lo que se dijo, el diagrama de cajas de la Figura 8.7 muestra la

distribución de las medidas de los predictores por grupos. Las variaciones esperadas de

los datos se disponen simétricamente en dos regiones diferentes delimitadas por un nivel

central cero. Los rendimientos medios negativos x.V∗PT indican que el tipo de cambio

se ha depreciado y se mantiene en la zona de sobre-venta. En cambio, cuando los

rendimientos medios x.V∗PT son positivos, el tipo de cambio esta apreciado y se sitúa

en zona de sobre-compra. Teóricamente, los cuartiles Q1, Q2 y Q3, de los diagramas de

cajas, definen los niveles de soporte y resistencia en los que históricamente ha cambiado

la dirección de la tendencia e impĺıcitamente indica el número de movimientos gener-

ados en cada nivel. Los resultados muestran que para cada grupo existe una expĺıcita

concordancia entre las medidas de los predictores. Obsérvese el 75% de similitud entre

los signos de los valores de Sp.Vr∗CP.PT y x.V∗PT.

los hallazgos obtenidos parecen sugerir que el cambio de dirección en el movimiento

de los precios es mas probable cuando se producen las siguientes señales. Un movimiento

alcista es mas probable que ocurra cuando el rendimiento medio negativo x.V∗PT es

mayor a la media de los rendimientos medios negativos x.V∗PT y la pendiente de las

variaciones Sp.Vr∗CP.PT sea negativa. En caso contrario, un movimiento bajista es

más probable que ocurra cuando el rendimiento promedio positivo x.V∗PT es menor

que la media de los rendimientos medios positivos x.V∗PT y la pendiente de las varia-
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ciones Sp.Vr∗CP.PT sea positiva.

En términos generales, debido a que el rendimiento medio tiene la mayor con-

tribución en la función discriminante, una reducción o aumento sostenido en el rendimiento

medio del tipo de cambio por encima o por debajo de su valor promedio histórico hace

que sea mas probable que cada caso, según la puntuación discriminante mas alta, se

clasifique como el comienzo de un movimiento tendencial alcista o bajista respectiva-

mente.

0.0003

0.0002

0.0001

0.0000

-0.0001

-0.0002

-0.0003

  Movimientos alcistas         Movimientos bajistas

     x.V*PT    Sp.Vr*CP.PT        x.V*PT   Sp.Vr*CP.PT 

Figura 8.7: Diagrama de cajas para predictores y grupos.

Valores medios de rendimiento x.V∗PT y pendientes de las variaciones Sp.Vr∗CP.PT en los
puntos de inflexión del mercado ET en donde cambia la dirección de la tendencia precedente.
Valores obtenidos de la muestra de estudio Z ⟨125× 2⟩. Puntos de inflexión ET que dan lugar
a: (a) movimientos al alza y (b) movimientos a la baja.

8.3.5 Validación del modelo

La validación del modelo de clasificación es esencial para garantizar su fiabilidad, pre-

cisión y capacidad de generalización. La Tabla 8.19 muestra el desempeño conseguido

con la aplicación del modelo, con una tasa de clasificación correcta del 98.9%. Según

datos del apartado Muestra de Entrenamiento, de 87 casos utilizados para crear la

función discriminante lineal, 37 de 38 movimientos bajistas y 49 de 49 trayectorias de

precios alcistas se clasifican satisfactoriamente.

En el apartado de Validación cruzada, se evalúa el desempeño del modelo ex-

cluyendo los casos utilizados en su formulación. 86 de 87 casos son clasificados correc-
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tamente, es decir, que el 98.9% de los casos seleccionados para crear el modelo y que

son validados de forma cruzada son clasificados correctamente.

Finalmente, en la sección de Evaluación, se valida la eficacia del modelo de clasi-

ficación. Utilizando el 30% de los movimientos de precios históricos restantes de la

muestra Z y que no participaron en la formulación del modelo, el 100% de las obser-

vaciones utilizadas para evaluar el rendimiento del modelo se clasifican correctamente.

Tabla 8.19: Resultados de clasificación

Casos de análisis Dirección del Predicción
Total

Muestra n = 125 Precio Alcista Bajista

Entrenamiento Movimiento alcista (n) 49 0 49

Movimiento bajista (n) 1 37 38

Movimiento alcista (%) 100% 0% 100%

Movimiento bajista (%) 2.60% 97.40% 100%

Validación cruzada Movimiento alcista (n) 49 0 49

Movimiento bajista (n) 1 37 38

87 Movimiento alcista (%) 100% 0% 100%

70% Movimiento bajista (%) 2.60% 97.40% 100%

Evaluación Movimiento alcista (n) 13 0 13

Movimiento bajista(n) 0 25 25

38 Movimiento alcista (%) 100% 0% 100%

30% Movimiento bajista (%) 0% 100% 100%

Este resultado indica que el modelo es eficaz y capaz de detectar con precisión

las diferencias entre el inicio de un movimiento alcista y uno bajista. Es importante

destacar que el desequilibrio de clases dentro de los subconjuntos de datos no tiene

un impacto perjudicial en la precisión de la clasificación. Además, el proceso de

preparación y extracción de instancias en la muestra de estudio, la representatividad

y equilibrio de grupos en la muestra de datos, el poder discriminante de las variables

predictoras seleccionadas y la idoneidad del análisis discriminante son factores deter-

minantes en el rendimiento alcanzado.

Los valores de precisión obtenidos respaldan la utilidad y fiabilidad del modelo en

tareas de previsión, lo que lo convierte en una valiosa herramienta para analistas e

inversores en la toma de decisiones de inversion.

8.4 Desempeño del modelo de predicción

En esta sección se presentan los resultados de la evaluación del poder predictivo a

corto plazo del modelo de clasificación de la dirección del movimiento del tipo de

cambio euro-dólar. Se han añadido otros resultados experimentales para evaluar la
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eficacia de la metodoloǵıa propuesta. Estos resultados constituyen una aportación

valiosa y concluyente que apoya, complementa y ampĺıa el rendimiento obtenido. Estos

experimentos adicionales se basan en datos fuera de muestra de distintas condiciones de

mercado y abarcan horizontes temporales diferentes. Los datos utilizados son puntos de

inflexión (ET) extráıdos de los datos de mercado. El horizonte temporal utilizado para

predecir el inicio de un nuevo régimen de mercado corresponde a un periodo futuro

medido en un marco temporal de 15 minutos. En cada caso, el inicio de un nuevo

movimiento direccional se predice a partir de un evento (ET) en el que históricamente

se ha producido el cambio de dirección del movimiento de los precios.

La Tabla 8.20 presenta los resultados de clasificación utilizando datos fuera de mues-

tra a partir de las funciones lineales de Fisher. Los datos se dividen en dos secciones:

La primera sección corresponde a los datos de entrenamiento y validación cruzada, y la

segunda a los datos de prueba: OOS1, OOS2, OOS3 y OOS4. Cada conjunto de datos

consta de una variable dependiente formada por dos categoŕıas: movimientos alcistas

y movimientos bajistas y las dos variables predictoras seleccionadas.

En la primera sección, el conjunto de datos de entrenamiento y validación cruzada

muestra una clasificación perfecta del 100% con los movimientos alcistas y del 98.40%

con los datos de los movimientos bajistas. Estos resultados indican que el modelo

clasifica excepcionalmente bien los movimientos bajistas e incluso es perfecto con los

movimientos alcistas.

En la segunda sección, sobre los conjuntos de datos OOS1, OOS2, OOS3 y OOS4,

los resultados de clasificación son coherentes con los obtenidos con el conjunto de

entrenamiento y validación cruzada. En general, el método clasifica excepcionalmente

bien los datos alcistas y bajistas, con valores del 98.10% al 99.0% y del 98.8% al 99.0%,

respectivamente. En este caso, el rendimiento de la clasificación con datos bajistas es

incluso mejor.

Estos resultados sugieren que las funciones lineales de Fisher se ajustan a la estruc-

tura de los datos y discriminan muy bien entre tendencias alcistas y bajistas. Esto

demuestra que el análisis discriminante es una herramienta eficaz para clasificar los

datos de tendencias sin sacrificar la legibilidad de las interpretaciones. Además, la

relevancia de estos resultados y su relación con el objetivo de la metodoloǵıa propuesta

demuestran una clara eficacia en la predicción de tendencias a corto plazo.

En cuanto a los experimentos adicionales, realizados con los conjuntos OOS1 y

OOS4, muestran un rendimiento de clasificación coherente con los resultados ya repor-

tados. El modelo clasifica correctamente los movimientos alcistas y bajistas con valores
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que oscilan entre el 98.7% y el 99.0% y entre el 98.8% y el 99.9%, respectivamente.

Tabla 8.20: Resultados de clasificación fuera de muestra

Casos de análisis
Dirección del precio

Predicción
Total

Conjuntos n Alcista Bajista

Entrenamiento y 125 Movimiento alcista (n) 62 0 62

validación Movimiento bajista (n) 1 62 63

cruzada Movimiento alcista (%) 100% 0% 100%

Movimiento bajista (%) 1.60% 98.40% 100%

Evaluación:

OOS1: 1999-2005 6581 Movimiento alcista (n) 3306 35 3341

Movimiento bajista (n) 40 3200 3240

Movimiento alcista (%) 99.00% 1.00% 100%

Movimiento bajista (%) 1.20% 98.80% 100%

OOS2: 2006-2020 14645 Movimiento alcista (n) 7227 91 7318

Movimiento bajista(n) 84 7243 7327

Movimiento alcista (%) 98.80% 1.20% 100%

Movimiento bajista (%) 1.10% 98.90% 100%

OOS3: 2006-2020 1748 Movimiento alcista (n) 569 11 580

Movimiento bajista(n) 14 1154 1168

Movimiento alcista (%) 98.10% 1.90% 100%

Movimiento bajista (%) 1.20% 98.80% 100%

OOS4: 2021-2023 2336 Movimiento alcista (n) 1172 16 1188

Movimiento bajista (n) 11 1137 1148

Movimiento alcista (%) 98.70% 1.30% 100%

Movimiento bajista (%) 1.00% 99.00% 100%

Los resultados experimentales demuestran la bondad de ajuste del modelo y su

capacidad de generalización y precisión en diferentes condiciones de mercado y hori-

zontes temporales. Sin embargo, existen ciertas limitaciones que deben cumplirse para

mantener la coherencia de los resultados obtenidos. Entre las más importantes se en-

cuentran: (i) Garantizar la calidad de los resultados producidos en la preparación y

selección de caracteŕısticas y su validación con el análisis de estructuras. (ii) Evitar el

uso de puntos de inflexión, cuando están influenciados por la publicación de datos fun-

damentales, dado que la precisión en la predicción puede verse afectada por la volatil-

idad experimentada. (iv) Utilizar caracteŕısticas discriminativas e independientes que

proporcionen diferencias significativas entre tendencias para asegurar una clasificación

precisa. (v) Garantizar el cumplimiento de los supuestos de normalidad multivariante

en la muestra de entrenamiento y validación, cuando se decida utilizar como método

de clasificación el análisis discriminante. Si esta condición no se cumple, la fiabilidad

de las interpretaciones puede verse comprometida y los resultados obtenidos pueden
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ser meramente descriptivos en lugar de inferibles.

Finalmente, además de cumplir con los requerimientos anteriores, es esencial re-

alizar pruebas de significación estad́ıstica en cada etapa del proceso para garantizar la

fiabilidad y coherencia de los resultados obtenidos y asegurar el éxito de la aplicación

del enfoque propuesto a otros instrumentos financieros.

8.4.1 Poder predictivo del modelo de clasificación

La evaluación del poder predictivo de un modelo de clasificación es primordial para

garantizar su eficacia y fiabilidad en la toma de decisiones informadas. La Tabla 8.21

presenta la evaluación del poder predictivo del modelo de clasificación obtenido a partir

de la metodoloǵıa propuesta. En la tabla se han incluido tres secciones que contienen

diferentes medidas de rendimiento. En la primera sección, se presentan las medidas de

rendimiento para el conjunto de datos de entrenamiento y validación. En la segunda

sección, se recogen las medidas de rendimiento para los conjuntos de datos de prueba.

Finalmente, en la tercera sección se presentan los estad́ısticos descriptivos de los valores

medios de rendimiento, con un intervalo de confianza del 95%.

Tabla 8.21: Poder predictivo del modelo de clasificación

aDatos n ACC SEN ESP AUC PRE F1 LB K MCC

Entrenamiento 125 0.992 0.984 1.000 0.992 1.000 0.992 0.500 0.984 0.984

Validación cruzada 125 0.992 0.984 1.000 0.992 1.000 0.992 0.500 0.984 0.984

Evaluación:

OOS1: 1999-2005 6581 0.989 0.988 0.989 0.989 0.990 0.989 0.500 0.977 0.977

OOS2: 2006-2020 14645 0.988 0.989 0.988 0.988 0.988 0.988 0.500 0.976 0.976

OOS3: 2006-2020 1748 0.986 0.976 0.991 0.983 0.981 0.979 0.556 0.968 0.968

OOS4: 2021-2023 2336 0.988 0.991 0.986 0.988 0.987 0.989 0.500 0.977 0.977

Estad́ısticos descriptivos:

Rendimiento medio 0.9877 0.9860 0.9885 0.9870 0.9865 0.9862 0.5140 0.9745 0.9745

ICM (95%), LS 0.9897 0.9967 0.9918 0.9913 0.9926 0.9939 0.5585 0.9814 0.9814

ICM (95%), LI 0.9857 0.9752 0.9851 0.9826 0.9803 0.9785 0.4594 0.9675 0.9675

Error estándar 0.0006 0.0033 0.0010 0.0013 0.0019 0.0024 0.0140 0.0021 0.0021

Desviación estándar 0.0012 0.0067 0.0020 0.0027 0.0038 0.0048 0.0280 0.0043 0.0043

aMedidas de rendimiento: ACC = Exactitud, SEN = Sensibilidad, ESP = Especificidad, AUC =
Área bajo la curva, PRE = Precisión, F1 = Puntuación F1, LB = Ĺınea base, K = Kappa, MCC =
Coeficiente de correlación de Matthews, ICM (95%) = Intervalo de confianza para la media (95%),
LS = Ĺımite superior, LI = Ĺımite inferior.

En términos generales, el modelo de clasificación se entrenó y validó con un conjunto
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de datos de entrenamiento y se evaluó con cuatro conjuntos de datos de prueba (OOS1,

OOS2, OOS3 y OOS4). En cada conjunto de datos se presentan varias métricas de

rendimiento, entre las que se incluyen la exactitud (ACC), la sensibilidad (SEN), la

especificidad (ESP), el área bajo la curva ROC (AUC), la precisión (PRE), la pun-

tuación F1-score (F1), la ĺınea base (LB), el coeficiente Kappa (K) y el coeficiente de

correlación de Matthews (MCC).

Los resultados indican que el modelo posee una capacidad predictiva excepcional-

mente alta en todos los conjuntos de datos de evaluación, con una exactitud superior

al 98.57%. Además, el modelo presenta valores AUC elevados, superiores al 98.26% en

todos los conjuntos de datos de prueba, lo que sugiere que tiene una gran capacidad

discriminatoria para diferenciar entre movimientos alcistas y bajistas.

Respecto a las medidas de sensibilidad y especificidad, el modelo presenta valores

elevados, superiores a 97.52% y 98.51%, respectivamente, en todos los conjuntos de

datos de prueba. Estos resultados indican que el modelo tiene capacidad para detectar

tanto el inicio de un movimiento al alza como a la baja, lo que lo convierte en una

herramienta valiosa para predecir las tendencias del mercado.

En cuanto a las medidas de precisión y F1-score, el modelo ha arrojado resultados

notables, con valores superiores a 98.03% y 97.85%, respectivamente, en todos los

conjuntos evaluados. Esto indica que el modelo tiene una capacidad extraordinaria para

predecir movimientos alcistas. Además, en términos de F1-score, el modelo presenta

un excelente equilibrio entre precisión y sensibilidad, lo que resalta su eficacia para

identificar ambos tipos de movimientos.

Los coeficientes Kappa y MCC registran valores elevados, superiores al 96.75%, en

todos los conjuntos de datos de prueba, lo que indica que el modelo tiene una capacidad

excepcional para predecir la clase correcta. Estos resultados confirman que la muestra

de entrenamiento recoge, a través de las variables predictoras, los patrones que mejor

diferencian las tendencias. En consecuencia, el modelo tiene una gran capacidad de

generalización y produce predicciones muy precisas sin comprometer la legibilidad e

interpretabilidad de los resultados.

En cuanto al valor linea base, al sustituirlo por el mejor rendimiento obtenido por

el modelo linea base del estado del arte (véase Tabla 8.22) de 0.8955, la metodoloǵıa

propuesta supera este valor en todas las métricas de evaluación de rendimiento.

Finalmente, es importante recalcar que los ĺımites de confianza del 95% para todas

las medidas de rendimiento están muy próximos a su valor medio. Esto indica una

gran precisión de las medidas de rendimiento y, por tanto, una mayor fiabilidad en los
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resultados obtenidos. Además, tanto el error estándar como la desviación estándar son

muy pequeños, lo que sugiere una baja variabilidad en el rendimiento del modelo en los

distintos conjuntos de datos. Esto, a su vez, apunta a una alta generalización, consis-

tencia y precisión del modelo frente a diferentes condiciones de mercado, evidenciadas

por el uso de 24 años de datos de mercado en el análisis.

8.4.2 Comparación con el estado del arte

En el ámbito de la inversión, resulta esencial contar con modelos de clasificación precisos

e interpretables para predecir el comportamiento del mercado. La evaluación de estas

caracteŕısticas es esencial para determinar la eficacia del enfoque utilizado en la toma

de decisiones de inversión. En este sentido, la Tabla 8.22 compara la metodoloǵıa

propuesta (LCC) con el estado del arte, y resumen las principales caracteŕısticas de las

metodoloǵıa evaluadas. Estas metodoloǵıa incluyen enfoques ensemble [329] e h́ıbridos

[576], redes neuronales [577, 578] y predicción de tendencias a partir del análisis de

sentimiento [579]. Estos enfoques se han elegido para la comparación no solo por su

eficacia, sino también porque son capaces de predecir la dirección del tipo de cambio

euro-dólar.

Las metodoloǵıa evaluadas en el estudio utilizan datos de mercado e indicadores

técnicos como insumos de entrada. Sin embargo, las muestras de estudio utilizadas

son limitadas y sólo consideran horizontes temporales concretos. Esto hace que estos

modelos sean poco generalizables a largo plazo. Por otra parte, la extracción de car-

acteŕısticas es muy común en estos enfoques, lo que compromete la legibilidad de las

interpretaciones a cambio de mejoras en la precisión. Aunque los enfoques evaluados

han demostrado su poder predictivo tanto con datos de entrenamiento como con datos

fuera de muestra (OOS), se debe tener en cuenta que algunos estudios, como [329] y

[578], solo se evaluaron con datos dentro de muestra (TVT). Esto puede llevar a una

sobreestimación de su capacidad predictiva y a una falta de generalización a nuevos

datos.

Es importante señalar que la definición de los hiperparámetros de los métodos an-

teriores requiere una asignación cuidadosa para garantizar la precisión indicada. Sin

embargo, esto puede generar problemas de sobreajuste y reducir la generalización del

modelo en determinadas condiciones de mercado y horizontes temporales. En cambio,

la metodoloǵıa propuesta que utiliza el análisis discriminante no se ve afectada por la

inestabilidad de los hiperparámetros debido al uso de variables predictoras discrimi-

253



nantes e independientes[57].

La Tabla 8.22 muestra que la metodoloǵıa propuesta (LCC FE y LCC FS) obtiene

la mayor precisión (ACC) con datos OOS, con precisiones de 0.975 y 0.987 respecti-

vamente. El modelo predice con gran exactitud si la tendencia a corto plazo del tipo

de cambio será alcista o bajista. La metodoloǵıa propuesta es más competitiva que los

enfoques del estado de la técnica, que utilizan redes profundas [577] con una precisión

de 0.8955. La ventaja competitiva más importante de la metodoloǵıa propuesta es la

mejora en la precisión de la clasificación sin sacrificar la legibilidad de las interpreta-

ciones (FS). Esto se debe al uso de puntos de inflexión para realizar la predicción, la

introducción de nuevos atributos, el proceso de selección de caracteŕısticas discrimi-

nantes e independientes y su validación multivariante previa a la construcción de una

función discriminante lineal.

Tabla 8.22: Evaluación de la precisión de los métodos de predicción

a Metodoloǵıa TC Datos FPM Muestra Predicción PP ACC

Ensemble bagging SVM [329] E/U IM, IT FE 2014 - 2019 D, A / B / L TVT 0.808

Hybrid model [576] E/U IM, IT FS, FE 2010 - 2015 D, A / B OOS 0.8865

Market sentiment ANN [579] U/E IM, RS FS, FSp 2013 D, A / B OOS 0.6346

Deep networks CNN [577] E/U IM FEng 2010 - 2015 D, A / B 1-30 P OOS 0.8955

ANN y DTW [578] E/U IM FS, FE 2011 - 2013 D, A / B TVT 0.72

LCC (FE)[580] E/U IM FE (15) 1999 - 2023 I, A / B OOS 0.975 ‡

LCC (FS)[580] E/U IM FS (2) 1999 - 2023 I, A / B OOS 0.987 ‡

aConvenciones: Metodoloǵıa: LCC = Enfoque de predicción propuesto, Configurador clasi-
ficador lineal para predecir el movimiento direccional del tipo de cambio euro-dólar. TC: Tipo de
cambio negociado. E/U = (EUR/USD) Euro-dólar americano, U/E = (USD/EUR) dólar-euro. IM
= Datos de mercado (OHLCV). IT = Indicadores técnicos. RS = Redes sociales (Stock Twits posts).
FPM: Métodos de preprocesamiento de caracteŕısticas. FE = Extracción de caracteŕısticas, FS =
Selección de caracteŕısticas, FSp = Espacio de caracteŕısticas, FEng = Ingenieŕıa de caracteŕısticas.
Predicción: D = Predicción diaria, A = Predicción alcista, B = Predicción bajista, L = Predicción
lateralizada. I = Predicción intrad́ıa. 1-30 P = Predicción de 1 a 30 periodos en el futuro. PP:
Capacidad del modelo para predecir nuevos datos fuera del conjunto de entrenamiento. TVT =
Entrenamiento, validación y evaluación, OOS = Rendimiento fuera de muestra. ACC: Índice de Ex-
actitud. FE(15) = Extracción de caracteŕısticas de las 15 primeras variables de la Tabla (5.4). FS(2)
= Selección de caracteŕısticas discriminantes e independientes ( x.V∗PT y Sp.Vr∗CP.PT ) que miden
la acción del precio (Ver Tabla 5.4). ‡ Pruebas HSD Tukey, con un nivel de significación inferior al
1%, revelan una diferencia significativa en la medida de exactitud a favor del grupo control.

Por otro lado, La metodoloǵıa propuesta utiliza un conjunto de datos más amplio y

representativo, de 1999 a 2023, en comparación con otros enfoques. Esto implica mayor

robustez y capacidad de generalización, en la construcción de modelos de clasificación,

evaluada ante diferentes condiciones de mercado. El modelo de clasificación resultante

254



es más preciso y fiable, lo que aumenta la confianza en la validez de los resultados

obtenidos. Al utilizar un conjunto de datos más amplio, se reduce la posibilidad de

que los resultados sean un artificio de la muestra espećıfica utilizada en el análisis, lo

que aumenta la fiabilidad de la metodoloǵıa propuesta.

En términos generales, los modelos de clasificación basados en enfoques de inteligen-

cia artificial y aprendizaje automático tienen un impacto determinante en la precisión

de la clasificación, aśı como en el uso de recursos computacionales suficientes para llevar

a cabo las fases de entrenamiento, validación y despliegue. Sin embargo, la sencillez

del modelo hace que sea fácilmente interpretable (Ver clasificación de la dirección del

movimiento 8.3.4), estable (Ver evaluación de la colinealidad de los predictores (F.)),

generalizable, escalable y preciso (Ver poder predictivo del modelo de clasificación

(8.4.1)).
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Parte V

Comentarios finales
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9. Conclusiones y trabajo futuro
Desde el punto de vista del análisis técnico y estad́ıstico, los resultados emṕıricos

obtenidos con este estudio demuestran que el problema a resolver: La construcción

de modelos de clasificación parsimoniosos, sencillos y altamente precisos, que permi-

tan explicar y predecir a corto plazo la dirección de la tendencia de los precios como

ayuda para la toma de decisiones informadas se puede lograr a través de cinco fases

(preparación de datos, selección de variables, detección de estructuras subyacentes,

formulación del modelo de clasificación y evaluación del poder predictivo del modelo).

Los resultados demuestran que la construcción de un modelo de clasificación robusto

se debe a la consecución de cinco aspectos esenciales:

Primero, a una nueva forma de entender el mercado para predecir su dirección

futura. Esto se consigue detectando e identificando los puntos de inflexión del mercado

(ET). Este elemento critico en el que se origina la tendencia del precio y a partir del

cual evoluciona, se utiliza como punto de referencia para medir, clasificar y predecir la

dirección del movimiento futuro.

Segundo, a la naturaleza y la estructura multidimensional de las diferencias indi-

viduales entre tendencias. Esta visión multivariante del problema resulta ser una alter-

nativa adecuada para detectar el potencial discriminante y predictivo de las variables

que mejor explican la acción del precio y que mejor contribuyen a la diferenciación

entre movimientos de tendencia. En consecuencia, la precisión y consistencia en la

clasificación se debe al carácter discriminante y a la independencia de las variables

predictoras seleccionadas según el enfoque estad́ıstico exploratorio-confirmatorio del

proceso de selección.

Tercero, a la detección y el análisis de las estructuras subyacentes, que comprueba

ser una alternativa adecuada para validar la capacidad discriminante de las variables

predictoras seleccionadas y resulta ser una estrategia novedosa para confirmar la idonei-

dad de la técnica a utilizar en la construcción del modelo de clasificación.

Cuarto, a la significación de la muestra de estudio y a la estructura de los datos, de

modo que las variables predictoras y los grupos se ajusten a una distribución normal

multivariante. Esta solución innovadora, además de eludir la disposición asimétrica
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y leptocúrtica de los datos (retornos logaŕıtmicos), garantiza el cumplimiento de los

supuestos estad́ısticos para la aplicación de los métodos paramétricos multivariantes

y contribuye a la construcción de modelos de clasificación versátiles con resultados

fiables y consistentes. Incluso se adaptan a conjuntos de datos con un mayor número

de frecuencias en los que los casos son diferentes y menos iguales.

Quinto, a la evaluación del poder predictivo del modelo de clasificación con los

indicadores de desempeño más reportados en la literatura cient́ıfica. En términos

generales, los resultados obtenidos con datos dentro y fuera de la muestra sugieren

que el desempeño alcanzado en la clasificación es consistente y preciso. Esta constante

se consigue en condiciones normales, es decir, fuera de la influencia de los eventos

macroeconómicos o de la publicación de datos fundamentales que generen impulso en

los movimientos de los precios.

En consecuencia, esta tesis proporciona una potente herramienta metodológica para

predecir la dirección de los precios de los activos financieros, a partir de la formulación

de modelos de clasificación parsimoniosos, sencillos y de gran precisión, como ayuda

para la toma de decisiones informadas en situaciones de incertidumbre. El enfoque

propuesto aprovecha los puntos fuertes de los métodos estad́ısticos multivariantes a los

que se hace referencia en este trabajo e introduce un enfoque de intervención modular

que puede resultar atractivo para abordar problemas que requieran algunos o todos

los procedimientos aqúı definidos. La tasa de precisión en la clasificación del 98.77%

lograda con el enfoque propuesto supera los umbrales de precisión publicados, incluso

con los métodos más sofisticados descritos actualmente en la literatura cient́ıfica.

9.1 Conclusiones

• En un esfuerzo por comprender el comportamiento futuro y la tendencia de los

mercados, la previsión de los precios de los instrumentos financieros se ha con-

vertido hoy en d́ıa en uno de los problemas más desafiantes a los que se enfrentan

la industria financiera y los agentes implicados en la negociación. Aunque se han

utilizado muchas técnicas eficaces de inteligencia artificial en el ámbito de las se-

ries de tiempo y el aprendizaje supervisado, los resultados alcanzados hasta ahora

han sido muy prometedores. Sin embargo, los resultados obtenidos con este estu-

dio permiten concluir que estos trabajos tienen claramente algunas limitaciones,

en términos de interpretabilidad (el problema de la caja negra), sobreajuste,

selección de variables y definición de hiperparámetros para la construcción de los
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modelos. En efecto, el problema de la predicción de la dirección del movimiento

de los tipos de cambio en el mercado Forex es un tema de investigación abierto que

necesita ser considerado y, por tanto, todav́ıa requiere soluciones parsimoniosas,

descifrables y más precisas.

• Considerando el creciente interés por el valor de los datos y su influencia en la

toma de decisiones de inversión, este trabajo ha llevado a concluir que dos de

los criterios en los que se soporta la construcción de modelos de clasificación

y predicción más precisos son la calidad de los datos y las actividades cŕıticas

definidas en el proceso de preparación y disposición de los mismos. Al explorar

este tema, por un lado, la evidencia de este estudio apunta a que, debido al

crecimiento exponencial del volumen, la variedad y la velocidad de generación de

datos en los mercados financieros, la creación de valor a partir de la preparación

y el procesamiento de datos se ha convertido en un problema de creciente interés

para la industria financiera y los participantes del mercado. Por otro lado, los

resultados de este estudio sugieren que, debido al profundo desconocimiento del

funcionamiento de los mercados, se ignoran los datos relevantes desde el punto

de vista del análisis técnico y se subestima su valor, utilidad y potencial para

generar valor, extraer información y producir conocimiento.

En este contexto, aunque existen muchos procedimientos que contribuyen a la

obtención de datos de calidad para extraer información de ellos, los hallazgos de

este estudio indican que no existe un único enfoque estándar. Por lo tanto, en

este trabajo, se ha ideado una solución novedosa en la que la preparación y dis-

posición de datos además de incluir las actividades cŕıticas para producir, extraer,

compilar, verificar, limpiar, discretizar y ordenar en colecciones de datos, datos

precisos, coherentes y de calidad, estratégicamente esté pensada para garantizar

el cumplimiento de los objetivos del enfoque propuesto y de las fases de selección

de atributos, detección de estructuras y formulación de modelos. Aśı, con el

diseño del proceso de preparación y disposición de datos, se han obtenido resul-

tados precisos en los que se ha contemplado la intervención de tres problemas

centrales:

En primer lugar, el proceso de preparación de datos que conduce a la identifi-

cación efectiva de los determinantes del cambio de régimen de mercado, además

de validar los puntos de inflexión del mercado (ET), contribuye a la definición de

la población y la muestra de estudio mediante la selección de instancias. La inter-
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vención de este problema sugiere que la captura e identificación de los puntos de

inflexión (ET) mediante la construcción e implementación de un modelo de nego-

ciación algoŕıtmico de seguimiento de tendencias es una solución novedosa porque

proporciona un nuevo marco para comprender y predecir la dirección del mer-

cado. Los puntos de referencia (ET) en los que se produce el cambio de dirección

de la tendencia precedente se categorizan en dos clases (movimiento direccional

alcista y bajista). Aśı, la población de estudio se define con las instancias que

están a favor de la tendencia dominante. Los hallazgos indican que, las variables

observables que miden la acción del precio antes del instante (ET) son las vari-

ables candidatas legibles e interpretables que proporcionan la mejor información

sobre el cambio de dirección de la tendencia precedente y están disponibles para

el proceso de selección de caracteŕısticas.

En segundo lugar, los resultados obtenidos con la preparación de datos han reve-

lado que la selección de un subconjunto de variables observadas, además de ser un

tema importante por resolver, para la detección de estructuras, es una estrategia

novedosa que para este trabajo y futuros estudios sobre el tema ayuda a con-

struir factores comunes, y en este caso, a explicar la naturaleza multidimensional

de las diferencias entre los movimientos de tendencia. Los hallazgos han de-

mostrado que, al intervenir este problema mediante la formulación de un modelo

de optimización para la selección de un subconjunto de variables cuantitativas,

que se incorporan a las variables predictoras seleccionadas y, que mejor explican

la prima de riesgo, la acción del precio y validan la dirección de las tendencias

definidas, emṕıricamente ha demostrado ser una solución novedosa. Aśı, el sub-

conjunto de variables observadas con medidas de adecuación muestral KMO por

variables y grupos mayores a 0.5 y medidas de adecuación muestral individual

MSA por variable y grupos mayores a 0.5, deben estar presentes al menos en una

proporción de 4 por cada 7 variables elegibles. En consecuencia, este enfoque,

además de que puede ayudar a mejorar el conocimiento en la búsqueda de vari-

ables para la detección de estructuras subyacentes, tiene el potencial de aplicarse

a una gran variedad de casos en los que se requiere.

En tercer lugar, considerando la naturaleza de los datos y el problema de su dis-

posición asimétrica y leptocúrtica, se ha ideado una solución innovadora desde la

perspectiva de la preparación de los datos, diseñando un modelo de optimización

multiobjetivo para la identificación y selección de instancias. Los hallazgos de este
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estudio indican que se han obtenido resultados precisos, mostrando que los ca-

sos seleccionados son independientes, las variables predictoras seleccionadas y los

grupos asumen una distribución normal multivariante, las matrices de varianzas-

covarianzas intra-grupos son iguales y la pertenencia de cada caso a un grupo

concreto es excluyente. En consecuencia, el modelo de extracción de instancias

proporciona una poderosa herramienta metodológica para la conformación de

una muestra de estudio representativa, con clases balanceadas y datos con dis-

tribución normal multivariante. La importancia de este aporte radica en que,

además, de asegurar el cumplimiento de supuestos estad́ısticos, confiere fiabil-

idad a los resultados obtenidos en la formulación de modelos de clasificación

basados en el uso de métodos estad́ısticos paramétricos multivariantes. Aunque

existen limitaciones en cuanto al número de variables y grupos que participan en

el modelo de extracción, en el presente estudio solo se ha examinado la extracción

de instancias, que siguen una distribución normal multivariante, en casos en los

que sólo intervienen dos variables predictoras y una variable de agrupación com-

puesta por dos clases. Por tanto, este estudio es el primer paso, y los hallazgos

pueden ayudar a resolver esta dificultad presente en un mayor número de vari-

ables independientes con un mayor número de clases en la variable de agrupación.

Al mismo tiempo, se necesitan más estudios experimentales con otros tipos de

instrumentos financieros y en otras aplicaciones para estimar la fiabilidad del

modelo de selección de instancias en la extracción de la muestra de estudio y su

uso en la formulación de modelos de clasificación.

• En los últimos años, la selección de caracteŕısticas ha suscitado un gran interés,

especialmente para la construcción de modelos de clasificación que sirvan de apoyo

a la toma de decisiones de inversión. Uno de los factores clave para crear modelos

más precisos reside en la eficiencia del proceso de selección de caracteŕısticas. Al

explorar este problema, hay que tener en cuenta al menos dos aspectos. En primer

lugar, dada la variedad y el volumen de información potencialmente disponible

y utilizable, el desconocimiento de los determinantes del movimiento direccional

de los precios de los instrumentos financieros es claramente evidente y puede

abordarse como un problema de selección de caracteŕısticas. En segundo lugar,

el uso de variables irrelevantes y redundantes, además de que no contribuyen

a la diferenciación entre movimientos al alza y a la baja afecta negativamente

la precisión de los modelos de clasificación. En cualquiera de estos escenarios,
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se tiene un problema abierto que, desde el punto de vista del análisis técnico y

estad́ıstico, aún debe ser investigado.

Este estudio, que utiliza un enfoque estad́ıstico exploratorio-confirmatorio, aborda

este tema desafiante con una solución novedosa y eficaz que, además de mejorar

el conocimiento sobre los inductores de movimiento de los precios, permite iden-

tificar y seleccionar las variables independientes candidatas que, por su mérito

estad́ıstico y su interpretabilidad, explican mejor la acción de los precios, tienen

el mayor poder discriminante, producen el mejor desempeño en la clasificación y

permiten capitalizar las ineficiencias del mercado a partir de la predicción de la

dirección del movimiento futuro.

El procedimiento propuesto puede ser transferible a otros tipos de instrumentos

financieros y tiene el potencial de ser utilizado en otros tipos de aplicaciones

en las que se requiere detectar el mejor subconjunto de variables predictoras

discriminantes e independientes. Además, el enfoque propuesto podŕıa ser una

herramienta valiosa para los responsables de la toma de decisiones en el proceso

de selección de caracteŕısticas.

• El análisis Biplot ha demostrado ser una poderosa herramienta para la inspección

de relaciones y patrones de covariación entre variables en grandes matrices de

datos multivariantes. Sin embargo, dada la dificultad que implica, desde una

perspectiva gráfica multivariante, la detección de estructuras en las que los gru-

pos difieren para sugerir el modelo que mejor se ajusta a la estructura de los

datos y validar aśı el poder discriminante de las variables predictoras a consid-

erar en la construcción de modelos de clasificación, este trabajo, aprovechando la

alta calidad de representación que proporciona el análisis GH−Biplot, intro-

duce dos nuevos enfoques exploratorios para el análisis de estructuras. El primer

enfoque ayuda a validar, desde una perspectiva exploratoria multivariante, la

capacidad discriminante y predictiva de las variables predictoras seleccionadas

mediante el estudio de la naturaleza y la estructura de las diferencias individ-

uales de los movimientos de tendencia. En términos generales, esto implica el

análisis detallado de las interacciones entre variables, la detección de estructuras

significativas e interpretables y el reconocimiento de las diferencias de perfil en-

tre grupos. El segundo enfoque ayuda a sugerir y/o determinar la idoneidad del

método de clasificación a utilizar en la predicción. El procedimiento propuesto

para el diagnóstico de modelos incluye la inspección y confirmación de relaciones
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y patrones modelables en las estructuras de datos, la identificación del modelo

más apropiado y la evaluación del ajuste del modelo a la estructura de datos.

Al abordar este problema, los resultados obtenidos con este estudio permiten

concluir que el diagnóstico de variables predictoras y de modelos es un proceso

de verificación a posteriori. Se lleva a cabo después de conocer las variables y la

técnica a utilizar en la construcción del modelo de clasificación y se realiza sobre

el conjunto de variables que incluyen las que mejor contribuyen a la construcción

de estructuras, según el enfoque propuesto en la preparación de datos. Aśı,

el análisis de los factores subyacentes, además de ayudar a identificar y definir

los perfiles de las instancias (ET), según rasgos intŕınsecos poco comunes, ayuda

impĺıcitamente a reconocer el poder discriminativo de las variables predictoras y

a determinar su idoneidad en la construcción de los modelos de clasificación.

Emṕıricamente, la importancia de los enfoques propuestos radica en que, además

de demostrar la idoneidad de los datos para la detección y el análisis de estruc-

turas, las variables predictoras seleccionadas y las funciones lineales de Fisher

contribuyen a la diferenciación y la separación de los casos entre grupos. La

medida KMO de Kaiser-Meyer-Olkin de adecuación del muestreo, las pruebas de

igualdad de medias de grupos (Análisis ANOVA de una v́ıa) y de las diferen-

cias entre las medias de las funciones lineales de Fisher (Estad́ıstico Lambda de

Wilks) lo confirman respectivamente.

Desde el punto de vista del análisis de la estructura de los datos, la evidencia

sugiere que el primer eje factorial (comparte el 37.71% de la variabilidad de las

variables observadas) y la variable predictora x.V∗PT son los que mejor explican

y contribuyen a la diferenciación entre los movimientos de tendencia. La media de

los datos de este predictor es el mejor estimador de las diferencias entre grupos y

es el más influyente en la construcción de un modelo de clasificación. En general,

los resultados obtenidos con el análisis GH−Biplot explican de forma nove-

dosa en cuatro cuadrantes la naturaleza multivariante de las diferencias entre los

movimientos al alza y a la baja, en el nivel vertical se explica el valor del tipo de

cambio en los puntos de inflexión del mercado (ET), los niveles mı́nimos/máximos

en los que el tipo de cambio se deprecia/aprecia se explican con el primer eje fac-

torial. Aśı, los cuadrantes II y III definen la zona de sobreventa y los cuadrantes

I y IV la zona de sobrecompra. Por otro lado, el nivel horizontal explica la prima

de riesgo a la que está expuesto el tipo de cambio negociado y está dominado por
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el segundo eje factorial. Aśı, los cuadrantes I y II son la zona de alta exposición

al riesgo, y los cuadrantes III y IV son la zona de baja exposición al riesgo.

• En cuanto a la formulación de modelos de clasificación, si se tienen en cuenta

los diversos esfuerzos y la relevancia que ha alcanzado el análisis de las series

de tiempo y el uso de técnicas eficaces de aprendizaje automático en el campo

de la inteligencia artificial para predecir la dirección de los precios de los activos

financieros, este trabajo ha permitido concluir que la construcción de modelos

de clasificación parsimoniosos, descifrables y más precisos a partir de datos de

mercado es una tarea dif́ıcil y compleja que requiere un conocimiento profundo

del mercado y debe apoyarse en estrategias de negociación fiables diseñadas a

partir de un adecuado análisis técnico y fundamental.

En este contexto, la evidencia de este trabajo sugiere el desarrollo de un nuevo

enfoque para construir modelos de clasificación y predecir en el corto plazo la

dirección del movimiento de los precios de los activos financieros. La metodoloǵıa

propuesta aborda esta dif́ıcil tarea como un problema de clasificación supervisado

utilizando un enfoque estad́ıstico multivariante y paramétrico. Los resultados de

este estudio indican que, además de proporcionar nuevos métodos de intervención

modular basados en la preparación de los datos, la selección de caracteŕısticas y

la detección y el análisis de estructuras subyacentes, cuyas soluciones se integran

en la construcción de modelos de clasificación más precisos, Indirectamente la

solución propuesta proporciona un marco para comprender, desde el punto de

vista del análisis técnico y el modelado financiero, el proceso que conduce a

los precios de los instrumentos financieros a la formación de niveles históricos de

soporte y resistencia en los que la dirección del movimiento futuro también puede

ser potencialmente predecible.

En consecuencia, en este documento se ha destacado que el enfoque propuesto

simplifica la complejidad del mercado en dos variables predictoras independientes

con alto poder discriminante. El rendimiento medio de los precios de cierre

x.V∗PT y la pendiente de la recta de regresión de las variaciones entre los precios

de cierre Sp.Vr∗CP.PT, ambos valores se calculan 18 peŕıodos antes del punto de

referencia (ET) (Este número de periodos se elige para el cálculo de las métricas

aqúı descritas porque produce el mejor desempeño en las tareas de clasificación).

Por lo tanto, se ha demostrado que la función lineal discriminante explica, de

forma inteligible en los puntos de inflexión del mercado (ET), la influencia que
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tienen las variables predictoras en la acción del precio en la formación de los

movimientos de tendencia, y predice la dirección del movimiento futuro.

En general, se han aportado importantes evidencias que confirman que la di-

rección del movimiento después del instante (ET) está determinada por la di-

rección y la fuerza del impulso generado antes de los puntos de inflexión (ET),

siendo de dos tipos: (i)movimientos bajistas/alcistas con impulso, en donde el

tipo de cambio refleja valores de sobreventa/sobrecompra y (ii)movimientos ba-

jistas/alcistas sin impulso. Los hallazgos sugieren que, cuando los movimien-

tos bajistas/alcistas antes del instante ET vienen con impulso, en la función li-

neal de Fisher que predice la dirección del movimiento alcista/bajista, los co-

eficientes de los predictores son menores/mayores que cero, la contribución del

rendimiento medio x.V∗PT es mayor que la contribución de Sp.Vr∗CP.PT. Aśı,

cuanto más cerca esté el rendimiento medio del valor mı́nimo/máximo y el valor

de la pendiente de estas variaciones Sp.Vr∗CP.PT sea también negativo/positivo,

menos probable será que el valor del euro frente al dólar americano siga de-

preciándose/apreciándose con el tiempo.

Por otro lado, las evidencias de este trabajo indican que, cuando los movimientos

bajistas/alcistas anteriores al instante (ET) vienen sin impulso, según la función

lineal de Fisher el inicio de un nuevo movimiento alcista o bajista posterior al

evento (ET) es más probable que se produzca cuando el rendimiento medio nega-

tivo o positivo del tipo de cambio disminuye o aumenta por encima o por debajo

del primer cuartil de los valores de rendimiento históricos y el valor de la pendi-

ente de las variaciones entre los precios de cierre sea positivo o negativo.

• El uso de medidas de bondad de ajuste e indicadores de desempeño utilizando

datos dentro y fuera de la muestra se ha convertido en un tema de creciente interés

en la construcción de modelos de clasificación debido a la necesidad de verificar y

mejorar el poder predictivo de dichos modelos. Los hallazgos de este estudio sug-

ieren que, aunque existen muchos criterios para evaluar el desempeño de los mod-

elos de clasificación, no existe un procedimiento estándar único. Sin embargo, las

medidas de desempeño obtenidas utilizando las métricas más comúnmente repor-

tadas en la literatura cient́ıfica (Accuracy, G-mean accuracy, Recall, Specificity,

precision, F1, Kappa, Baseline y MCC) superan el desempeño de la clasificación

de los métodos más sofisticados publicados hasta la fecha. La evaluación del pro-

ceso de clasificación indica que se han obtenido ı́ndices de precisión más exactos,
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lo que demuestra que el enfoque propuesto proporciona una poderosa herramienta

metodológica para construir modelos de clasificación más precisos como ayuda

para tomar mejores decisiones de inversión.

La evaluación del poder predictivo con datos dentro y fuera de muestra en un

horizonte de aproximadamente 24 años, demuestra que la combinación lineal de

las variables predictoras seleccionadas, según el análisis de estructura, y los resul-

tados de las pruebas estad́ısticas paramétricas, además de proporcionar evidencia

estad́ısticamente significativa de las diferencias entre los movimientos de tenden-

cia, maximiza la precisión de la clasificación. Por otra parte, al mismo tiempo

que los supuestos estad́ısticos se apoyan en pruebas de significación y respaldan

la eficacia del modelo de clasificación a partir de pruebas de bondad de ajuste,

estos resultados confieren fiabilidad a los niveles de soporte y resistencia definidos

a partir de los precios históricos de mercado. Aśı, el uso de las zonas de soporte

y resistencia en las que el activo alcanza niveles de sobreventa y sobrecompra,

además de ser fiables, son útiles para gestionar la relación riesgo-beneficio en el

desarrollo de posiciones de compra y venta.

En cuanto al número de instrumentos financieros analizados, aunque el alcance

de este estudio es limitado, es el primer paso para mejorar la comprensión del

funcionamiento del mercado y mejorar la precisión en la predicción de la di-

rección del par euro-dólar. Además de contribuir con un nuevo enfoque a la

construcción de modelos de clasificación con fines predictivos para la toma de

decisiones de inversión, la metodoloǵıa propuesta puede ser transferible. Sin

embargo, se necesitan más estudios experimentales con otros tipos de activos

y en otras aplicaciones para estimar la fiabilidad del enfoque propuesto en la

construcción de modelos de clasificación parsimoniosos, descifrables y precisos.

Además, esta investigación podŕıa ser una ayuda útil para los responsables de la

toma de decisiones de inversión en la ejecución de operaciones en el mercado. Los

resultados del enfoque propuesto permiten integrar las previsiones del modelo de

clasificación y el análisis de las zonas de sobrecompra y sobreventa del activo ne-

gociado para confirmar y aumentar la eficacia de las órdenes de compra y venta

antes de su ejecución.

. .

.

.

268



9.2 Trabajo futuro

Este trabajo es el primer paso para mejorar la comprensión del funcionamiento del

mercado en lo que respecta al proceso seguido por los precios de los instrumentos fi-

nancieros en la definición de los puntos de inflexión y los niveles históricos de soporte y

resistencia alcanzados en la negociación. Los resultados obtenidos con el enfoque prop-

uesto tienen muchas implicaciones, especialmente en la definición de los determinantes

del movimiento direccional y la predicción del movimiento futuro. En este sentido, el

trabajo futuro se centra en utilizar la metodoloǵıa propuesta para evaluar su eficacia

con otros tipos de instrumentos financieros, especialmente sobre la base de estrategias

de negociación fiables y consistentes.

Los resultados obtenidos en esta investigación pueden ayudar a mejorar el de-

sempeño financiero de las estrategias de negociación de instrumentos financieros. La

integración de los resultados proporcionados por los niveles de sobreventa y sobrecom-

pra y las previsiones del movimiento direccional de los precios de los instrumentos

financieros es una potente herramienta de ayuda a la toma de decisiones de inversión.

Esta información es útil para confirmar las órdenes de compra y venta antes de su

emisión. En este contexto, la implementación de estas herramientas de apoyo a las

decisiones de inversión en el sistema de negociación algoŕıtmico es un futuro trabajo en

curso. El estudio se centra en analizar y evaluar sistemáticamente, en tiempo real, el

desempeño del sistema de negociación. La evaluación permitirá mejorar ampliamente

la eficacia del sistema de negociación y del modelo de previsión ante la volatilidad del

tipo de cambio euro-dólar.

El enfoque propuesto en la construcción de modelos de clasificación para predecir la

dirección de los precios a corto plazo proporciona una precisión de clasificación excep-

cionalmente alta. Sin embargo, se necesitan más estudios experimentales para estimar

la idoneidad de la metodoloǵıa propuesta y de las variables predictoras seleccionadas

en la construcción de otros modelos de clasificación. En este sentido, esta investi-

gación ha planteado la exploración de otros métodos de aprendizaje supervisado. El

trabajo futuro previsto se centra también en la evaluación comparativa del desempeño

proporcionado por otras técnicas de clasificación.

En conjunto, los resultados de este estudio también son aplicables en la construcción

de un indicador de análisis técnico. Para avanzar en esta investigación, el trabajo futuro
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se centra en la construcción de un asesor experto o sistema de recomendación adaptable

a cualquier tipo de instrumento financiero negociado en cualquier marco temporal. La

dirección estimada del precio se basa en las puntuaciones discriminantes. Estos valores

se obtendrán a partir del rendimiento medio y la pendiente de la recta de regresión

de las variaciones entre los precios de cierre, ambos indicadores calculados n peŕıodos

históricos. El indicador actuaŕıa como una herramienta de apoyo a la decisión de

inversión basada en la identificación de niveles de soporte y resistencia en los que el

valor del activo está infravalorado o sobrevalorado.

Los procedimientos propuestos en este trabajo constituyen una valiosa ayuda para

la solución de los problemas aqúı planteados. Para facilitar la aplicación de estos

procedimientos en otro tipo de estudios, el trabajo futuro se centrará en desarrollar

estos procedimientos en una interfaz gráfica en el entorno R. Las aplicaciones más

importantes son: (1) Modelo para la identificación y definición de los puntos de inflexión

de los precios de los activos financieros negociados en el mercado para diferentes marcos

de tiempo. (2) modelo de extracción de un subconjunto de instancias con medidas

que siguen una distribución normal multivariante. Este primer enfoque se aplica a

las medidas cuantitativas dispuestas en dos variables independientes y una variable de

agrupación con dos clases. (3) Modelo de selección de atributos para la construcción de

factores comunes. El subconjunto de variables dispuestas para la detección y el análisis

de estructuras subyacentes ayuda a validar la idoneidad de las variables predictoras

seleccionadas y del modelo de clasificación que se utilizará con fines predictivos. (4)

Modelo de selección de variables predictoras independientes, según mérito estad́ıstico,

con alto poder discriminante y capacidad predictiva. Este método es adecuado para

definir las variables a considerar en la construcción de modelos de clasificación con

fines predictivos. (5) Modelo general para la construcción de una función discriminante

lineal, que integra la preparación de datos, la selección de variables predictoras y la

validación de la eficacia del método y los predictores seleccionados.

Finalmente, una cuestión que aún debe investigarse, desde el punto de vista del

análisis técnico, es la relación de causalidad o de covariación entre las variables pre-

dictoras seleccionadas y los tiempos de duración de los movimientos tendenciales de

los precios. En este contexto, un problema importante que se debe abordar en futuros

estudios es la predicción de la duración de los movimientos tendenciales de los precios.
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10. Producción académica
Durante el exigente proceso de investigación que ha conducido al desarrollo de esta tesis

doctoral, se ha logrado una importante producción académica que abarca diversos

aspectos de relevancia cient́ıfica. Entre los logros más destacados, se ha incluido la

participación activa en congresos nacionales e internacionales, donde se han compartido

y discutido, con la comunidad cient́ıfica, los hallazgos y avances de esta investigación.

Esta valiosa interacción ha permitido mejorar y enriquecer la calidad del presente

trabajo, contribuyendo al fortalecimiento de este estudio.

Entre las participaciones mas significativas esta la asistencia como ponente a tres

relevantes congresos internacionales en Almeŕıa, España; Covilã, Portugal; y San Juan

de Pasto, Colombia. Entre los principales resultados de investigación en estad́ıstica

multivariante aplicada a los mercados de capitales, destacan la identificación de los

determinantes de los rendimientos positivos en la negociación del tipo de cambio euro-

dólar y el innovador enfoque ”Biplot loǵıstico” aplicado a una estrategia de negociación

del par de divisas euro-dólar. También se han realizado estudios de Análisis Multivari-

ante de Sistemas de Especulación centrados en la negociación del tipo de cambio euro-

dólar. La divulgación de estos resultados de investigación se resume a continuación:

• Ponencia Resultado de investigación: Determinantes de las posiciones de

mercado con retornos positivos: Un primer enfoque a partir del análisis discrim-

inante. XXI International Congress of the Word Economy Society / Sociedad de

Economı́a Mundial. University of Beira Interior - Covilã - Portugal. 2019.

• Conferencia Magistral Resultado de investigación: Análisis Multivariante

de Sistemas de Especulación. 2do Congreso Internacional de Ciencia, Tecnoloǵıa,

Innovación y Desarrollo Territorial. Universidad Autónoma de Nariño – San Juan

de Pasto – Nariño – Colombia. 2018.

• Ponencia Resultado de Investigación: Biplot Loǵıstico aplicado a una es-

trategia de negociación que utiliza el par de divisas Euro/Dólar. XX Reunión
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de Economı́a Mundial. XX World Economy Meeting. Universidad de Almeŕıa –

España. 2018.

La participación en estos congresos internacionales refleja un alto compromiso con la

investigación y la generación de conocimiento en el ámbito financiero. El intercambio de

ideas ha enriquecido este trabajo de tesis y ha generado oportunidades de colaboración

y desarrollo. Además, la relevancia y originalidad de los temas presentados han sido

reconocidos por la comunidad cient́ıfica, reafirmando su valor y potencial impacto en

el ámbito financiero.

Por otra parte, la vinculación generada por estos procesos de investigación con gru-

pos de investigación e instituciones brinda la oportunidad de realizar estancias para

mejorar la calidad de los resultados de investigación publicados en esta tesis. Durante

una pasant́ıa, se llevaron a cabo las siguientes actividades en la Escuela de Ciencias

Matemáticas y Computacionales de la Universidad de Investigación de Tecnoloǵıa Ex-

perimental Yachay Tech:

• Exploración del problema de la predicción de la tendencia de los precios de los ac-

tivos financieros mediante la definición e integración de estrategias de negociación

y modelos de previsión.

• Definición y selección de indicadores y medidas determinantes del movimiento di-

reccional de los precios para la construcción de modelos de clasificación, utilizando

técnicas estad́ısticas, de aprendizaje automático y de inteligencia artificial.

Estas actividades de investigación han fortalecido significativamente los conocimien-

tos en el ámbito financiero y han impulsado la búsqueda de soluciones eficaces y pre-

cisas. La colaboración con expertos y la inmersión en un entorno académico y de in-

vestigación han demostrado ser esenciales para garantizar que los resultados obtenidos

tengan un impacto potencial en el ámbito académico.

La publicación de estos resultados de investigación en revistas cient́ıficas de alto

impacto no solo asegura la revisión y validación por parte de expertos a través del

proceso de revisión por pares, sino que también fortalece la solidez y confiabilidad de

los hallazgos al difundirlos ampliamente dentro de la comunidad cient́ıfica y académica.

En este contexto, los resultados de la investigación de esta tesis doctoral han sido

publicados en IEEE Access, una prestigiosa revista de acceso abierto que publica

art́ıculos de resultados de investigación en el campo de la tecnoloǵıa y la ingenieŕıa,
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especialmente en la categoŕıa de ”Ciencias de la Computación y Sistemas de Infor-

mación”.

La revista, a julio de 2022, tiene un cuartil Q1 en SJR, lo que indica que se encuentra

en el primer cuartil en términos de visibilidad y prestigio dentro de su campo a nivel

mundial. Por otro lado, en JCR tiene un cuartil Q2, lo que sugiere que se encuentra

en el segundo cuartil en términos de su Factor de Impacto en comparación con otras

revistas en su categoŕıa espećıfica.

El art́ıculo publicado lleva por t́ıtulo: ”A Novel Linear-Model-Based Methodology

for Predicting the Directional Movement of the Euro-Dollar Exchange Rate”. En este

art́ıculo, que se adjunta a continuación, se presenta una innovadora metodoloǵıa basada

en modelos lineales para predecir el movimiento direccional del tipo de cambio euro-

dólar, destacando la relevancia y el valor de los resultados obtenidos.
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