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Modelización de los precios de las
acciones de Apple, Microsoft,

Amazon y Google utilizando redes
neuronales LSTM

AUTORA: Esther Valverde Nieto

TUTORES: Juan Manuel Corchado Rodŕıguez
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Caṕıtulo 1

Introducción

1.1. Motivación

“El mercado es el mecanismo más eficiente del mundo para transferir riqueza de la
gente impaciente a la gente paciente”, Warren Buffett.

La bolsa es un medio de financiación para las empresas, al mismo tiempo que un me-
canismo para rentabilizar el dinero que depositan alĺı los inversores. Estos participantes
de la bolsa se someten a śı mismos a un constante interrogatorio: ¿qué, cuándo y cuánto
comprar o vender?.

Estas preguntas plantean al inversor una doble problemática. Por una parte, el inver-
sor tendrá que hacer un esfuerzo por adivinar la tendencia del mercado bursátil para aśı
poder decidir qué y cuándo comprar o vender. Por otra parte, el inversor deberá formar
una estrategia o plan de acción, principalmente para limitar las pérdidas que pudiera tener
del capital invertido inicialmente. La manera en la que el inversor se enfrenta estos dos
problemas es muy distinta. Mientras que la formación de una estrategia es un asunto muy
personal, centrado en el inversor, en sus intereses y en su exposición al riesgo, realizar
un pronóstico sobre cómo evolucionarán los precios del mercado es un problema cuya
resolución ha sido ampliamente estudiada. Por lo tanto, existen multitud de métodos,
herramientas y procedimientos para predecir los precios de la bolsa.

La forma de predecir los precios del mercado de renta variable consiste fundamen-
talmente en analizar precios pasados. Sin embargo, la formación de los precios es muy
compleja. Por una parte, los precios a los que cotizan las acciones de una empresa miden
expectativas de futuro. Son una especie de indicadores sobre los beneficios que van a ge-
nerar las empresas en el próximo semestre. Por otra parte, los fenómenos en masa y la
debilidad del género humano determinan fuertemente la conducta de la bolsa. Los ciclos
de la bolsa responden a un problema de psicoloǵıa de masas [32]. A demás, los precios
están sujetos a la legislación de cada páıs, y son muy sensibles a las catástrofes naturales
y a otros fenómenos immprevisibles, como ocurrió en marzo con la crisis sanitaria a nivel
mundial que desencadenó la COVID-19.

Sin embargo, en la ciencia económica la mayoŕıa de los problemas que en principio

1



aparentan ser de resolución complicada se pueden reducir a un simple ajuste entre la ofer-
ta y la demanda. En este caso hablaremos de la oferta y demanda de acciones financieras,
que se intercambian a un precio acordado mutuamente por el comprador y el vendedor.
Al conjunto de operaciones de compra de acciones para venderlas a posteriori a un precio
superior con el objetivo de lograr beneficios se le llama especulación.

Un inversor no puede caer en el espejismo de que la bolsa crea riqueza por śı misma,
y por lo tanto debe saber que una acción que haya aumentado de precio un 20 % en el
último año no tiene por qué seguir creciendo a ese ritmo en el año siguiente. Como se
suele decir en bolsa, “rentabilidades pasadas no garantizan rendimientos futuros”.

Durante los últimos años, la popularidad de la digitalización financiera y el vigoroso
desarrollo de la Inteligencia Artificial (IA) también han impulsado la tendencia futura de
las finanzas móviles y los nuevos tipos de tecnoloǵıa financiera (FinTech). Con el avance
de la tecnoloǵıa de Internet y la creciente popularidad de los conocimientos financieros,
la inversión en acciones se ha convertido en una parte de la inversión y la gestión en la
vida. Todo esto ha condicionado los métodos de análisis de los mercados, que han ido
incluyendo y perfeccionando progresivamente distintas técnicas y herramientas, con la
reciente incorporación de la Inteligencia Artificial.

Aunque la Inteligencia Artificial no esté muy extendida en la práctica como soporte
para la toma de decisiones de inversión, śı que está recibiendo un enorme interés en el
ámbito cient́ıfico. No es de extrañar que su capacidad para trabajar con cantidades ma-
sivas de datos, su capacidad de aprendizaje y adaptación a nuevos datos, y su capacidad
de incorporar en un mismo análisis datos de tipo cuantitativo y cualitativo, como el pro-
cesamiento de textos, sean grandes fortalezas de esta tecnoloǵıa y que sean incentivos
suficientes para elegirla en el desempeño de predecir los precios futuros del mercado de
renta variable.

1.2. Planteamiento del trabajo

Este trabajo toma el problema al que se enfrenta un inversor a la hora de analizar
el mercado financiero para adivinar qué movimiento describirán los precios en el futuro
incierto. A partir de dicho problema, se formula una respuesta a través de la modelización.
Aśı, será necesario definir qué resultados que se esperan obtener, de toda la información
disponible cuál es la que se tendrá en cuenta y, por supuesto, qué tipo de modelo es el
más apropiado para resolver el problema.

La idea que subyace en el trabajo es que para poder crear un modelo que prediga su
valor en el futuro hay que lograr antes una mejor comprensión sobre cómo se forman los
precios. Sólo entonces se llega a la conclusión de que utilizando solamente precios pasados
se puede pronosticar qué pasará con los precios futuros.

Para llevar a cabo tal propósito se han elegido cuatro gigantes tecnológicas multina-
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cionales: Apple, Microsoft, Google y Amazon. Cotizan en Nasdaq, la segunda bolsa de
valores más grande de Estados Unidos. Se trata de cuatro empresas de sobra conocidas,
en boca de todo el mundo, punteras y con gran potencial de crecimiento. Elegir empresas
que tengan estas caracteŕısticas no es una decisión caprichosa, sino porque todas estas
son razones por las que el tráfico de compras y ventas de sus acciones en un d́ıa normal
es muy alto, lo que le da representatividad sus precios.

1.3. Estructura de la memoria

La memoria se divide en 8 caṕıtulos, del que el primero es la parte correspondiente a
la introducción. El resto de caṕıtulos continúan de la siguiente manera:

El Caṕıtulo 2 tiene como fin exponer el contexto sobre el que se construye este pro-
yecto. Este trabajo consiste en resolver un problema de modelización, por lo que para
contextualizar el problema primero plantea las bases económicas sobre las que se esta-
blece el mercado, para conocer cómo funciona, quiénes lo forman y en qué situación se
encuentra actualmente. Después, en el estado del arte se revisa la literatura precedente
respecto a la construcción de modelos cuya función sea predecir los precios del mercado de
renta variable, empezando por modelos más sencillos, hasta llegar a los modelos basados
en Inteligencia Artificial.

El Caṕıtulo 3 reune un conjunto de definiciones y técnicas sobre algoritmos de Inteli-
gencia Artificial que se utilizarán a lo largo del trabajo. Se trata de un caṕıtulo introduc-
torio a la IA, pero se ha procurado que sólo presente el contenido técnico indispensable
para comprender el funcionamiento de la red neuronal Long-Sort-Term-Memory sobre la
que se construirá el modelo.

En el Caṕıtulo 4 se concreta el objetivo general que motiva este Trabajo de Fin de
Máster, aśı como los objetivos espećıficos que han ido guiando el desarrollo de este pro-
yecto. Además, en este caṕıtulo se define la metodoloǵıa que se ha seguido con el fin de
alcanzar los objetivos marcados. Con este caṕıtulo se da pié a la fase experimental de este
trabajo, que pretende diseñar un modelo capaz de predecir precios futuros utilizando una
red neuronal Long-Sort-Term-Memory.

El Caṕıtulo 5 comprende todo el proceso de modelización. Se detalla en diferentes
etapas el marco de aplicación del modelo, la selección de las caracteŕısticas que se intro-
ducirán en el modelo, la construcción de cinco modelos alternativos y el método que se
ha seguido para comparar y validar la actuación de los modelos.

El Caṕıtulo 6 es una exposición de los resultados obtenidos en la fase experimental.
Para ello se utilizan fundamentalmente gráficas y tablas.

En el Caṕıtulo 7 se discuten y analizan en detalle los resultados publicados en el caṕıtu-
lo anterior. Se emiten una serie de comentarios sobre la comparación entre los modelos
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propuestos, para luego elegir el modelo que según el criterio establecido con anterioridad
sea el más adecuado para resolver el problema de modelización.

Para terminar, el Caṕıtulo 8 recopila las conclusiones finales de todo el proceso llevado
a cabo. Conjuntamente, se reconocen las limitaciones de este trabajo, para aśı poder dar
paso al planteamiento de nuevas ĺıneas de trabajo futuras que quedan pendientes para la
continuación de este proyecto.
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Caṕıtulo 2

Contexto y Estado del arte

2.1. El mercado de renta variable

La primera pregunta que habŕıa que plantearse a la hora de buscar el modelo más
adecuado es cuál es la naturaleza de la bolsa o mercado de renta variable. Cada d́ıa, en
el mercado de renta variable se negocian los precios de las acciones de aquellas empresas
que optan por financiar parte de su capital a través de las aportaciones de dinero de
millones de inversores que esperan obtener una rentabilidad de su aportación individual.
La evolución de estas negociaciones para una acción concreta se presenta normalmente
en una serie de datos, que son el precio máximo que alcanza en un d́ıa, el precio al que
se compra la primera acción del d́ıa (precio de apertura), el precio al que se compra la
última acción del d́ıa (precio de cierre), y el número de compras que se realizan de la
misma acción a lo largo del d́ıa (volumen de operaciones).

Al igual que el mercado de divisas, el mercado de materias primas, el mercado de
renta fija y cualquier otro tipo de mercado, está claro que el mercado de renta variable es
un sistema dinámico, donde el precio de cotización de las acciones fluctúa en el tiempo a
partir de ciertas variables explicativas. No obstante, no es sencillo determinar cuáles son
estas variables ni en qué medida afectan al precio.

Normalmente los estudios en el ámbito de la economı́a poĺıtica entienden el mercado
como un sistema determinista. Aśı, se pretende explicar los precios a partir de ciertas
variables macroeconómicas como el PIB nacional, el nivel de inflación o el nivel de des-
empleo, y un término aleatorio exógeno no explicado como respuesta a las anomaĺıas y
las irregularidades en los precios. Al menos es más fácil ver la idea contraria: cómo las
tendencias de los precios de los activos, las mercanćıas, las monedas y cualquier otro tipo
de producto financiero son importantes indicadores económicos [18].

Aún aśı, todav́ıa hay muchos más factores que intervienen en la determinación de los
precios. El mercado de renta variable, desde el punto de vista orgánico, es un sistema for-
mado por un enorme número de agentes (personas, empresas, bancos, fondos de inversión
y otros agentes financieros) que interactúan entre śı a través de transacciones de compra
y venta, y justamente por sus acciones son éstos los actores responsables de los cambios
en los precios [27].
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Con todo esto, en el caso de que el precio de cotización del mercado sea una varia-
ble determinista, para estudiar cómo se determina su valor es imprescindible utilizar la
hipótesis de la racionalidad no limitada (REH): todos los agentes que forman parte del
sistema tienen información perfecta sobre el sistema mismo, es decir, sobre los precios,
cómo se calculan los precios y sobre el resto de agentes que conforman el sistema [28].
Asumir esta hipótesis en la práctica es insostenible.

Ninguno de los agentes que operan en el mercado comprende del todo cómo funcio-
na este sistema ni cómo se forman los precios. De hecho, lo que realmente diferencia un
inversor que empieza por primera vez a realizar transacciones en el mercado, de un in-
versor con años de experiencia, no es el grado de acierto de la predicción de los precios,
sino la vulnerabilidad de los primeros a las pérdidas de dinero debido a la opacidad del
mercado. La formación financiera orientada a la operación en los mercados bursátiles es
muy importante para poder establecer juicios sobre la desorbitante información que se
transmite en el mercado. Para protegerse ante las pérdidas es necesario comprender las
distintas escalas geopoĺıticas y temporales desde donde se puede observar el mercado, y
conocer la gama de productos financieros disponibles para operar.

Ahora bien, aunque los operadores del mercado no puedan determinar las causas que
mueven los precios por su racionalidad limitada, ésto no supone una gran preocupación
para ellos. La gran mayoŕıa de las transacciones de compra y venta del mercado no se
ejecutan en base a esmerados escrutinios sobre cuáles son las razones originales de que el
precio vaya a subir o bajar. [19] no pod́ıa expresar con mejores palabras el razonamiento
del inversor, que piensa que “si todo lo que afecta al precio de mercado queda reflejado
definitivamente en dicho precio, entonces lo único que hace falta es estudiar ese precio de
mercado o valor de cotización.”

Existe otra premisa muy relacionada con la anterior, que busca de la misma manera
comprender los precios futuros estudiando los precios pasados: la historia se repite. Los
inversores llevan cien años clasificando patrones gráficos que dibujan los precios. Se han
establecido categoŕıas de imágenes que revelan la psicoloǵıa alcista o bajista del mercado,
y dado que estos patrones han funcionado bien en el pasado, se asume que seguirá fun-
cionando bien en el futuro. Estos ciclos de los precios están basados en el estudio de la
psicoloǵıa humana [19].

[3] expone claramente cómo estudiando el mercado como un sistema complejo se con-
sigue liberarse de esta hipótesis, siendo el cambio de los precios del mercado el resultado
de dinámicas endógenas complejas. Los agentes participantes del sistema son por lo tanto
heterogéneos y de racionalidad limitada. A partir de aqúı seguir perfilando la definición del
mercado de renta variable resulta más complicado. Una parte de la comunidad cient́ıfica
se decanta por utilizar modelos de predicción que consideren que los precios de la bolsa
se rigen por dinámicas estocásticas, mientras que otra buena parte, cada vez con mayor
presencia, escoge crear modelos que consideren dinámicas caóticas (referencias).

Existen diferentes respuestas a la pregunta de si los precios son predecibles. [34] afir-
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ma que con los datos e información histórica disponibles del mercado y de acceso público,
en mayor o en menor grado los mercados, en particular los emergentes, no están total
y bien organizados, y la predicción de los precios y rendimientos futuros de las acciones
posiblemente arroje mejores resultados que la selección aleatoria. De nuevo, [12] sostiene
que el mercado de valores es predecible hasta cierto punto si se mira desde la economı́a
del comportamiento y la teoŕıa socioeconómica de las finanzas.

2.2. Análisis fundamental y análisis técnico del mer-

cado bursátil

Existen dos métodos fundamentales para elaborar predicciones de los precios del mer-
cado bursátil: el análisis fundamental y el análisis técnico. El análisis fundamental se
centra en la causa de la variación del precio. Tiene en cuenta variables macroeconómi-
cas, indicadores del rendimiento de las empresas y la percepción de los participantes del
mercado, por lo que emplea datos de informes de valoración financieros de las empresas
y noticias de prensa. El análisis técnico está basado en la identificación de cambios de
tendencia en los precios. Principalmente utiliza gráficos de velas para detectar tendencias
alcistas, bajistas o laterales, soportes y resistencias y figuras de precios. El análisis fun-
damental y análisis técnico son dos enfoques de estudio complementarios.

Un inversor minorista que compre acciones por valor de 100 euros seguramente ha-
ya utilizado técnicas más rudimentarias para predecir los precios de cotización futuros
de las acciones. Un inversor con más experiencia preferirá movilizar un capital mayor,
y es probable que utilice algún sistema automático de trading como soporte en la toma
de decisiones de inversión. Los sistemas automáticos de trading se basan en indicadores
técnicos matemáticos o estad́ısticos sobre los precios pasados. Los más conocidos son las
Medias Móviles (MA) en el análisis a corto plazo, y las Medias Móviles de Convergen-
cia/Divergencia (MACD) y el Índice de Fuerza Relativa (RSI) en el largo plazo. La mayor
parte del volumen de operaciones de inversión que se producen en el mercado de renta
variable se realizan en base a las señales de compra y venta que generan éstos.

Pero el análisis del mercado bursátil se puede perfeccionar aún más para tratar gran-
des volúmenes de datos y aśı conseguir estimaciones más precisas a un coste de dinero y
tiempo pequeños. Los grandes fondos de inversión y bancos implementan cada vez más
nuevos algoritmos de trading, con la reciente incorporación de la Inteligencia Artificial
para adaptar el análisis técnico a nuevos entornos que atraviese el mercado, aunque éstas
continúan todav́ıa en fase de desarrollo y aparecen sólo de manera prematura, como he-
rramienta auxiliar [33].

La construcción de un modelo que elabore predicciones precisas se puede realizar desde
muchos enfoques distintos atendiendo al mercado al que se dirija el estudio y al sujeto del
análisis. De hecho, el análisis también cambia de mat́ız cuando se realiza desde el punto de
vista de un inversor, cuyo principal objetivo es ganar dinero, a cuando se realiza desde el
punto de vista cient́ıfico, cuya motivación suele ir más encaminada a optimizar el nivel de
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precisión del pronóstico. Para el inversor cobran mucha importancia en el análisis factores
como la duración de la inversión, pues en ese tiempo no tiene disponibilidad de su dinero,
y el riesgo que tiene de perder.

Desde el punto de vista de la investigación, una gran cantidad de trabajos que se
vienen desarrollando en esta ĺınea centran su atención en encontrar la técnica o método
que mejor precisión consiga y del que mayores beneficios se podŕıan obtener si se hiciera
caso a su pronóstico. Es por ello que la mayoŕıa de art́ıculos comparan la actuación de
distintos modelos para un mismo problema de modelización muy concreto (por ejemplo,
la predicción de precios de Bitcoin a dos años vista). Al final, la conclusión general que
se obtiene es que no hay una técnica mejor que otra, y que su adecuación depende más
del planteamiento del problema o la situación a modelar. Esto ha servido de motivación
en el desarrollo de este trabajo para no perder de vista el contexto económico, e intentar
definir cuál es el problema de modelización que se quiere resolver.

Los activos financieros para los que se elaboran más modelos predictivos de precios
son las acciones, por encima de los ı́ndices de mercado y muy por encima de las divisas,
aunque en el último año ha incrementado notablemente el número de modelos diseñados
para predecir el precio de las criptomonedas. En menor medida se elaboran modelos para
predecir los precios de materias primas y bonos del Estado [30]. Puede ser que estos últi-
mos sean casos menos interesantes por estar sujetos a un gran efecto de estacionalidad el
primero, y a una muy baja volatilidad el segundo.

Los modelos ARIMA son modelos predictivos estad́ısticos muy sencillos que se basan
en explotar los patrones de autocorrelación presentes en una serie temporal, lo que implica
que las observaciones no son independientes. En [1] se estima el precio de cierre de Nokia y
Zenith como combinación lineal de precios de cierre anteriores y sus errores, por lo que el
problema a resolver se reduce a encontrar un buen ajuste de parámetros de autorregresión
y media móvil. El modelo ARIMA diseñado es bueno en tanto que los residuos son series
de errores aleatorios. Dado que no hay picos significativos de ACFs y PACFs, significa
que los residuos del modelo son ruido blanco, no quedan otros patrones significativos en
la serie temporal.

En la literatura más reciente los modelos ARIMA se suelen utilizar dentro de modelos
h́ıbridos para la predicción de precios, ya que los modelos ARIMA por śı mismos no son
capaces de captar las no linealidades de las series temporales [24],[35].

Una práctica muy común dentro del análisis fundamental que realizan las personas que
operan en el mercado es elaborar predicciones sobre la volatilidad del mercado. En el ámbi-
to de la investigación destaca el uso del modelo autorregresivo generalizado GARCH para
estudiar la fluctuación y el riesgo de las criptomonedas. [20] compara distintas variantes
del modelo GARCH que expliquen con el mı́nimo Error cuadrático medio (RMSE), error
porcentual absoluto medio (MAPE) y error absoluto medio (MAE) el comportamiento
volátil de las seis monedas nacionales y las seis criptomonedas más influyentes del merca-
do de divisas. Los resultados apuntan a que mientras que para estimar la volatilidad de
las divisas el modelo óptimo es el modelo GARCH integrado (IGARCH), para capturar la
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volatilidad de cada una de las criptomonedas hace falta construir modelos GARCH más
rigurosos que incorporen efectos como el apalancamiento financiero o el distinto impacto
entre una “buena noticia” y una “mala noticia”.

En ambos casos los modelos se ajustan de acuerdo a los patrones históricos de una
serie temporal fija, por lo que aunque obtengan predicciones satisfactorias no garantizan
que ampliando la serie temporal original los mismos modelos continúen siendo adecuados.
El mercado de renta variable está continuamente expuesto a los est́ımulos de los agentes
que lo forman, siempre cambiantes. Este hecho se hace aún más relevante en el mercado de
criptomonedas, altamente volátil por la incertidumbre que generan la falta de regulación
y su caracteŕıstica naturaleza virtual. Será más conveniente establecer modelos capaces
de adaptarse a la entrada de nuevos datos, y es aqúı donde tomarán el protagonismo de
las técnicas de Inteligencia Artificial [33].

2.3. Inteligencia Artificial para predicciones financie-

ras

La extracción de caracteŕısticas de los precios y la captación de patrones y tendencias
es una tarea extremadamente complicada. Sin embargo, las técnicas de Inteligencia Ar-
tificial se utilizan continuamente para la resolución de este tipo de problemas. La IA es
capaz de aprender patrones de los datos e inferir soluciones a partir de nuevos datos des-
conocidos. Además, es capaz de trabajar con grandes conjuntos de datos .Esto mediante
un conjunto de reglas internas, que serán halladas por el mismo agente, según sea el caso.
El éxito de dichos sistemas es ser capaz de entregar la solución a un problema, con base
en la generalización de caracteŕısticas halladas.

El aprendizaje automático es una rama de la Inteligencia Artificial (IA), y es un proce-
so de aprendizaje que comienza con la identificación del dominio de aprendizaje y concluye
con la prueba y emplear los resultados obtenidos del aprendizaje en la resolución de un
problema [26]. En el caso del mercado de valores, los datos generados son enormes y muy
poco lineales. Para modelar este tipo de datos dinámicos hay que buscar modelos que pue-
dan analizar los patrones ocultos y la dinámica subyacente. Los algoritmos de aprendizaje
profundo son capaces de identificar y explotar las interacciones y los patrones existentes
en los datos mediante un proceso de autoaprendizaje.

Además, el aprendizaje profundo proporciona un marco muy potente a la hora de
utilizar grandes conjuntos de datos en diversas tareas de predicción, ya que es capaz de
modelar relaciones complejas y no lineales entre variables u observaciones. Debido a ésto,
se han desarrollado muchos algoritmos de aprendizaje automático y se han aplicado a la
predicción bursátil [25].

[23] revela que los algoritmos de aprendizaje automático más utilizados en las predic-
ciones bursátiles son el algoritmo Support Vector Machine y las redes Artificial Neural
Networks (ANN), en español “redes neuronales Artificiales”. Además, afirma que la ma-
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yoŕıa de los trabajos revisados predijeron el movimiento del precio de las acciones, y pocos
se dedicaron a predecir el precio real de las acciones futuras. Con esto anima a nuevos
estudios que analicen las dificultades que presenta predecir el precio exacto de un activo fi-
nanciero en comparación con si el precio va a crecer o disminuir en un horizonte de tiempo.

redes neuronales

Para los inversores, la sustitución del análisis técnico del movimiento de los precios
por sistemas basados en técnicas de Inteligencia Artificial todav́ıa les suena a una reali-
dad lejana. Las redes neuronales funcionan como un método de “caja negra”, y las reglas
extráıdas de los métodos no son fácilmente comprensibles. No hay que pasar por alto esta
caracteŕıstica inherente de las redes neuronales, que crea una división entre los analistas
financieros que están a favor de los sistemas automáticos de trading y los más conserva-
dores, a quienes no les convence eliminar el elemento humano subjetivo de la transacción
de compra y venta de acciones. Este último grupo mantiene el control de la interpretación
de dichos indicadores aśı como el proceso de toma de decisiones.

En [15] el modelo h́ıbrido propuesto utiliza un algoritmo genético de expectativas adap-
tativas para optimizar el sistema de inferencia difuso basado en la red adaptativa (ANFIS)
para predecir las tendencias del precio de las acciones. Se trata de un tipo de modelo de
uso muy extendido en la predicción a partir de series temporales. Es interesante ver cómo
utiliza una metodoloǵıa sencilla, pensada para ser utilizada fácilmente por los inversores.
Al trasladar el planteamiento del problema al punto de vista del inversor, se da cuenta de
que los inversores suelen tomar sus decisiones a corto plazo basándose en la información
bursátil reciente, como las últimas noticias del mercado o las fluctuaciones de los precios
en tiempo real. Para considerar las relaciones lineales entre los periodos recientes, aplica
un modelo de expectativas adaptativas al modelo que propone inicialmente, con lo que
consigue mejorar el rendimiento de las previsiones.

Llama también la atención la aplicación de inferencia difusa (FIS) para producir re-
glas a partir de los valores lingǘısticos de los indicadores técnicos. También es utilizada en
[14] por ventajas como su simplicidad y estructura natural, y por ser una alternativa a la
clasificación de los resultados en grupos excluyentes, pues se basa en conjuntos analógicos
o de razón que puede tomar cualquier valor entre cero y uno. Además se utiliza frecuente-
mente en la modelización de escenarios con incertidumbre, y es de fácil combinación con
otros métodos de inteligencia para formar modelos h́ıbridos.

Una posible aplicación de ANN en la predicción de precios podŕıa ser la clasificación
de los famosos gráficos de velas utilizando redes neuronales Convolucionales (CNN). Las
CNN son un tipo de ANN cuyos datos de entrada son matrices bidimensionales. A diferen-
cia de las MLP, es importante la disposición de los datos dentro de la matriz de entrada.
Por esta razón se usa frecuentemente para la clasificación de imágenes, ya que lugar que
ocupa cada ṕıxel y la relación con sus vecinos se debe guardar siempre [6].

En [11] el modelo se entrena en el mercado de renta variable de Estados Unidos y es
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capaz de elaborar predicciones a largo plazo (a 12 años vista) sobre los precios de los mer-
cados de 31 páıses diferentes. Los autores remarcan de hecho la utilidad de que este modelo
pueda entrenarse en un mercado maduro como el de Estados Unidos y consiga realizar
buenas predicciones en mercados de páıses emergentes, que normalmente no tienen tantos
datos como para entrenar el modelo basado en redes neuronales. Aśı, consideran como su
modelo adecuado en el sentido de que la arquitectura del modelo, las caracteŕısticas de
entrada y el procedimiento de entrenamiento son satisfactorios, dando como resultado un
modelo que no tiene por qué ser entrenado y probado en el mismo mercado. Además, este
art́ıculo explora la aplicabilidad del modelo acompañándola de una comparación entre las
caracteŕısticas de diferentes los mercados a los que se aplica, según su tamaño y su liquidez.

[11] diseña un modelo basado en CNN que transforma las series temporales en imáge-
nes, que serán los inputs entrada de la red neuronal, y después se clasifican como “com-
prar”, “vender” o “mantener” en función de la tendencia alcista, bajista o lateral que
reproduzca la serie temporal. Este modelo consigue obtener mayor rentabilidad de la in-
versión en ETFs y en el Dow Jones 30 que si simplemente se comprara una participación
en el instante inicial y se vendiera en el instante final. Además, mejora la rentabilidad
esperada a largo plazo (10 años vista) que de utilizar métodos de regresión como el RSI,
SMA de 14 y 50 d́ıas, y otros modelos comparados, un modelo LSTM y un modelo Per-
ceptrón Multicapa (MLP) [31].

A diferencia del MLP y las CNN, las redes neuronales Recurrentes (RNN) durante el
aprendizaje almacenan en un estado interno (al que se suele denominar como “memoria”)
información relativa a la transformación de un fragmento o secuencia de la serie tempo-
ral. Esta operación se repite para cada elemento de la serie temporal, y cada subsiguiente
output estará determinado por el cálculo anterior. De este modo, durante el proceso de
aprendizaje se incorpora la dependencia o caracteŕısticas comunes entre secuencias de la
serie temporal. En [17] se hace visible que el modelo RNN no es capaz de captar patrones
en los precios movidos por la estacionalidad. En este caso los modelos basados en MLP y
CNN predicen mejor el comportamiento del precio al extraer los datos de la serie temporal
en ventanas de información.

Las redes neuronales generales, como las redes neuronales convolucionales, procesan
muestras independientes e idénticamente distribuidas, y los problemas que resuelven, que
pueden ser problemas de clasificación, problemas de regresión o problemas de expresión
de caracteŕısticas, todos ellos satisfacen la propiedad de independientes e identicamente
distribuidos [10]. Sin embargo, hay más problemas reales que no satisfacen estas propie-
dades, como la traducción de idiomas o la generación automática de textos. Se tratan de
problemas en los que se trabaja con secuencias de datos, que incluyen series temporales
y secuencias espaciales. En comparación con las redes CNN, los datos de secuencias o se-
ries temporales son más adecuados para ser procesados con redes neuronales Recurrentes
(RNN) [29], [12].
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2.4. Enfoque actual en la modelización de prediccio-

nes financieras: Long short-term memory

A la hora de manejar series temporales de gran longitud pueden aparecer problemas
al utilizar RNN. Durante el entrenamiento de la red neuronal en cada paso de tiempo los
datos de entrada sufren transformaciones, por lo que hay información que se pierde en
cada paso. Después de un tiempo de entrenamiento, la memoria de la RNN no contiene
prácticamente ningún rastro de las primeras entradas [6]. Para solventar este problema
aparece la célula Long Short-Term Memory (LSTM), propuesta por primera vez en 1997
por Sepp Hochreiter y Jürgen Schmidhuber [7]. Es capaz de reconocer señales de entrada
importantes y almacenarlas en la memoria por el tiempo que se necesite, aśı como de
olvidar fluctuaciones y errores a corto plazo, lo que permite capturar dependencias no
lineales muy lejanas en el tiempo dentro de la serie temporal.

Las redes neuronales que tienen estructura de LSTM tienen gran éxito en el ámbito
de las aplicaciones de datos secuenciales, como la traducción secuencial de textos [8] y las
series temporales [4], [21], [9]. Además, su incorporación al modelo y su diseño es bastante
simple, lo que hace que dentro de los modelos de predicción de precios basados en RNN
sea ampliamente utilizada por los investigadores [30].

Para el desarrollo de este trabajo se han utilizado como referencia los modelos que se
citan a continuación, ya que los problemas de modelización que resuelven tienen muchos
puntos en común con el problema de modelización que se plantea aqúı. Utilizan redes
LSTM para la predicción de precios de activos de renta variable. Su contribución ha sido
especialmente importante en el problema que se presenta en el proceso de modelización
a la hora de seleccionar el input que se introducirá en la red neuronal LSTM. [4] desa-
rrolla un modelo que compara la precisión del pronóstico, la rentabilidad esperada y la
volatilidad (medida por el Ratio de Sharpe) de carteras de inversión en 1, 5, 10, 100 y
200 empresas del ı́ndice S&P. Para ello utiliza como input los rendimientos históricos de
las empresas del S&P.

[21] calcula también el rendimiento esperado de 5 activos del mercado brasileño, con
la diferencia de que utiliza como input de la red neuronal 175 indicadores financieros,
además de los precios históricos de los activos. En el mismo estudio se propone mejorar el
modelo disminuyendo la dimensión del input, como hace [13] en su modelo. Éste analiza
un ETF de Taiwan (un fondo de inversión cotizado) introduciendo como inputs precios
históricos más los seis indicadores más relevantes en el análisis financiero, por lo tanto
reduce el tamaño del input haciendo una selección de las caracteŕısticas. Además, utiliza
una ventana móvil de datos para generar una nueva red neuronal al final de cada d́ıa de
negociación, técnica que se ha trasladado al diseño de los cuatro modelos.

Por último, [22] explora la predicción de precios de dos activos utilizando datos de
precios históricos, datos macroeconómicos y datos de “Google trends index”, aśı como
datos cualitativos obtenidos de twitter, webs de noticias financieras y foros de discusión.
Al igual que en el art́ıculo anterior el modelo consegúıa mejores predicciones reducien-
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do el tamaño del input, mejor dicho, haciendo una selección manual de las variables de
entrada, aqúı para mejorar el modelo se utilizan técnicas de selección automática de los
inputs a partir de los datos de cotización. El estudio concluye en que de esta forma los
datos de tendencias extráıdos de Google mejoran la precisión del modelo, y no introducen
percepciones incorrectas que aumenten los errores de los resultados. Es por eso que la
integración de técnicas de IA en la predicción de precios contituye una grande oportuni-
dad para analizar ingentes cantidades de datos, cambiantes, diversos y complejos, aunque
existe un gran desaf́ıo al momento de integrarlas dentro del problema de modelización
que se esté estudiando.
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Caṕıtulo 3

Conceptos técnicos

3.1. Redes neuronales artificiales

Ya se ha expuesto la problemática de analizar los precios en el mercado de renta va-
riable. La compra y venta de acciones de los agentes en el mercado genera cada d́ıa una
cantidad masiva de precios que fluctúan y que son altamente no lineales. Con el propósito
de modelar las relaciones complejas y no lineales existentes entre los precios de cierre
de las acciones de Apple, dentro de los modelos propuestos en este trabajo se utilizarán
redes neuronales Recurrentes (en concreto redes LSTM) por su extendido uso y excelente
rendimiento en este tipo de tareas. Los algoritmos de aprendizaje profundo son capaces
de identificar y explotar las interacciones y los patrones existentes en los datos mediante
un proceso de autoaprendizaje. En esta sección se explicará brevemente en qué consiste
una red LSTM y cómo funciona.

Una red neuronal Artificial es un modelo ejecutado por un ordenador formado por
un conjunto de neuronas o células conectadas entre śı. Las neuronas que se encuentran
conectadas se transmiten señales de unas a otras, como lo haŕıan las neuronas de un cere-
bro. Para ilustrar cómo se transmite la información a través de la red se pone el ejemplo
de una red sencilla formada por dos neuronas conectadas entre śı. Una de ellas será la
neurona de entrada, es decir, aquella que recibe un est́ımulo externo a la red y la transmite
al resto de la red, en este caso la segunda neurona. Esta será la neurona de salida de la
red, que ante el est́ımulo que ha recibido genera una respuesta que env́ıa al exterior de
la red. Todo este proceso se mueve y dirige por el cómputo de una serie de operaciones
matemáticas. El est́ımulo externo que se introduce a la red consiste en un conjunto de
valores organizados en un vector. Este vector de entrada llega a la primera neurona y se
mmultiplica por un peso, de tal manera que llega transformado a la neurona siguiente.
En realidad lo que sucede cuando un vector de entrada atraviesa la red neuronal es que se
multiplica por matrices de pesos, además de ser sujeto de otras operaciones matemáticas,
produciendo unos valores de salida.

Cuando decimos que este sistema se está entrenando lo que ocurre es que se están
buscando los valores óptimos de los parámetros de la red. Para ello la red utiliza el algo-
ritmo de retropropagación [29]. Dicho rápidamente, la idea en la que se basa es que si se
introduce en la red el vector de entrada y además se le indica cuál es el vector de salida que
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se quiere que asocie a dicha entrada de datos, las conexiones entre las neuronas que están
dentro de la red se configurarán de tal forma que, si se vuelve a introducir el mismo con-
junto de datos, la propia red asocie esta entrada con la respuesta “correcta”. Los detalles
del funcionamiento del algoritmo se retoman un poco más adelante en este mismo caṕıtulo.

3.2. redes neuronales Long-Sort-Term-Memory

La información que se transmite a través de la red no tiene por qué fluir en una sola
dirección, esto es, de la capa de entrada a la de salida. Una red neuronal Recurrente recibe
entradas, produce una salida y además recurre a śı misma, es decir, env́ıa su propia salida
de vuelta a śı misma (ver figura 3.1). En cada paso de tiempo, cada neurona recurrente
recibe diferentes entradas, aśı como su propia salida del paso de tiempo anterior, denotada
en la figura como D. En el caso del primer instante de tiempo, dado que no existe vector
de salida anterior generalmente se iguala D = 0.

Figura 3.1: Capa RNN. Por autoŕıa de Chrislb, bajo la licencia CC BY-SA 3.0.

En la figura 3.1 se disponen tres neuronas una encima de otra, es aśı como se represen-
ta una capa dentro de la red neuronal. A la hora de constrúır una red es posible organizar
las neuronas en diferentes capas, de esta forma se distribuye el trabajo que debe realizar
la red en distintas capas, una para cada función. Las redes neuronales Recurrentes se
componen de una capa de entrada, una o varias capas ocultas intermedias y una capa
de salida. El número de neuronas de la capa de entrada es igual al número de variables
explicativas (espacio de caracteŕısticas). El número de neuronas de la capa de salida se
corresponde con el número de clases en las que se quiere clasificar el vector de salida, en
este caso una neurona que indica el precio de cierre ajustado de la acción al d́ıa siguiente.

La principal caracteŕıstica de las redes LSTM, dentro de las Redes Recurrentes, se en-
cuentra en las capas ocultas, formadas por las llamadas células de memoria. En la figura
3.2 se muestra un esquema de la célula LSTM. Una capa oculta en una red LSTM está
formada por una célula conectada a śı misma (recurrente) que, comúnmente hablando,
tiene un espacio de memoria a corto plazo ht y otro a largo plazo ct. Durante el entre-
namiento, la célula aprende a reconocer un vector de entrada importante y es capaz de
almacenar esta información en su memoria, aśı como de descartar aquella información que
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no sea relevante.

Figura 3.2: Célula LSTM. Por autoŕıa de fdeloche, bajo la licencia CC BY-SA 4.0.

El funcionamiento de la célula es el siguiente: el vector de entrada xt y el estado a
corto plazo de la célula anterior ht−1 pasan a través de cuatro capas fully-connected dife-
rentes. La capa principal, la que tiene por función de activación la tangente hiperbólica,
es aquella que discrimina entre las dependencias más importantes y las poco significati-
vas en el conjunto de datos. Aśı, la salida de esta capa se separará en dos caminos: la
parte más importante se almacenará en el estado a largo plazo ct, y el resto será desechado.

Las otras tres capas son controladores de puertas. Una célula LSTM puede aprender
a reconocer una entrada importante (ese es el papel de la de la puerta de entrada It),
almacenarla en el estado a largo plazo, conservarla durante el tiempo que se necesite (esa
es la función de la puerta del olvido Ft), y extraerla cuando se necesite (puerta de salida
Ot). Las puertas utilizan la función de activación loǵıstica, de esta manera sus salidas
están dentro del intervalo [0, 1].

Las siguientes ecuaciones resumen cómo calcular el estado a largo plazo de la célula,
su estado a corto plazo a corto plazo, y su salida en cada paso de tiempo para una sola
instancia. Las ecuaciones que realmente se utilizan, teniendo en cuenta cada mini-batch,
son por extensión muy similares.

It = σ(W>
xIxt +W>

hIht−1 + bI)

Ft = σ(W>
xFxt +W>

hFht−1 + bF )

Ot = σ(W>
xOxt +W>

hOht−1 + bO)

Gt = tanh(W>
xGxt +W>

hGht−1 + bG)

ct = Ft ⊗ ct−1 + It ⊗Gt

ot = ht = Ot ⊗ tanh(ct).

Donde la notación que se ha utilizado es la siguiente:
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WxI ,WxF ,WxO,WxG son las matrices de pesos de cada una de las cuatro capas para
su conexión con el vector de entrada xt.

WhI ,WhF ,WhO,WhG son las matrices de pesos de cada una de las cuatro capas para
su conexión con el estado anterior a corto plazo h(t− 1).

bI , bF , bO, bG son los términos de sesgo para cada una de las cuatro capas. Hay que
recalcar que Tensor-

Flow inicializa bF con un vector lleno de 1s en lugar de 0s. Esto evita que se olvide
todo al comienzo del entrenamiento.

3.3. Configuración de una red LSTM

Capas fully-connected

Las redes neuronales también pueden estar compuestas por diferentes tipos de capas
según se establezcan los enlaces entre las neuronas de la capa anterior y posterior. En
las redes que se han diseñado también se utilizan capas fully connnected, en las que las
neuronas de esa capa están conectadas a todas las neuronas de la capa anterior, esto es,
sus neuronas de entrada.

Capas bidireccionales

También se han utilizado capas LSTM bidireccionales. En cada epoch, una capa re-
currente normal sólo tiene en cuenta para el cómputo de los pesos de entrenamiento las
entradas de datos pasados y presentes, con los que genera su salida. Dicho de otra forma,
es “causal”, por lo que no tiene en cuenta los datos futuros del dataset. Cada nueva capa
bidireccional creará un duplicado de la capa LSTM correspondiente, sólo que en sentido
inverso, y ejecutará ambas y para concatenar luego sus salidas en cada epoch. Por ejem-
plo, aunque la capa LSTM del modelo 4 tiene 150 neuronas, la capa bidireccional dará el
doble de valores por paso de tiempo al combinar sus salidas, es decir 300 (figura 5.11).Este
tipo de RNN tiene sentido aplicarlas cuando se quiere realizar un pronóstico dentro de
una serie temporal como la que estamos utilizando, pero para muchas otras tareas, como
en el procesamiento del lenguaje natural para traducir textos automáticamente, a menu-
do es conveniente mirar al futuro las siguientes palabras antes de codificar una palabra
determinada.

Dentro de la configuración de la arquitectura de una red neuronal también es necesario
definir una serie de elementos para que funcione de manera correcta, como el número de
epochs, las funciones de activación de las neuronas, la función de optimización del modelo
y el tamaño del batch.
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Número de epochs

En la simulación de los modelos se ha fijado el número de epochs a 50. Un epoch es
un recorrido por las muestras del conjunto de entrenamiento. Después de cada epoch la
red neuronal predice los valores de las muestras no vistas del conjunto de validación y se
calcula una pérdida de validación (MSE) de comparar los valores de predicción con los
valores reales de la muestra.

Función de activación

La función de activación aplicada a una neurona modifica su salida en función de la
entrada que reciba, añadiéndole un sesgo. Ésta transformación de la salida se realiza con
la finalidad de introducir no linealidad al entrenamiento. Gracias a este hiperparámetro
se hará posible la retropropagación, debido a que los gradientes se suministran junto al
error permitiendo la actualización de pesos y sesgos. Durante la programación del modelo
se ha escrito el código de manera que el propio programa utilice la función de activación
que considere más oportuna en cada caso.

Algoritmo de retropropagación

Ahora śı, después de haber presentado estas pocas nociones técnicas, se retoma la
explicación del algoritmo de retropropagación, es decir, cómo se entrena la red. El fun-
cionamiento de este algoritmo es iterativo y se lleva a cabo en dos etapas para cada
epoch:

se recorre la red en el sentido normal, hacia la capa de salida, multiplicando el vector
de entrada por los pesos de la red y aplicando las funciones de activación de cada
neurona o capa de neuronas.

se calcula el error al comparar las salidas de la red con los valores esperados. Luego,
se propaga dicho valor hacia atrás para aśı poder ajustar los pesos de la red, con el
fin de reducir el error hasta alcanzar un valor razonable.

La optimización de los pesos de la red se lleva a cabo mediante la técnica del descenso
del gradiente en cada neurona. En los modelos que se han desarrollado se implementa la
optimización de Adam, que es un método estocástico de descenso de gradiente que se basa
en la estimación adaptativa de los momentos de primer y segundo orden de cada neurona.

No obstante, existen una serie de problemas relacionados con el descenso del gradiente.
El algoritmo de retropropagación funciona yendo de la capa de salida a la de entrada,
propagando el gradiente de error por el camino. Una vez que el algoritmo ha calculado
el gradiente de la función de coste con respecto a cada parámetro de la red, utiliza estos
gradientes para actualizar cada parámetro con un Paso de descenso de gradiente. Por des-
gracia, los gradientes suelen ser cada vez más pequeños a medida que el algoritmo avanza
hacia las capas inferiores. Como resultado, la actualización de la pendiente de gradiente
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deja los pesos de conexión de las capas inferiores prácticamente sin cambios, y el entre-
namiento nunca converge a una buena solución. Esto es lo que llamamos el problema de
los gradientes de fuga.

En algunos casos, puede ocurrir lo contrario puede ocurrir lo contrario: los gradientes
pueden crecer más y más hasta que las capas grandes actualizaciones de peso y el algo-
ritmo diverge. Este es el problema de los gradientes explosivos, que aparece en las redes
neuronales Recurrentes. En términos más generales, las redes neuronales profundas sufren
de gradientes inestables; diferentes capas pueden aprender a velocidades muy diferentes.

Para garantizar que los problemas de desaparición/explosión de gradientes no aparez-
can durante el entrenamiento suele ser muy recomendable utilizar la técnica de Batch-
normalization. Ésta técnica consiste en añadir una operación en el modelo justo antes o
después de la función de activación de cada capa oculta. Esta operación simplemente cen-
tra y normaliza cada entrada, y luego escala y desplaza el resultado utilizando dos nuevos
vectores de parámetros por capa: uno para la escala el otro para el desplazamiento. En
otras palabras, la operación permite al modelo aprender la escala y la media óptimas de
cada una de las entradas de la capa.

En muchos casos, si se añade una capa Batch-Normalizarion como primera capa de
la red neuronal, no es necesario estandarizar el conjunto; la capa Batch-Normalizarion
lo hará automáticamente (aunque de manera aproximada, ya que sólo mira un lote a la
vez, y también puede reescalar y desplazar cada caracteŕıstica de entrada). Para centrar
y normalizar las entradas, el algoritmo necesita estimar la media y la desviación estándar
de cada entrada. Lo hace evaluando la media y la desviación estándar de la entrada so-
bre el mini-batch actual. Aśı que durante el entrenamiento, la capa Batch-Normalization
estandariza sus entradas, y luego las reescala y compensa.

El momento de la prueba no resulta tan sencillo. De hecho, puede ser necesario hacer
predicciones para instancias individuales en lugar de para lotes de instancias: en este caso,
no se tendrá forma de calcular la media y la desviación estándar de cada entrada. Además,
incluso teniendo un lote de instancias, puede que sea demasiado pequeño, o las instancias
pueden no estar independiente e idénticamente distribuidas, por lo que el cálculo de las
estad́ısticas sobre el lote del lote no seŕıa fiable.

Técnicas de regularización

En los modelos presentados en este trabajo se utilizan diferentes técnicas de regula-
rización. Las redes neuronales tienen capacidad para entrenar millones de parámetros,
de hecho en el modelo 5 propuesto se alcanzan los 1.150.053 parámetros. De esta forma,
la red tiene gran libertad para ajustarse a una enorme variedad de conjuntos de datos
complejos. No obstante, esta misma flexibilidad facilita también que la red sobreajuste el
conjunto de datos de entrenamiento (lo que se conoce como overfitting).

Es aqúı donde entra en juego la regularización. La técnica de regularización más conoci-
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da es la función dropout. Ésta elimina un número aleatorio de inputs en cada actualización
durante el tiempo de entrenamiento. Cuando se aplica una técnica de regularización como
ésta, las neuronas no pueden coadaptarse con sus neuronas vecinas; tienen que ser lo más
útiles posible por śı solas. Tampoco pueden depender excesivamente de unas pocas neu-
ronas de entrada; deben prestar atención a cada una de sus neuronas de entrada. Acaban
siendo menos sensibles a los pequeños cambios en las entradas. Al final, se consigue una
red más robusta que generaliza mejor. También se utiliza en los modelos la regularización
L2, que restringe los pesos de conexión de una red neuronal.

Tamaño del batch

Por último, en muchas ocasiones resulta muy práctico dividir la cantidad de datos de
entrada que tomará la red en pequeños lotes, pues disminuye el tiempo de entrenamiento
del modelo. A ésto se le conoce como fijar el tamaño del batch (el lote), y es un factor
muy a tener en cuenta si se quiere que el modelo sea aplicable multitud de veces. Por
ejemplo, para predecir precios intrad́ıa será más adecuado un modelo que tarde 1 minuto
en entrenarse que otro que tarde 15 minutos, aunque consiga peores predicciones. Aún aśı,
esta técnica hace que se generen más actualizaciones de parámetros internos dentro de la
red, y al final empeora el aprendizaje en comparación con el caso en el que se entrenara
el conjunto de entrenamiento directamente.
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Caṕıtulo 4

Objetivos y metodoloǵıa

4.1. Objetivo general

En el presente trabajo se pretende diseñar un sistema capaz de predecir el precio de
cotización exacto de las acciones de Apple, Google, Microsoft y Amazon. Este problema
de modelización se abarca desde el punto de vista de la economı́a, pues desde es alĺı don-
de surge la inquietud que motiva a llevar a cabo este estudio. Por lo tanto, las mismas
motivaciones, la delimitación del marco de aplicación del modelo y los resultados que se
esperan obtener se definirán en términos económicos. Para ello se utilizarán técnicas de
Inteligencia Artificial.

4.2. Objetivos especificos

Los puntos que se abarcan en este estudio son los siguientes:

Revisión de la literatura existente en relación con las técnicas de análisis técnico y
fundamental del mercado de renta variable y el desarrollo de modelos predictivos de
precios.

Preparación de un dataset pre-existente y exploración de la serie temporal

Implementación de un primer modelo sencillo para la predicción de los precios de
cierre de las acciones de Apple.

A partir del modelo anterior, desarrollar distintos modelos y seleccionar aquél que
minimice el error obtenido en la predicción.

Implementar el mejor modelo para predecir los precios de las acciones de Amazon,
Google y Microsoft.

Comparar la aplicabilidad del modelo utilizando distintos datasets de entrenamiento
y de validación.
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4.3. Metodoloǵıa

Para la realización de este trabajo se ha utilizado como punto de partida un script
obtenido de Kaggle. En él se exportan los datos que se van a utilizar y se desarrolla un
modelo muy simple, el que será el modelo 1 de este trabajo y del que derivarán los si-
guientes tres propuestos. Aclarar que la integridad del trabajo es obra original de la autora.

Las simulaciones de los modelos basados en redes LSTM se han programado desde la
plataforma Google Colaboratory. Se trata de una extensión de Google donde se pueden
programar trabajos de aprendizaje y desarrollo basados en Aprendizaje Automático, todo
haciendo uso desde la nube. Se ha utilizado el acelerador de hardware GPU como entorno
de ejecución del programa.

Las redes neuronales han sido programadas con la API secuencial Keras, de la versión
2.5.0 de TensorFlow. En el código, dentro de la contrucción de la red neuronal no se han
especificado las funciones de activación de ninguna de las capas internas. Tampoco en el
entrenamiento de las redes se ha fijado ningún tamaño del batch. Esta configuración la
determinará automáticamente Keras.

En la figura 4.1 se muestra un esquema del procedimiento que se ha seguido para
modelizar la predicción de precios de las cuatro tecnológicas multinacionales. Primero se
toman los datos de las cotizaciones de las acciones. De ah́ı a partir de un análisis fun-
damental se extraen las caracteŕısticas que servirán como input del modelo. Después se
hace una separación del input entre datos de validación y datos de entrenamiento. A con-
tinuación se formula el modelo, que consistirá en una red LSTM. Por último, se hará un
test de la actuación del modelo, y se tomará como aceptable en función del error entre
los precios que prediga el modelo y los precios del conjunto de validación.

Figura 4.1: Esquema del proceso de modelización.
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Caṕıtulo 5

Solución propuesta

5.1. Análisis exploratorio de los datos

Si bien conocer cómo se ajustan los precios del mercado de renta variable y de qué
depende su fluctuación en el tiempo es una cuestión nada sencilla, en este apartado se
tratará de justificar por qué en śı mismos los precios responden a esta pregunta. De esta
manera, cuando se diseñe el modelo en los siguientes pasos sólo se observará como variable
en función del tiempo el precio de cierre diario de las acciones. Como en la gran mayoŕıa
de los estudios de naturaleza económica, este estudio se abarcará desde un punto de vista
cualitativo.

Como bien hemos dicho ya, la muestra de trabajo son datos sobre las cotizaciones de
las acciones de Apple, Google, Microsoft y Amazon, empresas tecnológicas que cotizan
en el mercado de renta variable de Estados Unidos. De ah́ı se obtienen para cada d́ıa los
precios máximos, mı́nimos, de apertura y de cierre de las acciones, medidos en dólares
estadounidenses (USD), y también el volúmen de operaciones. También se añade el pre-
cio de cierre ajustado, que incorpora al precio el valor contable de ciertas operaciones o
actuaciones que realice la empresa y que influyen en el valor real de la acción, tales como
el reparto de dividendos o la división de acciones.

Se obtienen y preparan los datos utilizando las libreŕıas pandas y numpy. En la figura
5.1 se presentan los precios de cierre de las cuatro empresas desde 2010.

Amazon encabeza en precios sus acciones con una enorme ventaja, seguida con mucha
distancia de Google. Microsoft y Amazon cotizan a precios muy inferiores. Esto no quiere
decir que sea la mejor oportunidad de inversión, porque al fin y al cabo lo que se busca son
inversiones cuyo precio prometa crecer. En la figura 5.2 se utiliza una escala logaŕıtmica,
aśı la amplitud de una variación del precio en el tiempo (en el eje vertical) representa el
mismo porcentaje de variación para precios bajos como para precios altos del activo. Se
puede decir entonces que todas las acciones han crecido a un ritmo parecido, y que desde
el punto de vista de la inversión generan rendimientos semejantes.

A juzgar por las gráficas de los precios, uno podŕıa pensar además que Amazon es
la empresa con mayores beneficios de las cuatro. Sin embargo sucede todo lo contrario,
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Figura 5.1: Precios de cierre (USD).

Amazon generó 21.331 millones de dólares de beneficios en el año 2020, frente a los 40.269
de Google, 44.281 de Microsoft y 57.411 de Apple. En la tabla 5.3 se resumen estos datos
junto con la cifra del Activo de cada empresa, es decir, el valor contable del conjunto de
bienes de los que son propietarias para el desarrollo de su actividad económica (maquina-
ria, equipos informáticos, terrenos, filiales, deudas a cobrar, dinero en circulación...). Seŕıa
necesario observar esta cantidad de manera desglosada para comprender en detalle cuáles
son los puntos fuertes de la empresa, en qué basa su modelo de negocio y cómo de eficien-
te está desarrollando su actividad económica una empresa. No obstante, conocer la cifra
del Activo śı basta para realizar la siguiente puntualización general: el tamaño de nego-
cio de las cuatro empresas tecnológias y su capacidad de generar ganancias es muy similar.

En la tabla 5.3 también se recogen los incrementos porcentuales que ha experimentado
el beneficio neto de cada empresa el 2020 comparado con el año anterior, y es aqúı don-
de aparece otra pista fundamental de cómo se gúıan los precios en el mercado. Amazon
alcanzó a finales de 2020 un beneficio un 84 % superior al que obtuvo en 2019, un sorpren-
dente resultado comparado con las demás empresas. Por poner un ejemplo, si este año
Amazon mantuviera este ritmo de crecimiento en el año 2021 generaŕıa un beneficio neto
de 39.249 millones de dólares, mientras que Google para incrementar también sus benefi-
cios en un 84 % debeŕıa generar un beneficio neto de 74.095 millones de dólares. Volviendo
a la afirmación de que los precios de cotización miden expectativas de crecimiento de las
empresas, es razonable pensar que Amazon experimentará un mayor crecimiento en el
precio que las demás empresas puesto que los beneficios anuales que liquida son bastante
pequeños en comparación, y que lo más probable es que a Apple y Microsoft les cueste
superar sus ganancias actuales, y en consecuencia se espera que su precio de cotización se
mantenga estable.

Es importante tener en cuenta también que la crisis sanitaria originada por la pan-
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Figura 5.2: Precios de cierre en escala logaŕıtmica (USD).

Figura 5.3: Datos financieros sobre la actividad económica de las empresas.

demia del COVID-19 ha agitado las bolsas mundiales este último año. Por una parte,
los efectos económicos que ha causado en las empresas han sido muy variopintos, se ha
visto tanto empresas fuertes incapaces de impedir que sus ventas cayeran, como empre-
sas que han captado nueva clientela y han tenido que duplicar su plantilla de trabajadores.

En particular, las empresas tecnológicas estudiadas no se han visto afectadas negativa-
mente por la COVID-19, más bien todo lo contrario. En la figura 5.2 se detecta muy bien
el inicio de la crisis sanitaria, al inicio del año 2020 se produce una gran cáıda simétrica del
precio de las acciones de las tecnológicas, que se prolonga unos escasos meses. Enseguida
los precios se recuperan e incluso siguen creciendo a mayor ritmo que antes. Destaca la
asombrosa subida del precio de cotización de Amazon (figura 5.1), que posteriormente se
estanca el resto del año.

Parte de esta extraordinaria recuperación se puede entender por el modelo de negocio
de las empresas, que el mercado rápidamente interpretó como una apuesta segura ya que
las empresas no veŕıan gravemente interrumpidas sus ventas, al menos en comparación
con el resto de empresas que cotizan en bolsa. También es muy importante la dimensión
de las empresas, cuya actividad económica se desarrolla a escala multinacional. Es ver-
dad que las empresas están muy expuestas al riesgo económico derivado de los tipos de
cambio en los páıses en los que están presentes. Pero también es verdad que la situación
cŕıtica que se vivió en cada páıs no se dió con la misma gravedad de manera simultánea:
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se produjo de manera escalonada.

Por otra parte, la alta volatilidad y la incertidumbre que tienen hoy todav́ıa las bolsas
es un escenario ideal para los inversores a corto plazo, que pueden llegar a reunir miles
de euros en un solo d́ıa. Aśı, cada vez son más las personas que sin tener la formación
necesaria se aventuran a invertir en bolsa con la esperanza de ganar dinero rápido. Por
tanto, es razonable sostener que el comportamiento de los precios se encuentra en un mo-
mento extraordinario, y debeŕıa esperarse que las predicciones obtenidas representaran
los cambios bruscos que están teniendo los precios.

Como aproximación a los resultados que se esperan obtener con el desarrollo del mo-
delo, se han calculado en el último trimestre las medias móviles de los precios de cierre
ajustados en periodos de 5 y 10 d́ıas (figura 5.4). Dentro del análisis técnico son muy
utilizadas para identificar tendencias de los precios a corto plazo, que serán muy útiles
partiendo de la premisa de que es más probable que una tendencia continúe a que retro-
ceda [19]. En las cuatro empresas la media móvil de 5 periodos supera en algun punto la
de 10 periodos, lo que indica un periodo de tendencia alcista, es decir, se estima que en
los próximos 10 d́ıas el precio será superior al precio de la fecha actual. La desventaja de
este indicador técnico es que el cambio de tendencia en el precio se produce siempre unos
d́ıas antes a la señal que emite, es decir, aunque podemos identificar que en los últimos 15
d́ıas la tendencia del precio es alcista, los 15 d́ıas siguientes bien podŕıan no serlo. En un
caso aśı, un analista financiero debeŕıa respaldar sus sospechas documentándose sobre las
últimas noticias sobre el sector económico y las empresas afectadas, es decir, basándose
en el análisis fundamental del mercado.

Figura 5.4: Medias móviles de 5 y 10 periodos (USD).
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Para conocer más sobre la formación de los precios puede ser buena idea analizar
si presentan estacionalidad (stationarity en inglés). Una serie temporal es estacionaria
cuando sus propiedades no dependen del periodo en el que son observadas. Normalmente
las series temporales que presentan tendencias, o que dependen de la época de año no
son estacionarias. Los precios de cierre śı presentan una clara tendencia alcista. En la
figura 5.5 se utilizan gráficos ACF y PACF para detectar si los precios de cierre de las
acciones de las cuatro empresas presentan estacionalidad. Si las series temporales fueran
estacionarias el valor de ACF caeŕıa a cero relativamente pronto. No es el caso que reflejan
los gráficos, por lo que se concluye que los precios de cierre no son estacionarios, y parte
de la fluctuación de su valor en el tiempo estará motivada por tendencias o la época de año.

Una pregunta que puede surgir a ráız de esta cuestión es si, a la hora de diseñar el
modelo, puede ser un problema que los precios históricos que estamos observando estén
todos dentro de una larga tendencia alcista. Quizás las predicciones sean demasiado opti-
mistas. Podŕıa ser que exista un exceso de optimismo en el mercado, fenómeno que recibe
el nombre de “apalancamiento financiero”. Sin embargo, lo más normal es que el curso del
precio siga un ritmo creciente, es decir, que exista inflación. La inflación es un aumento
generalizado en los precios de los bienes y servicios de una economı́a durante un periodo
de tiempo [2]. Se trata de otro fenómeno que ocurre en casi todos los páıses, de hecho,
los bancos centrales siempre tratan de que en su páıs haya algo de inflación, normalmente
entre el dos y el tres por ciento.

En análisis técnico se controla la dirección que lleva la inflación, puntos fuertes o débi-
les de la economı́a: crecimiento en los precios de las mercanćıas apuntan a una economı́a
más fuerte y a una mayor presión inflacionaria. Unos precios descendientes de las mer-
canćıas habitualmente avisan que la economı́a se ralentiza junto con la inflación. También
la dirección del dólar norteamericano y las monedas es una gúıa anticipada de la fuerza
y debilidad de las respectivas economı́as globales. Lo que resulta más impresionante es el
hecho de que las tendencias en estos mercados de futuros generalmente apareecn mucho
antes de quedar refleadas en los indicadores económicos tradicionales que se dan a conocer
mensual o trimestralmente, y que nos informan sobre lo que ya ha ocurrido.

Dentro del caṕıtulo 7 de discusión de los resultados se tendrá en cuenta otra variable
que se obtiene como combinación lineal del precio de cierre: el rendimiento de la inversión.
El rendimiento de la inversión, denotado por it−n,t, es el incremento porcentual que sufre
el precio de la acción pt comparado con su precio n d́ıas anterior, denotado por pt−n.

it−n,t =
pt
pt−n

− 1.

El rendimiento o la rentabilidad diaria de una acción (it−1,t) es el incremento por-
centual del precio con respecto al precio del d́ıa anterior pt−1. Se ha utilizado la libreŕıa
pandas para su cálculo. La mayoŕıa de los trabajos revisados de la bibliograf́ıa que utili-
zan modelos modelos basados en IA utilizan esta variable como variable de entrenamiento
(input) y también como vector de salida (output). Se discutirá este tema en este caṕıtulo,
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Figura 5.5: Autocorrelación (ACF) y autocorrelación parcial (PACF) de los precios de
cierre diferenciado por empresas.
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en la selección de las caracteŕısticas del dataset.

En el anexo 8.2 se resumen los estad́ısticos de los rendimientos que han generado las
cuatro acciones en el último año. Comparando entre las diferentes empresas, las acciones
de Apple y Google crecen más rápido. Las razones pueden ser que las empresas tienen más
ventas anuales, mayor margen de beneficio con respecto a sus costes, o una mejor gestión
financiera de sus deudas patrimoniales. Esta superioridad puede deberse también a razo-
nes de especulación, si es que el mercado percibe que el precio de las acciones va a subir
porque existan señales favorables sobre las empresas en la prensa, en las redes sociales
o en cualquier otro medio de comunicación. Por otro lado, comparando las desviaciones
t́ıpicas de las diferentes inversiones, también se extrae que Apple es la más volátil, y ésto
va a ser clave para elegirla como muestra para el diseño del modelo.

En la figura 5.6 se muestra un diagrama de correlación entre los rendimientos de las
acciones de Apple, Google, Microsoft y Amazon en el último año. En todos los casos, la
correlación entre los rendimientos diarios de los diferentes activos es positiva. Con esto lo
que se quiere es buscar un rastro de la tendencia alcista de los precios que tienen las empre-
sas tecnológicas, y buscar señales de interdependencias entre ellas. El diagrama muestra
unas cifras razonables, las que cabŕıa esperarse de un sector en crecimiento, en plena
tendencia alcista y donde no hay competencia entre las empresas, sino que su actividad
económica es lo suficientemente diferente para que se pueda dar la complementariedad
entre sus negocios. No obtante, ni estas afirmaciones ni la existencia de correlación entre
los rendimientos de las empresa implica necesariamente una relación de causalidad.

Figura 5.6: Diagrama de correlación de precios de cierre.

Para cerrar esta sección, se establece una comparación de las cuatro acciones teniendo
en cuenta la rentabilidad esperada y el riesgo asociado a la inversión en el último año
(figura 5.7). Será necesario cuantificar el riesgo de las acciones. En este caso para medir el
riesgo se comparan los rendimientos diarios esperados con sus desviaciones estándar aso-
ciadas. Apple es la más volátil, como dećıamos antes. Microsoft es la acción más segura.
Google es la acción más atractiva desde el punto de vista riesgo-beneficio, pues es la que
genera mayores ganancias de inversión y a un riesgo muy pequeño en comparación con
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las demás, sólo superior al de las acciones de Microsoft.

Figura 5.7: Rentabilidad - riesgo de las acciones.

5.2. Selección de las caracteŕısticas del dataset

El dataset se compone de datos históricos desde el 01-01-2010 hasta la fecha 07-07-
2021, extráıdos de Yahoo Finanzas (ver anexo 8.1). Recoge los datos de cotización de 2899
d́ıas distintos, que sumados no llegan a los 8 años de duración. Para cada año el dataset
contiene datos de menos d́ıas de los que tiene un año natural debido a que el mercado
estadounidense Nasdaq cierra determinados d́ıas, es decir, no se realizan operaciones de
compra y venta y, por lo tanto, los datos de cotización no cambian.

Las redes neuronales con aprendizaje profundo pueden tratar cantidades ingentes de
datos, pero ésto no tiene por qué ser una práctica recomendable. Desde el punto de vista
de la computación, cuantos más larga sea la serie temporal que se le proporcione a la red
neuronal para entrenar, mejor aprenderá. Sin embargo, tener en cuenta muchas variables
distintas puede introducir consigo ruido blanco al modelo, algo no deseable ya que dismi-
nuirá la calidad de la predicción [13].

Como hemos dicho, el precio contiene información muy completa sobre la empresa. Por
contra, los modelos [4], [8], [13], [16], [21], [22] basados en LSTM utilizan como entrada de
la red neuronal los rendimientos diarios que generan las acciones, y predicen rendimientos
futuros a corto plazo. La ventaja de utilizar los rendimientos para entrenar el modelo es
que una vez realizada la predicción se pueden extraer estad́ısticos sobre los rendimientos
que generará cada acción, y aśı comparar los beneficios que se consiguen con cada una.
Se puede decir que el problema se mira desde el punto de vista del inversor, que busca
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obtener beneficios. Esto es porque estos estudios tienen como propósito automatizar de-
cisiones de inversión para optimizar las ganancias del inversor.

Sin embargo, las estrategias de inversión (los algoritmos) que proponen estos estudios
son muy simples. Básicamente consisten en comprar cuando se prediga que al d́ıa siguiente
va a subir el precio, y vender cuando se prediga una bajada del precio. La estrategia se
define entonces en función del precio del d́ıa siguiente, pero esta no es la forma en la que
operan los inversores a corto plazo, que lo que les interesa es localizar en un rango de
tiempo de al menos dos semanas los máximos y los mı́nimos locales del precio y estimar
qué valor tendrá al finalizar el periodo considerado. En principio, un inversor racional para
optimizar la rentabilidad de su inversión compraŕıa cuando el precio caiga a un mı́nimo
local y vendeŕıa cuando alcanzara un máximo local.

Pero es que además nunca hay garant́ıa completa de que el precio se vaya a compor-
tar de una manera, y la estrategia de inversión tiene que incorporar otros aspectos que
contemplen el riesgo. Un inversor normalmente basa su estrategia en la cantidad de ga-
nancias acumuladas y en la cantidad de pérdidas que esté dispuesto a asumir de acuerdo
a su perfil de riesgo, como se suele decir. La planificación de una estrategia de inversión es
muy personal, y habrá personas que se encuentren cómodas asumiendo un 20 % de riesgo
de perder su inversión inicial y habrá otras con mayor aversión al riesgo que busquen
activos con menos de un 2 % de riesgo. Aśı, un inversor compra una acción cuando espera
que vaya a subir de precio hasta cierto valor, y mantiene la inversión y sólo vende cuando
alcance ese precio o cuando el precio caiga por debajo de cierto valor umbral, limitando
sus pérdidas. Sabiendo la complicación de esta tarea, nos conformamos con conocer la
tendencia del precio minimizando el error de estimación.

Aclarar que se utilizarán los precios de cierre, como bien se habŕıan podido utilizar de
manera indistinta los precios de apertura del mercado.

5.3. Separación del dataset de entrenamiento y vali-

dación

Para la selección del modelo se utilizarán solamente datos de Apple durante el entre-
namiento. La razón reside en que la acción más volátil, es decir, sus precios de cotización
fluctúan de manera más acelerada y con mayor apuntamiento. Parece razonable pensar
que los precios de Apple son más sensibles, o dependen de más variables, y que la in-
ferencia del aprendizaje de la red resultará más efectiva en el siguiente orden: entrenar
la red neuronal con precios más cambiantes y extrapolar lo aprendido a precios menos
cambiantes. Es decir, será más fácil pasar de precios más cambiantes a menos, que de
precios más estables a precios más bursátiles. De todas formas, una vez seleccionado el
mejor modelo se probará a entrenarlo con diferentes datasets. Hay que tener en cuenta
además que Apple es, de las cuatro empresas, aquella cuya acción cotiza a menor precio.

Se hace una división del dataset en un bloque de entrenamiento, con el primer 85 %
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de los datos (2464 d́ıas), y un bloque de validación con el 15 % restante (435 d́ıas, desde
el 16 de octubre de 2019 hasta el 7 de julio de 2021). El primer conjunto se utiliza para
entrenar la red y para ajustar iterativamente sus parámetros de forma que la función de
pérdida se minimice. Hay que tener presente que el conjunto de validación contendrá todo
el periodo de tiempo durante el que aconteció (y continúa transcurriendo) el episodio de
la crisis sanitaria y la pandemia del COVID-19.

Bien es cierto que para comprobar la actuación de un modelo se suele utilizar propor-
ciones como 80 % de datos de entrenamiento y 20 % de datos de validación. Ésto se hace
para evitar que el modelo tenga problemas de overfitting, esto es, que el modelo aprenda
muy bien las caracteŕısticas de entrenamiento pero la IA no sea capaz de extrapolar su
actuación a nuevos entornos fuera de los datos de entrenamiento, en nuestro caso nuevas
tendencias de precios. En definitiva, pierde capacidad de generalización. No obstante, se
realizará una simulación del modelo con una configuración 95/5 para conseguir una pre-
dicción a corto-medio plazo y comparar los resultados con la prueba anterior. Utilizar un
dataset de validación del 5 % equivale a predecir el precio de casi cinco meses en adelante.
Además, existe el problema de que los errores son acumulativos, lo que se explicará en los
párrafos siguientes. Por estos motivos se probará la configuración 95/5 solamente con la
intención de aclarar este punto.

Durante el entrenamiento, y de forma similar a las Redes Recurentes, en la red LSTM
los pesos y los términos de sesgo se ajustan de forma que minimicen la pérdida de la fun-
ción objetivo especificada en las muestras de entrenamiento. La función de pérdida será
el error cuadrático medio (MSE). Por comparación, se obtendrá también el error absolu-
to medio (MAE) y se representará en una gráfica la evolución de las dos métricas en el
caṕıtulo de resultados. Además, para cada modelo se extrae al final del entrenamiento el
valor de la ráız del error cuadrático medio (RMSE). Este ı́ndice de rendimiento mostrará
una estimación del residuo entre el valor real (yi) y el valor predicho por el modelo (oi),
como se indica en la ecuación siguiente

RMSE =

√
1

n

n∑
i=1

(yi − oi)

donde n es el número de datos que tiene la muestra.

Por otro lado, y de acuerdo con los resultados obtenidos, el método de optimización
que mejor funciona es el Adam, que se ha comparado con el optimizador SGD.

En la parte de inferencia de los resultados del modelo se utiliza una ventana móvil de
datos de 60 d́ıas para predecir el precio del d́ıa siguiente en cada paso de tiempo, por lo
que la validación del modelo finaliza una vez que la ventana haya recorrido el dataset de
entrenamiento en 2200 pasos de tiempo aproximadamente. Esto quiere decir que genera
una nueva red neuronal al final de cada d́ıa de negociación, por lo que que se define un
nuevo conjunto de pesos utilizando un nuevo conjunto de datos de entrenamiento y va-
lidación. En cada ventana se predice el precio de la acción del primer d́ıa de la ventana
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siguiente. Esto implica que en en cada paso de tiempo se utilizará el precio estimado el
d́ıa anterior para realizar la nueva predicción del precio del d́ıa siguiente. Por lo tanto, se
perderá precisión cuantos más pasos de tiempo se produzcan en la predicción, ya que los
errores son acumulativos.

No obstante, utilizar la técnica de ventanas móviles también puede ser ventajosa, en
tanto que la función pérdida contendrá un término para la salida de la RNN en todos
y cada uno de los pasos de tiempo, no sólo la salida en el último paso de tiempo. Esto
significa que habrá muchos más gradientes de error fluyendo a través del modelo, y no
tendrán que fluir sólo a través del tiempo; también fluirán desde la salida de cada paso
de tiempo. Este estabilizará y acelerará el entrenamiento.

5.4. El vector de entrada o caracteŕısticas

Como entrada del modelo se utilizan los precios de cierre no ajustados históricos, de-
notados por xt (ver figura 3.2). Para que el modelo se pueda entrenar con cualquier vector
de precios de cierre xt, no se le especificará ningún tamaño de dimensión.. Para unificar
los datos, se han normalizado los precios en un rango de 0 a 1.

5.5. El vector de salida

El vector de salida de la red neuronal, denotado por ot, reunirá el conjunto de pre-
dicciones del precio de cierre del d́ıa siguiente a la fecha actual (ver figura 3.2). Cada
elemento del vector se utilizará después dentro del vector de entrada xt+1 como último
precio de cierre de la siguiente ventana de datos.

Merece la pena recalcar que el vector es de una dimensión, porque lo que interesa es
conocer el valor numérico de los precios. Es muy frecuente que a la hora de modelizar un
problema utilizando redes neuronales se caracterice al vector de salida con más de una
dimensión, planteando el modelo como herramienta que da solución a un problema de
clasificación. Por ejemplo, se podŕıa constrúır un modelo que clasificara la salida en dos
clases: si el precio del d́ıa siguiente es mayor al precio del d́ıa actual el output es de clase
1, y si el precio es menor el output es de clase 2 [4], [21], [22]. También podŕıa crearse una
tercera clase donde se clasificaran los precios que no han cambiado de un d́ıa para otro,
aunque es una situación más que poco probable [13].

5.6. Modelos propuestos basados en redes LSTM

En esta sección se presentan los modelos para la predicción de los precios de cierre
de Apple. Se toma como punto de partida el modelo 1, y de la aplicación de una serie
de modificaciones se formulan tres variantes del modelo inicial que mejoran la predicción
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de los precios. Cada descripción comienza con un esquema de la arquitectura del modelo
correspondiente (figuras 5.8, 5.9, 5.10, 5.11 y 5.12).

Antes de nada, hay que aclarar un denominador común de todos los modelos. Durante
la programación se ha implementado en una ĺınea de código una inicialización aleatoria de
los datos fijando una semilla de 51. Aśı, cada vez que se ejecute el programa se generará
el mismo conjunto de pruebas. Esto permite que al ejecutar el código se reproduzcan los
mismos conjuntos de pruebas para todos los modelos. Aśı se asegura que los resultados
que se obtengan de ejecutar el código sean convergentes a los que refleja el caṕıtulo 6.

Modelo 1

Figura 5.8: Arquitectura del modelo 1

La topoloǵıa del modelo de partida es la siguiente:

Primera capa LSTM con 16 neuronas, donde el vector de entrada a la capa es de
dimensión (2404, 60, 1).

Una capa de salida fully-connected con una neurona, que es el número de clases en
las que se quiere clasificar el precio de cierre ajustado: su valor estimado.

Esta configuración produce 1.169 parámetros para la LSTM, lo que no nos da ni si-
quiera a guardar la relación de 2 ejemplos de entrenamiento por cada parámetro. En [5]
se utiliza una proporción de 93 ejemplos de entrenamiento por parámetro. Un número
elevado de observaciones por parámetro permite obtener estimaciones más robustas en
caso de que los datos de entrenamiento sean tan ruidosos, y reduce el riesgo de sobreajus-
te u overfitting. En los modelos consecutivos se aumentará progresivamente el número de
neuronas de las capas LSTM para abordar esta cuestión.

Las predicciones de este modelo son aceptables puesto que captan los d́ıas en los
que la variación del precio cambia de ser creciente a decreciente, y viceversa. Es decir,
la predicción logra localizar en la serie temporal los puntos de inflexión de la curva del
precio. Sin embargo, aparecen tres problemas:

los precios estimados quedan siempre por debajo de los precios de cierre reales
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a medida que se avanza en la predicción aumenta el error

la predicción penaliza los picos a la alza y a la baja a los que llega el precio, que es
quizás la parte más interesante de la predicción, es decir, las mejores oportunidades
para comprar o vender acciones.

Sin embargo, la función de pérdida es muy baja desde el momento inicial y converge
a 0 en el epoch 1 de entrenamiento (figura 6.2). Es muy probable que este modelo no
se haya entrenado lo suficiente y los resultados no sean realistas, en el sentido de que el
modelo no sepa extrapolar las caracteŕısticas del dataset a nuevos datos. Viendo ésto, y
con la pretensión de mejorar el entrenamiento, se propone un segundo modelo.

Modelo 2

Figura 5.9: Arquitectura del modelo 2

En el modelo 2 se realizan dos modificaciones en la capa LSTM:

Se incrementa el número de neuronas a 50.

Se se aplica la regularización dropout con un factor de regularización de 0.25, lo
que implica que se eliminará el 25 % de los inputs de entrada de la capa para cada
ventana móvil de datos.

El objetivo de este ajuste es generalizar más la aplicabilidad del modelo a nuevos datos.
Se ha observado que para valores mayores de dropout derivan en un empeoramiento de
la actuación del modelo.

Después de estas modificaciones, el modelo soluciona ligeramente los problemas que
presentaba el modelo 1 . Merece la pena destacar la potencia que tiene esta herramienta:
aunque los cambios han sido muy ligeros, en este modelo la red entrena 10.451 parámetros
distintos, casi diez veces más que la red del modelo inicial.
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Figura 5.10: Arquitectura del modelo 3

Modelo 3

En este modelo se añaden dos capas nuevas. En primer lugar, se añade una nueva
capa LSTM después de la primera y se aumenta a 80 el número de neuronas de las dos
capas LSTM. En segundo lugar, después de la activación dropout y antes de la última
capa fully-connected se añade otra capa de este mismo tipo, con una configuración de 56
neuronas.

El modelo pronostica precios futuros con menor error que los modelos anteriores, aun-
que las predicciones todav́ıa no convergen los máximos y los mı́nimos locales. El siguiente
paso será elaborar un modelo aún más complejo que consiga predicciones con menor error.

Modelo 4

En este modelo las capas LSTM se configuran como capas bidireccionales de 150 neu-
ronas cada una, por lo que habrá 300 valores de salida en cada capa bidireccional. En este
caso, se quiso explorar la caracteŕıstica del precio como medida de expectativas futuras de
rentabilidad. El primer mandamiento que debe seguir todo inversor es no dejarse eclipsar
por las rentabilidades que haya generado una acción en el pasado, de hecho la primera
lección que se enseña a los inversores novicios es la frase que se citaba en la introducción,
que dice que “rentabilidades pasadas no garantizan rendimientos futuros”.
Además de los cambios anteriores, se incrementa a 64 el número de neuronas de la primera
capa fully-connected.
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Figura 5.11: Arquitectura del modelo 4

Modelo 5

En este último modelo se han utilizado nuevas técnicas de regularización. La estruc-
tura del modelo se vuelve más complicada que la de los modelos anteriores. Todas las
modificaciones se realizan con el propósito de solucionar problemas relacionados con el
overfitting. El modelo se estructura de la siguiente manera:

Se prepara la entrada de la red LSTM utilizando la técnica de batch normalization.

Primera capa LSTM bidireccional con 180 neuronas.

Segunda capa LSTM bidireccional con 180 neuronas.

Se aplica una regularización dropout de 0.25.

Primera capa fully-connected con 256 neuronas.

Segunda capa fully-connected con 64 neuronas.

Se aplica la técnica de regularización L2.

Última capa fully-connected con 1 neurona.
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Figura 5.12: Arquitectura del modelo 5

5.7. Validación del modelo en el resto de empresas

Una vez seleccionado el modelo 3 como el que mejor predice los precios futuros de
las acciones de Apple, se ha probado el mismo modelo para predecir los precios de las
acciones de Microsoft, Amazon y Google. Para esto, se utilizará en cada caso los precios
de cierre históricos de las acciones de la correspondiente empresa. También se ha querido
probar si entrenando el modelo con los datos relativos a los precios de Apple hubiera sido
de aplicación para las demás empresas, punto que tienen a su favor el trabajo [17]. En
él diseña una red CNN con la que fue capaz de predecir los precios de cinco empresas
diferentes de la Bolsa de Nueva York habiendo utilizado como dataset de entrenamiento
los precios de una sola empresa de la Bolsa de la India. Esto fue posible porque ambos
mercados de valores comparten algunas dinámicas internas comunes que el modelo consi-
gue captar.
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Caṕıtulo 6

Resultados

En esta sección se muestran los resultados obtenidos en este estudio. Primero se hace
una comparativa entre los cinco modelos planteados en el caṕıtulo anterior con el propósi-
to de seleccionar el más adecuado. En los gráficos de la figura 6.1 se representan las
predicciones que realiza cada modelo de los precios de cierre de las acciones de Apple,
comparadas con los precios de validación. En la figura 6.2 se representan las funciones
de pérdida (medidas en SME) y el error medio absoluto (MAE) que se consiguen con
cada uno. En la figura 6.3 se ampĺıa la comparativa entre los modelos. Por un lado, la
tabla refleja para cada modelo las mediciones del RMSE, el rendimiento estimado de la
acción desde la primera fecha del dataset de validación hasta la última fecha, y el error de
este rendimiento estimado comparado con el rendimiento real que tiene la acción durante
el mismo periodo, estimación. Por otro lado, estas medidas se toman para una división
del dataset de precios de las acciones de Apple de 85/15 (la que se ha utilizado en los
modelos) y, a modo de comparación, se toman también para una división 95/5.

Una vez se ha escogido el modelo 3 como el que mejor aproxima el problema, se aplica
al precio de las acciones de las otras tres empresas para ver los resultados de la validación.
En la figura 6.4 se compara el RMSE que se obtiene en las predicciones con el modelo 3
pudiendo aplicarse de dos formas: o utilizando únicamente los precios de cierre de Apple
como dataset de entrenamiento, o utilizando el mismo dataset de entrenamiento que de
validación, es decir, utilizar precios pasados de una empresa para predecir los precios fu-
turos de la misma empresa. Por último, la figura 6.5 refleja las predicciones finales de los
precios de cierre de las acciones de Apple, Microsoft, Amazon y Google, utilizando como
dataset de entrenamiento los precios históricos de Apple.

Hace falta destacar que las gráficas de la figura 6.5 tienen diferentes escalas de precios
en el eje vertical. Por ejemplo, aunque parezca que el modelo predice mejor los precios de
Google que los de Microsoft, los precios de Google fluctúan dentro de un intervalo de 1500
y 2500 dólares ($), frente a los precios de Microsoft, que fluctúan dentro de un intervalo
de 150 y 250 dólares ($). Esto queda corroborado con los RMSE de la figura 6.4

39



Figura 6.1: Validación de los modelos propuestos.
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M-5.

Figura 6.2: Función de pérdida y MAE.

Figura 6.3: Comparación de los modelos

Figura 6.4: Validación del modelo 3 utilizando distintos datasets de entrenamiento
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Figura 6.5: Validación del modelo 3.
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Caṕıtulo 7

Discusión

7.1. Evaluación de los modelos

7.1.1. Selección del modelo

El modelo 3 es el mejor de los cinco propuestos. Consigue un RMSE mı́nimo de 3.6591,
y también es mı́nimo el error en la estimación del rendimiento que generaŕıa una inversión
en acciones de Apple, desde el 16 de octubre de 2019 al 07 de julio de 2021, cuantificado
en -0.0864. Además de estos datos, en la figura 6.1 se observa directamente que resuelve
de mejor manera los problemas que planteaba el modelo inicial, esto es, que los precios
estimados infravaloran levemente los precios de cierre reales; que la predicción empeora a
medida que nos alejamos de la fecha en la que comienza la predicción (16 de octubre de
2019); y que la predicción no captura los máximos y los mı́nimos locales de los precios.

Dentro de las modificaciones realizadas en la arquitectura de la red neuronal Recu-
rrente, se pueden destacar varios aspectos:

1) La regulación dropout ha mejorado las predicciones, en términos de disminuir el
error en cada estimación del precio.

2) Aumentar el número de neuronas ha contribúıdo a mejorar la calidad de la pre-
dicción, aśı como la introducción de nuevas capas LSTM y fully-connected, aunque no se
conoce hasta qué grado de implicación.

3) Las capas bidireccionales no producen el efecto esperado, pues no mejoran la ac-
tuación del modelo 3. Śı es verdad que utilizando la configuración del dataset 95/5, es
decir, para una validación de menor número de d́ıas, el modelo 4 es el que obtiene mejores
resultados, mejores incluso que los del modelo 3 (figura 6.3).

4) La adición de las técnicas de Batch-normalization y la regularización L2 en el mo-
delo 5 han empeorado la calidad de las predicciones (basta ver la figura 6.1), obteniendo
los peores datos de RMSE y de error del rendimiento estimado (figura 6.3). Aplicar una
regularización estricta limita el espacio de soluciones, y tal vez no sea el efecto apropiado
para el modelo propuesto porque el vector de entrada de la red neuronal (que contiene
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los precios de cierre históricos de Apple) es muy simple.

Las funciones de pérdida que se representan en la figura 6.2 convergen a 0 muy pron-
to, prácticamente en el primer epoch en los primeros cuatro modelos. Añadiéndole que
las curvas loss y mae son prácticamente lineales antes del epoch 5, hace pensar que hay
presencia de overfitting. En este punto los modelos 3 y 4 son mejores que los modelos 1 y
2, pues la curva mae presenta algunas oscilaciones. Las curvas del modelo 5 describen un
comportamiento más af́ın al esperado, donde además la convergencia a 0 de la curva loss
no llega hasta el epoch 24 aproximadamente.

7.1.2. Validación del modelo 3

De los resultados mostrados en la figura 6.4 que comparan el RMSE del modelo 3
usando diferentes datasets de entrenamiento se pueden extraer una serie de caracteŕısti-
cas. Para empezar, los datos de RMSE obtenidos al entrenar la red neuronal con los
precios de las acciones de Apple son siempre mejores, salvo en el caso de Google, donde
por escasa diferencia (2 dólares estadounidenses) el RMSE en la validación es mayor. En
otras palabras, es mejor utilizar como dataset de entrenamiento los precios de las acciones
de Apple que utilizar como dataset de entrenamiento los precios correspondientes a la
empresa para la que se pretenda predecir los precios.

Esto se hace muy evidente en la predicción de los precios de Amazon, donde la dife-
rencia de RMSE utilizando como dataset de entrenamiento los precios de cierre de Apple
es de 48.85 dólares menos, lo que implica una gran mejora.

7.2. Discusión de los resultados

La predicción de los valores futuros exactos del precio de las acciones es una tarea am-
biciosa, por eso los estudios suelen enfocarse como un problema de clasificación: el precio
futuro sube, baja o se mantiene constante. Aún aśı, con el modelo 3 se han obtenido unos
valores con un RMSE aceptable. Su arquitectura no es especialmente sofisticada, lo que
es sorprendente dados los resultados finales. Además, es muy positivo la escasa cantidad
de datos que se ha tenido que utilizar. Sin embargo, no está del todo claro si el modelo
presenta overfitting.

Dentro de las caracteŕısticas de la predicción, en todas las simulaciones los valores de
los precios estimados son siempre inferiores que los precios futuros reales: las estimaciones
infravaloran los precios. También son pesimistas los rendimientos estimados que gene-
raŕıan las acciones. Seŕıa deseable que los errores en la predicción tivieran tuvieran una
distribución uniforme. Que no se cumpla ésto es śıntoma de que el modelo puede mejo-
rarse. Puede ser que exista un condicionante externo reciente y con mucha trascendencia
que haya afectado anormalmente a los precios, superando los valores que cabŕıa esperar
de ellos, como por ejemplo, la pandemia del COVID-19.
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Por otra parte, las predicciones que más se acercan a la realidad son las de los precios
de cotización de Apple y Microsoft, frente a las predicciones de los precios de cotización de
Google y Amazon, para las que el RMSE asciende. Puede que el principal motivo de esta
diferencia sea la magnitud de los precios mismos, cuyas cuant́ıas a 16 de octubre de 2019
eran de 58.59$, 140.41$, 1438.4$ y 1777.43$, respectivamente. Se podŕıan extraer otras
caracteŕısticas de las empresas y compararlas con la precisión de las predicciones para ver
las propiedades del modelo, pero realmente no se ha estudiado si existe una relación de
causalidad. Por ejemplo, puede que el modelo realice mejores predicciones sobre los acti-
vos menos volátiles 5.7. Sin embargo, las correlaciones entre los precios de las empresas
de la figura 5.6 no acompañan a estos resultados.
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Caṕıtulo 8

Conclusiones y trabajo futuro

8.1. Conclusiones

En este trabajo se ha elaborado un modelo que consigue predecir los precios de las
acciones de Apple, Amazon, Google y Microsoft con un error de precisión aceptable. La
modelización de este problema se ha realizado desde el punto de vista económico, pues
es donde tiene sentido realizarse las preguntas pertinentes para motivar el desarrollo del
estudio y comprender los resultados conseguidos.

La utilización de la Inteligencia Artificial en el análisis de los mercados bursátiles está
recibiendo mucha atención últimamente, sobretodo por parte de los investigadores. Su
capacidad para extraer automáticamente caracteŕısticas de series temporales y capturar
relaciones altamente no lineales, y para adaptarse a nuevos datos a través del aprendizaje
la hacen una candidata excelente para el estudio del mercado, regido por un comporta-
miento extremadamente dinámico y complejo. En concreto, el modelo está basado en una
red neuronal Long-Sort-Term-Memory, un algoritmo de Inteligencia Artificial que destaca
porque permite considerar dependencias de contexto muy largas en los datos analizados,
mejorando aśı el poder de predicción.

La programación se ha ideado de forma que para que el modelo funcione debe recibir
un vector con precios de cierre históricos de cualquiera de las cuatro empresas. El 85 % de
los precios del vector se utilizará para entrenar el modelo y el 15 % restante se utilizará
para la validación. Los resultados muestran que el modelo final arroja buenas predicciones,
incluso utilizando los precios de las acciones de diferentes empresas para el entrenamiento
y la validación. De alguna manera, esto mide la capacidad del modelo de extrapolar ca-
racteŕısticas y patrones en los precios que pasaŕıan desapercibidos de estudiar el problema
de modelización con otras técnicas que no utilicen el aprendizaje profundo.

Para la elección del modelo final se han desarrollado 5 prototipos de modelos, que se
han evaluado en función del error que producen al realizar las precciones de los precios de
Apple. Por último, una vez escogido el modelo 3 como el más adecuado, se ha validado
nuevamente su actuación comparando el error que produce al predecir los precios de las
Amazon, Google y Microsoft.
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8.2. Lineas de trabajo futuro

De acuerdo con los resultados, el modelo final es capaz de predecir satisfactoriamente
los precios de las acciones de Apple y Microsoft, y en menor medida los precios de las
acciones de Google y Amazon. Puede que en vez de diseñar un modelo de aplicación gene-
ral, sea más adecuado diseñar distintos modelos para predecir los precios de cada acción
en particular.

Sin embargo, parece más interesante encaminar la investigación en cómo mejorar el
modelo para generalizar su aplicación. Una opción sencilla podŕıa ser comprobar la ac-
tuación del modelo utilizando un dataset de precios de cierre de un ı́ndice bursátil, en
lugar de una acción aislada, pues su precio es una combinación lineal de los precios de
varias acciones diferentes. Otra opción podŕıa ser mejorar la entrada del modelo utilizando
técnicas de selección automática de los inputs. Seguramente al introducir más datos en el
análisis habŕıa que remodelar la red, dándole una estructura más compleja.

En cuanto a la integración de la Inteligencia Artificial en los sistemas automáticos de
trading, todav́ıa existe una gran brecha entre la teoŕıa y la práctica. Esto se debe princi-
palmente a que en el ámbito cient́ıfico no se le presta la suficiente atención a una parte
fundamental de la operativa en el mercado bursátil: la gestión de estrategias de inversión.
Bien podŕıa ser útil, aprovechando la contextualización económica que se hace en este
trabajo y los buenos resultados conseguidos en las predicciones, mejorar el modelo para
que sea capaz de emitir automáticamente señales de compra y de venta.
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Anexo

Figura 8.1: Código para exportar los datos de cotización.

Figura 8.2: Estad́ısticos del rentimiento de las acciones.
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Figura 8.3: Modelo 1
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Figura 8.4: Modelo 2

Figura 8.5: Modelo 3
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Figura 8.6: Modelo 4

Figura 8.7: Modelo 5
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